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Abstract

The paper considers a hybrid model to analyze and forecast time series data based on an empirical mode

decomposition (EMD) that accommodates complex characteristics of time series such as nonstationarity and

nonlinearity. We aggregate IMFs using the concept of cumulative energy to improve the interpretability of

intrinsic mode functions (IMFs) from EMD. We forecast aggregated IMFs and residue with a hybrid model

that combines the ARIMA model and an exponential smoothing method (ETS). The proposed method is

applied to forecast KOSPI time series and is compared to traditional forecast models. Aggregated IMFs

and residue provide a convenience to interpret the short, medium and long term dynamics of the KOSPI. It

is also observed that the hybrid model with ARIMA and ETS is superior to traditional and other types of

hybrid models.

Keywords: intrinsic mode function, exponential smoothing method, ARIMA model, nonstationary model,

nonlinear model

1. 서론

전통적으로 시계열 자료 분석 및 예측을 위하여 가장 널리 사용되는 방법은 Box와 Jenkins의 ARIMA

(autoregressive integrated moving-average) 모형이다. Box 등 (1993) 이후로, ARIMA 모형은 다양

한 형태로 변화 및 진화하였을 뿐만 아니라 다변량 기법으로 확장되었으며 그 이론적인 배경 또한 탄탄
하다. 가장중심이되는개념은정상성(stationarity)으로볼수있으며활용성이가장높은모형은선형

모형으로 볼 수 있다. 만약 관심의 시계열이 비정상적(nonstationary)이거나 비선형 모형을 따르는 경

우, ARIMA 모형은 차분 또는 Box-Cox 멱변환(power transformation)과 같은 변환을 가한 시계열에

적합되는 것이 일반적이다 (Wei, 2006). 그러나, 미지의 다양한 형태의 비정상성과 비선형성이 이러한

변환을 통하여 정상화 또는 선형화된다는 보장은 없으며, 특히 변환을 통한 ARIMA 모형의 적합은 그
해석가능성에대하여여러가지한계를가지고있다.

1950년대부터 시작된 지수평활법 (Brown, 1959; Holt, 1957; Winters, 1960)은 최근 다양한 형태로 발
전하였으며 그 실용성과 자동화된 모형 적합으로 인하여 다양한 분야에서 각광받고 있다 (Hyndman과

Khandakar, 2008). 특히 지수평활법이 잘 구현되어 있는 R 패키지인 forecast는 최근 다운로드 횟수가
폭발적으로 증가했다고 보고되고 있다 (http://robjhyndman.com/hyndsight/fpp-downloads/). 고주
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파수 및 계절 시계열 자료 분석을 위한 지수평활법도 뛰어난 자료 적응력, 추정방법의 편리성 및 비선형

모형의가능성등에서우수함을인정받고있으며전력수요를포함하는에너지관련수요예측분야, 교통
량예측및각종제품의수요예측과같은연구들을통해서발전하고있다 (Gould 등, 2008).

최근 시계열 자료에서 나타나는 비정상성과 비선형성과 같은 복잡성을 포용할 수 있는 다양한 방법론들
이연구되고있다. 그중에서도경험적모드분해법(empirical mode decomposition; EMD)에관한연구
들은주목할만한성장을거듭하고있다.

Hilbert-Hwang 변환을 이용한 Huang 등 (1998)의 선구적인 연구에서 비롯되어 EMD는 비선형 또는

비정상 시계열을 고주파수에서 저주파수에 걸친 독립적인 성분들로 분해함으로써 복잡한 시계열에 대한

해석 가능성을 높여주는 분해법이다. 또한, 구현하기 쉬운 알고리즘으로 원시계열이 포함하고 있는 변
동들을자동적으로자료에부합되게추출한다는장점을가지고있다 (Kim 등, 2008).

최근 EMD는 시계열 예측을 위해서 기존 시계열 모형과 결합된 혼합 모형(hybrid model)의 형태로 자

주 활용되고 있다. 예를 들면, Kim 등 (2008)은 EMD와 벡터 시계열 모형을 결합하여 사이버 바이

러스 관련 자료를 분석 및 예측하였으며, Wei와 Chen (2012)는 지하철 승객 통행량을 예측하기 위하

여 EMD와 신경망(neural networks) 모형을 결합하였다. Park과 Seong (2014)는 EMD를 이용하여

한국의 주요 거시 경제 지표를 대상으로 순환변동과 추세 성분을 추출하고 예측에 활용한다. Zhu 등

(2015)는 탄소 가격 시계열 자료를 기간별로 해석하기 위하여 EMD에 의한 IMF들의 성질을 면밀히 분

석하고계층적군집화(hierarchical clustering)를사용하여그룹화하고해석의편의성을제고하였다.

본 논문에서는 시계열 자료에 내포된 비정상성과 비선형성과 같은 복잡성을 효과적으로 다루기 위한 혼

합 모형을 연구한다. 특히, EMD에 의한 내재모드함수(intrinsic mode function; IMF)의 해석 및 예측

편리성을 개선하기 위하여 누적에너지(cumulative energy)의 개념을 도입하여 IMF들을 통합하였으며,

통합된 IMF 및 residue의성분들은 ARIMA 모형및지수평활법의혼합모형으로예측한다.

본 논문의 2장에서는 기존의 시계열 모형 및 EMD 방법론에 대하여 소개하며, 3장에서 본 연구에서 제
안하는 EMD로생성된 IMF들을통합하는방법및예측방법을설명한다. 4장에서제안된방법을일별

코스피지수의예측에적용한다. 5장에서결론을맺는다.

2. 시계열 모형 및 분해 기법

이 장에서는 전통적으로 시계열 자료 분석 및 예측을 위해서 널리 사용되는 모형인 ARIMA 모형 및 지

수평활법과, 시계열을 시간-진동수 영역에서 시계열을 분해하는 방법인 EMD 방법을 소개한다. 간단한

설명을위하여시계열자료는계절성이없는것으로가정한다.

2.1. ARIMA 모형

현재의 시계열(xt)을 자기회귀항(xt−1, xt−2, . . .) 및 오차항의 이동평균항(εt, εt−1, . . .)의 선형결합으로

표현하는 ARIMA 모형은, 단기적 예측에서 더욱 널리 사용되는 모형이다. 특히, xt가 비정상 시계열일

경우 정상성을 위한 변환으로 차분(differencing)이 선행된다. 시계열 xt가 ARIMA(p, d, q)를 따를 때

다음과같이표현할수있다,

yt = θ0 + ϕ1yt−1 + · · ·+ ϕpyt−p + εt − θ1εt−1 − · · · − θqεt−q, (2.1)

여기서 yt는 xt를 d번차분한값으로 yt = (1−B)dxt이며 B는차분연산자이다. p는자기회귀항의차
수, q는이동평균항의차수를나타낸다.
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2.2. 지수평활법

지수평활법은 시계열을 수준(level), 추세(trend) 및 계절(seasonal) 성분으로 분해하여 자료를 분석 및

예측하는 방법으로서, 최근 상태공간모형(state space model)과 결합된 형태로 확장된 여러 형태를

가지고 있다 (De Livera 등, 2011). 일반적으로 가장 예측력이 높다고 알려진 지수평활 모형은 완화

된(damped) 형태이다. 이 방법은 갱신방정식(update equation) 및 예측방정식(forecast equation)에

완화모수(damping parameter) ϕ를 도입하여 좀더 보수적인 예측을 한다고 알려져 있다. 계절이 없는

시계열에 대하여 완화된 지수평활 모형은 수준 ℓt와 추세 bt를 위한 갱신방정식과 t-시점에서 h-시점 후

시계열 xt+h를예측하는예측방정식으로구성되며다음과같은형태를가진다,

ℓt = αxt + (1− α)(ℓt−1 + ϕbt−1), (2.2)

bt = β(ℓt − ℓt−1) + (1− β)ϕbt−1, (2.3)

x̂t+h|t = ℓt +
(
ϕ+ ϕ2 + · · ·+ ϕh

)
bt, (2.4)

여기서 α와 β는평활모수(smoothing parameter)이고 0 < ϕ < 1은완화모수이다.

2.3. EMD 방법

EMD 방법은 시계열을 서로 직교하는 IMF들로 분해하는 방법으로, IMF는 다음의 2가지 조건을 모두

만족하는함수로정의된다 (Kim과 Oh, 2009).

(1) 시계열자료에대한극값들의개수와영을통과하는점들의개수의차이는최대한개이하이어야한
다.

(2) 극대값들을 연결한 상위막(upper envelope)과 극소값들을 연결한 하위막(lower envelope)의 국소
평균값은 0이다.

즉, EMD 방법을통하여시계열 xt는다음과같이표현될수있다,

xt =

m∑
i=1

imf
(i)
t + rt, (2.5)

여기서 imf
(1)
t , . . . , imf

(m)
t 는 m개의 IMF들을 나타내며, rt는 시계열에서 IMF들이 분해되고 남은 잔차

를나타내며 residue라고부른다.

하나의 IMF는 시간축에 대하여 가변적인 진폭(amplitude)과 진동수(frequency)를 가질 수 있으며, 체

거름과정(shifting process)이라고부르는다음의반복과정을통하여생성된다.

(1) 시계열 xt의극대값과극소값들을식별한다.

(2) 모든 극대값들을 스플라인 보간법(spline interpolation)을 이용하여 연결하고 상위막 emax
t 를 만든

다.

(3) 모든극소값들에대하여 (2)의과정과동일한방법으로연결하여하위막 emin
t 를만든다.

(4) 상위막과하위막으로부터평균값 mt = [emax
t + emin

t ]/2를계산한다.

(5) 시계열 xt에서 (4)의 과정에 의한 평균값을 빼고 남는 성분을 ht = xt − mt로 정의하고, ht가

IMF의 2가지조건을만족하는지검토한다.
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(6) 성분 ht가 IMF 조건을 만족하면 imft = ht로 두고, 성분 ht가 IMF 조건을 만족하지 않으면 ht를

원시계열 xt처럼 간주하고 (1)–(5)의 과정을 다음의 정지 조건(stopping rule)이 만족될 때까지 반

복한다,

∑
t

(
h
(i)
t − h

(i−1)
t

h
(i−1)
t

)2

< δ. (2.6)

단, h
(i)
t 와 h

(i−1)
t 는 각각 현재 단계(i)와 이전 단계(i − 1)에서 생성된 IMF의 후보값인 성분 ht를

나타내고, δ는미리정해진작은값이다.

3. 혼합 모형을 이용한 예측 기법

이 장에서는 2장에서 설명된 기존의 시계열 자료 분석 기법들을 조합한 혼합 모형을 소개하고 예측에

활용하는 방법을 설명한다. 특히, 본 연구에서는 EMD에 의한 IMF들을 그룹화하여 통합하고, 통합된

IMF들및 residue의특성에맞게시계열모형을적합하고예측에활용하는방법을제안한다.

3.1. IMF의 활용

EMD에 의하여 생성된 IMF들은, 원시계열을 다양한 주파수를 가지는 성분들로 분해한 것이다. 따라

서, 각 IMF들을 이용하면 시계열의 움직임을 더 미세하게 설명할 수 있을 뿐만 아니라, 시계열 자료의

예측에도 큰 역할을 할 수 있다. 그러나, 시간-진동수 영역에서 정의되는 개별 IMF들을 예측하기는 쉽

지않으며, 기존문헌들에서는시간영역에서의기법들을그대로적용하고있다.

본 연구에서는 이러한 개별 IMF들을 예측하는 어려움을 극복하기 위하여 개별 IMF를 그룹화하는 방
법을 고려하였다. 편의상 IMF들은두 개의그룹(고주파수그룹과 저주파수 그룹)으로 분류하여통합하

였으며, residue는 추세를 나타내는 성분이므로 하나의 독립 그룹으로 유지하였다. 즉, 고주파수 그룹
imfshight 와저주파수그룹 imfslowt 는다음과같이정의하며,

imfshight =

m∗−1∑
i=1

imf
(i)
t , (3.1)

imfslowt =
m∑

i=m∗

imf
(i)
t , (3.2)

시계열 xt는다음과같이표현될수있다,

xt = imfshight + imfslowt + rt. (3.3)

m∗은 Kim 등 (2008)에서 고려된 누적에너지 개념을 사용하여 정하였으며, 누적에너지의 변화량이 가

장큰 IMF의번호를 m∗로결정하였다. k번째 IMF까지의누적에너지 Ek의정의는다음과같다,

Ek =

k∑
s=1

∑
t

w2(t, s)

m∑
s=1

∑
t

w2(t, s)
. (3.4)

단, w(t, s)는시간 t에서 s번째 IMF인 imf
(s)
t 의순간진폭(instantaneous amplitude)를나타낸다.
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Figure 4.1. Time series plot for KOSPI from July 1, 2010 to July 31, 2015.

3.2. 혼합 모형 및 예측

기존 연구들은 EMD의 결과를 예측에 이용하기 위하여 주로 ARIMA 모형을 적용하였다. 그러나,이러

한 EMD + ARIMA 혼합모형은 IMF 및 residue의 성질에 적당하지 않다고 볼 수 있다. 예를 들면,

IMF들은 추세를 가질 수 없고 residue는 일반적으로 비정상적이며 고차로 적분되어 있는(integrated of

high-order) 확률과정이다. 따라서, 정확한 예측을 위해서는 EMD의 성질을 잘 반영하는 모형화가 이

루어져야한다.

본 연구에서는 3.1절에서 설명한 그룹화된 IMF 및 residue에 ARIMA 모형과 지수평활법을 조합하여

적용하는 혼합 모형을 고려한다. 특히, 추세가 없다는 측면에서 정상성에 가까운 그룹화된 IMF들에

ARIMA 모형을 적용하고 고차로 적분되어 있는 residue에 지수평활법을 적용하는 혼합 모형이 하나의

예가될수있다. 따라서, 혼합모형에의한예측은다음과같이표현될수있다,

x̂T+h|T = îmfs
high

T+h|T + îmfs
low

T+h|T + r̂T+h|T . (3.5)

단, x̂T+h|T , îmfs
high

T+h|T , îmfs
low

T+h|T와 r̂T+h|T는 예측원점 T -시점에서 각 성분에 대한 (T + h)-시점의

예측치를의미한다.

4. 실증분석: 코스피 예측

4.1. 자료 설명

본 논문에 사용된 자료는 한국 거래소(www.krx.co.kr)에서 제공된 일별 코스피 지수로서 관련 기간은
2010년 7월 1일부터 2015년 9월 30일까지이다. 총 시계열 자료의 길이는 1,054개이며, 모형 적합을

위한 표본내(in-sample) 기간은 2015년 7월 31일(n = 1,014)까지이다. 예측 성능 평가를 위한 표본

외(out-of-sample) 기간은 2015년 8월 1일이후이며자료의길이는 40개이다.

Figure 4.1은 표본내 기간의 코스피 지수에 대한 시계열 그림이다. 유럽국가 부채위기에 따른 2011년
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Figure 4.2. IMF1–IMF5 extracted from empirical mode decomposition (EMD).

6월 S&P의 그리스 채권 하향 조정으로 인하여, t = 276 지점인 2011년 8월 초부터 지수는 급격히 떨어

지고 있다. t = 326 지점인 2011년 10월 중순부터는 코스피 지수가 조금씩 회복되고 있으며 변동성 또

한안정되어가고있는것으로보인다. 주기적계절변동은없다고판단되므로이후예측모형은모두비

계절형모형을적용하기로한다.

4.2. EMD에 의한 분해 및 IMF의 그룹화

표본내 기간의 코스피 시계열을 EMD 방법으로 분해하기 위하여 R 패키지인 EMD를 사용하였다. 패

키지가 제공하는 emd( ) 함수 사용시 경계 처리를 위한 옵션으로 ‘boundary = wave’를 사용하였으며,

최대 IMF의개수는 10으로제한하였다.

Figures 4.2와 4.3은 emd( ) 함수로생성된 7개의 IMF와 residue를나타낸다. imf
(1)
t 부터 imf

(5)
t 까지는

단기적 변동성(volatility)을 반영하고 있는 것으로 고려할 수 있으며, imf
(6)
t 이후부터는 코스피의 중장

기적움직임을나타내는것으로보인다. residue는코스피지수의장기적인추세를나타내고있다.

Table 4.1은 각 IMF들의 해석에 합리성을 부여하기 위하여 원시계열의 분산, 각 IMF들의 분산, 원

시계열에 대하여 IMF의 분산이 차지하는 비율과 IMF들의 주기(mean period)를 계산한 것이다. 주

기는 전체 시계열 길이(n)를 시계열에 존재하는 극대값의 개수로 나누어 구하였다. IMF의 변동성은

imf
(5)
t 와 imf

(6)
t 이 가장 큰 값을 보였으며 특히 imf

(6)
t 는 원시계열 분산의 59%를 차지하였다. 이러한

IMF들의 움직임은 주기와 관련시킬 때 더 의미있는 해석이 가능하다. 즉, 1년 평균 주식거래일수를
240일로 간주할 때, imf

(1)
t –imf

(3)
t 는 각각 3일, 7일, 16일 정도의 주기를 가지고 있으므로 1주일 이하에

서의 KOSPI 움직임을 나타내고 있다고 볼 수 있다. imf
(4)
t 와 imf

(5)
t 은 각각 38일과 85일의 주기를 보

이고 있으므로 6개월 이하를, imf
(6)
t 은 약 10개월의 주기적 움직임을 나타내고 있다. imf

(7)
t 은 약 2년,

residue는그이상의장기적인움직임을나타내고있다.

IMF의 해석과 예측에 편리성을 부여하기 위하여 본 연구에서는 3.1절에서 설명된 통합 IMF들인
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Figure 4.3. IMF6, IMF7 and residue extracted from empirical mode decomposition (EMD).

Table 4.1. Variances and mean periods of IMFs and residue

Components Variance Variance as % of the observed Mean period

Observed 11358.92 1.00 NA1

IMF1 103.50 0.01 3.05

IMF2 181.51 0.02 6.85

IMF3 334.31 0.03 15.84

IMF4 1074.35 0.09 37.56

IMF5 1791.76 0.16 84.50

IMF6 6731.09 0.59 202.80

IMF7 929.55 0.08 507.00

Residue 1001.72 0.09 NA
1: NA denotes not applicable.

imfshight 와 imfslowt 를 도입하였으며, 이를 위한 도구로서 Figure 4.4와 같은 누적에너지 Ek의 scree

plot을 작성하였다. Ek의 변화량을 살펴볼 때, m∗ = 6로 고려할 수 있다. 즉, imfshight =
∑5

i=1 imf
(i)
t

로 표현할 수 있는 고주파수의 통합 IMF와 imfslowt =
∑7

i=6 imf
(i)
t 의 저주파수 통합 IMF로 IMF들을

그룹화할 수 있다. Table 4.2는 두 개의 통합 IMF에 대한 분산과 주기를 계산한 것이다. 분산 및 그 비
율은 특이한 점이 없으나 주기에서는 흥미로운 결과를 얻을 수 있다. 고주파수 통합 IMF는 주기가 약

4일로서 1주일에 대한 움직임을 나타내는 성분으로 간주할 수 있으며 저주파수 통합 IMF는 주기가 약

203일로서약 10개월에대한움직임을나타내는성분으로파악된다는점이다.

Figure 4.5는 두 개의 통합 IMF 및 residue의 시계열 그림을 원시계열 그림과 비교한 것이다. 이를 통

하여 고주파수 통합 IMF는 코스피의 단기적 변동성을, 저주파수 통합 IMF는 코스피의 중기적으로 발

생하는 구조적 추세 변화(structural trend breaks)를 반영하고 있으며, residue는 코스피의 장기적 증

가추세를잘반영하고있다고판단할수있다.
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Figure 4.4. Scree plot for cumulative energy of IMFs.

Table 4.2. Variances and mean periods of aggregated IMFs and residue

Components Variance Variance as % of the observed Mean period

Observed 11358.92 1.00 NA1

Agg. high freq. IMFs 3228.80 0.28 3.86

Agg. low freq. IMFs 7943.44 0.70 202.80

Residue 1001.72 0.09 NA
1: NA denotes not applicable.
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Figure 4.5. Time series plots of original series, aggregated IMFs and residue.
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4.3. 혼합 모형의 예측 성능 평가

코스피 자료의 예측을 위해서 본 연구에서 고려되는 혼합 모형은 다음과 같다. 먼저, EMD에 의한

IMF를 ARIMA 또는 ETS 모형과혼합하는 3가지를고려하였다.

(1-1) EMD + ARIMA 모형: EMD에 의한 IMF와 residue를 ARIMA 모형화 및 예측한 후, 모든 예

측치를더하여원시계열의예측치를구하는방법.

(1-2) EMD + ETS 모형: EMD에 의한 IMF와 residue를 ETS 모형화 및 예측한 후, 모든 예측치를

더하여원시계열의예측치를구하는방법.

(1-3) EMD + ARIMA + ETS 모형: EMD에의한 IMF와 residue를각각 ARIMA 및 ETS 모형화하

고각각예측한후, 모든예측치를더하여원시계열의예측치를구하는방법.

다음으로는 통합 IMF들을 이용하여 예측하는 다음의 3가지 방법을 고려하였다. 단, 통합된 IMF를 사

용하는 EMD 방법을 aggEMD로표시하기로한다.

(2-1) aggEMD + ARIMA 모형: EMD에 의한 IMF들을 고주파수와 저주파수의 두 그룹으로 그룹화
한후, 그룹화된 IMF와 residue를 ARIMA 모형화및예측한후, 모든예측치를더하여원시계열

의예측치를구하는방법.

(2-2) aggEMD + ETS 모형: EMD에 의한 IMF들을 고주파수와 저주파수의 두 그룹으로 그룹화한
후, 그룹화된 IMF와 residue를 ETS 모형화 및 예측한 후, 모든 예측치를 더하여 원시계열의 예

측치를구하는방법.

(2-3) aggEMD + ARIMA + ETS 모형: EMD에 의한 IMF들을 고주파수와 저주파수의 두 그룹으로
그룹화한 후, 그룹화된 IMF와 residue를 각각 ARIMA 및 ETS 모형화하고 각각 예측한 후, 모

든예측치를더하여원시계열의예측치를구하는방법.

또한, 위에서설명된 6가지혼합모형은원시계열에 ARIMA 및 ETS 모형을그대로적용한결과와도비
교하였다. 각모형의모형화및예측은 R의 forecast 패키지의 auto.arima( ) 및 ets( ) 함수를이용하였

으며, 미래 예측 시점에 따른 모형의 예측력을 높이기 위하여 ARIMA 및 ETS 모형의 차수 및 모수들

은고정시키지않고변화할수있도록하였다.

총 8개의 경쟁모형들에 대한 예측 성능을 비교하기 위하여 표본외 기간의 자료(p = 40)를 이용하여

h-일미래예측에대한다음과같은평균예측오차제곱평균를계산하였다.

RMSE(h) =

√√√√n+p−1∑
t=n

(xt+h − x̂t+h(t))
2

p
, 1 ≤ h ≤ 20. (4.1)

단, x̂t+h(t)는 t시점에서 xt+h의 예측치를 의미한다. 평균 예측오차 절대값(mean absolute forecast

error; MAE)을 사용할 수도 있으나 모든 경우에 있어서 RMSE에 의한 결과와 동일한 결과를 보여주었

으므로생략하였다)

Table 4.3 및 Figure 4.6에서 볼 수 있는 것처럼, 거의 모든 시점의 예측에서 aggEMD + ARIMA

+ ETS 모형이 가장 우수한 성능을 보여주었다; 단, 3–5시점 예측은 제외. 대체로 그룹화된 IMF를

이용한 혼합 모형들이 우수한 예측력을 가지고 있다. aggEMD + ARIMA 모형의 경우, aggEMD +

ARIMA + ETS 모형과 유사한 예측력을 보였다. EMD에 의한 IMF를 통합없이 그대로 이용한 혼합
모형의 경우, 지수평활법(ETS)을 사용하는 경우를 제외하고 단기(1–5시점) 예측에서 예측력이 아주 좋

지않았다. 그러나, 예측시점이멀어질수록예측력은점점좋아졌다.
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Table 4.3. Comparison of out-of-sample RMSE for lead-times from 1 to 20 days

h-step EMD-based hybrid models

ahead ARIMA ETS M1-1 M1-2 M1-3 M2-1 M2-2 M2-3

1 22.66 22.55 54.15 28.92 54.14 21.97 22.61 21.97

2 38.61 38.30 72.83 44.47 72.81 31.79 38.45 31.79

3 50.22 49.64 78.03 55.09 78.01 40.47 49.91 40.48

4 59.57 58.68 73.13 62.76 73.08 53.71 59.06 53.72

5 66.27 64.97 70.33 68.34 70.26 62.52 65.52 62.53

6 70.23 68.43 71.92 71.43 71.84 64.63 69.20 64.62

7 74.01 71.68 73.02 74.33 72.90 62.85 72.67 62.82

8 76.13 73.36 73.89 75.67 73.74 60.68 74.54 60.61

9 79.17 76.08 78.42 79.92 78.23 65.44 77.42 65.35

10 83.97 80.56 84.09 86.24 83.86 68.71 82.06 68.59

11 90.23 86.56 89.67 92.55 89.41 69.90 88.15 69.73

12 96.97 93.14 92.36 97.70 92.05 70.86 94.72 70.64

13 100.81 96.95 95.82 100.11 95.48 75.37 98.50 75.14

14 101.56 97.71 98.84 101.27 98.48 82.83 99.23 82.61

15 100.53 96.94 99.51 100.69 99.14 89.61 98.36 89.40

16 95.78 92.34 91.32 96.67 90.91 81.71 93.70 81.48

17 92.40 89.18 82.91 93.31 82.47 70.84 90.40 70.59

18 92.70 89.49 78.43 93.68 77.94 68.35 90.66 68.07

19 92.15 88.85 73.23 92.87 72.67 62.85 90.00 62.52

20 92.01 88.53 74.24 92.61 73.64 66.19 89.72 65.84

Average 78.80 76.20 80.31 80.43 80.05 63.57 77.24 63.42

RMSE=root mean squared forecast error, EMD = empirical mode decomposition, ARIMA = autore-

gressive integrated moving-average, ETS = exponential smoothing method, M1-1 = EMD + ARIMA,

M1-2=EMD + ETS, M1-3=EMD + ARIMA + ETS, M2-1=aggEMD + ARIMA, M2-2=aggEMD

+ ETS, M2-3 = aggEMD + ARIMA + ETS.

The underlined bold numbers denote the minimum RMSEs.

aggEMD + ARIMA + ETS 모형이 다른 혼합 모형들에 비하여 우수한 예측력을 나타내고 있는 것은,

두 가지 원인에 의한 것으로 추정된다. 첫째, 그룹화된 IMF가 그룹화되지 않은 IMF들의 복잡성을 감

소시켰다고 볼 수 있으며, 둘째, residue를 예측할 때는 ARIMA 모형보다 ETS 모형이 더 유리하다는

점이다.

5. 결론

빅데이터시대가도래함에따라시계열자료의형태또한복잡해지고있으며전통적인시계열모형은여

러가지 제약점을 보이고 있다. 특히, 시계열 자료에 흔히 존재하는 비정상성과 비선형성을 해결하기 위

한모형의필요성은시급하다고하겠다. 또한최근에는에너지수요예측및교통량예측분야에서고주
파수시계열자료분석을위한모형도그중요성이날로높아지고있다. 본논문에서는이러한맥락에서

복잡한 시계열 자료의 해석의 편리성과 예측 가능성을 높이기 위하여 EMD를 활용한 혼합 모형을 연구
하였다. EMD에 의한 IMF의 해석을 더욱 편리하게 만들기 위하여 IMF들을 누적에너지 개념을 사용

하여 그룹화하였고, 이것을 이용한 ARIMA 및 지수평활법의 혼합 모형은 예측의 성능을 더욱 높여 주

었다. 향후, IMF 그룹화와 혼합 모형의 정교성을 좀더 높일 수 있다면 다양한 분야의 복잡한 시계열 자
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Figure 4.6. RMSE comparison in out-of-sample forecasts (RMSE = root mean squared forecast error, ARIMA =

autoregressive integrated moving-average, ETS = exponential smoothing method, EMD = empirical mode decom-

position).

료의분석및예측에두루사용할수있는잠재성있는모형으로평가한다.
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코스피 예측을 위한 EMD를 이용한 혼합 모형
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요 약

본 연구에서는 시계열 자료의 비정상성과 비선형성과 같은 복잡성을 효과적으로 포용할 수 있는 경험적모드분해
법(empirical mode decomposition; EMD)을 토대로 시계열 자료의 분석 및 예측을 위한 혼합(hybrid) 모형을 연

구한다. EMD에 의하여 생성되는 내재모드함수(intrinsic mode function; IMF)는 해석 및 예측의 편리성을 개선

하기 위하여 누적에너지의 개념을 사용하여 그룹화하였으며, 그룹화된 IMF 및 residue의 성분들은 그 성질에 따라
서 ARIMA 모형 및 지수평활법과 결합된 혼합 모형으로 예측된다. 제안된 방법은 일별 코스피 지수의 예측을 위해

서 적용하였다. 다양한 형태의 혼합 모형을 사용하여 코스피 지수를 예측하였으며 전통적인 예측 방법과 비교하였
다. 분석 결과, 그룹화된 성분들은 코스피 지수의 움직임을 단기적, 중기적, 장기적으로 해석하는데 편리함을 주었

으며, 그룹화된 IMF 및 residue를 각각 ARIMA 모형과 지수평활법으로 조합한 혼합 모형이 우수한 예측력을 보여

주었다.

주요용어: 내재적모드함수, 지수평활법, 자기회귀적분이동평균모형, 비정상모형, 비선형모형
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