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Abstract

This paper considers a long-run variance estimation using a block bootstrap method under strong dependence

also known as long range dependence. We extend currently available methods in two ways. First, it extends

bootstrap methods under short range dependence to long range dependence. Second, to accommodate the

observation that strong dependence may come from deterministic trend plus noise models, we propose to

utilize residuals obtained from the nonparametric kernel estimation with the bimodal kernel. The simulation

study shows that our method works well; in addition, a data illustration is presented for practitioners.
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1. 서론

정상시계열에 대한 장기적 분산(long-run variance; LRV)은 모평균의 추정값인 표본 평균의 점근적 정
규성을 위한 표준화된 극한(scaling limit)으로 정의된다. 따라서 LRV는 시계열 분석의 추론에서 매우

중요한 역할을 하는 모수이다. 예를 들어 정상시계열의 모평균에 대한 추론, 자기 상관성을 갖는 회귀
분석에서의 회귀 모수에 대한 검증, 단위근 검증, 변화점 감지를 위한 CUSUM 통계량 등등 그 활용 분
야는무궁무진하다.

이러한 중요성에 따라 지난 수십년 동안 LRV에 대한 일치 추정량이 활발히 연구되었다. LRV에 대한

대표적인 시간영역(time domain)에서의 추정량은 표본 자기 상관 함수들의 가중합인 heteroskedastic-

ity and autocorrelation covariance(HAC)이 있다. 가중치를 결정하는 커널(kernel)에 따라 Newey과

West (1987)이 제안한 바틀렛(Bartlett) 커널을 이용한 바틀렛 추정량을 비롯해 Andrews (1991)이 제

안한 quadratic spectral(QS) 커널을이용한 QS 추정량등이있다. 이는곧커널추정량의특별한형태

로볼수있으므로띠넓이선택(bandwidth selection)이유한표본의성능을크게좌우하며이와관련한
많은 후속 연구가 진행되었다. 주파수 영역(frequency domain)에서의 추정량은 원점 근처에서의 스펙
트럴밀도함수의일치추정과관련이있으며자세한내용은 Brillinger (1981)을참조하기바란다.

붓스트랩을 이용한 LRV의추정도 활발하게연구가 되었다. 중요한 점은시계열자료의경우 그의존
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구조(dependence structure)가 공분산 구조를 결정짓는 핵심이기 때문에 일반적인 i.i.d. 가정 하에서

의 재표본(resampling)을 사용하지 못한다는 점이다. 이러한 문제는 의존 구조를 보존하기 위해서 한
개씩 자료를 뽑는 것이 아니라 시계열 자료를 길이가 ℓ인 블럭으로 뽑는 Künsch (1989)의 moving

block bootstrap(MBB)에 의해 해결의 실마리를 찾게 되었다. 블럭 붓스트랩은 그 이후 겹침을 허락
하지않는블럭붓스트랩(nonoverlapping block boostrap; NBB), 정상성을보존해주는정상블럭붓스

트랩(stationary block bootstrap; SBB), 자료를 이어 붙여 처음과 끝부분의 블럭 크기가 작아지는 단

점을 해결한 순환 블럭 붓스트랩(circular block bootstrap; CBB) 등의 여러 변형된 방법으로 발전하였

다. 하지만, 커널 평활법이 띠넓이에 의존하듯이 블럭 붓스트랩은 블럭의 크기가 유한 표본에서의 성능

을크게결정하는매우중요한모수다. 예를들어 Politis와 White (2004)는상호의존성이약한단기억

시계열(short range dependence; SRD)에서 블럭의 크기를 결정하는 방법을 연구하였으며 보다 자세한
블럭붓스트랩에대한논의는 Lahiri (2003)를참고하길바란다.

본 논문은 자료의 의존성이 매우 강한 장기간 의존 시계열(long range dependence; LRD)에 대한 붓

스트랩을 이용한 LRV 추정량에 대해서 제안한다. LRD 시계열은 그 의존성이 시차가 증가함에도 불구
하고 매우 천천히 감소하여 SRD 가정 하에서 개발된 방법들이 일치 추정량을 되지 못하기 때문에 수

정(modification)이필요하다. 또한, LRD 가정하에서유한표본성능을좌우하는커널의띠넓이선택,

블록 크기 결정 등의 방법들에 대한 연구는 매우 미흡한 실정이다. 따라서 본 연구는 붓스트랩 방법에
서 중요한 블럭 크기 결정을 위해 수정된 교차 검증법(modified cross-validation; MCV) 혹은 (2l + 1)-

CV의 아이디어를 이용한 방법을 제안한다. 이는 곧 추세가 포함된 평균변화모형에서의 LRV 추정으로

확장 가능하며 Kim 등 (2009)에서 제안한 쌍봉형 커널(bimodal kernal)에 기반을 둔 블럭 크기 결정법

을제안한다.

본 논문의 구성은 다음과 같다. 제 2장에서는 LRV 추정량에 대해서 엄밀한 정의를 내리고 기존의 대표

적인 방법론을 설명한다. 제 3장에서는 쌍봉형 커널을 이용하여 추세함수를 추정하고 이를 이용하여 블

럭 크기를 결정하는 블럭 붓스트랩 방법을 제안한다. 제 4장에서는 기존의 여러 방법론과의 비교를 통
해서본논문에서제안한방법론의유용성을살펴보며제 5장에서는결론을다루었다.

2. 장기적 분산 추정 방법

정상 시계열 {Xt}t∈Z는 모평균 µ가 일정하고 자기공분산 함수 γ(h) = Cov(X0, Xh)가 존재하며

시차(lag)에만 의존하는 시계열을 뜻한다. 모평균에 대한 추정값으로는 관측 자료 X1, . . . , Xn의 표

본평균 µ̂ := Xn = n−1∑n
t=1Xt을 생각할 수 있다. 단기억 시계열임을 추가로 가정한다면, 즉∑

h∈Z |γ(h)| <∞, 중심극한정리에의해서

√
n(µ̂− µ)

d→ N
(
0, s2

)
임을 보일 수 있다. 따라서 s2은 σ2

n := Var(
√
nXn)의 극한으로 이를 장기적 분산(LRV)이라고 부르고

수식으로는다음과같이정의한다.

s2 := lim
n→∞

σ2
n = lim

n→∞

n−1∑
h=−(n−1)

(
1− |h|

n

)
γ(h) =

∑
h∈Z

γ(h). (2.1)

주파수영역에서스펙트럴밀도함수는자기공분산의푸리에급수로나타낼수있으므로, 즉

f(λ) :=
1

2π

∞∑
h=−∞

e−ihλγ(h), λ ∈ (−π, π], (2.2)
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LRV는주파수영역에서원점에서의스펙트럴밀도함수의상수배인

s2 = 2πf(0) (2.3)

으로정의된다.

한편, 강한의존성을가지는장기간의존시계열(LRD)는주파수영역에서

f(λ) = b0|λ|−2d + o
(
|λ|−2d

)
, as λ→ 0, b0 > 0, d ∈

(
0,

1

2

)
(2.4)

으로 정의되며 d를 LRD 모수라고 부른다. 따라서 원점 근방에서 스펙트럴 밀도함수가 발산하므로 스
펙트럴밀도함수와자기공분산과의관계인식 (2.2)에비추어보면∑

h∈Z

|γ(z)| = +∞

임을알수있어 LRD 시계열에서의표본평균은
√
n의속도로정규분포로수렴하지못한다. 약간의추

가적인 가정하에서 LRD 시계열은 또한 자기 상관함수가 시차에 따라서 멱함수형태로 감소하는 시계열
임을알수있다. 즉

γ(h) = Corr(X0, Xh) ∼ Ch2d−1, C > 0

을 만족한다. 따라서 LRD 모수 d는 LRD 시계열의 의존성을 결정하는 핵심 모수로 d가 클수록 매우

강한종속관계를보이게되며 d = 0 인경우에는 SRD 시계열이된다. 이러한매우강한종속관계때문
에 표본 평균은 SRD 시계열의 경우보다 훨씬 더 느린 속도 (O(n1/2−d))로 정규분포로 수렴함이 잘 알
려져있으며 (Beran, 1994) LRD 시계열의경우 LRV는

s2(d) := lim
n→∞

Var
(
n

1
2
−dXn

)
= b0p(d) (2.5)

으로 정의되어 원점 근방에서의 스펙트럴 밀도 함수 b0를 LRD 모수 d에 의존하는 상수값 p(d)만큼 곱

해준값으로정의된다 (Abadir 등, 2009). 상수 p(d)는

p(d) =

 2
Γ(1− 2d) sin(πd)

d(1 + 2d)
, d ∈

(
0,

1

2

)
,

2π, d = 0

으로 LRD 모수 d = 0인 경우, 즉 SRD 시계열의 경우, LRD에서 정의한 LRV (2.5)와 SRD에서 정의

한 LRV (2.1)이일치함을살펴볼수있다.

강한 종속성을 가지는 시계열에 대한 LRV의 대표적인 추정량은 표본 자기 공분산함수(sample auto-

covariance function; SACVF)를 이용한 HAC 추정량과 주파수 영역에서의 추정량인 memory and

autocorrelation consistent(MAC) 추정량이있다. HAC 추정량은

ŝ2H(d) = q−2d
q∑

k=−q

K

(
h

B

)
γ̂(h) (2.6)

로 K(·)은커널함수(kernel function)이며 B는띠넓이(bandwidth)이고

γ̂(h) =
1

n

n∑
t=|h|+1

(
Xt − X̄n

) (
Xt−|h| − X̄n

)
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는 SACVF이다. 커널의 경우 Newey와 West (1987)가 제안한 Bartlett 커널 함수가 널리 쓰이며 다음

과같다.

K

(
h

B

)
=

 1− h

B + 1
, |h| ≤ B,

0, |h| > B.
(2.7)

HAC 추정량은 커널 추정량으로 평활법이 가지는 단점, 즉 띠넓이 선택이 그 성능을 좌우하는 매우 중
요한 모수가 된다. Abadir 등 (2009)은 이론적으로 q → ∞에 대해서 q = O(n1/2)이면 일치 추정량이

된다고 밝혔고 모의 실험 결과 [n.2]가 일반적으로 성능이 좋음을 보여 본 논문에서는 B = [n.2]를 사용

하여연구를진행하였다.

한편주파수영역에서의 LRV 추정량으로 Robinson (2005)은 MAC 추정량을다음과같이

ŝ2M (d) := p(d)
1

m

m∑
t=1

λ2d
t I(λt) (2.8)

제안하였다. I(λt)은푸리에주파수 λt = 2πt/n에대한피리오도그램

I(λt) =
1

2πn

∣∣∣∣∣
n∑

t=1

Xte
−ijλt

∣∣∣∣∣
2

(2.9)

이다. MAC 추정량의 성능 역시 튜닝 모수 m에 그 성능이 크게 좌우되며 Abadir 등 (2009)에 따르

면 MSE를 가장 작게 만드는 최적의 튜닝 모수는 O(n4/5)이며 모의 실험에서는 m = [n.8]이 가장 작은

MSE를산출하여본논문에서는이를사용하였다.

한편, 앞서 설명한 HAC, MAC 추정량 모두 LRD 모수 d에 의존하기 때문에 이에 대한 일치 추정량이

필요하다. 본 논문에서는 피리오도그램 (2.9)에 기반한 준모수적 추정방법인 local Whittle(LW) 추정

량을사용하여 d를추정하였다. LW 추정량은

d̂ = argmin
d∈[Θ1,Θ2]

log

 1

mL

mL∑
t=1

λ2d
t I(λt)

− 2d
1

mL

mL∑
t=1

log λt

 (2.10)

으로 주어지며 −1/2 < Θ1 < 0 < Θ2 < 1/2, mL은 LW 추정량에 쓰인 푸리에 주파수의 개수이다. 정

규 분포 가정하의 최적의 mL = O(n.8)임이 알려져 있으며 본 논문에서는 실증 분석에서 많이 쓰이는

mL = [n2/3]을사용하였다.

3. 블럭 붓스트랩을 이용한 LRV 추정 및 블럭 크기 결정

따라서 LRD 시계열에서의 LRV의 추정은 정의인 수식 (2.5)에서 살펴보듯이 붓스트랩 표본을 통해 표

본 평균을 구한 뒤 이들의 표본 분산에 n1−2d를 곱함으로써 산출할 수 있다. 하지만 강한 종속성 때문

에한개씩복원추출함으로써붓스트랩표본을추출한다면이는자료의의존구조를정확하게반영하지
못하여 좋은 추정량이 될 수 없다. 따라서 시계열 자료에서 가장 많이 쓰이는 종속 구조를 보존해 주는
블럭붓스트랩(block bootstrap; BB)을이용한다면 LRV 추정량을다음과같이구할수있다.

Step 1. 주어진 자료 {Xt, t = 1, . . . , n}에 대해서 Yt := Xtmod(n), t ∈ Z를 정의한다. tmod(n)은 t를

n으로 나눈 나머지로 t > n인 경우에 관측 자료를 원형의 형태로 이어 붙이는 것을 뜻한다. 반

복을나타내는변수를 r이라하고, 그초기값을 0으로놓자.
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Step 2. 블럭의시작점 ir를균등분포 {1, . . . , n}에서뽑는다.

Step 3. 주어진 시작점에 대하여 블럭 크기가 ℓ인 자료 {Yir+j−1, j = 1, . . . , ℓ}를 뽑는다. 이렇게 새로

뽑힌표본을 Y ∗
rℓ+j = Yir+j−1, j = 1, . . . , ℓ라둔다.

Step 4. r을 1씩 증가시키면서 Step 2–3를 반복하여 Y ∗
1 , . . . , Y

∗
n을 얻고 붓스트랩 표본의 평균 Y

∗
(k) =

n−1∑n
j=1 Y

∗
j 을구한다.

Step 5. 붓스트랩표본의스케일된극한값이 LRV이므로, 즉

Var
(
n

1
2
−dY

∗
(k)

)
,

블럭 붓스트랩을 이용한 LRV 추정량은 Step 1–4를 nB번 붓스트랩 반복하여 얻어진 표본평균
Y

∗
(1), . . . , Y

∗
(nB)의표본분산에 n1−2d̂를곱한값이며이를

ŝ2B

(
d̂
)
:=

n1−2d̂

nB − 1

nB∑
k=1

(
Y

∗
(k) − n−1

B

nB∑
j=1

Y
∗
(j)

)2

로표기한다.

앞서 HAC 혹은 MAC 추정량이 띠넓이 모수 q 혹은 낮은 주파수의 개수 m에 의존하였듯이 BB를 이

용한 LRV 추정량 역시 블럭의 크기를 결정하는 모수인 ℓ에 크게 의존한다. 본 연구에서는 Politis와

Romano (1995)년에제안한방법에따라

ℓ = 2 ·min
h

{
h ≥ 1 such that |ρ̂(h)| ≤ 2√

n

}
(3.1)

을 사용하였다. 여기에서 ρ̂(h)는 h차 표본자기상관계수이다. 위 방법은 Chu와 Marron (1991)이 제안

한 (2l + 1)-CV에기반한커널띠넓이선택과매우밀접한관계가있다. 즉, 주어진시점을기준으로의

존성이 거의 0이되는 시차만큼 앞 뒤로 자료를 잘라서 부분표본을 만들어 의존구조를 보존하는 방법이
다. 편의상위방법을 ‘BB1’으로지칭한다.

Remark 3.1: 자료의 겹침을 허락하지 않은 NBB의 경우에도 비슷하게 LRV 추정량을 다음과 같이 정

의할수있다. 블럭크기 ℓ에대하여첫번째블럭은 {X1, . . . , Xℓ}, 두번째블럭은 {Xℓ+1, . . . , X2ℓ} 등
으로 붓스트랩 부분표본을 얻을 수 있고 각 부분 표본으로부터 산출된 표본 평균을 X

◦
1, X

◦
2, . . . , X

◦
[n/ℓ]

라고표기하자. 그러면 NBB에의한 LRV 추정량은

n1−2d̂

[n/ℓ]− 1

[nℓ ]∑
k=1

X◦
k −

[n
ℓ

]−1
[n
ℓ
]∑

j=1

X
◦
j

2

으로 주어진다. Härdle 등 (2003)에 따르면 MBB의 RMSE가 작으나 NBB와 MBB의 이론적인 수렴

속도는 같으며 모의 실험 결과는 거의 비슷함을 보고하였다. 본 연구에서도 NBB와 MBB의 차이는 거

의 미미하여 겹침을 허락하는 붓스트랩만 모의 실험에서 다루었다. NBB의 경우도 블럭 크기는 (3.1)을

따른다.

Remark 3.2: 장기억 시계열에서의 LRV의 경우 LRD 모수 d에 의존한다. 만약 d = 0이면 ARMA

(p, q) 모형을 포함하는 단기억 시계열에서의 LRV와 일치한다. 즉 LRD에서의 LRV는 SRD를 포함하

는 보다 넓은 시계열에서의 LRV이다. 따라서, SRD 시계열에 대해서 LRD 가정하에서 LRV를 추정하

였을 경우, 즉 d를 추정하여 LRV를 통하여 추정하였을 때 어떠한 성능을 보이는지에 대해서 모의 실험

을통해확인하였다.
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Remark 3.3: 만약, 정상시계열의평균의추정에관심이있다면점근적정규성에의해서

n
1
2
−dX − µ

ŝ
(
d̂
) d→ N (0, 1), as n→ ∞

이므로 100(1− α)% 신뢰구간은 (
X − zα

2

ŝ
(
d̂
)

n
1
2
−d̂
, X + zα

2

ŝ
(
d̂
)

n
1
2
−d̂

)
(3.2)

으로주어진다.

Remark 3.4: 장기억 시계열은 평균변화(changes in mean) 모형에 SRD 오차가 더해진 모형과 매우

쉽게 혼동됨이잘 알여져 있다. 예를 들어 Baek (2013), Baek과 Pipiras (2014) 및 인용한 논문들을 참

조한다. 따라서 LRV의 추정에 있어서 SRD를 포함하는 LRD 모형에서의 LRV 추정량을 쓴다고 할지

라도 정확한 추정을 기대하기는 힘들다. 따라서 평균변화모형에 대해서 적절한 추정을 한 다음 오차에
대해서 LRV를추정하는방법을다음과같이제안한다. 먼저평균변화모형을

Xt = m(t) + ϵt, t = 1, . . . , n

이라고 하자. 본 논문에서는 일반적인 평균변화모형을 추정하기 위해서 비모수적인 커널평활을 이용한
함수 추정법을 다룬다. 커널 함수 추정법에서 가장 중요한 모수는 커널의 띠넓이(bandwidth)이다. 하

지만 띠넓이의 추정이 에러항 {ϵt}이 강한 종속 관계를 가질 때 매우 조심스러운 접근이 필요하며 비모
수적인 방법으로 Chu와 Marron (1991)년 제안한 MCV가 널리 쓰인다. MCV는 통상적인 leave-one-

out 교차 검증이 아니라 주어진 시점에 대해서 앞뒤로 l개의 관측치를 제거하여 강한 종속 관계를 제거
한 leave-(2l + 1)-out CV을의미한다. 본논문은 MCV를커널추정량으로 Kim 등 (2009)에서제안한

쌍봉형 커널을 이용한 띠넓이 선택을 사용하여 leave-(2l + 1)-out CV의 느린 계산 속도를 개선하였다.

띠넓이선택은다음과같다

hb = argmin
h∈(0,1)

n∑
t=1

(m(t)− m̂b(t))
2

이고평균변화에대한추정은쌍봉형커널(bimodal kernel)을이용한 Nadaraya-Watson 추정량

m̂b(t) =
1

nh

n∑
i=1

Kb

(
t− i

hb

)
Xi, Kb(x) = 630

(
4x2 − 1

)2
x41{− 1

2
≤x≤ 1

2
}

이다. 이렇게선택된띠넓이 hb에대해서 Nadaraya-Watson 추정량을다시구한뒤이를통해잔차

eb(t) = Xt − m̂(t), t = 1, . . . , n, (3.3)

m̂(t) =
1

nhb

n∑
i=1

K

(
t− i

hb

)
Xi, K(x) = 0.9375

(
1− x2

)2
1{−1≤x≤1} (3.4)

를구한다. 마침내붓스트랩블럭사이즈 ℓb은 {eb}의표본자기상관계수 ρ̂b(h)에대해서

ℓb = 2 ·min
h

{
h ≥ 1 such that |ρ̂b(h)| ≤

2√
n

}
(3.5)

으로 계산한다. 따라서 LRV의 추정은 쌍봉형 커널에 기반한 잔차 (3.3)에서 블럭 사이즈 ℓb를 사용하

여붓스트렙부분표본을얻을다음이들의평균의표본분산을구함으로써추정할수있다. 이방법을편

의상 ‘BB2’라고명한다.
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Table 4.1. Effect of bootstrap sample size nB for FARIMA(0, d, 0) models

nB d 0.1 0.2 0.3 0.4

200
BB1 0.0406 0.0460 0.1467 1.5890

BB2 0.0448 0.0618 0.2491 1.8901

500
BB1 0.0248 0.0383 0.1511 1.5107

BB2 0.0295 0.0582 0.2726 1.8861

1000
BB1 0.0287 0.0406 0.1369 1.5651

BB2 0.0301 0.0638 0.2504 1.9179

4. 모의 실험

본 장에서는 모의 실험을 통해서 앞서 제 3장에서 제안한 LRD 가정하에서 붓스트랩을 이용하여 LRV

추정하는방법의성능을기존에제안되었던 HAC 추정량 (2.6) 및 MAC 추정량 (2.8)과비교연구한다.

성능비교의측도로서는 MSE값을사용하였다. MSE는 500번의반복을통하여구하였다. 즉

MSE :=
1

500

500∑
i=1

{
ŝ2
(
d̂
)
− s2(d)

}2

을 HAC, MAC 방법 및 붓스트랩 방법인 BB1과 쌍봉형 커널을 이용하여 추세를 제거한 다음에 블럭의

크기를결정하는 BB2 방법 4가지에대해서비교하였다.

먼저 붓스트랩 방법의 경우 붓스트랩 반복수 nB를 정해야 하므로 LRD의 가장 대표적인 모형인

FARIMA(0, d, 0) 모형

(1−B)dXt = ϵt, ϵt ∼ N
(
0, σ2)

을통해가장적절한붓스트랩반복수를결정하였다. FARIMA(0, d, 0) 모형의스펙트럴밀도함수는

σ2

2π

∣∣∣1− e−iλ
∣∣∣−2d

∼ σ2

2π
λ−2d

이므로 FARIMA(0, d, 0)의모수 d는수식 (2.4)에등장하는 LRD모수와일치한다. FARIMA(0, d, 0)의

참값 LRV는

s2(d) = b0p(d) =
σ2

2π

2Γ(1− 2d) sin(πd)

d(1 + 2d)

이되며표본수 n = 1,000, σ2 = 1에대해서붓스트랩반복횟수 nB = 200, 500, 1,000에대해서 MSE를

Table 4.1에 보고하였다. 일반적으로 LRD 모수 d의 값이 증가할수록 MSE가 증가하고 붓스트랩 반복

수가 늘어날수록 MSE는 작아지는 경향이 있는데 대략 nB = 500을 넘어서면 그 감소효과는 거의 미비
하여본모의실험에서는 nB = 500을채택하여연구를진행하였다.

본격적으로 우리가 제안한 방법론에 대한 성능을 살펴보기 위해서 표본 크기 n = 1,000인 FARIMA

(1, d, 0) 모형을 여러 조합의 AR 계수 ρ와 모수 d에 대해서 생성하여 MSE를 구하였고 Table 4.2에 정

리하였다. 먼저 FARIMA(1, d, 0) 모형은

(1− ρB)(1−B)dXt = ϵt, ϵt ∼ N
(
0, σ2)

으로 FARIMA(0, d, 0) 모형에 AR 구조를더한모형으로 FARIMA(1, d, 0)의모수 d는 LRD 모수와일

치하며 LRV의참값은다음과같다

σ2

2π(1− ρ)2
2Γ(1− 2d)sin(πd)

d(1 + 2d)
.
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Table 4.2. MSE of LRV estimators for FARIMA(1, d, 0) models

d ρ −0.7 −0.3 0 0.3 0.7

HAC 0.1073 0.0538 · 0.3524 79.1566

0
MAC 0.0280 0.0349 · 0.5945 88.0489

BB1 0.0188 0.0243 · 0.2302 71.1980

BB2 0.0166 0.0263 · 0.2611 73.5576

HAC 0.0266 0.0183 0.0478 0.4402 72.4214

0.1
MAC 0.0233 0.0303 0.0062 0.4507 69.0176

BB1 0.0100 0.0196 0.0319 0.2087 68.8826

BB2 0.0085 0.0175 0.0335 0.2815 71.5577

HAC 0.0064 0.0210 0.0816 0.6676 81.1261

0.2
MAC 0.0261 0.0387 0.0119 0.3870 41.5722

BB1 0.0060 0.0288 0.0374 0.3433 87.1400

BB2 0.0075 0.0189 0.0551 0.5374 88.9718

HAC 0.0148 0.0651 0.2387 1.5904 112.7612

0.3
MAC 0.0487 0.1028 0.0983 0.6521 17.9897

BB1 0.0051 0.0343 0.1417 1.3468 133.5036

BB2 0.0194 0.0620 0.2493 1.8563 133.5824

HAC 0.1415 0.4683 1.4415 7.1915 286.7730

0.4
MAC 0.8768 2.6680 5.5266 14.5070 8.7998

BB1 0.0490 0.4330 1.5694 8.6686 350.3549

BB2 0.1774 0.6051 1.9479 9.5863 357.4557

MSE = mean squared errors, LRV = long-run variance, HAC = heteroskedasticity and autocorrelation

covariance, MAC = memory and autocorrelation consistent.

먼저 d = 0인 경우, 즉 SRD 시계열인 AR(1) 모형의 경우 LRD 모수를 추정하여 대입한 LRV 추정량

의 경우를 나타낸다. ρ = 0인 경우는 i.i.d. 정규분포를 따르는 확률변수로 고려하지 않았다. 상관의 정
도가 음수 혹은 약할 경우 비록 LRD 모수를 추정한다 할지라도 작은 MSE값을 보여 안정적으로 추정

이 잘 됨을 알 수 있다. 하지만 기존의 여러 연구들이 지적하였듯이 ρ ≈ 1인 경우 LRV 추정량의 성능

은 확연히 떨어짐을 확인할 수 있다. 방법론들을 서로 비교해 보자면 우리가 제안한 BB1 방법이 HAC

및 MAC 방법과 비교하여 작은 MSE를 보여 성능이 우수함을 확인할 수 있었으며 쌍봉형 커널을 통해

추세를 추정한 BB2의 방법도 BB1과 거의 비슷한 성능을 보여 AR(1) 모형의 추세인 평균이 0인 직선

을잘추정하고있음을보여준다.

의존성을 결정하는 d가 .2보다 작은 경우, 즉 중등도의 종속 관계를 가지는 LRD 모형의 경우, BB1 및

BB2 모형이다른방법들과비교하여뒤쳐지지않음을알수있다. 특히 ρ가음의값인경우는 BB를사

용한 추정량들이 좋은 성능을 보이는 것을 확인할 수 있다. 하지만, AR 계수 ρ가 매우 크거나 d가 .5에

가까워 그 상관관계가 매우 큰 경우에는 붓스트랩에 기반한 방법보다는 MAC 추정량이 다른 추정량보

다 작은 MSE를 산출하였다. 이는 MAC 추정량의 경우 p(d)라는 상수항 부분을 모수적인 추정을 하게

되어 비모수적으로 추정하는 HAC 혹은 BB 방법에 비해서 효율적이기 때문이라 판단된다. 반대로 d가

매우 크거나 ρ가 1에 가까운 경우 HAC 혹은 BB 방법이 좋은 성능을 보이기위해서는 더 많은 표본이

필요하다.

LRV의 가장 기본적인 활용은 전체 평균 µ에 대한 추론이다. 따라서 100(1 − α)% 점근적 신뢰구간에
대해서 평균을 포함하는지에 대한 포함확률(coverage probability)이 LRV 추정량의 성능측도로 쓰일

수있다. 표본크기 n = 1,000이고 FARIMA(1, d, 0)를따르는모형에대해서수식 (3.2)에기반하여평
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Table 4.3. Coverage probabilty for µ based on the t-ratio

d ρ −0.7 −0.3 0 0.3 0.7

HAC 0.934 0.910 · 0.984 1

0
MAC 0.864 0.922 · 0.940 0.994

BB1 0.820 0.894 · 0.980 1

BB2 0.794 0.878 · 0.986 1

HAC 0.824 0.814 0.890 0.982 1

0.1
MAC 0.820 0.868 0.916 0.968 0.998

BB1 0.752 0.844 0.942 0.992 1

BB2 0.732 0.828 0.924 0.986 1

HAC 0.684 0.754 0.822 0.918 1

0.2
MAC 0.810 0.892 0.902 0.916 1

BB1 0.714 0.862 0.900 0.962 1

BB2 0.634 0.810 0.858 0.940 0.998

HAC 0.602 0.628 0.782 0.902 1

0.3
MAC 0.856 0.892 0.930 0.964 1

BB1 0.714 0.836 0.862 0.926 0.982

BB2 0.572 0.666 0.780 0.876 0.976

HAC 0.484 0.588 0.676 0.846 0.994

0.4
MAC 0.864 0.928 0.942 0.966 1

BB1 0.680 0.610 0.644 0.742 0.930

BB2 0.410 0.482 0.534 0.654 0.850

HAC=heteroskedasticity and autocorrelation covariance, MAC=memory and autocorrelation consistent.

균에 대한 95% 점근적 신뢰구간을 구한다음에 참값인 µ = 0을 몇번 포함하는지 500번의 반복을 통해

서 구한 경험적 포함확률을 구하여 Table 4.3에 보고하였다. 그 결과 붓스트랩에 기반한 방법인 BB1의

경우 LRD 모수 d가 클 경우 일반적으로 HAC 추정량보다 비슷하거나 대체로 더 좋은 포함확률을 보임

을 살펴볼 수 있다. 추세를 추정하는 BB2의 경우 BB1과 비교하여 성능이 약간 떨어지지만, 참값을 사

용하는 HAC보다는 더 좋은 결과를 줌을 알 수 있다. 가장 높은 정확성을 보여주는 경우는 MAC 추정

량으로 ρ나 d가 증가하여 매우 강한 종속관계를 보일수록 타 방법과 비교하여 좋은 포함확률을 기록하
였다. 이 역시 앞선 모의 실험에서처럼 MAC 추정량이 상수항 p(d)에 대해서는 모수적인 추정을 하고

스펙트럴 밀도함수에 대해서는 비모수적인 추정을 하는 준모수적인 추정(semiparametric estimation)

방법이기 때문에 모의실험에서 쓰인 모수적인 LRD 모형인 FARIMA(1, d, 0)에서 비모수적인 HAC 및

붓스트랩방법과비교하여좋은성능을보인것으로본다.

마지막으로 우리가 고려한 모의 실험은 다음과 같다. 이미 Remark 3.4에서 지적하였듯이 LRD 모형은

평균변화모형에 SRD 에러가 더해진 모형과 유한표본에서 매우 쉽게 혼동이 된다. 이를 극복하기 위해
서 쌍봉형 커널을 이용하여 추세를 추정하고 붓스트랩의 블럭 크기를 결정하는 BB2방법을 제안하였다.

그성능을검증하기위해서 Mills (2007)에서등장하는평균변화모형

m(t) = −14.24 + 0.00531t(14.77− 0.00149t)S1t + (−5.72 + 0.00378t)S2t, (4.1)

S1t = [1 + exp{0.003(t− 1450)}]−1, S2t = [1 + exp{−0.004(t− 456)}]−1,

t = 1, . . . , 2000

에 AR(1) 모형의 에러를 추가한 모형에서의 LRV 추정을 비교하였다. AR(1) 모형을 생성하는데 필요
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Figure 4.1. Realization of trend plus AR(1) model.

Table 4.4. MSE of LRV estimators for trend plus AR(1) model

ρ −0.7 −0.3 0.3 0.7

HAC .00021 .0008 .0134 .639

MAC .0457 .0071 .0022 .663

BB1 .00001 .0003 .0022 .526

HAC2 .0083 .0086 .0122 .502

MAC2 .0064 .0072 .0027 .676

BB2 .0041 .0026 .0033 .412

MSE = mean squared errors, LRV = long-run variance, HAC = heteroskedasticity and autocorrelation

covariance, MAC = memory and autocorrelation consistent.

한 이노베이션의 분산은 .3이다. Figure 4.1은 이렇게 생성된 자료의 시계열도와 표본자기상관, 부분자

기상관함수 그림이다. 시차가 30이 넘어도 종속성이 살아남아 LRD 모형이 쉽게 혼동이 됨을 알 수 있

다.

이러한 자료에 대해서 LRV를 추정하기 위해서 먼저 평균변화 추세를 추정하지 않고서 LRV를 추정

하는 방법 세 가지와 쌍봉형 커널을 이용하여 추세를 제거한 뒤 LRV를 추정한 방법의 MSE를 Ta-

ble 4.4에 정리하였다. 추세 제거 유무에 대한 혼동을 피하기 위해서 추세를 제거한 뒤 잔차에 대해서

LRV를 추정한 방법을 HAC2, MAC2 그리고 BB2라고 표시하였다. AR(1)의 계수 ρ가 음수여서 양의

종속관계를 가지지 못하는 경우에는 추세제거의 유무가 LRV의 추정에 큰 영향을 주지 않는다. 하지만

ρ값이 증가하여 LRD 시계열인 것처럼 보이기 시작하면 추세를 제거한 방법들이 더 작은 MSE를 주었

으며 BB2의방법이 HAC 혹은 MAC 방법과비교하여작은 MSE를기록하여좋은성능을보여주었다.
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Figure 5.1. Rconstructed Northern Hemesphere temperatures and sample autocorrelation function.

5. 실증자료 분석

본 논문이 제안한 방법론의 실생활 응용으로 Mills (2007)에서 사용된 AD 1년부터 1979년까지 재구
성된 연간 북반구 기온 데이터를 사용하여 실증자료 분석을 시행하였다. 재구성된 자료는 Moberg 등

(2005)이 구현한 것으로 실측 자료가 존재하지 않은 먼 과거의 온도는 나이테와 같이 잘 드러나는 정
보와 깊은 호수나 바다 퇴적물에서 얻을 수 있는 잘 드러나지 않는 정보를 결합하여 서기 1년부터 기

온 자료를 재구성해서 구하였다. 기상학의 전통에 따라 1961년부터 1990년까지의 평균 온도와의 차
이(anomaly)로주어지며섭씨온도를사용한다.

Figure 5.1은 자료의 시계열도와 표본자기상관회귀함수 그림을 나타낸다. 시차가 200에서도 매우 강한

종속성을 보이고 있음이 명확하고 비모수 함수 추정에서 이러한 강한 종속성을 제거하기 위해서 쌍봉형

커널을사용하여 띠넓이를선택하고 Nadaraya-Watson 추정량 (3.4)을시계열도에 첨부하였다. 그림에
서 살펴보듯 매우 뚜렷한 추세가 관측됨을 알 수 있으며 1700년도 이후에는 꾸준히 증가되어 왔음을 관
찰할 수 있다. 따라서 이러한 강한 종속성이 추세함수 때문인지 아니면 LRD 시계열의 특성 때문인지

많은 논란이 지난 수십년동안 진행되었다. 온도 변화 자료 분석의 궁극적인 목적은 미래의 온도에 대해
서 추정을 하는 것에 있다. 또 이러한 추정을 토대로 지구 온난화가 실존하는지, 실존한다면 어떤 속도

로진행되고있는지가과학적핵심문제이다.
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Figure 5.2. Forecasting of NH temperature from 1980 to 2040.

먼저 h 시차온도변화에대한예측을단측커널(one-sided kernel)을이용하여다음과같이계산하였다.

m̂f (n+ h) =
1

nhb

n+h−1∑
i=1

K

(
n+ h− i

hb

)
Xi, K(x) = 1.875

(
1− x2

)2
1{−1≤x≤0}

Xn+t = m̂f (n+ t), t = 1, . . . , h− 1.

그리고이에대한 100(1− α)% 예측구간(prediction interval)은점근적으로m̂f (n+ h)− zα
2

√
σ̂2 +

ŝ2
(
d̂
)

n1−2d̂
, m̂f (n+ h) + zα

2

√
σ̂2 +

ŝ2
(
d̂
)

n1−2d̂


으로근사시킬수있으며 σ̂2은잔차의제곱합의평균으로추정이가능하다. 본논문에서고려한 LRV의

추정값은 d̂ = .224에 대해서 ŝ2H(d̂) = 0.0315, ŝ2M (d̂) = 0.0309, ŝ2B(d̂) = 0.0348로 주어지며 σ̂2 =

.026으로 주어져 LRV 추정값의 차이가 적으며 블럭 붓스트랩 LRV를 이용한 95% 예측구간을 계산하
여 Figure 5.2에 나타냈다. 먼저 d̂값이 .2에 가까워 추세를 제거한 온도 변화는 추세와 LRD 모두 영향

을받고있으며, 향후 60년간평균온도는완만한증가추세를보이고있음을확인할수있다.

6. 결론

본 논문은 블럭 붓스트랩을 이용하여 장기적 분산을 추정하는 방법에 대해서 논의하였다. 기존의 SRD

시계열에 대한 아이디어를 확장하여 LRD 시계열에서의 적용에 대해서 논의하였다. 또한 LRD 시계열

이 평균편화에 SRD 에러가 더해진 모형과 매우 쉽게 잘 혼동됨에 따라 쌍봉형 커널을 이용하여 비모수

적으로 추세를 추정하고 잔차를 이용하여 LRV를 추정하는 방법을 제안하였다. 모의 실험 결과 우리가
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제안한 붓스트랩에 기반한 방법이 대체로 LRV를 잘 추정하였으나 종속관계가 매우 클 경우에는 MAC

추정량보다 성능이 좋지는 못하였다. 이는 MAC 추정량이 준모수적 방법의 특성을 가지고 있기 때문이

라 판단된다. 따라서 실증 자료 분석에서는 하나의 LRV 추정량에만 의존하지 말고 여러 추정량을 동

시에 살펴보면서 특히 MAC 추정량과 차이가 많이 나올 경우에는 더 세심한 주의를 기울여야 할 것이

다. 또한 LRV 추정량의 일상생활 응용 자료로 서기 1년에서부터 1979년까지 재구성된 북반구의 평균
온도 자료를 분석하여 향후 60년에 대한 95% 예측구간을 제공하였다. 그 결과 온도 변화는 평균변화와
LRD 성질 모두를 가지는 것으로 나타나 Mills (2007)가 주장한 것과는 달리 두 모형 모두를 동시에 고

려해야하는자료임으로밝혀져후속연구가필요할것으로본다.
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요 약

본 논문은 시계열 분석의 추론에서 매우 중요한 역할을 하는 장기적 분산에 대해서 붓스트랩을 이용한 추정을 다룬

다. 본 논문은 기존의 방법을 두가지 측면에서 확장한다. 첫째, 단기억 시계열에서의 장기적 분산 추정을 확장하여

자료의 의존성이 매우 강한 장기간 의존 시계열에서 붓스트랩을 이용한 장기적 분산의 추정에 대해서 논의한다. 또

한 장기간 의존 시계열이 평균변화모형과 매우 쉽게 잘 혼동됨이 잘 알려져 있기에 이를 해결하기 위해서 쌍봉형 커
널을 이용한 추세 추정 및 붓스트랩의 블럭을 결정하는 방법을 제안한다. 모의 실험결과 제안한 방법이 매우 유의하

였으며북반구평균온도변화자료분석으로실증자료예제도아울러제시하였다.

주요용어: 장기적분산, 장기간의존시계열, 블럭붓스트랩
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