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1. 서    론

  석유 에너지 자원과 더불어 LNG에 대한 수요가 증

가하고 있으며 이에 따라 LNG선과 탱크의 수요가 증

가하고 있다. 이를 제작하기 위해서는 강도와 용접성, 

내식성이 우수한 Al 5083 합금으로 주로 사용되며, 알

루미늄 합금의 선체의 제작에 있어서 용접은 매우 중요

한 공정이 된다. 그러나 알루미늄 합금은 고체보다 액

체 상태에서 높은 수소 용해도를 가진다1). 이는 알루미

늄 용접 시 기공의 주된 원인이 된다2). 이러한 알루미

늄 용접의 단점을 극복하기 위하여 Plasma-MIG 

(Metal Inert Gas)와 같은 복합열원의 용접 공정이 

수소의 영향을 최소화할 수 있는 방법으로 적용될 수 

있다. 

  Ton 은3) 비동축 Plasma-MIG 용접에서 광학 분광

법을 이용하여 아크의 온도분포를 측정하였고, 와이어

에 의해 흐르는 전류와 플라즈마 전류와의 관계를 확인
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하였다. Essers 등은4) Plasma-MIG 용접과 MIG 용

접 중 모재의 열량을 측정하여 열전달 메카니즘과 용입

면적을 비교 분석하였다. Ono 등은5) 알루미늄을 용접

하기 위하여 플라즈마 용접과 MIG 용접 토치를 동축

으로 구성하여 스패터와 흄의 저감을 확인하였고, 와이

어 예열을 통해 마그네슘 기화현상을 줄이고, 안정적인 

아크가 형성됨을 확인하였다. Kim6) 과 Jung7) 등은 

알루미늄 합금 4t와 6t용접의 공정 변수 영향력을 분석

하고, 기존 MIG 용접과 비교하여 생산성 측면에서 유

리하다고 설명하였다.

  본 논문에서는, 와이어와 모재의 수소 및 수분 혼입

을 방지하고, 기공 및 균열의 민감도를 낮추기 위해 

Plams-MIG 하이브리드 용접을 이용하여 I형 맞대기 

형상에 대한 소재 두께 6t 용접을 진행하였다. Plasma- 

MIG 하이브리드 용접에서 각 용접 인자들이 용접부 

강도에 미치는 영향력과 용접부 인장강도 예측을 위하

여 통계적 회귀모델과 인공신경 회로망을 이용하여 용

접부 강도 예측 모델을 개발하였다. 사용된 회귀모델은 

2차 다항 회귀모델(second order polynomial regression 

model), 그리고 다중 비선형 회귀모델(multiple non-

linear regression model)이며 통계적 모델과 비교하

기 위하여 인공지능 알고리즘을 이용한 신경회로망 모

델(neural network model)을 이용하여 강도 예측 모

델을 개발하였다. 개발된 모델의 예측 성능을 확인하기 

위하여 실제 강도와 예측값에 대한 평균 오차율을 이용

하여 각 모델의 정량적인 예측 성능을 확인하였다. 

2. 실험 장치 및 용접 조건

2.1 실험 장치 및 용접 재료 

  실험에 사용된 용접장치는 플라즈마와 MIG 용접이 

복합열원으로 작용하는 시스템으로 Fig. 1과 같이 플라

즈마 발생 노즐과 GMAW의 와이어가 동축으로 공급되

는 시스템이다. 용접은 Plasma-MIG 용접 토치는 로

봇에 고정되어 있고 용접하고자 하는 시편을 고정 장치 

(fit-up device)로 지그의 베드(bed)에 고정되어 용접 

진행 방향의 반대 방향으로 이송하여 용접이 수행된다. 

용접의 자동적인 시스템 운영을 위해 3축 xyz 테이블 

이송 시스템을 이용하였다.   

  실험에 사용된 모재는 Al 5083-H321 알루미늄 합금

으로 그 조성은 Table 1과 같다. 시편은 250mm × 150mm 

× 6mm의 크기를 갖고 있다. 용접와이어는 5000계열 

알루미늄 합금에 주로 사용되는 ER 5183을 사용하였다. 

사용된 용접 와이어의 직경은 1.2mm이다. ER 5183

의 조성은 Table 1과 같다. 용접은 맞대기 용접으로 수

행하였으며 시편이 맞닿는 부분은 밀링으로 가공하여 

그 면을 일정하게 하였다. 용접은 이송 베드(bed)에 의

해 시편이 움직이는 방식으로 용접 길이는 130mm 였다. 

2.2 용접 실험 계획 및 조건  

  일반적으로 Plasma-MIG 용접에서 주요 용접 공정 

변수는 플라즈마 용접 인자인 플라즈마 전류와 전압 등이 

있고, GMAW 용접의 인자인 아크 전류와 전압, CTWD 

(Contact tube to workpiece distance) 등이 존재 

한다. 뿐만 아니라 공정 변수로써, 용접 속도, 가스의 

유량, 팁모재간 거리 등이 있다. 본 논문에서는 다양한 

인자 중에서 용접부의 입열에 주요 인자로 사료되는 플

라즈마 용접 전류(plasma welding current: PWC), 

MIG 용접 전압 (MIG Welding voltage: GWV), 와이어 송

급속도 (wire feeding rate: WFR), 용접 속도 (welding 

speed: WS)를 선택하였다. 각 용접 변수에 대한 수준

과 그 값은 예비 실험을 통하여 선정하였고 이것은 

Table 2와 같다.  

SO

MIG contact nozzle

Ceramic insulation

Plasma electrode

Plasma constrictor nozzle

External nozzle

Al 5083

Plasma gas

MIG gas

Shielding gas

ER 5183

Fig. 1  Plasma-MIG welding torch

Si Cu Mn Mg Zn Cr Ti Al

Al 5083 0.4 0.1 0.7 4.5 0.25 0.15 0.15 Bal.

ER5183 0.4 0.1 0.75 4.75 0.15 0.11 0.15 Bal.

Table 1 Chemical composition of Al alloys(wt.%)

No. Factor Level 1 Level 2 Level 3

A Plasma welding current: 
PWC(A) 120 140 160

B MIG welding voltage: 
GWV(V) 25 26 27

C Wire feed rate: 
WFR(m/min) 16 18 20

D Welding speed: 
WS(mm/s) 14 15 16

Table 2 Factors and levels of orthogonal experiment



통계적 회귀 모형과 인공 신경망을 이용한 Plasma-MIG 하이브리드 용접의 인장강도 예측

대한용접․접합학회지 제34권 제2호, 2016년 4월 173

69

  본 용접을 전수로 수행한다면, 총 81회의 실험을 수

행하여야 한다. 그러나 실험의 효율성 확보를 위하여 

일부실시법(fractional factorial design)중 하나인 직

교 배열법(orthogonal design)을 이용하여 실험을 진

행하였다. 직교 배열표(table of orthogonal arrays)

에 의하여 3수준계을 사용하여 구성한 실험 조건은 총 

27개의 조건을 이용하였다.  

  Plasma-MIG 용접의 고정인자로는 플라즈마 전극과 

모재간 거리(torch standoff: SO)는 10mm로 하였으

며, 용접에 필요한 가스는 모두 99.99% 순도를 갖는 

아르곤 가스를 이용하였다. 각각의 가스 공급 유량으로 MIG 

가스, 플라즈마 가스, 차폐 가스는 10L/min, 10L/min, 

15L/min로 설정하여 공급하였다.

3. 용접부 인장강도

  Al 5083 합금의 Plasma-MIG 용접에서 용접부의 

기계적 강도를 평가하기 위하여 인장시험을 수행하였

다. 인장 시험은 KS B ISO 41368)의 규정에 따라 진

행하였으며 인장 시편의 치수는 Fig. 2와 같다. 그림에

서 보는 바와 같이 용접부의 인장 강도를 측정하기 위

해서 용접부의 덧살 (reinforcement)를 제거하여 실험

을 수행하였다. 모재의 인장강도는 351N/mm2 이고 

Al 5083 모재의 최소 인장강도는 AWS(american 

welding society)에서 270N/mm2로 규정하고 있다9). 

용접부의 인장 강도 결과는 Table 3과 같다. 

  Table 3의 22번 실험의 경우 용입이 적어 인장시험

을 수행하지 못한 결측치이다. 용접부의 비드 형상은 

Fig. 3과 같다. 표에서 보는 바와 같이 인장시험 결과 

대부분 플라즈마 전류가 낮은 120A, 와이어 송급속도

가 높은 20 m/min에서 최소인장강도 보다 높은 결과

가 나왔다. 이것은 Fig. 3에서 보는 바와 같이 완전 용

입이 발생되는 경우이며 완전 용입과 비드 형상이 우수

한 경우 용접 강도가 높게 나타났다. 그러나 용접 입열

이 적은 용접 전류가 낮고, 용접 속도가 빠른 경우는 

Fig. 3의 (a)와 같이 불완전 용입이 발생하였으며, 이

에 따라 인장 강도가 낮았다. 반면 플라즈마의 전류가 

높고, 용접 속도가 느린 경우에 있어서는 Fig. 3의 (c) 와 같이 용락현상이 발생하여 용접부의 강도를 저하시

키는 원인으로 작용한다. 

4. 공정변수를 이용한 인장강도 예측 모델

  공정변수를 이용하여 용접성을 평가하기 위한 방법 

중 하나로 인장강도를 예측할 수 있는 모델을 제시하고

자 한다. 실험 조건내에서 용접 공정변수에 대하여 Al 

210mm
108 mm

Al5083Weld Zone 37 mm

6 mm

25 mm

25 R Deposited metal(bead)

Deposited metal(back bead)

Fig. 2  Tensile test piece

No. PWC
(A)

GWV
(V)

WFR
(m/min)

WS
(mm/s)

TS
(N/mm2)

1 120 25 16 14 173.86

2 140 25 18 14 195.23

3 160 25 20 14 97.04

4 140 26 16 14 135.94

5 160 26 18 14 127.72

6 120 26 20 14 292.43

7 160 27 16 14 95.91

8 120 27 18 14 288.3

9 140 27 20 14 85.91

10 140 25 16 15 149.31

11 160 25 18 15 142.46

12 120 25 20 15 293.37

13 160 26 16 15 162.33

14 120 26 18 15 181.15

15 140 26 20 15 278.98

16 120 27 16 15 210.25

17 140 27 18 15 223.25

18 160 27 20 15 116.65

19 160 25 16 16 155.26

20 120 25 18 16 181.86

21 140 25 20 16 153.44

22 120 26 16 16 *

23 140 26 18 16 142.36

24 160 26 20 16 183.71

25 140 27 16 16 108

26 160 27 18 16 151.81

27 120 27 20 16 285.18

Table 3 Tensile test results

       

(a) Partial penetration    (b) Full penetration     (c) Burn  through 

Fig. 3 Weld bead shape
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5083 알루미늄 합금의 최소인장강도보다 높은 인장강

도을 갖는 조건을 예측하여 시스템을 모델링 하게 되

면, 실험 구간내에서 실험하지 못한 입력 조건에 대하

여 출력을 근사적으로 구할 수 있다. 본 연구에서는 통

계적인 접근 방식의 회귀모델(regression model)과, 

학습에 의한 인공지능형 신경망모델(neural network 

model)을 제시하였다.

4.1 회귀 분석을 이용한 인장강도 예측 모델 

  회귀분석(regression analysis)이란 변수들 간의 관

련성을 규명하기 위하여 어떤 수학적 모형을 가정하고, 

이 모형을 측정된 변수들의 데이터로부터 추정하는 통

계적 분석 방법을 말한다. 본 연구에서는 용접의 입열 

인자를 입력 변수로, 반응변수로는 용접부의 용접성을 

나타낼 수 있는 인장강도로 하여 모델링하였다. 

  인장 강도예측을 위해서 사용된 모델은 크게 2가지를 

이용하였다. 3장에서 보는 바와 같이 용접부의 강도는 

용접 형상과 관련되어 매우 비선형적인 모습을 갖게 된

다. 그러므로 이를 반영하여 2차 다항 회귀모델(second 

order polynomial regression model: Model I)과 

다중 비선형 회귀모델(multiple nonlinear regression 

model: Model II)을 이용하였다. 각 모델은 식 (1)과 

(2)와 같다. 

      
 



  
 




 



  (1)

      
 



 ln (2)

위의 식에서 x1, x2, x3, x4 는 용접 입력변수로서 순서

대로 플라즈마 용접 전류, MIG 용접 전압, 와이어 송

급속도 그리고 용접속도이다. 각 입력변수의 값은 0에

서 1의 값으로 표준화 (normalization)을 한 값을 사

용하였다.   는 종속변수로 각 모델에 의해 예측되어진 

인장강도 값이다. 또한 는 회귀 모델의 절편이고, 

  는 독립변수의 계수값을 나타낸다. 각각의 계수

는 최소제곱법(method of least squares)으로 추정

한다. 각 모델의 계수는 Table 3과 4와 같다.

  회귀 모델을 이용하여 얻어진 용접부의 인장강도 예

측 결과는 Fig. 4와 5와 같다. 그림에서 가로 축은 예

측된 인장강도를 세로 축은 실제 실험에서 얻어진 인장

강도 이다. 그러므로 그래프내의 직선에 가까울수록 예

측 성능이 우수하며, 정성적으로 확인할 때 2차 다항회

귀 모델이 좀 더 예측을 잘하고 있음을 확인할 수 있다. 
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Fig. 4 Estimation results of model I(second order poly-
nomial regression model)
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Fig. 5 Estimation results of model II (multiple nonlinear 
regression model)

Table 4 Coefficients for regression model I

    

182 -97.7 150 45.1 13.7

    

62.4 -153 -76.7 131 -45.4

    

-30.1 86.9 -16.6 55 -128

Table 5  Coefficients for regression model II

    

201 -145 61.6 6.7 17.5
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4.2 신경회로망 예측 모델 

  용접부의 인장강도를 예측하기 위해서 인공지능형 알

고리즘의 하나인 신경회로망 모델을 이용하였다. 용접 

공정변수에 대한 인장강도의 예측이 비선형이 강하므로 

이를 잘 반영할 수 있는 신경망 모델을 또 다른 예측모

델로 선정하였다. 신경회로망 모델은 학습하는 능력을 

가지고 있으므로 용접공정과 같이 수학적으로 모델링하

기 어려운 비선형적 요소를 많이 포함한 분야에 대하여 

광범위하게 적용되고 있다10,11). 

  본 논문에서 사용되는 신경회로망 모델 (Model III)

은 Fig. 6과 같다. 신경회로망 구조(architecture)를 

얻기 위하여 선험적(heuristic)으로 1개의 입력층(input 

layer)과 2개의 은닉층(hidden layer) 그리고 출력층

(output layer)으로 구성하여 몇 가지 구조의 조합에 

대하여 오버피팅(overfitting)이 되지 않도록 은닉층의 

노드의 개수를 다양하게 학습을 수행하였고, 최소의 노

드를 이용하도록 학습성을 테스트 한 후 Fig. 6과 같은 

모델을 선정하였다. 

  각 노드의 연결 강도를 학습시키기 위한 알고리즘으

로 오류 역전파(error backpropagation) 알고리즘을 

사용하였다. 학습율(learning rate)은 0.1 이고, 지역

적 최소점(local minimum)문제와 빠른 수렴으로 학

습 속도를 위해 모멘텀 방법을 이용하였으며, 모멘텀 

계수(momentum coefficient)는 0.9로 설정하였다. 

각 레이어의 전달함수(transfer function)는 입력층과 

1차 은닉층 사이에는 탄젠트 시그모이드(tan-sigmoid) 

전달함수를 1차와 2차 은닉층 간과 2차 은닉층과 출력

층 간의 전달함수는 1차 선형(purelin) 전달함수를 사

용하였다.

  Fig. 7은 신경회로망 모델의 예측 결과이다. 그림에

서 보는 바와 같이 회귀모델의 예측 보다는 직선에 가

까운 것을 확인할 수 있다. 이것은 비선형성이 큰 용접

에서는 학습의 효과와 비선형을 잘 표현해 줄 수 있는 

인공신경회로망의 모델의 예측 성능이 우수함을 확인할 

수 있다.   

4.3 예측모델의 성능 비교  

  본 논문에서는 Plasma-MIG 용접을 적용한 알루미

늄 Al 5083 합금의 용접부 인장강도를 예측하는 모델

을 제안하였다. 제안된 모델은 총 3개로서 2개의 회귀

모델과 1개의 신경회로망 모델이다. 이러한 모델의 예측 

성능을 정량적으로 평가하기 위하여 평균 오차율(average 

error rate: AER)을 이용하여 각 예측 모델을 비교하

였다. 평균오차율의 식은 식 (3)과 같다. 

    
 
 





  
(3)

여기서 i는 실험 번호이고, n은 총 실험 횟수로 26이

다. 는 측정된 인장강도이며, 는 예측모델에 의해 

예측된 값이다. 

  각 예측성능을 비교한 결과는 Table 6과 같다. 2개

의 회귀 모델 중에서는 2차 다항회귀모델의 평균오차율

이 0.125로 높았지만, 전체 3개의 모델 중에서는 신경

회로망 모델이 0.021로 인장강도 예측 모델 중 가장 

우수한 모델임을 알 수 있었다. 

5. 결    론

  본 연구는 알루미늄 Al 5083 6t 합금에 대한 Plasma- 

MIG 용접을 실험계획법에 따라 수행하였으며, 용접부
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Fig. 6 Neural network model architecture
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Fig. 7 Estimation results of model III(neural network 
model)

Table 6 Average error rate comparison for each model

Model I II III

AER 0.125 0.238 0.021
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의 인장강도를 예측할 수 있는 모델을 개발하였다. 요

약된 논문의 결론은 아래와 같다. 

  1) Al 5083 6t 합금의 Plasma-MIG 용접에서 용

접 공정변수인 플라즈마 전류, MIG 용접 전압, 와이어 

송급속도, 용접속도에 따른 용접 특성을 용접부 인장 

시험을 통하여 파악하였다. 용접부는 입열에 따른 용입

특성에 따라 강도 변화를 확인할 수 있었다. 

  2) 용접부의 강도에 대한 예측 모델을 2차 다항 회

귀모델, 그리고 다중 비선형 회귀모델, 그리고 인공지

능 알고리즘을 이용한 신경회로망 모델을 이용하여 3개

의 강도 예측 모델을 개발하였다. 

  3) 각 모델의 정량적 예측 성능을 평균 오차율을 이

용하여 비교하였고, 전체 3개의 모델 중에서는 학습의 

효과와 비선형을 잘 표현해 줄 수 있는 신경회로망 모

델의 평균 오차율이 0.021로 가장 우수한 모델임을 확

인하였다.

후      기

  이 논문은 부경대학교 자율창의학술 연구비(2014년)

에 의하여 연구되었음
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