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Abstract 
 

Understanding load patterns and customer classification is a basic step in analyzing the behavior of electricity consumers. To 
achieve that, there have been many researches about clustering customers’ daily load data. Nowadays, the deployment of advanced 
metering infrastructure (AMI) and big-data technologies make it easier to study customers’ load data. In this paper, we study load 
clustering from the view point of yearly and daily load pattern. We compare four clustering methods; K-means clustering, hierarchical 
clustering (average & Ward’s method) and DBSCAN (Density-Based Spatial Clustering of Applications with Noise). We also discuss 
the relationship between clustering results and Korean Standard Industrial Classification that is one of possible labels for customers’ 
load data. We find that hierarchical clustering with Ward’s method is suitable for clustering load data and KSIC can be well characterized 
by daily load pattern, but not quite well by yearly load pattern.  
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I. 서론 

정보 통신 기술 (ICT, Information and Communications 
Technologies)의 발전은 사회 각 분야에서 다양한 변혁을 
일으키고 있다. 특히 전력망과 IT 기술을 결합한 스마트 
그리드는 미래 신성장 동력으로서 큰 기대를 받고 있다. 
지능형 검침 인프라 (AMI, Advanced Metering Infrastructure)
는 스마트 그리드의 근간을 이루는 주된 요소로서 수용
가와 전력사 간의 양방향 통신을 바탕으로 전력 빅데이
터의 구축과 각종 서비스 및 전력 자원의 효율적 활용
이 가능해진다. 전체 전력망에 대한 빅데이터가 완전히 
구축된다면 이를 바탕으로 전력 사용량에 대한 더욱 정
확한 분석을 할 수 있을 것이다. 전력 데이터를 분석하
는 다양한 연구 중에서도 전력 부하 클러스터링은 매우 
중요한 분야이다. 클러스터링을 통해 클러스터별 수용가
의 일반적인 전력 사용 패턴을 파악할 수 있으며 이를 
바탕으로 피크 부하 관리, 아웃라이어 분석, 요금체계 
설계 등 전체 전력망 시스템의 다양한 분야에 활용이 
가능하다. 기계학습 측면에서 전력 패턴 분류는 레이블
이 없는 데이터 (Unlabeled Data)를 클러스터링하는 비지
도 학습 (Unsupervised Learning)으로 볼 수 있고, 지금까
지 수용가의 전력 패턴을 K-평균 군집화, 인공신경망, 
Self Organizing Map, Fuzzy based clustering 등 다양한 방식
으로 분류, 예측하려는 시도들이 있었다 [1]. 국내 전력 
부하는 계약종과 업종에 따라서 분류가 가능한데, 업종

                                                           
1 수용가에 따라 변동이 있을 수 있음. 

별 분류가 계약종별에 비해 세분화 되어있다. 본 연구에
서는 수용가별 전력 사용량 데이터를 바탕으로 연간, 일
간 부하를 분류하며 한국표준산업분류 (KSIC, Korean Standard 
Industrial Classification)와의 연관성에 대해 살펴본다 [2].  
본 논문의 구성은 다음과 같다. II장에서는 클러스터

링에 사용한 데이터의 구성에 대해 설명하였다. III장과 
IV장에서는 다양한 클러스터링 기법과 적정 클러스터 
수를 선택하는 과정을 살펴보고 V장은 클러스터링 결과 
정리와 클러스터 대표 부하 패턴 (Cluster Representative 
Load Pattern)과 한국표준산업분류와의 관계를 분석한다. 
마지막으로 VI장에서는 결론을 정리한다.  

 
 

II . 데이터 베이스 

한국전력공사가 보유하고 있는 수용가 데이터베이
스에서 일부를 추출하여 분석에 사용하였다. 최초로 구
축한 데이터베이스는 총 980개 수용가의 3년간 15분/1시
간 단위 부하 데이터이며 (2012.1.1-2014.12.31), 수용가는 
한국표준산업분류에 따른 75개 업종과 14개 지역별로 
구분되어 있다. 데이터를 구성하는 수용가는 업종, 지역
별 계약전력 최상위 고객으로 선택되었으며, 휴일에 의
한 특이 패턴의 영향을 최소화하기위하여 데이터 프로
세싱 과정에서 주말과 공휴일을 제외한 나머지 749일1간

의 부하를 사용하였다. 또한 기타 원인으로 부하 데이터
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가 대략적으로 1년 이상 존재하지 않는 경우는 제외하
였으며, 최종적으로 762개의 수용가의 주중 3년간 부하 
데이터 베이스가 구축되었다. 본 연구에서는 1시간 단위
의 부하 데이터를 사용하였으며, 각 수용가의 데이터 셋
은 N×24 매트릭스이다. 클러스터링이 이루어지기위해서
는 수용가의 각 데이터셋이 하나의 벡터로 표현되어야 
한다. 본 연구에서는 수용가의 데이터 셋을 일간 부하 
패턴 분류를 위한 24차원 벡터와 연중 부하 패턴 분류
를 위한 250차원 벡터로 변환하고, 이를 기반으로 연간 
부하 매트릭스 (762×250)와 일간 부하 매트릭스 (762×24)
를 구성하여 클러스터링을 수행하였다. 수용가별 대표 
일간 부하 패턴 (RDLP, Representative Daily Load Pattern)은 
3년간 시간별 부하의 평균값으로, 대표 연중 부하 패턴 
(RYLP, Representative Yearly Load Pattern)의 경우는 수용가 
데이터 셋의 첫 1년간 일간 최대 부하로 설정하였다. 
RYLP의 경우 수용가별 보유 데이터 셋의 열 (row)의 수
가 다르기 때문에 공통적으로 250일 2로 고정한다. 데이
터 베이스 구축 과정을 요약하면 Fig. 1과 같다.  

 
 

III. 클러스터링 알고리즘 

클러스터링은 비지도 학습의 일종으로서 레이블이 
없는 데이터를 특정 그룹으로 자동적으로 분류한다. 전
력 부하 데이터도 레이블이 없는 데이터로서 비지도 학
습을 통하여 클러스터링이 가능하고, 이에 대한 다양한 
연구가 이루어졌다. 클러스터링은 그 방법에따라 크게 
partitioning methods, hierarchical methods, density-based 
methods, grid-based methods, model-based methods의 5가지로 
분류할 수 있다 [3]. 해당 분류에 속하는 대표적인 클러
스터링 방법으로 각각 K-평균 군집화 (K-means clustering), 
계층적 클러스터링 (Hierarchical Clustering), DBSCAN 
(Density-Based Spatial Clustering of Applications with Noise), 
STING (STastical INformationg Grid apporach to spatial data 
mining), SOM (Self Organizing Map) 등이 있으며 [4],  본 
연구에서는 partitioning, hierarchical, density-based method에 
해당하는 K-평균 군집화, 계층적 클러스터링, DBSCAN을 
이용하여 연간, 일간 부하 패턴에 대한 클러스터링을 진
행하고, 클러스터 분류 결과와 KSIC 레이블 사이의 연
관 관계를 분석하였다. 사용된 기호들에 대한 정의는 

                                                           
2 365일 중 주말 및 공휴일을 제외한 근무일. 

Table 1에서 정리하였고, 각 클러스터링 알고리즘에 대한 
설명은 아래와 같다.  

 
A. K-평균 군집화 

K-평균 군집화는 대표적인 partitioning method 기반 
클러스터링으로 데이터를 K개의 그룹으로 분류한다. 데
이터를 그룹에 할당하는 방식은 다음과 같이 이루어진
다. 먼저 d차원의 벡터로 이루어진 N개의 데이터에 대하
여 K개의 그룹 초기 중심점 (initial centroid)을 임의로 설
정 한다. 초기 중심점은 그 선택 방법에 따라 무작위, 
Forgy, MacQueen, Kaufman, Hartigan-Wong 등의 다양한 알
고리즘이 존재하는데, 본 논문에서는 Hartigan-Wong 알
고리즘이 사용되었다 [5]. 이후 각 데이터와 그룹 중심점
간의 유클리드 거리를 계산하여 제일 가까운 거리에 위
치한 중심점의 클러스터에 속하게 된다. 전체 데이터 포
인트에 대하여 분류가 이루어진 후에는 동일 클러스터
에 속한 데이터의 평균으로 중심점을 다시 계산하게 되
는데, 클러스터간 이동이 생기지 않을 때까지 위의 과정
을 반복적으로 수행하게 된다. K-평균 군집화는 구형 클
러스터를 찾는데 적합하며 초기 중심점과 클러스터의 
수 K에 의존적인 결과를 보인다. K-평균 군집화 알고리
즘의 의사코드는 Table 2와 같다.  

 
B. 계층적 클러스터링 

K-평균 군집화와 달리 계층적 클러스터링은 미리 
정의된 데이터간, 그룹간 거리 (혹은 유사도)에 따라서 
순차적으로 묶이거나 (agglomerative), 그룹에서 분리되면
서 (divisive) 분류가 진행된다 [6]. 최종적으로 클러스터링 

Fig. 1. 데이터 베이스 구성 모식도 
 
 

Table 1. 기호 정리 
기호 (Notation) 정의 (Definition) 

K 클러스터의 수 
k, i, j 클러스터 인덱스 

D 전체 데이터 집합 ܥ௜ 클러스터 i ܿ(ܿ௜) 전체 데이터 (클러스터 i)의 중심점 ܰ( ௜ܰ) 전체 데이터 (클러스터 i)의 원소 수 ݔ, ,௜ܥ데이터 포인트 벡터 s൫ ݕ ,ݔ)݀ ௝간 유사도ܥ ,௜ܥ ௝൯ 클러스터ܥ ,ݔ (ݕ  간 거리ݕ
 

Table 2. K-평균 군집화 알고리즘 
Algorithm. 1. K-평균 군집화  
1: 클러스터의 수 K 결정 
2: 클러스터별 초기 중심점 선택  
3:   repeat 
4:    |   for 모든 데이터 포인트에 대하여 
5:    |    |  각 클러스터 중심점과의 유클리드 거리 계산 
6:    |    |  가장 가까운 중심점 그룹으로 할당 
7:    |   end    
8:    |   클러스터별 새로운 중심점 계산           
9:   until 클러스터간 이동이 수렴할 때까지 반복 
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결과는 계층적으로 구분이 가능한 수형도 (dendrogram)
로 표현된다. 수형도를 바탕으로 정해진 클러스터의 수 
K나 유사도에 따라서 데이터를 특정 클러스터로 분류할 
수 있다. 데이터간 거리는 유클리드 거리 (Euclidean 
distance), 맨하탄 거리 (Manhattan distance), 최대 거리 
(Maximum distance) 등이 있는데, 본 연구에서는 유클리
드 거리를 사용하였다.  
그룹간 거리는 연결법 (Linkage criterion)에 따라 다

르게 정의되고, 이에 따라서 클러스터의 형태에 변화가 
생긴다. 단일 연결 (Single Linkage), 완전 연결 (Complete 
linkage), 평균 연결 (Average linkage), 중심 연결 (Centroid 
linkage), 와드 연결 (Ward’s linkage) 등으로 구분되는데 
[7], 본 논문에서는 평균 연결법과 와드 연결법에 기반한 
계층적 클러스터링을 사용하여 결과를 비교하였다. 각 
연결법에 따른 그룹간의 거리는 Table 3에 정리하였다. 
평균 연결법과 와드 연결법을 경우, 평균 연결법은 그룹
간 데이터 포인트들이 전체적으로 가까운 경우 하나의 
그룹으로 합쳐지게 되어 하나의 큰 클러스터를 형성할 
수 있는 반면에 와드 연결은 클러스터의 크기가 커지는 
것을 방지하여 비슷한 크기의 클러스터가 형성된다. 수
형도와 클러스터 결과를 반영한 산점도를 살펴보면 이
러한 차이를 쉽게 발견 할 수 있다. 계층적 클러스터링 
알고리즘은 Table 4와 같다.  
 
C. DBSCAN  

DBSCAN은 밀도에 기반한 클러스터링 방법으로 다
른 클러스터링 방법과 달리 클러스터의 형태에 구애 받
지 않는다 [8]. 또한 클러스터의 수가 앞서 살펴본 K-평
균 군집화, 계층적 클러스터링과 달리 각각 이웃과 중심 
여부를 결정하는 파라미터인 Eps와 Minpts에 의하여 클
러스터링이 이루어진다. DBSCAN 방식을 이해하기 위해
서는 논문에서 정의된 몇가지 성질에 대한 이해가 필요
하나 간략히 말하면 DBSCAN 방식은 클러스터의 경계 
포인트와 중심 포인트에 따라서 이웃하는 데이터 포인

트의 수가 달라 주변 포인트의 밀도 차이가 생기는데, 
이러한 성질을 이용하여 경계 포인트를 구분하여 클러
스터가 경계 포인트에 따라 결정되는 방법이다. 따라서 
클러스터의 형태에 구애받지 않게되고, 경계 외부에 존
재하는 데이터의 경우는 노이즈로 판단된다. 공간 상에
서 노이즈와 함께 기하학적으로 분포되어 있는 데이터
를 클러스터링 하는데 적합한 알고리즘으로 볼 수 있다. 
Table 5와 6에 DBSCAN에 사용되는 의와 알고리즘이 개
략적으로 설명되어 있다.  

 
 

IV. 클러스터 수 결정 

A. 클러스터링 평가 지표  

클러스터링 평가 지표를 바탕으로 적정 클러스터의 
수 K를 결정한다. 클러스터링이 잘 이루어졌는지 여부를 
평가하기 위해 다양한 지표들이 연구되었다. 대표적인 
평가 지표로 Dunn Index, DBI (Davies-Bouldin Index), 
Sillhouette, CHI (Calinski-Harabasz Index), WGSS (Within 
Groups Sum of Squared) 등이 있다 [9]. 이상적인 클러스터
링이란 d차원 공간 상에서 같은 클러스터에 속하는 데
이터 포인트는 응집되어있고, 클러스터와 클러스터 사이
는 멀리 떨어져 있는 경우로 볼 수 있다. 대부분의 지표
들이 이러한 특성을 반영하여 정의되어있다. 본 논문에
서는 DBI [10], CHI [11], WGSS를 바탕으로 실험적으로 클

Table 3. 유사도 분류 

연결법 유사도 s൫ܥ௜,  ௝൯ܥ
단일 연결 

(Single linkage) 
min	(݀(x, y) ∶ ݔ ∈ ,௜ܥ ݕ ∈  (௝ܥ

완전 연결 
(Complete linkage) 

max	(݀(x, y) ∶ ݔ ∈ ,௜ܥ ݕ ∈  (௝ܥ
평균 연결 

(Average linkage) 

1஼ܰ೔ ஼ܰೕ ෍ ෍ ,ݔ)݀ ௬∈஼ೕ௫∈஼೔(ݕ  

중심 연결 
(Centroid linkage) 

ฮܿ௜ − ௝ܿฮ 

와드 연결 
(Ward’s linkage) 

஼ܰ೔ ஼ܰೕ஼ܰ೔ + ஼ܰೕ ݀ଶ(ܿ௜ − ௝ܿ) 
 

Table 4. 계층적 클러스터링 알고리즘 
Algorithm. 2. 계층적 클러스터링 (agglomerative) 
1: 각 데이터 포인트를 단독 클러스터로 할당 
2:  repeat  
3:  │ 모든 클러스터쌍에 대한 유사도 계산 
4:  │ 최저 유사도를 갖는 클러스터쌍을 하나의 클러스터로 합친다.
5:  until 모든 데이터가 단일 클러스터에 속할 때까지 반복 
 
 

Table 5. DBSCAN 정의 
Definition. 1 ாܰ௣௦(ݔ) = {y ∈ ,ݔ)݀|ܦ (ݕ ≤ Eps} 
Definition. 2

A point x is directly density reachable from a 
point y wrt, Eps and Minpts  

if ݔ ∈ ாܰ௣௦(ݕ) and | ாܰ௣௦(ݕ)| ≥Minpts(Core 
condition) 

Definition. 3

A point x is density reachable from a point y 
wrt, Eps and Minpts if there is a chain of points ݌ଵ = 	,ݕ 	..…ଶ݌ ௡݌ = ௜ାଵ݌ such that ݔ is 

directly desnity reachable from ݌௜. 
Definition. 4

A point x is density connected to a point y wrt, 
Eps and Minpts if there is a point o such that 

both, x and y are density reachable from o wrt, 
Eps and Minpts. 

Definition. 5

Cluster C is a non empty subset of D satisfying 
the following conditions; ∀ݔ, :ݕ if	 ݔ ∈C	 and	 	ݕ is	 density	 reachable	 from	 	ݔ wrt, 

Eps and Minpts then ݕ ∈ ,ݔ∀ .ܥ ݕ ∈ ܥ ∶ 	  is density connected to y wrt, Eps ݔ
and Minpts. 

Definition. 6 ܍ܛܑܗۼ = ݔ} ∈ ݔ∀|ܦ ∈ ௜ܥ for all ݅}
 

Table 6. DBSCAN 알고리즘 
Algorithm. 3. DBSCAN  
1: Eps, Minpts 설정 
2: 임의의 데이터 포인트 x 선택  
3:  for 모든 데이터 포인트에 대하여  
4:   |  Minpts, EPS에 관하여 x와 density connected 한 모든  

포인트를 찾는다. 
5:   |  클러스터를 형성한다. 
6:   end 
7: 클러스터에 속하지 않은 데이터는 노이즈로 분류한다. 
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러스터의 수 K를 결정한다. 비교를 위하여 동일한 K로 
서로 다른 클러스터링 알고리즘을 통해 데이터 분류를 
진행하고, 각 지표의 수학적 정의는 Table 7과 같다.  

 
B. 클러스터 수 결정 

Fig. 2는 K-평균 군집화와 계층적 클러스터링 (와드/
평균)의 DBI, CHI, WSS 그래프이다. K값에 대해 DBI는 
작을수록, CHI는 클수록 좋은 클러스터링으로 볼 수 있
는데, 데이터 포인트의 분포 형태에 따라서 최저, 최대 
지점이 완벽한 클러스터링에 해당하지 않을 가능성도 
있다. 또한 본 데이터베이스의 경우 일반적인 경우와는 
다르게 CHI 그래프가 감소 함수 형태를 띠고 있다. 따
라서 WGSS 플롯을 바탕으로 K의 변화에 따라 WGSS의 
기울기의 변화가 작아지는 무릎 지점3의 값을 클러스터
의 수를 결정하는데 참고하였다 [12]. 이러한 무릎 지점
의 값을 사용하는 이유는 K를 증가시키더라도 그룹별 
데이터 응집도의 변화가 크지 않아, 클러스터 수가 증가
                                                           
3 Elbow(knee) Criterion 

하는 만큼의 이득을 얻지 못하기 때문이다. 또한 이러한 
평가지표 이외에도 클러스터링 결과로 얻을 수 있는 클
러스터 대표 연간 부하 패턴 (Cluster Representative Yearly 
Load Pattern, CRYLP)과 클러스터 대표 일간 부하 패턴 
(Cluster Representative Daily Load Pattern, CRDLP)을 통해 
전력 패턴의 특징을 직관적으로 파악할 수 있어야 하므
로, 클러스터의 수가 너무 많거나 적지 않아야 한다. 최
종적으로 클러스터의 값을 결정하는 기준은 Table 8과 
같이 결정하였다.  
먼저 기준 3의 범위 내에서 DBI 그래프를 살펴보면 

세가지 클러스터링 방법이 모두 작은 값을 갖는 지점은 
일간 부하 클러스터링에서 5 또는 7, 연간 부하 클러스
터링에서 6 또는 8로 볼 수 있다. 따라서 기준 4에 의해 
K값의 후보로 5, 6, 7, 8이 가능하다. 그러나 6과 7에서는 
K-평균 군집화 DBI 그래프 값이 큰 폭으로 증가하기 때
문에 기준 1에 따라서 이를 제외하면 5 또는 8로 클러
스터의 수를 결정 할 수 있다. 마지막으로 기준 2를 만
족해야 하므로 Fig. 2와 Fig. 3을 바탕으로 최종적으로 
K=8로 결정하였다.  

DBSCAN의 경우 Eps값에 의하여 클러스터가 자동
적으로 구성되므로, K-평균 군집화, 계층적 클러스터링 
결과와 비교하기 위하여 클러스터의 수가 비슷해지도록 
Eps와 Minpts를 결정하였다. 단, 연간 데이터의 경우 
Minpts를 유지한 채 클러스터의 수가 8에 가까운 파라미
터를 찾는 것이 불가능하여, 클러스터의 수가 3인 파라

Table 7. Davies-Bouldin Index, Within Groups Sum of Squared, Calinski-Harabasz Index 정의 
Davies Bouldin Index Within Groups Sum of Squared Calinski Harabasz Index ߜ௞ = 	 1ܰ௞ ෍‖ݔ − ܿ௞‖௫∈஼ೖ  

 ∆௞௞ᇲ= ‖ܿ௞ − ܿ௞ᇲ‖ 
 DBI = ෍max௞ஷ௞ᇲܭ1 ൬ߜ௞ + ௞ᇲ∆௞௞ᇲߜ ൰௄

௞ୀଵ  

WGSS = ෍ ෍‖ݔ − ܿ௞‖ଶ௫∈஼ೖ
௄
௞ୀଵ  

BGSS = ෍ ௞ܰ௄
௞ୀଵ ‖ܿ௞ − ܿ‖ଶ 

 CHI = ܭ)/ܵܵܩܤ − ܰ)/ܵܵܩܹ(1 −  (ܭ
DBI가 작을수록 좋음 무릎 지점 사용 CHI가 클수록 좋음 

 

Fig. 2. K에 따른 클러스터 평가 지표 
 
 Table 8. 클러스터 수 결정 기준 
기준 내용 

1 다른 K 값에 비해 작은 DBI와 큰 CHI를 가질 것
2 WGSS의 기울기의 변화가 없어지기 시작하는 지점

3 
클러스터별 부하 패턴의 직관적인 파악을 위해 

작거나 크지 않을 것 (5-15) 

4 
비교를 위해 클러스터링 방법, 데이터에 관계없이 

동일한 K를 사용할 것 
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미터로 클러스터링을 진행하였다. DBSCAN에 사용된 
Eps와 Minpts값은 연간 분류의 경우 각각 0.3과 5이고 
일간 분류의 경우 각각 2와 5이다.  

 
 

V. 클러스터링 결과 

지금까지 II-IV장에서는 데이터 베이스 구성과 클러
스터링 알고리즘 및 클러스터의 수를 결정하는 방법에 

대해 설명하였다. 5장에서는 앞서 결정된 파라미터를 바
탕으로 실제 클러스터링 결과를 도시한다. 클러스터 구
분에 따라 CRYLP와 CRDLP를 살펴보고, 마지막으로 
KSIC 분류와 연관성에 대해 살펴보도록 한다. 

Fig. 4, 5는 각각 K-평균 군집화, 계층적 클러스터링 
(와드/평균), DBSCAN을 사용한 클러스터링 결과이다. 실
제 클러스터링에 사용한 데이터는 24차원 벡터이기 때
문에 2차원에 표현하기 위하여 다차원 척도법(Multi 

 
Fig. 3. K에 따른 WGSS 기울기 변화량 
 

Fig. 4. 일간 부하 패턴 클러스터링 결과 산점도 
 

Fig. 5. 연간 부하 패턴 클러스터링 결과 산점도 
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Demensional Scailing, MDS) 4을 통해 2차원으로 변환 후, 
점도로 표현하였다 [13]. 클러스터에 따라서 다른 색으로 
구분되어있으며, 알고리즘 별로 클러스터링에 특징이 있
는데 K-평균 군집화와 와드 방식 계층적 클러스터링, 
DBSCAN과 평균 연결 방식 계층적 클러스터링이 서로 
그룹화 결과가 유사한 것을 산점도를 통해 확인 할 수 
있다. 평균 연결법에 의한 계층적 클러스터링의 경우 지
배적인 클러스터가 존재하여 크게 2개의 그룹으로 데이
터가 구분되었다. DBSCAN 클러스터링은 일간 데이터는 
7개, 연간 데이터는 3개의 클러스터로 분류되었다. 
DBSCAN 클러스터링은 노이즈 구분을 포함하여 이루어
지는데, 연청색으로 채색된 1번 클러스터가 군집을 이루
지 못하여 노이즈로 분류된 데이터 포인트들이다. 클러
스터링의 구분을 살펴보기 위하여 각 클러스터의 대표 
패턴을 확인하였다.  

Fig. 6-9와 Fig. 10-13는 각각 클러스터링 방법에 따른 
클러스터 대표 부하 패턴 (CRDLP / CRYLP)이다. 먼저 
Fig. 6-9는 클러스터별 일간 부하 패턴 그래프이다. 특히 
Fig. 6, 7을 살펴보면 전력 패턴 분류시 일반적으로 생각
하는 주간형, 일정형, 야간형의 일간 부하 패턴이 모두 
존재하고, 주간형의 패턴이 좀 더 세부적으로 구분되는 
것을 볼 수 있다. 비록 산점도에서 데이터 포인트가 명
확한 클러스터를 구성하며 분포되어있지 않아 직관적인 
분류가 불가능하나, CRDLP를 확인했을 때 부하 패턴들
의 특징이 잘 나타나있어, 클러스터링이 잘 이루어진 것
으로 판단 할 수 있다. 이에 반해서 나머지 두 방식의 
결과 그래프를 살펴보면 3, 5, 6, 8번 클러스터와 같이 예
상하기 힘든 패턴이 등장하거나, 유사한 클러스터 패턴
이 반복되고 있고 야간형 전력사용량이 많은 부하 패턴
의 구분 또한 잘 이뤄지지 않았다.  

Fig. 10-13은 클러스터별 연간 부하 패턴 그래프로서 
K-평균 군집화와 와드 방식 계층적 클러스터링의 경우 
연간 변화가 잘 나타나는 반면에 다른 두 알고리즘은  
패턴 분류 결과가 무의미한 것으로 보인다. Fig. 10, 11은 
연중 부하의 변동이 크지 않은 경우와 특정 계절별로 
전력 부하가 증가하는 경우로 패턴 구분이 가능하다. 
CRDLP와 CRYLP 그래프를 분석한 결과, K-평균 군집화
와 와드 연결법의 계층적 클러스터링이 부하 패턴을 잘 
분류하는 것으로 판단 할 수 있다. 그러나 두 가지 방식 
중 K-평균 군집화는 초기 중심점 선정에 따라서 전역 
최적화가 이루어지지 않을 수 있고, 클러스터링 결과가 
달라지는 단점이 있다. 계층적 클러스터링의 경우는 데
이터간 거리가 고정되어 있으므로, K만 정해주면 항상 
동일한 클러스터링이 이루어져 안정적으로 데이터를 분
류 가능하다. 다만 한번 클러스터가 결정되면 이를 번복
할 수 없다는 단점이 있으나, 고객의 분류를 랜덤성에 
의존하는 것은 지양해야 하므로 와드 방식의 계층적 클
러스터링이 부하 패턴 분류에 적합하다고 본다.  
와드 방식 계틍적 클러스터링 결과를 바탕으로 분

류된 클러스터링 결과를 바탕으로 분류된 클러스터 내 
개별 수용가에 대한 통계 정보는 Table 9, 10과 같다. 
Table 9는 일간 부하 패턴을 바탕으로 분류된 클러스터 

                                                           
4 MDS 방식 중 Classical Multi Dimension Scaling (Principal Coordinate Analysis) 

Fig. 6. K-평균 군집화 CRDLP 
 

Fig. 7. 계층적 클러스터링 (와드 방식) CRDLP 
 

Fig. 8. 계층적 클러스터링 (평균 방식) CRDLP 
 

Fig. 9. DBSCAN (K=7) CRDLP 
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내 수용가의 통계 정보이고, Table 10은 연간 부하 패턴에 
대한 통계 정보이다. 각 클러스터에 속하는 수용가의 수
를 통해 특정 패턴의 부하가 전력망 분포 형태를 확인
할 수 있다. 평균 일별 부하량은 하루 동안 사용하는 전
력 부하 총량의 3년간 평균값들에 대한 통계로, 평균값
과 중앙값은 전체 762개 수용가에 대한 평균 일별 부하
량의 평균, 중앙값에 해당한다. 마찬가지로 평균 최대 
부하량은 매시간 동안 사용하는 부하량의 일별 최대값

의 3년간 평균이다. 평균값과 중앙값을 비교해봤을 때 
차이가 많이 나는 경우는, 소수의 특정 수용가들이 굉장
히 큰 전력 수요를 갖는다는 것을 의미한다. 특히 1번 
클러스터의 경우, 평균 일별 부하량과 최대 부하량 모두 
평균값과 중앙값의 차이가 다른 클러스터들에 비해 큰 
것으로 보아 전력 수요가 큰 수용가가 상당수 속해있는 
것으로 볼 수 있다. 이러한 결과를 Fig. 7과 Fig. 11의 클
러스터 대표 패턴과 연결시켜 보았을 때 전력 수요가 
큰 수용가의 패턴은 일간, 연간 변화가 크지 않은 것으
로도 볼 수 있어 이에 해당하는 수용가들은 수요 반응
을 통한 전력 수요 감축이 크게 효과적이지 못할 수 있
음을 시사한다.  

Fig. 14는 KSIC 분류에 해당하는 수용가들의 일간 
부하 패턴 클러스터 분포를 나타낸 그래프이다. 특정 클
러스터가 업종군 별로 가령 50% 이상 차지하며, 우세하
게 나타나는 현상을 확인 할 수 있다. 45개 업종에서 이
와 같은 우세 클러스터의 존재가 확인되며, 이는 전체 
업종의 60%에 해당하는 비율로서 업종 내의 유사한 업

Fig. 10. K-평균 군집화 CRYLP 
 

Fig. 11. 계층적 클러스터링 (와드 방식) CRYLP 
 

Fig. 12. 계층적 클러스터링 (평균 방식) CRYLP 
 

Fig. 13. DBSCAN (K=3) CRYLP 
 
 

Table 9. 일간 부하 패턴 클러스터링 수용가 통계정보 

클러스터 수용가
평균 일별 부하량 

(MWh) 
평균 최대 부하량 

(MWh) 
평균값 중앙값 평균값 중앙값

1 
148 

(19.4%)
603.8 151.4 27.2 6.8 

2 
204 

(26.8%)
114.1 36.2 5.9 1.9 

3 
112 

(14.7%)
41.6 14.0 2.6 0.9 

4 
38  

(5%) 
4.3 2.6 0.5 0.3 

5 
166 

(21.8%)
43.4 5.4 2.9 0.4 

6 
34 

(4.4%) 
333.3 13.7 19.6 0.9 

7 
45 

(5.9%) 
33.7 25.5 2.3 1.7 

8 
15  

(2%) 
21.2 7.1 2.9 0.8 

 
Table 10. 연간 부하 패턴 클러스터링 수용가 통계정보 

클러스터 수용가

평균 일별 
부하량 (MWh) 

평균 최대 
부하량 (MWh) 

평균값 중앙값 평균값 중앙값

1 
162 

(21.3%)
548.5 137.2 26.9 6.1 

2 
130 

(17.1%)
164.3 39.8 8.1 2.5 

3 
129 

(16.9%)
56.8 12.8 3.0 0.9 

4 
83 

(10.9%)
108.4 4.0 5.1 0.3 

5 
120 

(15.7%)
59.8 14.3 3.1 1.0 

6 
50 

(6.6%) 
50.3 7.0 2.7 0.5 

7 
68 

(8.9%) 
15.0 4.1 0.9 0.3 

8 
20 

(2.6%) 
29.6 5.4 1.7 0.4 
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무 패턴으로 인해 전력 사용 패턴도 비슷하게 나타나는 
것으로 예상 할 수 있다. Fig. 15는 동일한 그래프를 연간 
부하 패턴 클러스터에 따라 도시한 것이다. 두 그래프를 
비교해보면, 연간 부하 패턴의 경우 상대적으로 클러스
터가 업종과 무관하게 비교적 고르게 분포하며, 특정 클
러스터 위주로 분류되는 모습이 잘 나타나지 않는다. 연
간 부하 패턴 분석시 우세 클러스터가 존재하는 업종은 
전체 업종의 36%정도인 27개 업종으로, 이는 이러한 계
절성에 따른 분류가 수용가의 업무 패턴보다는 구축된 
사업장의 HVAC 시스템과 연관성이 큰 것으로 해석 할 
수 있다.  

Fig. 16과 17은 지역별 클러스터 결과 분포를 나타낸 
그래프이다. 각각의 막대그래프를 살펴보면 지역에 상관
없이 클러스터의 비율이 비슷하기 때문에 클러스터링 
결과에 지역적인 특징이 반영되어 있다고 보기는 힘들 
것이다. Fig. 14, 15에서는 동일 업종 내에서도 서로 다른 
클러스터에 속하게 되는 경우가 나타나는데, 동일 업종
임에도 다른 지역이기 때문에 이와 같은 현상이 발생하
는지에 대해서는 분석이 더 필요할 것으로 보인다. 다만 
Fig. 16과 17에서 지역별 클러스터 비율이 유사하기 때문
에 지역 분류에 의해서 상기 현상이 발생한다기보다는, 
사업장의 규모나 업종의 세세한 차이에 의하여 구분되
는 것으로 판단하는 것이 더욱 적합할 것으로 보인다.  
최종적으로 연간, 일간 부하 패턴이 각각 8개의 클

러스터로 구분이 되었으므로, 이를 혼합하여 762개의 수
용가 부하는 총 64개의 클러스터로 구분 할 수 있다. 즉 
전체 데이터를 일간 패턴과 계절성에 따라 구분 할 수 
있게 된 것이다. 이러한 클러스터링 결과는 전기 요금 
설정에 도움이 될 것으로 보인다. 특히 계절과 시간을 
동시에 고려한 64개 분류 결과는 한전에서 운영하는 계
시별 요금제의 활용과 큰 연관이 있을 것으로 기대된다. 
현재 계시별 요금제는 봄/가을, 여름, 겨울에 따라 중부
하, 경부하, 최대 부하 시간대를 일괄적으로 설정해두고 

적용을 하고있는 상황인데, 위의 결과를 바탕으로 수용
가별로 좀 더 세부적인 시간대 분류를 통한 계시별 요
금제 적용이 가능하게 되면 더욱 효과적인 피크 부하 
관리가 가능 할 것으로 전망된다.  

 
 

VI. 결론 

지금까지 본 논문에서는 각종 클러스터링 방법을 
이용하여 전력 사용량 데이터를 일간 부하 패턴과 연간 
부하 패턴 두가지 측면에서 클러스터링을 수행하였으며, 
KSIC 레이블과의 관계에 대해 살펴보았다. 다양한 클러
스터링 알고리즘 중에서 와드 연결법의 계층적 클러스
터링이 전력 부하 패턴을 일간, 연간 두 측면에서 모두 
잘 구분하였다. 또한 산점도 상에서 부하 패턴 데이터 
포인트가 연속적으로 분포하므로 평균 연결법의 계층적 
클러스터링과 밀도 기반 방식인 DBSCAN은 부하 패턴 
분류에 적합하지 않은 것으로 판단된다. 또한 수용가 전
력 패턴의 세부적인 분류가 가능해져, 더욱 효율적인 피
크 부하 관리의 기반이 될 것으로 보인다. 추후 연구 주
제로 전력 부하량에 따른 클러스터링 및 이를 바탕으로 
정확한 딥러닝을 활용한 부하 예측 연구, 예측이 잘 되
는 데이터의 특징 검출 등을 진행할 예정이다.  
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Fig. 16. 지역별 수용가 일간 부하 패턴 클러스터 정보 
 

Fig. 17. 지역별 수용가 연간 부하 패턴 클러스터 정보 
 
 

Fig. 14. KSIC 분류별 수용가 일간 부하 패턴 클러스터 정보 
 

Fig. 15. KSIC 분류별 수용가 연간 부하 패턴 클러스터 정보 
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