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1. 서론

폐암은 암중에서 가장 큰 사망의 원인이 되고 있

으며 2008년에 전세계적으로 137만명을 사망에 이

르게 하였다. 폐암의 5년 생존율은 15.9%인데 이러

한 통계는 조기진단으로 폐암의 초기 단계에서는

52%까지 올라간다. 조기 진단으로 생존율을 높이는

것으로 인해, 흡연자와 과거 흡연자 같은 고위험군

의 증상이 없는 개인에 대한 검사를 하게 되었다.

컴퓨터 단층 촬영 (CT)에 의한 검사는 효과적인 기

술로 밝혀졌다. 국립 폐 심사 시험(National Lung
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Screening Trial)은 CT를 사용하여 검사하는 것은

투사 X선을 사용하여 것에 비해 20% 폐암 감소 폐

암 사망률을 보이는 것을 발견했다.

최근에는 의료 영상에서 물체의 질감 특징을 추

출해 분석하는 일이 큰 주목을 받고 있고 다양한

질환 분야에 대하여 연구가 진행되고 있다. 이러한

질감 특징 추출의 기본적인 개념은 관심 영역에서

의 원하는 물체를 탐지하는 것에 기본적인 바탕을

두고 있다. 의료 영상에서 관심 영역중 하나인 폐

영역에서 질환을 하나의 물체로 보고 질환의 질감

특징을 추출해 환자의 상태를 진단하는 연구가 진

행되고 있다. 컴퓨터 조력 진단(Computer Aided

Diagnosis)시스템[1-3]은 입력된 환자의 CT 영상을

이용해 폐 영역에서 질환을 찾고 진단을 하게 된다.

이때 질환의 질감 특징을 찾는 것은 매우 중요한

폐질환 조기 검출을 위한 결합 히스토그램 기반의

통계적 특징 인자에 대한 연구
Study of Joint Histogram Based Statistical Features for Early Detection of 

Lung Disease 

원철호*

C. H. Won

요 약

본 논문에서는 폐질환 조기 검출을 위하여 Broncho vascular, Emphysema, Ground Glass Reticular, Ground 
Glass, Honeycomb, Normal의 6가지 폐조직에 대한 새로운 분류기법을 제안하였다. 단순 베이즈 분류기와 아다부

스트 학습 기법을 도입하여 459개의 결합 히스토그램 특징인자로부터 유효한 특징인자를 선별함으로써 폐조직을

분류하였다. 다중 해상도 해석, 체적 LBP 및 CT 휘도를 기반으로 하는 결합 히스토그램 특징인자는 정확도, 민감
도, 특이도 결과에서 기존의 3D AMFM보다 우수한 결과를 보였다. 제안한 특징인자와 3D AMFM 특징인자의 정

확도는 각각 90.1%과 85.3%로서 제안한 특징인자의 우수한 분류 성능을 확인하였다.

ABSTRACT

In this paper, new method was proposed to classify lung tissues such as Broncho vascular, Emphysema, 
Ground Glass Reticular, Ground Glass, Honeycomb, Normal for early lung disease detection. 459 Statistical 
features was extraced from joint histogram matrix based on multi resolution analysis, volumetric LBP, and CT 
intensity, then dominant features was selected by using adaboost learning. Accuracy of proposed features and 3D 
AMFM was 90.1% and 85.3%, respectively. Proposed joint histogram based features shows better classification 
result than 3D AMFM in terms of accuracy, sensitivity, and specificity.
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과정이다. 폐 영역에서 발생할 수 있는 질환은 매우

다양한데 이들 각각의 질환은 서로 다른 특징들을

가지고 있기 때문이다. 질환의 특징을 추출하는 방

법은 다양하다.

본 논문에서는 아다부스트 학습 방법 사용하여

반경 변화에 의한 다해상도 LBP 분석과 LBP-TOP

연산에 의한 체적 LBP의 유효성을 평가하였다. 다

중 클래스 분류는 Broncho vascular, Emphysema,

Ground Glass Reticular, Ground Glass,

Honeycomb, Normal의 6가지 폐조직에 대하여 수행

하였다. 3D AMFM과 제안한 특징인자, 단순 베이

즈 분류기(Naive Bayes classifier)와 아다부스트 학

습 분류기를 이용하여 6 클래스 분류 결과를 비교

하였다.

먼저 단순 베이즈 분류기를 이용하여 3D AMFM

과 제안한 특징인자의 정확도를 비교하였으며 아다

부스트 학습 방법 사용하여 분류 성능을 평가하였

다. 이 실험에서 3D AMFM 특징인자 보다 제안한

특징인자의 우수성을 확인하였다. 6가지 폐 조직에

대한 전문가와 제안된 방법의 분류 성능을 평가하

기 위해 오분류 행렬을 사용하였다. 또한, 3D

AMFM 특징인자와 제안한 특징인자 (R=1),

(R=1,2,3)에 대한 민감도 및 특이도를 계산하여 제

안한 방법의 우수성을 평가하였다.

2. 방법

2.1 3D AMFM 특징인자

적응적 다중 피쳐 기법(Adaptive multiple feature

method: AMFM)[4]는 질병의 병리를 고려할 수 있

고, 동시적 다중 질병의 경과를 분류할 수 있는 텍

스쳐 기반 방법으로 소개되었다. 3D AMFM 특징인

자는 1차(first order) 함수와 2차(second order) 함

수 특징인자, 히스토그램 특징인자 및 프랙탈 특징

인자와 같은 통계적인 특징인자를 포함하고 있다. 1

차 함수 특징인자는 VOI(volume of Interest)에서

각 복셀의 휘도 준위(gray level) 분포를 측정한다.

이러한 특징인자는 평균(mean), 분산(variance), 첨

도(kurtosis), 및 엔트로피를 포함하고 있다. 2차 함

수 특징인자는 런 렝스(run-length) 동시발생

(co-occurrence) 행력 특징인자를 포함한다. 이는

short-run emphasis, long-run emphasis,

gray-level non-uniformity, run length non-

uniformity, run Percentage를 포함하고 있다. 동시

발생행렬(co-occurrence matrix)에서는 엔트로피, 각

2차 모멘트(angular second moment), 명암대조

(contrast), 관성(inertia), 상관관계(correlation) 및

역차 모멘트(inverse difference moment)와 같은

second-order 특징인자가 계산된다. 네 가지 특징인

자 들은 VOI에 있는 복셀의 휘도 준위 분포의 히스

토그램에 근거하여 계산된다.

또한, emphysema 영역 개수, normal 영역 개수,

모드(mode) 및 emphysema 비율이다. 평균, 분산,

비대칭(skewness), 왜도 그리고 휘도 준위 분포의

엔트로피와 같은 프랙탈 특징인자는 확률 프랙탈

영상(stochastic fractal images)에서 계산된다.

2.2 체적(volumetric LBP)에 근거한

통계적 특징인자의 제안

LBP는 원래 3×3 이웃 화소에서 국부 구조를 특

징화하기 위한 휘도 스케일 불변 측정 인자로서 소

개되었으며[5-6] 이후에 다중 해상도 분석

(multi-resolution analysis)을 가능하게 하는 더 일

반적인 공식이 발표되었다. LBP는 중앙 픽셀의 밝

기와 관련된 국부 이웃화소화의 임계치 설정에 의

해 획득되며 다음 식에서 구해진다.

LBP 연산은 식 (1)과 같으며 현재 위치의 화소와

이웃 화소화의 차이를 0과 1로 나타낸다. 여기서

   는 각각 인접 화소수와 원의 반경, 현

재 화소 및 이웃화소를 의미한다.

   
  

  

 
    ≥

      (1)

다중 해상도 국부 질감(local texture) 분석은 반

경 R의 원주 상에 존재하는 P 화소의 이웃 화소를

사용한다. 다중 해상도 분석은 공간상에 존재하는

다양한 크기의 미세 패턴의 형상을 특징짓는 데 유

용하다.

LBP-TOP(Three Orthogonal Planes)은 일종의

체적 LBP 연산으로서 중앙 화소에서 교차하는 세

직교 평면을 사용한다. LBP-TOP는 세 개의 직각평

면인 XY, XZ 및 YZ 평면을 연결하는 특징기술자

이다. LBP-TOP 각각의 분리된 평면으로부터 특징

인자 분포를 계산하고 이를 연결하여 하나의 특징

인자 벡터로 구성한다. 의료용 3D 체적 영상은 Z축

상에 XY 평면의 스택으로 볼 수 있다. 세 가지 다

른 평면의 LBP 히스토그램을 계산하고 이를 하나

의 히스토그램으로 연결하여 LBP-TOP 특징인자

벡터를 획득할 수 있다.
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2.3 제안한 특징인자

LBP 연산은 그 자체로 영상의 모노토닉한 휘도

스케일 변환에 강건한 특성이 있다. 하지만, 이 특

성은 CT 영상을 처리할 때는 항상 바람직하지는

않다. CT영상이 생체조직의 물리적 성질을 측정하

여 수치화하여 표현되기 때문이다.[12] 본 논문에서

는 폐 조직의 밀도 정보를 포함하기 위해서 LBP와

휘도의 결합 히스토그램(joint histogram)을 사용한

다.

폐조직의 분류를 위하여 본 논문에서는 다중 해

상도 LBP 분석, 체적 LBP 그리고 LBP와 휘도 준

위의 결합 히스토그램이라는 세 가지 주된 개념을

도입하였다. 다중 해상도 분석은 폐조직의 미세 패

턴을 기술하기 사용되었는데 LBP 연산에서 반경 R

을 변화시킴으로서 구할 수 있다. 3D 체적 LBP는

LBP-TOP의 형태로서 폐조직의 3차원 구조를 특징

짓기 위하여 적용하였다. 그리고 결합 히스토그램은

조직의 휘도와 LBP 코드로서 폐조직을 기술하기

위하여 사용하였다. 구해진 결합 히스토그램 행렬에

표 1의 통계공식을 적용함으로써 폐조직을 구별하

기 위한 최종 특징인자를 추출하였다.

표 1. 51개의 통계적 특징인자
Table 1. 51 Statistical features.

Features
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LBP 기반 특징인자를 구현함에 있어 59개의

ULBP 코드 개수에 정합하기 위하여 CT 값을 64

휘도 준위로 양자화를 수행하였으며, 64(CT 휘

도)×59(ULBP 코드) 차원의 결합 히스토그램을 얻

었다.     및 

연산이 다해상도

분석을 위하여 사용되었고 체적 분석을 위하여 XY,

YZ 및 XZ 평면상의 LBP-TOP는 각각의 VOI에서

계산되면 총 9(3(다해상도 LBP)×3(체적 LBP))개의

결합 히스토그램이 얻어진다.

결합 히스토그램 행렬에 51개의 통계적인 특징인

자를 적용하였다. 통계적 특징인자는 1차 및 2차 함

수 특징인자, 히스토그램 특징인자, 런렝스, 동시발

생 행렬 등의 특징인자를 포함한다. 각 VOI로부터

6가지 서로 다른 폐조직을 정량화하기 위해서 총

459(51(특징인자) × 9(결합 히스토그램))개의 폐조직

특징인자를 생성하였다.

 

그림 1. 다중 해상도 분석과 체적 LBP분석을 위한
결합 히스토그램

Fig. 1. Joint histogram for multi-resolution analysis 
and volumetric LBP 

2.4 아다부스트 학습에 의한 특징인자

선정 및 분류

각 VOI로부터 얻어진 459개의 특징인자에 대하

여 의미있는 특징인자를 폐조직 분석에 포함하기

위해서는 중요 특징인자의 선별이 필요하다. 주요한

특징인자가 선별하기 위하여 아다부스트 학습 방법

을 사용하였다. 특징인자 선별방법의 검증과 아다부

스트 학습의 기본 분류기로서 나이브 베이즈 분류

기를 사용하였다. 아다부스트 학습 방법은 이진 분

류 문제를 해결하기 위해 제안되었으나 다중 분류

문제로 확장될 수 있다. 다중 클래스 아다부스트 방

법은 Shpire[7]에 의해 제안되었으며 다중 분류 문

제를 k개의 직교하는 이진 분류 문제로 분해하는

방법으로서 본 논문에서 이 방법을 6개 다중 폐조

직 분류에 적용시켰다.

그림 2. 다중 클래스 아다부스트 학습
Fig. 2. Multi-class adaboost learning.

2.5 실험방법

필립스 MX8000 MDCT(multi detector CT) 스캐

너로부터 120 kV, 40/100 mAs, 피치 1.5, 1.3mm 콜

리메이션(collimation), 0.6mm 슬라이스 증가, FOV
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290–500mm, B 재구성 필터 등의 파라미터를 설정하

여 영상을 획득하였다. 34명의 지원자는 9명의 흡연자

는 심각한 COPD, 10명의 흡연자는 가벼운 COPD, 8명

의 비흡연자는 정상 폐기능, 7명의 흡연자는 정상 폐

기능을 가진 인원으로 구성되었다. 페기능 검사로부터

각 피실험자들의 vital capacity (VC), forced vital

capacity (FVC), forced expiratory volume을 얻었다.

제안된 방법을 성능을 평가하기 위해서 민감도

(sensitivity), 특이도(specificity) 및 정확도(accuracy)

의 지표가 사용되었다. 민감도는 바르게 분류된 표본

의 수를 전체 양(positive)의 표본의 수로 나눈 것이

다. 특이도는 바르게 분류된 표본의 수를 전체 음

(negative)의 표본의 수로 나눈 것이다. 정확도는 바

르게 분류된 표본의 수를 전체 표본의 수로 나눈 것

이다. 성능 평가를 위하여 기본적으로 단일관측치제

거(leave-one-out) 교차검증법을 사용하였다.

3. 결과

제안한 결합 히스토그램 특징인자의 정확성을 세

가지 비유사도 측정도구(dissimilarity measures)를

이용하여 분류 성능을 비교하였다. 59 ULBP 코드

와 64 휘도 준위의 2D 결합 히스토그램을 이용하

고, 3가지 반경에 대하여 XY, YZ 및 XZ 평면에서

의 LBP를 계산하였다. 총 9개의 결합 히스토그램 특

징인자는 각각의 293개의 VOI (31×31×31, 31× 31×30

화소)에서 수집하였고, 단일관측치제거 교차 검증

(cross-validation) 방법이 제안한 특징인자의 성능을

평가하기 위해 사용되었다. 2D 결합 히스토그램 특징

인자에서 79.9%의 높은 정확도가 로그 유사도 특정

도구(log likelihood measure)에 의해 얻어졌다. 카이

제곱(Chi-square)을 사용한 분류 성능은 77.8%의 정

확성을 나타내었고, 히스토그램 교차에 의해서는

75.1%가 얻어졌다. 이 세 가지 측정도구를 이용한 결

과에서는 만족할 만한 결과를 얻을 수 없었다.

다중 해상도와 체적 LBP 연산의 효과를 평가하

기 위하여 다양한 분류 실험을 통해 정밀도를 비교

하였다. 다양한 반경(R=1, 2, 3)과 평면(XY, YZ,

XZ)의 변화에 따라서 9개의 결합 히스토그램으로부

터 최대 459가지의 특징인자를 얻을 수 있었다. 처

음 LBP-TOP에 대한 세 개의 실험에서 반경은 1에

서 3까지 변화하면서 정확도를 계산하였고, 다음 세

실험에서 정확도는 세 반경 (R=1, 2, 3)에 대하여

각 평면에서 계산하였다. 이 6 가지 실험에서 153개

의 특징인자가 생성되었다. 반경 R=1의 XY 평면

실험과 세 가지 반경의 LBP-TOP에서는 각각 51

및 459가지의 특징인자가 각각 생성되었다.

표 2. 비유사도 측정도구에 의한 정확도 비교
Table 2. Accuracy comparison by dissimilarity.

Classification Chi-square Histogram
intersection

Log
likelihood

#. of TP 222 220 234/293

Accuracy(%) 75.8 75.1 79.9

세 개의 평면과 세 반경의 실험이 가장 높은 정확

도 89.8% (263/293)의 결과를 예상했으나 가장 높은

정확도 90.1% (264/293)는 반경 R=1인 LBP-TOP에서

나타났다. 반경 크기는 세 평면(XY, YZ, XZ) LBP 연

산의 정확성에 반비례하였다. XY 평면의 정확도는

87.7% (257/293)로서 세 평면 중에서 가장 높았다.

표 3. 제안한 특징인자의 정확도 비교
Table 3. Accuracy comparison of proposed features

R=1 R=2 R=3 XY YZ XZ XY
LBP-
TOP

LBP-TOP R=1,2,3 R=1 R=1,2,3

No. of
TP

264 256 248 257 255 252 252 261

Accuracy
(%)

90.1 87.4 84.6 87.7 87.0 86.0 86.0 89.1

3D AMFM과 제안한 특징인자의 정확성은 특징

인자에 대한 선택이 없는 경우 단순 베이즈 분류기

에 의해서 각각 74.1%, 74.4%이었다. 아다부스트 학

습을 사용한 제안한 특징인자의 정확도는 아다부스

트 학습을 사용한 3D AMFM 특징인자의 85.3%로

보다 우수한 90.1%였다. 실험에서는 25개의 3D

AMFM 특징인자 중에서 15개의 특징인자와 153개

의 특징인자 (R=1) 중에서 23개의 특징인자가 아다

부스트 학습에 의해 선정되었다. 중요한 특징인자는

불필요한 특징인자를 제외하여 적절하게 선택함으

로써 주요 특징인자가 선별됨에 따라 정확도는 증

가되었다.

표 4. 3D AMFM과 제안한 특징인자의 정확도 비교
Table 4. Accuracy comparison of 3D AMFM and proposed 

features.

Classification

Naive Bayes Adaboost

3D
AMFM

Proposed
features
(R=1,2,3)

3D
AMFM

Proposed
features
(R=1)

No. features 26 459 15 23

No. of TP 217 218 250 264

Accuracy(%) 74.1 74.4 85.3 90.1
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전문가 및 제안된 방법 간의 분류 결과를 비교하

기 위해 분류 결과를 위한 오차행렬(confusion

matrix)을 사용하였다. 테스트를 위해 단일관측치제

거 교차검증법을 사용하였다.

표 5. 제안한 방법을 이용한 6가지 폐 조직패턴에 대한
분류결과

Table 5. Classification Result Using Proposed Method.

True Class

Broncho
Emphys
ema

GG_Retic
ular

Green
Glass

Honey
comb

Norma
l

Broncho 66.7 0.0 12.1 3.03 18.2 0.0

Emphy
sema 0.0 92.0 0.0 0.0 4.0 4.0

GG_Reti
cular 4.5 0.0 90.9 4.5 0.0 0

GGlass 0.0 0.0 1.5 97.1 0.0 1.5

Honey
comb 4.7 4.7 0.0 0.0 90.6 0.0

Normal 0.0 0.0 0.0 6.8 0.0 93.2

  
6개의 폐질환영역의 분류 성능을 평가하기 위하

여 3D AMFM, 제안한 특징인자, 그리고 제안한 특

징인자(R=1,2,3)의 세 가지 실험에 대한 민감도

(sensitivity)와 특이도(specificity)를 계산하였다. 아

다부스트 학습을 사용한 제안한 특징인자 (R=1)에

의해 가장 높은 정밀도를 얻었다. 그러나, 제안한

특징인자 (R=1) 와 (R=1,2,3)의 정확성에는 의미있

는 차이가 없었다, 따라서 민감도와 특이도의 비교

에서 제안한 특징인자 (R=1,2,3)도 포함하였다.

표 6. 3D AMFM과 제안한 특징인자(R=1), (R=1,2,3)에
의한 방법에 의한 6가지 폐조직에 대한 민감도
비교

Table 6. Sensitivity comparison of six tissues
classification using 3D AMFM, proposed
(R=1), and proposed (R=1,2,3) features.

Broncho
Emphys
ema

Green
Glass
Reticular

Green
Glass

Honeyco
mb

Normal

3D
AMFM

63.6 84.0 86.3 94.1 81.3 91.5

Proposed,
R=1

66.7 96.0 93.1 95.6 87.5 93.2

Proposed,
R=1,2,3

66.7 92.0 90.9 97.1 90.6 93.2

그림 3. 3D AMFM과 제안한 특징인자(R=1),
(R=1,2,3)에 의한 방법에 의한 6가지
폐조직에 대한 민감도 비교 그래프

Fig. 3. Sensitivity comparison graph of six-class 
classification of 3D AMFM and proposed 
features. 

표 7. 3D AMFM과 제안한 특징인자(R=1), (R=1,2,3)에
의한 방법에 의한 6가지 폐조직에 대한 특이도
비교

Table 7. Specificity comparison graph of six-class 
classification of 3D AMFM and proposed 
features.

Broncho
Emphys
ema

GG_Reti
cular

Green
Glass

Honey
comb

Normal

3D
AMFM

98.1 98.7 96.8 95.6 95.2 97.9

Proposed
R=1

97.7 99.3 97.2 97.3 97.4 98.7

Proposed
R=1,2,3

98.1 98.8 98.0 96.9 97.0 99.1

그림 4. 3D AMFM과 제안한 특징인자(R=1),
(R=1,2,3)에 의한 방법에 의한 6가지
폐조직에 대한 특이도 비교 그래프

Fig. 4. Specificity comparison graph of six-class 
classification of 3D AMFM and proposed 
features. 
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4. 결론

제안한 특징인자와 3D AMFM 특징인자의 정확

도는 각각 90.1%과 85.3%로서 제안한 특징인자가

3D AMFM 특징인자보다 분류 성능이 우수하다는

것을 보여주고 있다. 제안한 방법에 의한 성능 개선

은 Emphysema, GG_Reticular, Honeycomb 표본의

민감도에서 현저하게 나타난다. 반경 R=1과 R=1,2,3

에서 제안한 특징인자를 사용하였을 때 Emphy-

sema의 민감도는 각각 96.0%와 92.0%였지만, 3D

AMFM은 84%였다. 특이도의 개선은 두드러지지

않지만 전반적인 분류 성능은 제안한 방법이 3D

AMFM보다 우수하였다. Emphysema의 특이도는

제안한 특징인자 R=1과 R=1,2,3에서 각각 99.3%와

98.7%였고, 3D AMFM은 98.6%였다. 반경 R=1에서

제안한 특징인자의 정확도는 R=1,2,3 보다 높았으나

그 차이는 유의미한 수준은 아니었다. 민감도 비교

에서 GGlass과 Honeycomb에 대하여 반경 R=1,2,3

의 제안한 특징인자가 R=1보다 우수한 성능을 보여

주었다. 특이도 비교에서는 제안한 특징인자 (R=1,2,

3)이 Broncho, GG_Reticular 및 normal에서 더 나

은 분류 성능을 보여주었다. 제안한 특징인자

(R=1)이 Emphysema에서 제안한 특징인자 (R=1,2,

3) 보다 높은 민감도와 특이성을 보여주고 있다. 민

감도 비교에서 가장 작은 반경 1인 LBP연산이

R=1,2,3 보다 Emphysema와 GG_Reticular를 분류함

에 더 나은 성능을 보였으며 이는 Emphysema,

GG_Reticular 폐조직은 작은 LBP 연산에서 더 잘

식별될 수 있음을 알 수 있다.
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