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차량 검출용 CNN 분류기의

실시간 처리를 한 하드웨어 설계

A Real-Time Hardware Design of CNN for Vehicle Detection

방 지 원*, 정 용 진*
★    

Ji-Won Bang*, Yong-Jin Jeong*
★

Abstract

Recently, machine learning algorithms, especially deep learning-based algorithms, have been receiving attention

due to its high classification performance. Among the algorithms, Convolutional Neural Network(CNN) is known

to be efficient for image processing tasks used for Advanced Driver Assistance Systems(ADAS). However, it is

difficult to achieve real-time processing for CNN in vehicle embedded software environment due to the repeated

operations contained in each layer of CNN. In this paper, we propose a hardware accelerator which enhances

the execution time of CNN by parallelizing the repeated operations such as convolution. Xilinx ZC706 evaluation

board is used to verify the performance of the proposed accelerator. For 36x36 input images, the hardware

execution time of CNN is 2.812ms in 100MHz clock frequency and shows that our hardware can be executed in

real-time.

요 약

최근 딥 러닝을 심으로 빠르게 발 하고 있는 기계학습 분류 알고리즘은 기존의 방법들보다 뛰어난 성능으로 인

하여 주목받고 있다. 딥 러닝 에서도 Convolutional Neural Network(CNN)는 상처리에 뛰어나 첨단 운 자 보

조 시스템(Advanced Driver Assistance System : ADAS)에서 많이 사용되고 있는 추세이다. 하지만 차량용 임베디

드 환경에서 CNN을 소 트웨어로 동작시켰을 때는 각 Layer마다 연산이 반복되는 알고리즘의 특성으로 인해 수행

시간이 길어져 실시간 처리가 어렵다. 본 논문에서는 임베디드 환경에서 CNN의 실시간 처리를 하여 Convolution

연산 기타 연산들을 병렬로 처리하여 CNN의 속도를 향상시키는 하드웨어 구조를 제안한다. 제안하는 하드웨어

의 성능을 검증하기 하여 Xilinx ZC706 FPGA 보드를 이용하 다. 입력 상은 36x36 크기이며, 동작주 수

100MHz에서 하드웨어 수행시간은 약 2.812ms로 실시간 처리가 가능함을 확인했다.

Key words : Convolutional Neural Network, ADAS, FPGA, Vehicle Detection, Mechine Learning
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Ⅰ. 서론

최근 딥 러닝(Deep learning)을 심으로 빠르게

발 하고 있는 기계학습 분류 알고리즘은 기존의

방법들보다 뛰어난 성능으로 인하여 주목받고 있

다. 딥 러닝이란 인간의 뇌가 사물을 구분할 때의

정보처리 방식을 기계에 용한 형태인 인공신경

망을 기반으로 량의 데이터를 통하여 컴퓨터가

스스로 학습(training)하는 기계학습 알고리즘의

한 분야이고 음성 신호 처리, 상 신호 처리, 데

이터 마이닝 등 여러 분야에서 활용되고 있다.[1]

특히, 딥 러닝 알고리즘 하나인 Convolutional

Neural Network(CNN)는 상 신호 처리 분야에

서 최근 각 을 받고 있는 분류기 하나이다.

CNN은 사람의 시각 처리과정을 모방해 데이터

처리에 합한 구조로 개발된 인공신경망으로 다

른 딥 러닝 구조들과 비교해도 상, 음성 신호

처리 분야 모두에서 좋은 성능을 보이며, Support

Vector Machine(SVM)[2], Decision Tree[3],

AdaBoost[4] 등 다른 기계학습 알고리즘과 비교

하여도 우수한 성능을 나타내며 차세 핵심 분

류 알고리즘으로 떠오르고 있다.[5]

CNN, SVM, AdaBoost와 같은 기계학습을 이

용한 분류 알고리즘들은 상 처리 분야 에서

물체 인식이나 장면 해석과 같은 컴퓨터 비 기

술로 자주 활용된다. 이러한 알고리즘들을 이용한

표 인 시로 첨단 운 자 보조 시스템

(Advanced Driver Assistance System : ADAS)

을 들 수 있다. ADAS에서는 보행자 검출

(Pedestrian Detection : PD)[6], 차량 검출

(Vehicle Detection : VD), 교통 표지 검출

(Traffic Sign Recognition : TSR)[7], 방 차량

추돌 시스템(Forward Collision Warning System

: FCWS)[8]과 같이 물체 인식을 활용하는 상

처리 알고리즘이 많기 때문에, 재 차량용 상

처리 분야에서 분류기 알고리즘에 한 연구가

활발히 진행되고 있다. 특히, 학습용 데이터의 양

이 풍부해짐에 따라 Haar-like feature나

Histogram of Oriented Gradients(HOG) 등과 같

은 특징 과 다른 분류 알고리즘을 사용하는 것

보다 CNN을 이용하는 것이 물체 인식에 더 뛰어

나다는 것이 최근의 연구들에서 증명되고 있다.

하지만 차량용 장 시스템과 같은 임베디드

환경에서 CNN을 수행했을 때, 각 Layer마다 반

복되는 Convolution 연산으로 인하여 수행시간이

오래 걸려 실시간 처리가 어렵다. 본 논문에서는

임베디드 환경에서 CNN의 실시간 처리를 하여

CNN 알고리즘에서 연산량의 86% 이상을 차지하

는 Convolution 연산을 포함한 반복 연산들을 병

렬로 처리하여 CNN의 속도를 향상시키는 하드웨

어 구조를 제안한다. 제안하는 하드웨어의 성능을

검증하기 하여 Xilinx ZC706 보드를 이용하여

차량 검출 알고리즘에 해 실험하 다. 실험에

사용된 입력 상은 36x36 크기이며, 소 트웨어

와 하드웨어 환경 모두 CalTech99 데이터셋에

하여 99.69%의 검출률을 보 다. 동작주 수

100MHz에서 하드웨어 수행 시간은 약 2.812ms로

실시간 처리가 가능함을 확인하 으며, 이는 동일

보드의 소 트웨어 환경에서 측정한 506.7ms보다

180배 빠르다.

각 장의 내용은 다음과 같다. 2장에서는 다른

차량 검출 알고리즘과 CNN에 한 련 연구에

하여 서술한다. 3장에서는 CNN 알고리즘

본 논문에서 제안하는 CNN 구조에 해 간단히

설명하고, 4장에서는 구 한 하드웨어의 구조

성능 분석, 5장에서는 실험환경 결과, 끝으로

본 논문의 결론을 서술한다.

Ⅱ. 련 연구

CNN을 사용하는 분야는 앞서 서술한 것처럼

범 하다. 이 장에서는 차량 검출을 한 선행

연구들에 하여 알아보고, 이와 비교하여 왜

CNN이 우수한 지 기술한 논문들에 한 소개를

진행한다. 한 CNN의 역사에 해 알아보고

재 이를 토 로 진행되고 있는 상인식 분류기

용 CNN 련 연구 그리고 하드웨어 구 련

연구에 하여 알아본다.

1. 차량 검출 알고리즘

  CNN은 네트워크 안에서 자체 으로 학습을 통

해 특징을 만들어 분류(classification)을 함께 하

는 구조를 가지고 있지만, 다른 기계학습 알고리

즘들은 특징을 이용하여 분류를 수행한다. 따라서

차량을 검출하기 해서 차량의 특징을 잘 찾아

낼 수 있는 특징 추출기를 이용하고 추출한 특
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징 을 이용하여 물체가 차량이 맞는지 분류기를

통해 확인한다. 차량을 검출하기 한 표 인

방법에는 PCA+SVM[9], Gabor Filter+SVM[10],

Wavelet+SVM[11], Wavelet+Gabor+SVM[12],

Haar-like + Cascaded Adaboost[13][14],

Haar-like + Adaboost[15], Haar-like +

AdaBoost + SVM[16]을 이용한 방법들이 있다.

하지만 해당 알고리즘들은 고정 인 특징을 이용

한다는 공통 인 요소가 있고, 이는 유기 으로

특징을 학습하는 CNN보다 검출 성능이 낮다는

것이 ImageNet Large Scale Visual Recognition

Challenge(ILSVRC)[17]를 통해 증명되고 있다.

2. Convolutional Neural Network

CNN은 1989년 필기체 우편 번호 인식을 한

로젝트로 Yann LeCun[18]에 의해 처음 소개가

되었다. LeNet-5[19]는 최 의 성공 인 CNN으

로 주로 우편 번호나 숫자 등을 인식하기 해서

개발되었다. CNN의 구조는 Convolution과

Pooling, Fully Connected Layer를 어떻게 구성하

느냐에 따라 성능이 많이 달라진다. 최근 2010년

부터 매년 열리는 컴퓨터 비 분야의 성능 우열

을 가리기 한 회인 ILSVRC에서는 CNN이

압도 으로 높은 성능을 보이며 상처리 분야에

서의 강세를 보여주고 있다. AlexNet[20]은 Alex

Krizhevsky에 의해 개발된 CNN모델로 ILSVRC

2012에서 2등과의 압도 인 에러율 차이로 우승

을 하여 컴퓨터 비 분야에서 CNN을 유명하게

만들었다. LeNet의 구조와 기본 으로는 유사하

지만 기존의 구조와는 조 다른 여러 개의

Convolution Layer가 연속 으로 이루어져있는

구조로 되어있다. GoogLeNet은 ILSVRC 2014년

회에서 우승을 한 CNN으로 라미터 개수를

폭 이는 인셉션 모듈을 제안했다.

3. CNN 련 연구 / CNN 하드웨어 연구

CNN은 상처리 분야에서 다른 기계학습과 비

교하여 우수한 성능으로 인하여 주목을 받고 있

으며, 최근 차량 표지 검출이나 보행자 인식

등 많은 ADAS 련 연구가 이루어지고 있다.

CNN을 이용한 차량 검출에 련 연구들로 [21]에

서는 CNN을 이용하여 차량 앞쪽의 번호 을 인

식하며, [22]에서는 Caffe framework를 이용하여

차량 검출에 한 학습과 분류 하 다. [23]는

품질의 교통 단속카메라에서 자동차 검출을 하

다. [24]는 차선과 차량을 찾아내었으며, [25]와

[26]에서는 교통 표지 과 보행자에 해 검출하

다.

CNN은 컴퓨터 비 기술이나 다른 상처리

혹은 음성신호 처리 등 우수한 성능으로 다양한

분야에서 사용하지만, CNN은 엄청난 양의 단순

계산을 하기 때문에 계산량이 많다는 단 을 가

지고 있기 때문에 하드웨어 가속기를 만들어 병

렬처리, 이 라이닝을 통해 계산량을 이는 연

구들이 진행된다.[27][28]

Ⅲ Convolutional Neural Network

  CNN은 Convolution Layer와 Pooling Layer를

반복 수행하여 상에 한 특징을 추출하고, 최

종 으로 Fully Connected Layer를 통해 분류를

수행하는 모델이다. 기본 으로 네트워크를 구성

할 때 Convolution 마스크의 크기, 활성화 함수,

Pooling 방법, feature map의 수, Layer의 개수

등을 이용하여 CNN의 구조를 정해주게 된다.

Convolution Layer는 입력 상에 해

Convolution 연산을 하여 feature map을 생성하

는 단계이다. Convolution 연산에 사용되는

weight는 학습과정에서 얻어지며, 본 논문에서는

5x5 크기의 Convolution 마스크를 이용하여 연산

을 하 다. Convolution 연산 후에는 bias를 더한

값에 활성화 함수를 사용한다. 활성화 함수의 종

류로는 Linear function, Step function, Sigmoid

function, Hyperbolic tangent function등이 있으나

인공신경망을 학습시킬 때 많이 이용하는

Back-Propagation 알고리즘에서 낮은 Layer로 갈

수록 되는 에러의 양이 어지기 때문에

gradient 변화가 거의 없어져 학습이 일어나지 않

는 gradient vanishing 상이 있다. 하지만

Rectified Linear Unit(ReLU)의 도입으로 이 문제

가 해결되어 낮은 층까지 학습이 가능해졌으며,

ReLU의 성능 한 다른 활성화 함수보다 뛰어나

기 때문에 본 논문에서는 활성화 함수로 ReLU를

사용했다. Convolution 연산을 수행할 때 각각의

feature map은 서로 다른 Convolution 마스크를

가지며, 같은 feature map내에서는 같은
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Convolution 마스크가 사용된다. Max Pooling

Layer에서는 2x2 필터를 이용하여 필터 내의 4개

의 특징 값 가장 큰 특징 값만을 선택하는 방

법으로 계산과 라미터의 양을 이기 해 사

용된다. 마지막 단계인 Fully Connected Layer에

서는 이 Layer에서 추출된 특징을 이용하여 분

류를 수행한다.

본 논문에서 사용한 CNN은 차량 검출용 CNN

으로 LeNet-5를 기반으로 네트워크 구조를 변경

하여 구성하 다. 네트워크 구조를 결정하기 해

서 다수의 차량 데이터를 이용한 반복 실험을 통

해 최 의 네트워크 구조를 선택하 다.

제안하는 네트워크 구조는 총 8개의 Layer로 이

루어져 있으며, 반복되는 3개의 Convolution

Layer와 Max Pooling Layer 그리고 2개의 Fully

Connected Layer로 이루어졌다. 그림 1은

LeNet-5의 구조이며, 그림 2는 본 논문에서 사용

한 CNN 구조이다.

Ⅳ 하드웨어

  이번 장에서는 설계한 하드웨어 블록도 동

작 과정을 설명한다. CNN 구조에서 Convolution

Layer는 수행시간의 부분을 차지하고 있기 때

문에 다른 Layer의 수행 시간을 이는 것보다

Convolution Layer의 수행시간을 이는 것이 더

효율 이다. 따라서, 제안하는 하드웨어 구조는

Convolution Layer의 수행 시간을 최 한 이기

해서 곱셈기 25개를 사용하여 Convolution연산

이 1 clk에 수행되게 하 으며, 더블 버퍼를 이용

하여 연속 으로 계산이 이루어지도록 하 다. 그

림 3은 설계한 CNN 하드웨어 가속기의 체 블

록도이며, Convolution 모듈, Max Pooling 모듈,

Fully Connected 모듈로 구성되어있다. 동작 과정

은 Bus Interface를 통해서 CNN 연산에 필요한

weight와 bias, 입력 상을 Block

Memory(weight memory, bias memory, Input

image)에 장한 후 Convolution1 모듈부터 순차

Fig. 1. Architecture of LeNet-5

그림 1. LeNet-5의 구조

Fig. 2. Proposed CNN structure

그림 2. 본 논문에서 사용한 CNN 구조
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Fig. 3. Block Diagram of CNN Hardware Accelerator

그림 3. CNN 하드웨어 가속기 블록도
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으로 동작하게 된다. Max Pooling은 모든

feature map에 해 동시에 수행되며 각 모듈의

연산 결과는 Block Memory에 장된다.

1. Convolution Layer Module

그림 4는 본 논문에서 사용한 Convolution

Layer 모듈의 블록도를 나타낸다. Convolution을

수행하는 방법은 입력 버퍼의 크기만 다를 뿐 각

Convolution Layer에서의 계산 과정은 같기 때문

에 첫 번째 Convolution Layer에 해 간략히 설

명한다. 첫 번째 Convolution Layer에서 입력 버

퍼의 크기는 36x5이며, Convolution 계산을 한 번

에 하기 해서 weight 버퍼의 크기는 5x5로 사

용하 다. 처음 입력 버퍼와 weight 버퍼에 해당

버퍼 크기만큼 데이터를 장한다. 그 후에 입력

버퍼와 weight 버퍼를 Convolution하여 32x1 크

기의 feature map 한 을 생성하게 되고, 다른

weight 버퍼를 사용하여 다른 feature map 한

을 생성한다. 입력 버퍼 하나에 해서 16개의

5x5 Convolution 마스크를 용하여 16개의

feature map 한 을 생성하게 되고 그 후에는

입력 버퍼를 바꾸어 다시 16개의 Convolution 마

스크를 이용하여 feature map의 다음 을 생성

한다. 연산이 끝난 후 연속 으로 계산이 이루어

져 계산 속도를 빠르게 하기 해서 입력 버퍼와

weight 버퍼를 2개씩 사용하 다. 두 번째

Convolution Layer와 세 번째 Convolution Layer

에서의 weight 버퍼의 크기는 5x5로 동일하며 입

력 버퍼의 크기는 두 번째 Layer에서는 20x6, 세

번째 Layer는 12x8 크기의 입력 버퍼를 사용하여

각각의 Layer에서 하나의 입력 버퍼에 해서

16x2, 8x4 크기의 feature map을 생성한다.

Fig. 4. Proposed Convolution Layer Module

그림 4. 제안하는 Convolution Layer 모듈

그림 5는 Max Pooling Layer에 한 하드웨어

모듈의 블록도로 Max Pooling을 수행하기 해

feature map으로부터 4개의 값을 가져온 뒤 두

개씩 비교하여 큰 값만을 추출한 후, 다시 두 값

을 비교해 최종 으로 4개의 값 가장 큰 값을

결과 값으로 사용한다. Feature map은 Block

Memory에 장되어 있기 때문에 1 clk에 한 개

의 값밖에 가져오지 못하여 기 결과 값은 6 clk

후에 나오게 되며 이후에는 4 clk 마다 Max

Pooling의 결과 값이 나오게 된다. Max Pooling

은 feature map의 개수만큼 동시에 수행되며 첫

번째와 두 번째 Max Pooling 모듈에서는 feature

map 16개에 해서 동시에 수행되며 세 번째

Max Pooling 모듈에서는 feature map 32개에

해 동시에 수행된다. 그림 6은 Fully Connected

Layer에 한 하드웨어 모듈의 블록도로 Fully

Connected Layer에서 사용되는 weight와 feature

map의 값들은 Block Memory에 장되어 있으며

하나씩 메모리로부터 불러와서 계산하게 된다.

Fig. 5. Proposed Max Pooling Layer Module

그림 5. 제안하는 Max Pooling Layer 모듈

Feature map

weight

neurons

Fig. 6. Proposed Fully Connected Layer Module

그림 6. 제안하는 Fully Connected Layer 모듈

Ⅴ 실험 환경 결과

1. Convolution Layer Module

본 논문에서 사용한 CNN 구조는 앞서 설명한
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그림 2와 같은 구조이며, 차량 검출을 한 학습

데이터셋은 2,128개의 positive 상[29]과 주행

얻은 차량의 상, 5,130개의 negative 상[30]과

주행 얻은 상에서의 도로, 가드 일 차선

등을 이용하 다. 학습과정에서 데이터를 학습시

키는 걸리는 시간은 총 1,080 가 소요되었으며,

500개의 검증(validation)셋에 해서 98.9%의 검

출률을 보 다. 그림 7은 학습 시 사용한 positive

상과 negative 상의 일부를 나타낸 것이다.

(a)

(b)

Fig. 7. Training Data Images

(a) positive training image (b) negative training image

그림 7. 학습 데이터 상

(a) positive 학습 상 (b) negative 학습 상

2. 차량 검출 결과

Table 1. CalTech dataset detection rate comparison

표 1. CalTech 데이터셋 검출률 비교

Methods Detection rate(%)

PCA+SVM[9] 86.59%

Gabor+SVM[10] 90.24%

Wavelet+SVM[11] 90.24%

Wavelet+Gabor+SVM[12] 91.06%

Haar-like+Cascaded AdaBoost[13][14] 92.38%

Haar-like+AdaBoost[15] 94.20%

Haar-like+AdaBoost+SVM[16] 94.41%

Proposed method 99.69%

  CNN과 다른 기계학습 알고리즘의 성능을 비교

하기 해서 California Institute of

Technology(CalTech)의 차량 데이터셋을 이용하

여 차량 검출률을 비교하 다. 사용한 데이터셋은

CalTech에서 제공하는 652장의 차량 뒷면으로 이

루어진 이미지를 이용하 다. 표 1은 앞선 2장에

서 설명한 다른 기계학습 방법들과 본 논문에서

사용한 CNN의 차량 검출률을 나타낸 것으로

CNN을 사용한 방법의 차량 검출률은 99.69%로

다른 기계학습 방법들보다 우수한 성능을 보이는

것을 확인할 수 있다.

3. FCWS 알고리즘

Fig. 8. FCWS Algorithm

그림 8. FCWS 알고리즘 순서도

  그림 8은 실험에 사용한 FCWS 알고리즘의 순

서도이다. FCWS는 입력 상에서 재 주행

인 차선을 찾아내고 차선 내에 차량이 있을만한

후보군을 추출한 뒤 해당 후보군이 차량인지 아

닌지 확인 후에 차량검출 시 일정거리 이상 가까

워져 충돌이 상되면 운 자에게 경고를 주어

사고를 방지하는 시스템이다. FCWS 알고리즘

차량의 분류에 해당하는 CNN은 하드웨어로 구

하 고, 나머지 부분은 소 트웨어로 동작시켰으

며 그림 9는 FCWS의 결과 상으로 찾아낸

방 차량은 차량 주변에 사각형을 그리는 것으로

표 한다.

Fig. 9. Vehicle detection result image

그림 9. 차량 검출 결과 상

4. 하드웨어 검증

그림 10은 Zynq를 이용한 임베디드 환경의 블

록도로 CNN 하드웨어 구 을 검증하기 해서

Zynq ZC706보드를 이용하 다. Processing

(356)
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System(PS)의 CPU는 Dual Core ARM

Cortex-A9, 1GB RAM, g++ 4.8.1 컴 일러,

OpenCV 2.4.9, Linaro 14.04을 사용하 다.

Programmable Logic(PL)에서 하드웨어 구 을

해 사용한 언어는 Verilog이며, 사용한 합성기

는 Vivado 2014.4.1.을 이용하 다. PS와 PL간의

데이터 송은 AMBA AXI4 버스를 이용하 으

며, 하드웨어의 동작 주 수는 100MHz이고, 실험

에 사용한 입력 상은 36x36 크기의 그 이

상을 이용하 다.

PS AXI Bus Input 
Memory

Convolution 
1

Convolution 
2

Convolution 
3

Max 
pooling1

Max 
pooling2

Max 
pooling3

Fully
Connected1

Fully
Connected2

                                         

Weight Memory

Bias 
Memory

PL

Fig. 10. Embedded environment using Zynq

그림 10. Zynq를 이용한 임베디드 환경

Table 3. Execution time for each layer of CNN

표 3. CNN Layer의 구간별 수행시간

(단 : ms)

Layer ZC-706(SW) ZC-706(HW)

AXI(write) - 0.67318

Conv1 71 0.16581

Pool1 1 0.01031

Conv2 287 0.65674

Pool2 0.479 0.00264

Conv3 144 0.32787

Pool3 0.221 0.00071

Fully Connected1
3

0.32787

Fully Connected2 0.00131

AXI(read) - 0.00027

Total time 506.7 2.167

표 3은 Zynq를 이용한 임베디드 환경에서

CNN의 각 Layer에 한 소 트웨어와 하드웨어

의 수행시간을 각각 비교한 표이다. 하드웨어로

구 후 Convolution Layer별로 428배, 437배,

439배의 속도 향상이 있으며, Pooling Layer는 96

배, 181배, 311배의 속도가 증가하 고 Fully

Connected Layer는 9배정도 증가하 다. 데이터

송에 약 0.67ms정도가 소요되지만 데이터 송

을 제외한 나머지 수행시간은 1.5ms로 구 한

CNN 하드웨어를 실시간으로 수행하는데 문제가

없다.

  표 4에서는 하드웨어의 구간별 수행 시간을 나

타낸 것이다. MMAP은 소 트웨어에서 하드웨어

로 데이터를 송하기 해서 PS DDR 메모리에

데이터를 쌓는 과정으로 0.645ms가 걸렸다. Write

Data는 하드웨어에서 사용할 데이터들을 PL의

BRAM(Block RAM)에 장하는 시간이며, Read

Data는 하드웨어의 결과 데이터들을 PS DDR로

송하는 시간으로 각각 0.67318ms, 0.00027ms가

걸렸다. 따라서 하드웨어의 수행시간은 Write

Data와 CNN 하드웨어 수행시간 그리고 Read

Data의 수행시간을 합친 2.812ms로 한 장의 이미

지를 처리하는데 약 355.62fps가 걸려 실시간 처

리가 가능함을 확인했다. 표 5는 한 장의 이미지

를 처리할 때 사용된 하드웨어의 리소스이다.

Table 5. CNN Hardware Resource

표 5. CNN 하드웨어 사용량

Resource Utilization Available Utilization(%)

Flip-flop 97,799 437,200 22.23

LUTs 144,393 218,600 66.05

BRAM(KB) 218 2,330 9.36

DSP 9 900 1

Ⅵ 결론

  최근, 딥 러닝을 이용한 상 처리 방법인

CNN은 상 처리 분야에서 다른 기계학습 방법

들보다 뛰어난 성능을 보이며 각 받고 있다. 특

히, 운 자 보조 시스템에서는 차량 검출, 표지

검출, 보행자 검출 등 CNN을 이용한 상 처리

알고리즘에 한 연구가 활발히 진행되고 있다.

하지만 차량용 장시스템에서 CNN은 반복 연산

이 많기 때문에 수행 속도가 오래 걸리는 단 이

Table 4. Execution time for each HW section

표 4. 하드웨어 구간 별 수행 시간

(단 : ms)

Execution time for one image

MMAP 0.645

Write Data 0.67318

CNN H/W 1.49355

Read Data 0.00027

Total 2.812
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있다. 따라서 CNN 알고리즘의 수행시간 86%

이상 차지하는 Convolution 연산 기타 연산들

을 병렬로 처리하여 CNN의 수행 속도를 향상시

키는 하드웨어 구조를 제안하 다. Convolution

Layer에서는 곱셈기 25개를 사용하여

Convolution 계산이 한 번에 이루어지도록 하 으

며, Convolution 계산 시 weight 버퍼와 입력 버

퍼에 해 더블 버퍼를 이용하여 결과 값이 끊이

지 않고 1 clk마다 나오도록 설계하 다. Max

Pooling Layer에서는 4개의 입력 값에 해 동시

에 두 개씩 계산하여 4 clk마다 결과가 나오도록

설계하 다. 제안하는 CNN 하드웨어의 성능을

검증하기 해서 Xilinx사의 ZC706 보드를 이용

하 고, 운 자 보조 시스템에서 사용하는 차량

검출 알고리즘에 용하여 실험하 다. 임베디드

환경에서 소 트웨어로 수행시간이 506.7ms걸렸

던 CNN을 하드웨어 구 후 동작 주 수

100MHz에서 수행시간은 2.812ms로 실시간 처리

가 가능해졌으며, 소 트웨어의 속도보다 180배

빨라졌다.
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