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타임라인데이터를 이용한 트위터 사용자의 거주 지역 유추방법

Location Inference of Twitter Users using Timeline Data

강애띠* ․강영옥**

Ae Tti Kang ․ Young Ok Kang

요 약 SNS사용자의 거주 지역을 유추하여 그들이 생성한 데이터에 거주위치를 부여하는 것은 위치희박(location 

sparsity)과 생태학적 오류문제로 인해 연구결과의 신뢰성이 떨어진다는 평가를 받아온 공간빅데이터 연구에 대안이 될 

수 있다. 본 연구에서는 Tweet 사용자의 거주 지역을 유추하는 방법으로 사용자 타임라인데이터 속에서 찾아낸 일상생

활활동패턴을 이용하는 방법을 고안하였다. 트윗 사용자의 일상생활활동패턴은 이동궤적과 사용자의 언어(text)에서 

확인할 수 있었으며 전자를 활용한 모델을 일상이동패턴모델, 후자를 활용한 모델을 일상 활동장 모델이라 명명하고 각

각 모델에 입력될 변수를 선정하였다. 자신의 거주 지역에서 가장 높은 빈도의 트윗 발생 여부와 가장 높은 빈도의 거주 

행정구역 표현 단어를 사용하는지 아닌지를 종속변수로 한 판별분석을 실시하여 모델을 작성하였으며 설명력은 일상

이동패턴모델, 일상 활동장 모델 각각 67.5%, 57.5%였다. 이 모델을 스트레스 관련 트윗을 작성한 사용자의 타임라인데

이터로 구성된 테스트데이터에 입력해본 결과 전체 사용자 48,235명 중 5,301명의 거주 지역을 유추하였고 이를 활용하

여 위치 부여된 스트레스 관련 트윗 9,606개를 확보하였다. 본 연구의 유추기법을 통해 기존 SNS데이터 분석연구에서 

사용하는 데이터 수집 방법보다 44배 많은 위치 부여 트윗을 확보할 수 있었다. 본 연구방법론은 SNS데이터를 이용한 

연구에서 위치 부여된 데이터를 확보하는데 활용 가능할 것으로 판단되며, 각종 지역통계와 상관관계파악을 통해 지역

적 현상 분석에도 SNS데이터를 이용할 수 있는 가능성을 높일 것으로 판단된다.

키워드 : 위치희박, 거주지유추, 타임라인데이터, 일상생활활동, 판별분석

Abstract If one can infer the residential area of SNS users by analyzing the SNS big data, it can be an alternative by 
replacing the spatial big data researches which result from the location sparsity and ecological error. In this study, we 
developed the way of utilizing the daily life activity pattern, which can be found from timeline data of tweet users, to 
infer the residential areas of tweet users. We recognized the daily life activity pattern of tweet users from user’s 
movement pattern and the regional cognition words that users text in tweet. The models based on user's movement and 
text are named as the daily movement pattern model and the daily activity field model, respectively. And then we 
selected the variables which are going to be utilized in each model. We defined the dependent variables as 0, if the 
residential areas that users tweet mainly are their home location(HL) and as 1, vice versa. According to our results, 
performed by the discriminant analysis, the hit ratio of the two models was 67.5%, 57.5% respectively. We tested both 
models by using the timeline data of the stress-related tweets. As a result, we inferred the residential areas of 5,301 
users out of 48,235 users and could obtain 9,606 stress-related tweets with residential area. The results shows about 44 
times increase by comparing to the geo-tagged tweets counts. We think that the methodology we have used in this study 
can be used not only to secure more location data in the study of SNS big data, but also to link the SNS big data with 
regional statistics in order to analyze the regional phenomenon.

Keywords : Location sparsity, Location inference, Timeline data, Daily life activity, Discriminant analysis

1. 서   론

사람들에게 SNS (Social Network Service: 이하 SNS)

가 일상화되면서 사용자간 정보교환, 팔로우 그룹 형

성, 의사소통 및 정보전달, 휴식 및 오락, 사적 기록 

등의 활동 등이 데이터 형태로 저장되고 있다[20]. 스

마트폰의 등장이라는 배경 하에 사용자들의 SNS사용

시간이 증가하면서[15] SNS를 통해 축적된 빅데이터

들은 시공간상의 사회적 신호를 분석해내는 연구들에 

원천 데이터로 사용되고 있다[1,4,16,20]. 

사회적 신호의 시공간적 특성으로 인해 연구자들은 

SNS데이터가 보유하고 있는 위치정보를 확보하고자 

노력하였고 대부분의 연구자들이 확보한 위치정보는 

GPS를 통해 좌표가 첨부된 데이터(GeoTagged data:
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Figure 1. Research flow

이하 지오태그데이터)였다[9,21]. 그러나 지오태그데

이터를 이용하여 사회현상의 지역적 분포를 탐색하고 

해석하는 과정에서 발생하는 심각한 문제가 있는데 

해석과 지역단위의 불일치성에서 발생하는 생태학적 

오류의 문제와[19] 지오태그된 데이터를 충분히 확보

하기 어렵다는 것이다. 특히 Cheng et al.은 후자의 현

상을 위치희박(location sparsity)현상이라고 정의하였

다[5]. 실제로 트윗을 포함한 SNS데이터를 지역연구

에 활용한 국내외 연구들의 사례를 살펴보면 특정 주

제어와 관련된 전체 트윗 중에서 지오태그된 트윗은 

0.43~0.9%에 불과하였다[12,19,15].

이러한 문제들을 해결하기 위한 방안으로서 SNS사

용자들의 거주 지역을 유추하는 연구들이 등장하고 

있다[1,2,10,11,15,25]. 그러나 지금까지 진행되어온 

사용자들의 거주위치 유추 연구들은 주로 미국이나 

유럽, 남미와 같이 SNS사용자수가 많고 SNS충성도1)

가 높은 지역에서 연구된 것이어서 사용자들이 남긴 

SNS데이터만 활용하고도 사용자의 거주 지역 유추가 

가능한 모델을 만들 수 있었다. 그러나 국내의 경우 

SNS사용자수가 적지는 않지만 이들이 작성하는 SNS

데이터의 충성도가 미국이나 유럽에 비해 낮아 주제

어와 관련된 SNS데이터만으로 사용자들의 거주 지역

을 유추하기에는 어려움이 있다. 이러한 환경을 감안

하여 주목한 것은 사용자의 타임라인데이터인데, 타

임라인데이터란 SNS사용자 자신 또는 팔로이가 작성

한 메시지가 최신 순으로 나열되어 있는 일종의 게시

판이다. SNS사용이 일상화되면서 사용자 타임라인 

데이터 속에는 사용자의 일상생활활동이 담겨질 가능

성이 높아지고 있으며 이를 관찰하면 사용자의 특성

을 파악할 가능성이 높아진다. 

이에 본 연구는 타임라인데이터를 분석하여 사용자

의 일상생활활동을 파악하고, 사용자 거주 지역을 유

추할 수 있는 규칙을 찾아내어 거주 지역을 유추하는 

모델을 만드는 것을 목적으로 한다. 본 연구에서 거주 

지역을 유추하고자 하는 SNS사용자는 트위터 사용자

로 한정하였는데 이는 선행연구와 비교 및 데이터 수

급의 편리성 때문이다.

연구수행을 위해 사용자 프로파일상에 지리적으로 

인식 가능한 위치정보를 입력한(Valid Geographic Infor-

mation) 사용자들을 선별하고, 이들의 타임라인데이

터를 수집하여 모델작성을 위한 트레이닝데이터로 구

축하였다. 트레이닝 데이터를 분석하여 사용자들의 

1) SNS충성도가 높은 경우 사용자의 프로파일 완성도가 
높으며 SNS사용빈도, GPS사용률이 높게 나타난다.

일상생활 활동패턴을 확인했으며 이 패턴을 활용하여 

사용자 거주 지역 유추모델을 작성하였다(Figure 1). 

2장에서는 SNS사용자 거주 지역 유추모델에 대한 기

존연구 동향을 통해 본 연구의 차별 점을 설명하였고, 

모델수립을 위한 준비단계는 3장, 수립한 모델에 대한 

설명은 4장, 모델을 적용하여 사용자의 거주 지역을 

유추한 결과는 5장에 기술하였다. 

2. 관련연구

SNS사용자의 거주 지역 유추연구는 연구의 목적에 

따라 2가지 유형으로 나눌 수 있다. 하나는 SNS데이

터에서 지역적 토픽을 추출하는 과정에서 도출된 위

치누락문제를 해결하기 위한 것이고, 다른 하나는 위

치누락문제를 해결하는 일반적 방법론을 추론하기 위

한 것이다. Li et al.[19]의 연구는 전자의 경우로서 트

윗이나 플리커와 같은 SNS를 이용하는 사람들의 인

구학적, 사회경제적인 특성의 지역별 차이를 살펴보

기 위해 지오태그되어 있는 트윗과 플리커 이미지를 
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사용하였다. 연구자들은 지역주민에 의해 생성된 트

윗 및 사진을 선정하기 위해 10일 이내 2개 이상 작성

한 사용자의 것만을 제한하였다. 실제로 Li등이 연구

를 위해 수집한 트윗은 약 2개월간 19,758,954개였으

나 그 중 GPS태그를 포함한 트윗은 1%도 되지 않았

다. 이를 보완하기 위해 이 연구에서는 트윗을 해당지

역에 위치시키고 커널분석을 통해 그 분포를 예측하

는 방법을 선택하였다. 

후자에 해당되는 연구들을 대상으로 Roick et al.[25]

은 SNS사용자의 거주위치(home location) 추론 연구

들을 유형화하였는데, 크게 사용자 관계망 활용 방법

론과 내용중심 활용 방법론으로 구별될 수 있다고 정

리하였다. 사용자 관계망 활용 방법론은 SNS데이터

가 가지고 있는 팔로워(follower), 팔로이(followee)같

은 관계를 의미한다. Davis et al.은 Kwak et al.의 연구

에 근거를 두고 트위터 사용자들 간에 서로 팔로잉하

고 있는 관계는 실제 친분관계를 가지고 있으며 지리

적으로 인접한 사람들이라고 보았다[7]. 연구자들은 

사용자의 팔로워들이 가장 많이 거주하는 지역을 사

용자의 거주 지역으로 보았는데 팔로워가 너무 많거

나 적을 경우 찾아내기 쉽지 않으므로 최소한, 최대한

의 팔로워 수를 계산했다. 결과 뎅기열의 확산 및 전파

연구를 수행하는데 이 모델을 적용하여 분석에 투입

되는 위치를 가진 트윗(locatable tweets)수를 45%이상 

증가시켰다. 내용중심 활용 방법론은 SNS데이터 내

부에 저장되어 있는 사용자들이 작성한 텍스트의 내

용분석에 기초를 둔 것이다. Cheng et al.[5]은 트윗 

내에서의 지역단어를 정의하고 지역단어의 분포밀도

는 특정지역에서 높게 나타나다가 그 지역을 벗어나

면 급격히 낮아질 것이라는 가정 하에 지역단어 3,183

개를 찾아내어 필터링을 적용하고 이를 통해 트윗 사

용자의 거주위치를 추정하는 모델을 연구하였다. 지

역단어를 통한 거주위치 추정을 위해서는 특정 지역

단위에 최댓값을 보이다가 줄어드는 경향성에 대한 

스무딩이 필요한데 라플라스 스무딩 기법, 행정구역

단위 스무딩 기법, 격자단위 근린 스무딩, 모델기반 

스무딩 기법을 적용해 본 결과 필터링기법과 격자근

린 스무딩 기법을 같이 사용한 모델의 정확도가 51%

에 달했으며 오차거리도 535마일로 가장 적게 나타났

다. 또한 상위 2개 도시에서의 정확도는 62.4%, 3개 

도시, 5개 도시에선 각각 69.4%, 78.8%로 나타났다. 

대부분의 SNS사용자 거주 지역 유추에 관한 연구들

은 컴퓨터 사이언스 분야에서 진행되어 사용자들의 

이동패턴이나 지역기반활동과 같은 일상생활활동에 

대한 고찰이 포함되지 못했다. 반면 최근에는 SNS데

이터를 이용하여 일상활동패턴을 고찰하는 연구가 등

장하고 있다. Fujisaka et al.[8]은 지오태그된 트윗을 

분석하여 사용자의 행위패턴을 발견하는 연구를 진행

하였다. 대량의 트윗을 생산해내는 블로거의 움직임

을 추적하여 집적과 분산의 모델을 제안하고 지리적 

특성을 밝혀내는 연구를 진행하였다. 또한 Noulas et 

al.[22]는 위치기반 SNS인 Foursquare를 이용하여 사

용자들의 활동패턴을 경험적으로 분석했다. 그들은 

70만 명의 Foursquare사용자의 체크인 데이터의 역동

성을 분석하여 사용자의 이동성과 도시공간의 특성을 

밝혀냈다. 사용자 타임라인 데이터의 중요성에 대한 

연구들도 등장하고 있는데 김석중은 SNS사용자의 정

치적 성향이라는 소셜분석에 타임라인 데이터 속에서 

추출한 사용자의 감정을 활용함으로써 소셜분석의 정

확도를 향상시켰다고 주장하였다[14].

본 연구는 사용자의 일상생활활동을 타임라인데이

터에서 찾아 그들의 거주 지역을 유추한다는 점에서 

기존 SNS사용자 거주 지역 유추연구와 차별 점을 갖

는다. 타임라인 데이터속에서 일상생활활동범위를 반

영하는 변수를 찾아내고 이를 모델화하여 사용자의 

거주 지역을 유추하는 방법론을 제시하였다.

3. 모델수립준비

3.1 타임라인데이터 수집

트레이닝데이터 수집을 위해 트위터API를 통해 위

치범위를 필터로 줌으로써 랜덤으로 경위도좌표를 포

함한 트윗 데이터를 수집하고, 이 데이터에서 추출한 

사용자ID를 시드(seed)로 하여 그들의 타임라인 데이

터를 수집하였다. 데이터 수집은 2014년 7월부터 8월

까지 30일간 대한민국 범위 내에서 이루어졌으며, 지

오태그된 트윗 562,809개를 수집하였다. 이 트윗을 작

성한 사용자는 총 25,535명이었고 이 사용자를 시드

로 하여 타임라인데이터를 수집하였다. 총 6회2)에 걸

쳐 25,535명의 타임라인데이터를 수집했고 GPS를 이

용한 경위도좌표를 포함하지 않는 트윗 데이터 및 대

한민국의 범위 내에서 발생하지 않은 데이터를 삭제

한 후 총 474,757개의 지오태그된 트윗 데이터를 준비

했다.

2) 트위터사는 트위터API의 안전성을 유지하기 위해 사용
자의 타임라인데이터를 15분 간격으로 300개의 트윗만
을 받을 수 있도록 제한하고 있다.
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Figure 2. The classification of home location

Table 1. The ratio of users HL input state in their profile (timeline data)

Omission

                 Input

totalAdministrative District Name
POI Coordinates Meaningless 

text subtotal
Nations Sido Sigungu YeopMun

Dong Bungi

Number 
of User 11,317 1,226 4,138 1,676 285 82 10 492 6,309 14,218 25,535

ratio
(%) 44.32 4.80 16.21 6.56 1.12 0.32 0.04 1.93 24.71 55.68 100

3.2 타임라인데이터 탐색

수집한 타임라인데이터가 사용자들의 일상생활활

동을 반영하는 데이터로 사용될 수 있는지에 대한 검

토를 위해 데이터 속성을 기반으로 타임라인데이터에 

대한 탐색을 수행했다. 

우선 사용자별 트윗 개수와 트윗 작성 시간 간격을 

탐색해보면, 가장 많은 트윗을 작성한 사용자의 트윗 

개수는 1,872개였고 평균적으로 18.6개의 트윗을 작

성한 것으로 나타났다. 한편 트윗 작성 시간을 이용하

여 사용자별 트윗 작성 시간 간격을 계산해본 결과, 

전체 사용자의 26.4%에 해당하는 6,740명이 평균적으

로 하루에 24개의 트윗을 작성했다. 트윗 개수와 작성

시간 간격을 살펴본 결과 타임라인데이터를 통해 일

상생활활동을 유추할 수 있는 사용자가 한정적임을 

알 수 있었다.

다음으로 사용자가 프로파일에 스스로 입력한 거주

위치(Home location)의 입력상태를 검토했다. 사용자 

거주위치는 어떤 틀(예를 들어 행정구역 및 우편번호 

등)에 의거해 정형화된 것이 아니라 자유로운 포맷으

로 저장하도록 되어 있어 실세계의 위치에서부터 가

상의 위치까지 다양한 내용으로 구성되어 있다. 사용

자 거주위치를 입력여부, 위치인식가능성이라는 차원

에서 구분하면 다음 Figure 2와 같이 분류할 수 있다. 

타임라인 데이터를 작성한 총 25,535명의 사용자를 

분류해본 결과 전체의 55.6%인 14,218명이 사용자 프

로파일 상 위치를 입력하였고 이 중 24.7%의 사용자

가 무의미한 텍스트3)를 입력하였다. 사용자의 거주위

치인식이 가능한 행정구역이나 지형지물 또는 좌표형

태로 입력한 사용자는 전체의 30.9%인 7,908명이었다

(Table 1).

다음으로 사용자의 이동궤적 상에 나타나는 패턴을 

살펴봄으로써 타임라인데이터 속에 일상생활활동이 

드러나는지 알아보고자 하였다. 사용자의 타임라인데

이터가 사용자 이동궤적을 모두 반영하고 있지는 않

지만, 일정기간 이상의 타임라인데이터를 누적해보면 

사용자의 이동패턴을 유추할 수 있다. Figure 3은 특정 

사용자의 타임라인데이터를 이용하여 시간에 따른 궤

적을 나타낸 것인데 이 사용자는 3개의 시군구를 이동

하는 통근사용자일 가능성이 높다고 유추할 수 있다. 

누적된 타임라인데이터를 사용자별로 분석하여 몇 개

의 행정구역단위지역(시군구단위)을 통과하는지 살

펴본 결과, 전체의 47.37%의 사용자가 하나의 시군구

내에서만 이동했고, 3개 시군구내에서 이동한 사용자

가 전체 77.75%인 19,853명이었다. 이는 김강수 등이 

분석한 2005년 기준 수도권 통근자들의 평균 이동거

리가 11.28km라고 밝힌 연구결과에 부합하는 것으로, 

사용자들의 일상생활공간이 대부분 하나의 시군구 또

는 최대 3개의 시군구의 범위로 이루어진다는 것을 

증명하는 것이다[13].

다음으로 사용자의 트윗 발생 시간 및 요일별 빈도

를 살펴보았다. 요일별로 살펴보면 트윗 발생 빈도는 

금요일에 최소를 기록하다 토요일에 최대빈도를 나타

냈다. 주중(월~금)과 주말을 구별하여 살펴보면 주말

3) 무의미텍스트로는 “네 마음속”, “낙엽이 떨어지는 곳”과 

같이 실세계상의 위치인식이 어려운 단어들이 대부분이

었다.
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Figure 3. An example of time-path of a user

Table 2. Number of users and accumulation rate per 

passing district

number of the passing 
district (sigungu)

Number of
users

Accumulation 
rate (%)

1 12,097 47.37%

2 4,942 66.73%

3 2,814 77.75%

5 2,938 89.25%

50 2,744 100.00%

Figure 4. The frequency of daily tweets in a week

Figure 5. The frequency of hourly tweets in a day

에는 전체 트윗의 32%가 발생했다. 

시간대별로 살펴보면 오전5~6시 사이 가장 최소빈

도를 나타내다 점차 증가하는 추세를 보이며 퇴근 후 

시간대인 야간에 최대발생빈도를 보였다. 통근시간대

를 기준으로 주간과 야간을 분류해본 결과 주간과 야간

비율이 각각 58%와 42%로서 비슷한 비율을 보였다.

3.3 트레이닝데이터 추출 

수집한 타임라인데이터를 탐색한 결과 타임라인데

이터를 통해 사용자의 일상생활활동을 유추하기 위해

서는 사용자별로 일정 개수이상의 트윗, 지속적인 사

용시간 확보가 필요함을 알 수 있었다. 또한 사용자가 

직접 입력한 거주위치 정보를 이용해서 거주 지역 유

추 모델에 사용할 수 있는 가능성을 확인하였다.

따라서 트윗 개수, 작성시간, 사용자가 입력한 거주

위치의 인식가능성을 고려하여 트레이닝 데이터를 구

분하였다. 하루에 1개 이상의 트윗을 작성하며 총 개

수 3개 이상 작성한 사용자 중에서 시군구이상의 위치

인식이 가능한 거주위치를 입력한 사용자를 선정하고 

이들의 타임라인데이터를 추출하였다. 결과 2,567명

의 사용자가 작성한 54,165개 트윗이 트레이닝데이터

로 추출되었다.

이 데이터들은 모델작성을 위한 처리과정을 거쳤는

데, 우선 사용자가 입력한 거주위치를 시군구형태로 

정형화했으며(A), 트윗이 포함하고 있는 경위도좌표

를 이용하여 공간데이터를 작성한 후, 공간검색기능

을 이용하여 시군구명(B)을 찾아냈다. 그리고 두 행정

구역간의 일치여부(A=B)를 하나의 필드에 O, X로 입

력하였다(Table 3). 일치여부는 사용자가 그 트윗을 자

신이 입력한 거주위치(시군구)에서 작성한 것인지 아

닌지를 판단하는 기준으로 삼았다.

4. 모델수립

4.1 모델설계(모델수립을 위한 가설)

수집된 트윗들은 트윗 속 경위도좌표(GPS)와 사용

자 프로파일상의 거주위치(Home Location) 입력여부

에 따라 4가지 유형으로 구분할 수 있다. Figure 6의 

유형구분에 따르면 본 연구에서 사용한 트레이닝데이

터는 Type I에 해당된다.
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Table 3. An example of the training data

id userid text user
location

Home 
Location

(A)
Y X

Location with 
GPS coord. 

(B)

Accord-
ance

494324820
356505600 100001516

매일 점심을 지구 
마지막 날인 것처럼 
먹고 있다 @ 홍대 

블랙스톤 
http://t.co/33cVzHAS

Va

iPhone: 
37.569756,126

.934776

서울특별시,
서대문구 37.549656 126.921663 서울특별시,

마포구 X

490424368
296509441 1001808500 Good 

http://t.co/4tV6l7DBzf
Kyeungnam 

yangsan
경상남도,
양산시 35.40855 129.15873 경상남도,

양산시 O

498843610
339479552 1002903600 함주부는 매년 어린이 

평화책 전시회를 성남시 경기도,
성남시 37.43683 127.161315 경기도,

성남시 O

Figure 6. Types of  user tweet data according to GPS

coordinate and home location

Table 4. The models developed by types of user 

tweets 

Type Model

Type II Daily Movement Pattern Model

Type III Daily Activity Field Model

Type I, IV Home location in Users’ profile

각 유형을 구분하는 기준들은 기준인 동시에 각 유

형에 속한 사용자들의 거주 지역을 유추하는 중요한 

단서가 된다. 예를 들어 경위도 좌표를 가지고 있는 

Type I과 II의 경우 시간에 따른 경위도좌표의 궤적을 

추적하여 사용자의 거주 지역을 유추한다. Type I과 

Type IV에 속하는 트윗은 사용자가 입력한 인식 가능

한 거주위치를 사용한다. 그러나 Type III의 경우 위치

에 대한 단서를 사용자가 작성한 Text에서 도출할 수

밖에 없다[5].

따라서 본 연구에서는 사용자 타임라인데이터를 

Type I-IV의 4가지 유형으로 구분하고 각 유형에 적용

할 수 있는 사용자 거주 지역 유추방법론을 개발하였

다. Type II는 사용자가 이동한 궤적을 기반으로 한 

모델을 적용하였으며 이를 일상이동패턴모델이라고 

명명하였다. Type III의 경우 사용자가 작성한 텍스트

를 이용하여 자신의 주변지역에 대한 인식 및 범위를 

도출해내는 모델을 적용하였으며 이를 일상 활동장 

모델이라고 명명하였다. Type I과 IV의 경우 사용자 

프로파일에서 거주위치를 정제해내고 이를 적용하였

다(Table 4).

4.2 일상이동패턴 모델

사용자의 거주 지역을 유추할 일상이동패턴모델에 

포함될 변수를 찾아내기 위해, 사용자의 타임라인데

이터에 일상생활활동이 반영되어 있다는 전제하에 2

가지 가설을 수립하였다. 

I. 사용자는 가장 많은 트윗을 자신의 거주 지역에서 

작성할 것이다 

II. 사용자가 야간에 작성한 트윗은 거주 지역에서 작

성할 확률이 높을 것이다.

첫 번째 가설을 증명하기 위해 트레이닝데이터를 

분석하여 사용자들이 기본적으로 얼마나 거주 지역에

서 트윗을 작성하는지에 대해 탐색해 보았다. 전체 트

레이닝데이터 54,165개의 트윗 중 32,607개인 60.1%

가 사용자의 거주 지역에서 작성된 것으로 나타났다. 

사용자들이 작성한 트윗 중 절반 이상이 거주 지역에

서 작성한 것으로 확인한 후, 사용자들이 가장 많은 

트윗을 올린 지역에서 작성한 트윗이 전체 트윗에서 

차지하는 비율을 살펴보았다. 예를 들어 어떤 사용자

의 타임라인데이터를 분석해본 결과, 서울특별시 서

대문구, 서울특별시 강남구, 서울특별시 용산구라는 

세 지역을 이동했다는 것을 알았으며, 각 지역에서 발

생한 트윗의 개수를 계산해 본 결과 서울특별시 강남

구에서 가장 많은 트윗을 작성했는데 만약 이 사용자

의 프로파일상에 입력한 거주지역이 서울특별시 강남

구였다면 이 사용자는 거주 지역에서 가장 많은 트윗
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Figure 7. The frequency and ratio of daily tweets in 

a week based on users HL

Figure 8. The frequency and ratio of hourly tweets in 

a day based on users HL

을 올린 것으로 유추하는 것이다. 이러한 과정에서 거

주 지역에서 가장 많은 트윗을 올린 사용자는 전체 

사용자 2,567명 중 중에서 1,522명으로 59.2%를 차지

했으나, 우연가능성을 배제하기 위해 전체 트윗 개수

가 2개 이하인 사용자를 제외하니 46.3%인 1,191명이 

거주 지역에서 가장 많은 트윗을 작성한 것으로 나타

났다. 그리고 GPS의 오차를 감안한다면 인접 시군구

에서 작성한 트윗도 거주 지역일 가능성이 있으므로 

반경 10km이내지역에서 작성한 트윗까지 포함하여 

계산하면 1,277명의 사용자가 거주 지역에서 트윗을 

가장 많이 올린 것으로 계산되었다.

거주 지역에서 트윗을 올릴 가능성과 시간과의 관

계를 살펴보기 위해 요일 및 일중 시간대별로 거주 

지역 트윗 작성 비율을 살펴보았다. 요일별로 보면 화

요일에 작성된 트윗의 거주지 작성비율이 가장 높은 

64.7%를, 금요일이 가장 낮은 55.2%였다. 사용자가 

트윗을 작성한 시간대별로 거주 지역 트윗 작성비율

을 살펴보면 새벽 1시에 거주지에서 트윗을 올린 비율

이 그 시간대 트윗 중에서 76.5%로 가장 높게 나타났

으며, 오후 7시에 가장 낮은 55.2%의 비율로 나타났다

(Figure 7, 8).

그러나 요일 및 시간대와 거주지 트윗 작성 비율과

의 상관관계를 계산해본 결과 요일과 시간대간의 차

이가 있음을 발견하였다. 요일과 거주지 트윗 작성 비

율의 상관관계는 0.23으로 낮은 정의 상관관계가 나타

나 요일이 거주지 트윗 작성 가능성에 큰 영향을 주지 

못하는 것으로 나타났다. 반면, 시간대의 경우 –0.48로 

음의 상관관계가 있는 것으로 나타났는데 이는 일치

율이 오후시간대보다는 새벽시간대에 높게 나타남을 

의미하는 것이다. 따라서 상관계수 수치만으로 비교

해보면 요일보다는 시간대가 거주 지역 작성비율에 

더 큰 영향을 미치는 것으로 유추할 수 있었다[24].

거주지 트윗 작성 비율이 높은 시간대를 도출하기 

위해 전체 트윗 대비 거주지 트윗 작성 비율과 거주지

가 아닌 지역에서 트윗을 작성한 비율수치를 이용하

여 군집분석을 실시하였다. 군집분석은 다수의 대상

들을 그들이 가진 특성을 토대로 유사한 대상들끼리 

그룹핑하는 통계기법이며 군집분석에 의해 형성된 그

룹을 군집(cluster)이라고 부른다. 본 연구에서 군집은 

시간대이며 거주지 작성 트윗 비율 및 비거주지역 작

성 트윗비율 특성을 가지고 같은 성질의 시간대를 묶

어내는 방법을 선택했다. 군집분석은 일반적으로 계

층적 군집분석과 비계층적 군집분석으로 구별되는데 

계층적 군집분석을 통해 군집의 수를 구한 후 비계층

적 군집분석으로 가장 최적화된 군집을 구분하는 것

이 일반적이므로 그 순서를 따랐다[18].

군집분석에 투입된 변수가 비율척도라는 수치의 특

성을 감안하여 ward법의 제곱 유클리디안 방법으로 

군집의 수를 계산해냈다. 계층적 군집분석 결과 군집

수는 4개로 산출되었고 이 군집의 수를 비계층적 군집

화방법인 K-평균법에 입력했다. K-평균법은 한 군집

씨앗(cluster seed)에서 사전에 명시된 한정거리 이내

에 있는 대상들을 그 군집씨앗을 중심으로 군집화하

는 방법이다[27]. 분석결과 군집1은 주로 직주이동시

간에 해당하는 시간대로 구성되었고 이 시간대 거주

지 트윗 작성 확률이 61.0%였다. 군집2는 주로 새벽시

간대로 구성되어 있으며 이 군집시간 내 거주지 트윗 

작성 확률은 74.2%로서 가장 높게 나타났다. 군집3은 

주로 주거지에서 이동을 시작하거나 또는 주거지로 

유입하는 시간대로 구성되었으며 이 군집내 거주지 

트윗 작성 확률은 66.6%로서 군집2에 이어 2번째로 

높은 확률을 나타냈다. 반면 군집4는 주로 직장 또는 

학교 등 주간활동시간대에 해당하는 시간대이며 거주

지 트윗 작성 확률 또한 54.6%로서 가장 낮은 비율을 
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Table 5. The ratio of HL tweets according to time band

using K-means method

cluster Including time band
ratio of HL 
tweets (%)

cluster 1 7~8h/ 10~13h/21~23h 61.0

cluster 2 0~4h 74.2

cluster 3 4~7h/ 22~24h 66.6

cluster 4 9~10h/ 13h~20h 54.6

Table 6. The meaning of the variables for the dis-
criminant function analysis (Daily Movement
Pattern Model)

meaning

dependent 
variable

whether the district(area) that Users make 
the majority tweets in their HL or not 

0 The district that Users make the 
majority tweets is not HL.(discordance)

1 The district that Users make the 
majority tweets is HL.(accordance)

 in-
dependent 
variable

(Xi)

X1 total tweets count

X2
the number of districts that User 

produced the tweets.

X3
the ratio of tweets count in the district 

making the majority

X4 the tweets count of cluster 1 time band

X5 the tweets count of cluster 2 time band

X6 the tweets count of cluster 3 time band

X7 the tweets count of cluster 4 time band

Table 7. Fisher’s linear discriminant function (Daily 

Movement Pattern Model)

･ the discriminant function of discordance

   
 

･ the discriminant function of accordance

   
 

보였다(Table 5). 

이와 같이 트레이닝데이터의 탐색을 통해 사용자들

이 자신의 거주 지역에서 가장 많은 트윗을 올리고 

있으며 또한 특정 시간대에 그 확률이 높아지는 특성

을 확인하였다. 일정기간 이상 수집한 특정 사용자의 

타임라인데이터의 이동패턴을 분류했을 때, 가장 많

은 트윗을 올린 지역이 거주지역인지 아닌지를 판별

하기 위해 판별분석을 실시하였다. 판별분석은 서열 

또는 비율척도인 독립변수가 명목척도인 종속변수와

의 관계를 조사하는 분석방법이다. 판별분석의 목적

은 집단내 분산에 비하여 집단 간 분산의 차이를 최대

화하는 독립변수들의 계수를 찾아내는 것이며 이때 

독립변수들의 선형결합을 판별함수라 한다[27]. 본 연

구에서 종속변수는 가장 많은 트윗을 올린 지역이 집

인가 아닌가 하는 로지스틱 값으로서 명목척도를 만

족한다. 이러한 종속변수에 영향을 미치는 독립변수로

서 사용자의 전체 트윗 개수, 지속적으로 이동하며 트윗

을 올린 지역수, 가장 많은 트윗을 올린 지역에서의 전

체대비 트윗 개수 비율, 그리고 군집분석을 통해 분류

한 군집1에서 군집4까지의 시간대별 트윗 개수이다.

판별분석에서 판별함수를 도출하는 과정에서 판별 

신뢰도를 떨어뜨리는 변수는 제외되는데 본 연구에서

는 군집4 시간대가 가장 낮은 판별 적재값을 나타내어 

제외되었다. 판별함수의 판별능력에 가장 많은 영향

을 미치는 변수는 최대 트윗 빈도지역에서의 트윗 개

수 비율이었으며 그 다음으로 트윗을 올린 지역수, 군

집2 시간대 트윗 개수 순으로 나타났다. 군집4 시간대 

트윗수를 제외한 변수가 투입되어 만들어진 판별함수

는 Table 7과 같다. 판별함수를 이용하여 판별할 때는 

사용자별로 수집된 각 변수값을 두 함수에 입력하여 

그 값이 큰 쪽으로 판별된다. 즉, Table 7에서 불일치

함수에 의한 값이 일치판별함수에 의한 판별값보다 

크게 산출된다면 이 사용자의 거주 지역은 최대 트윗 

빈도 발생지역이라고 할 수 없다. 

도출된 선형 판별함수의 hit ratio는 67.5%로서 비교

적 높은 수준에서 판별하는 것으로 나타났으나 독립

변수들의 종속변수를 설명하는 정준상관계수가 0.372

로서 높지 않게 나타났다. 정준상관계수는 판별점수

와 집단의 관계를 나타내는 수치라고 볼 수 있는데 

즉, 정준상관계수가 0.372라 함은 판별점수가 분산의 

13.8%를 설명함을 의미한다. 따라서 종속변수를 설명

하는 다른 변수가 존재가능하다는 것을 뜻하지만 트

윗데이터 내에서 사용자별로 작성할 수 있는 다른 독

립변수를 찾기 어려워 이 함수를 최종판별함수로 결

정하였다. 

일상이동패턴모델에 따라 도출된 사용자의 거주위

치를 예측해본 결과 사용자의 84.2%인 2162명이 자신

의 거주 지역 5km반경 이내에 실제 거주하는 것으로 

나타났다. 또한 50km이내에 전체사용자의 93.7% 가 

실제 거주하는 것으로 나타나 사용자들의 일상생활활

동의 이동범위를 예측할 수 있었다.
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Table 8. The results of the daily movement pattern 

model’s application

HL and the district 
having the majority 

tweets

prediction group
total

discordance accordance

discordance 639 (61.1%) 406 (38.9%) 1,045

accordance 429 (28.2%) 1,093 (71.8%) 1,522

Table 9. The frequency and ratio of users who tweet 

including the administrative words

ALL
(person)

Number of users
who tweet in their 

HL

ratio
(%)

All Users 2,567 216 8.4%

Users who tweet 
including the 
administrative 

words.

1,167 216 18.5%

Table 10. The number of users who mention their districts 
according to the percentage of Users’ district 
to total administrative words ratio

Percentage of Users’
district to total 

administrative words 
ratio

Number of 
users

Ratio
(%)

Accumulated 
ratio (%)

100% 60 27.8% 27.8%

90% 22 10.2% 37.9%

70% 34 15.7% 53.7%

50% 36 19.9% 73.6%

30% 21 9.7% 90.3%

4.3 일상 활동장(場)모델

사용자의 거주 지역을 유추할 일상 활동장 모델에 

포함될 변수를 찾아내기 위해, 사용자의 타임라인데

이터에 일상생활활동이 반영되어 있다는 전제하에 다

음과 같은 가설을 수립하였다. 

사용자는 자신이 거주하는 지역에 대해 가장 많이 언

급할 것이다.

가설을 증명하기 위해 트레이닝데이터를 분석하여 

사용자들이 작성한 텍스트 내에서 기본적으로 얼마나 

거주 지역에 대한 언급을 하는지에 대해 탐색해보았

다. 이를 위해 트레이닝데이터에서 텍스트를 추출하

여 사용자별로 텍스트마이닝을 실시하였으며 결과 

199,189개의 명사를 추출하였다. 명사추출에는 오픈

소스 통계소프트웨어인 R의 KoNLP 패키지를 이용하

여 한글 명사를 추출하고, tm패키지를 이용하여 영문

단어를 추출하였다[24]. 추출한 단어를 사용자ID와 연

계하여 사용자별, 단어, 언급빈도의 테이블을 작성하

였다. 다음으로 사용자가 언급한 단어가 지역을 나타

내는 말인지 아닌지를 구별하는 단계를 수행해야 하

는데 이번 연구에서는 행정구역명을 표현하거나 포함

하는 단어만을 추출하여 이를 지역명으로 정의했다4). 

그리고 난 후 문장 내에서 실제 지역명칭인지 아닌지

를 검토한 후 사용자별로 지역명칭언급회수를 분석하

였다. 결과 2,567명의 사용자중 1,167명의 사용자가 

지역명칭에 대해 언급했으며 그 중 216명의 사용자가 

가장 많이 언급한 지역명이 그의 거주지역인 것으로 

나타났다(Table 9).

4) 위치 인식 가능한 지역명칭은 행정구역외에도 “홍대” 또
는 “이대앞”과 같은 POI(point of Interest)도 포함한다. 
하지만 POI를 포함하는 과정에서 동음어에 대한 고려까

지 있어야만 진정한 지역명칭을 추출할 수 있다. 따라서 

본 연구에서는 확실하게 행정구역명을 나타내는 단어만

을 지역명칭으로 정의하여 적용하였으며, 향후 이에 대

한 고려를 추가할 것이다.

또한 사용자들이 다른 지역 대비 자신의 거주 지역

을 얼마나 언급하는지 알아보기 위해 그 비율을 살펴

보았다. 결과 사용자들은 다른 지역에 비해 자신의 거

주 지역명칭을 평균 63.3% 이상을 언급했으며 언급비

율별 사용자수는 Table 10과 같다. 

트레이닝데이터의 텍스트 분석을 통해 사용자들이 

자신의 거주 지역에 대해 언급하고 있음을 확인하였

다. 일정기간 이상 수집한 특정 사용자의 타임라인데

이터의 언급패턴을 분류했을 때, 가장 언급을 많이 한 

지역명칭이 거주지역인지 아닌지를 확인하기 위해 판

별분석을 실시하였다. 일상 활동장 모델을 작성하기 

위한 트레이닝데이터의 탐색결과에서도 알 수 있듯이 

지명을 전혀 언급하지 않은 45%의 사용자는 사용자

의 거주 지역을 유추할만한 단서가 없으므로 제외하

여 1,677명의 사용자가 사용한 단어들만 사용하였다. 

또한 우연 일치가능성을 배제하기 위해 지역명칭을 

1번 언급한 사용자 또한 제외하였다. Table 11은 일상 

활동장 모델작성을 위한 판별함수에 투입될 변수에 

대한 설명이다. 일상이동패턴모델과 달리 시간에 대

한 변수가 제외된 것은 단어와 시간의 상관관계를 조

사한 결과 낮은 상관관계가 나왔기 때문이다. 

판별분석결과 판별함수 작성에 있어서 세가지 변수 

모두 설명력이 있는 것으로 나타났으며 판별함수의 
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Table 11. The meaning of the variables for the dis-
criminant function analysis (Daily Activity 
Field Model)

the meaning

depen-
dent 

variable

whether the district(area) that Users wrote the 
majority administrative district name in their 

tweets is their HL or not 

0 The majority administrative district name 
is not HL. (discordance)

1 The majority administrative district name 
is HL (accordance)

 
indepen-

dent 
variable

(Xi)

X1 total tweets count

X2
the number of administrative district 

name

X3

the ratio of the majority administrative 
district name to total administrative 

words ratio

Table 12. Fisher’s linear discriminant function (Daily 

Activity Field Model)

･ the discriminant function of discordance

    

･ the discriminant function of accordance

   

Table 13. The results of the daily activity field model’s 

application

HL and the district 
having the majority 

tweets

prediction group
total

discordance accordance

discordance 847 (58.0%) 614 (42.0%) 1,461

accordance 99 (45.8%) 117 (54.2%) 216

Table 14. The ratio of users HL Input in their profile (test data)

Omission

Input

totalAdministrative District Name
subtotal

nations sido sigungu yeopmun dong

Number of users 11,317 1,226 4,138 1,676 285 14,218 25,535
ratio 44.32% 4.80% 16.21% 6.56% 1.12% 55.68% 100%

판별능력에 가장 많은 영향을 미치는 변수는 최빈 언

급 지역에서의 언급개수비율이며, 그 다음은 언급 지

역 수, 지역 언급 단어개수 순으로 나타났다. Table 

12는 Fisher의 선형 판별함수이며 두 가지 판별함수의 

값을 비교하여 더 큰 값을 가진 쪽으로 포함된다[3].

판별분석에서 중요한 선형 판별함수의 hit ratio는 

57.5%로 양호한 수준이지만 독립변수들의 종속변수

를 설명하는 정준상관계수가 0.235로서 높지 않게 나

타났다. 이는 사용자가 사용한 지역지칭 명사만으로 

거주 지역을 유추하기에는 어려움이 있음을 의미한

다. 이 문제는 SNS데이터와 같이 비정형데이터를 사

용하는 연구에서 나타나는 것으로서 아직까지 텍스트 

마이닝을 통한 명사추출의 신뢰도가 높지 않은데도 

원인이 있다. 뿐만 아니라 사용자가 작성한 단어가 지

역을 지칭하는 것인지 아닌지를 구분하는 과정에서도 

오차가 발생되었을 가능성이 있다. 그러나 판별함수

에서도 알 수 있듯이 지역에 대한 언급이 많은 사용자

에게는 적용할 수 있는 모델이 될 수 있다[3].

5. 모델적용

5.1 테스트데이터 수집 및 분류

일상이동패턴모델 및 일상 생활장 모델의 효과를 

판단해보기 위해 테스트데이터를 수집하여 적용해보

았다. 효과판단은 기존 SNS데이터 분석연구와 동일

한 방식으로 데이터를 수집한 후, 본 연구방법론을 적

용하여 얼마만큼 위치 인식 가능한 트윗의 개수가 증

가하느냐에 있다. 효과검증을 위한 트윗수집의 주제

는 “스트레스”로 선정했는데 스트레스는 비교적 감정

표현이 표면으로 표출되어 감성분류가 쉽기 때문이다

[17].

트윗 수집은 2014년 7월 12일부터 8월 31일까지 이

루어졌고, 트위터 API를 통해 수집된 트윗은 총 82,809

개였다. 이를 작성한 사용자는 48,235명이었고 이들

의 타임라인을 총 6회에 걸쳐 수집한 결과 4,424,212

개의 타임라인데이터가 수집되었다. 

다음 단계로서 3.2의 타임라인데이터 탐색에서와 

같이 48,235명의 사용자의 프로파일을 분류하였다. 

사용자 프로파일의 분류는 텍스트모델링과 육안검토

를 동시에 진행하였으며 그 결과는 Table 14와 같았

다. 시군구, 읍면동 단위로 입력한 사용자의 거주 지역

을 행정구역의 시군구단위로 변환하였으며 이들이 작

성한 타임라인데이터를 Type I에서 IV로 구분하였다.

Table 15는 3.2 타임라인데이터 탐색에서와 같은 기
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Table 16. The number of tweets that contain  stress 
related expressions after inferred modelling’s 
application

　 Number 
of Users

Users with 
the inferred 
location (A)

Number of tweets 
that contain stress 
related expressions

Type I 107 35 45

Type II 749 272 361

Type III 47,163 3,927 7,540

Type IV 1,067 1,067 1,660

Total 5,301 9,606

A

B

Figure 9. The distributions of geo-tagged tweets(A) 

and inferred location tweets(B)

Table 15. The frequency and ratio of user timeline 

data according to types

　
User Timeline Tweet Data Number of 

Usersfrequency ratio

Type I 1,070 0.02% 107

Type II 7,508 0.17% 749

Type III 4,321,216 97.67% 47,163

Type IV 94,418 2.13% 1,067

total 4,424,212 　 49,0865)

준으로 타임라인데이터를 분류한 결과를 나타낸 것이

다. 경위도 좌표와 사용자 프로파일의 거주위치 단서

가 없는 사용자가 47,163명으로 가장 많았으며 다음

으로 Type IV, Type II순으로 사용자 수가 많았다.

5.2 모델 적용결과

Table 4에서 언급한 것처럼 타임라인데이터 유형별

로 각기 다른 모델을 적용하였다. Type II 데이터에는 

일상이동패턴모델, Type III 데이터에는 일상 활동장 

모델을 각각 적용하였으며 Type I과 IV 데이터에는 

사용자 프로파일상의 거주위치를 부여하였다. 결과, 

일상이동패턴모델을 적용한 Type II를 작성한 749명

의 사용자 중 272명의 거주지역이 유추되었고 이들이 

작성한 스트레스 표현 트윗 361개를 확보하였다. 또한 

가장 많은 비중을 차지하는 Type III 데이터에 일상 

활동장 모델을 적용하여 이 타임라인데이터를 작성한 

사용자 47,163명 중 3,927명의 거주 지역을 확보하였

고 결과 위치단서가 전혀 없던 스트레스 표현 트윗 

중 7540개의 위치를 확보하였으며 결과적으로 Type I과 

IV는 사용자 프로파일의 위치를 적용하여 총 1,705개

의 위치 인식 가능한 트윗을 확보하였다(Table 16).

Figure 9의 지도A는 스트레스 표현 트윗 중 경위도

를 포함한 트윗의 시군구별 개수를 나타낸 것이고 지

도 B는 본 연구의 유추방법론으로 부여된 스트레스 

표현 트윗의 시군구별 개수 분포를 나타낸 것이다. 총 

230개 시군구 중 217개 시군구의 트윗이 확보되었고, 

기존 방법론에서 트윗 수집 개수보다 시군구별 평균

적으로 43개 증가하는 효과가 나타났다. 

5) 테스트데이터 전체 사용자수보다 더 많은 이유는 테스트

데이터를 수집하는 과정에서 사용자가 자신의 프로파일

을 변경하여 한명의 사용자가 2가지 이상의 타임라인데

이터 분류 유형에 들어가기 때문이다.

6. 결론 및 향후연구

본 연구에서는 문헌연구를 통해 사용자의 일상생활

활동을 반영한 사용자 타임라인데이터가 사용자의 거

주 지역을 유추할 수 있는 단서를 가지고 있다는 것을 

확인하고 이 단서를 사용한 모델을 작성하였다. 사용

자 타임라인데이터를 경위도좌표 보유여부 및 사용자 
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프로파일상 거주위치 입력 여부에 따라 4가지 유형으

로 구분하고 두 가지를 모두 포함하는 데이터를 트레

이닝데이터로 추출하여 일상이동패턴모델, 일상 활동

장 모델을 구축하였다. 시간에 따른 사용자의 이동궤

적을 기초로 하는 일상이동패턴모델은 67.5%의 정확

도를 보였으며 실제 사용자 거주 지역 반경 5km이내

에서 84.2%가 분포함을 확인했다. 또한 사용자가 작

성한 텍스트 내 행정구역을 지칭하는 단어의 빈도를 

사용하는 일상 활동장 모델은 57.5%의 정확도를 보였

다. 두 모델을 스트레스를 주제어로 수집한 테스트데

이터에 적용해본 결과 21,479명의 사용자 중 5,301명

의 거주위치가 유추되었으며 이들의 트윗 9,606개가 

위치를 획득하는 결과를 낳았다. 이는 기존 SNS분석 

연구에서 사용하는 경위도좌표추출방법보다 약 40배 

이상의 위치인식가능 데이터를 확보할 수 있음을 보

여준다. 

그러나 일상 활동장 모델의 설명력을 높이기 위해

선 행정구역명과 POI의 텍스트모델링 정확도를 향상

시키기 위해 한글지명에 대한 텍스트모델링 기법 개

발이 필요함을 확인하였다. 본 연구방법은 SNS데이

터를 이용한 지역연구 수행 시 부족한 공간데이터 확

보에 기여하여 짧은 기간 발생하는 지역적 현상의 지

도화를 가능하게 한다. 기존 인구·사회학적 통계들이 

1년 이상의 단위로 산출되는 현실에서 보다 본 연구의 

활용으로 짧은 기간 발생하는 지역적 현상을 고찰할 

수 있는 토대를 마련해준다는 의의가 있다. 그러나 실

제 분석에 필요한 데이터보다 큰 용량의 타임라인데

이터를 필요로 하는 문제가 있으므로, 향후 타임라인

데이터가 아닌 분석대상데이터에 적용할 수 있는 모

델구축과 본 연구방법론과의 비교연구가 필요하다.
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