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사용자의 취향과 선호도를 고려하여 정보를 제공하는 추천 시스템의 중요성이 높아졌다. 이를 위해 다양한 기법들이 

제안되었는데, 비교적 도메인의 제약이 적은 협업 필터링이 널리 사용되고 있다. 협업 필터링의 한 종류인 모델 기반 협업 

필터링은 기계학습이나 데이터 마이닝 모델을 협업 필터링에 접목한 방법이다. 이는 희박성 문제와 확장성 문제 등의 협

업 필터링의 근본적인 한계를 개선하지만, 모델 생성 비용이 높고 성능/확장성 트레이드오프가 발생한다는 한계점을 갖는

다. 성능/확장성 트레이드오프는 희박성 문제의 일종인 적용범위 감소 문제를 발생시킨다. 또한, 높은 모델 생성 비용은 

도메인 환경 변화의 누적으로 인한 성능 불안정의 원인이 된다. 본 연구에서는 이 문제를 해결하기 위해, 군집화 기반 협

업 필터링에 마르코프 전이확률모델과 퍼지 군집화의 개념을 접목하여, 적용범위 감소 문제와 성능 불안정성 문제를 해결

한 예측적 군집화 기반 협업 필터링 기법을 제안한다. 이 기법은 첫째, 사용자 기호(Preference)의 변화를 추적하여 정적인 

모델과 동적인 사용자간의 괴리 해소를 통해 성능 불안정 문제를 개선한다. 둘째, 전이확률과 군집 소속 확률에 기반한 

적용범위 확장으로 적용범위 감소 문제를 개선한다. 제안하는 기법의 검증은 각각 성능 불안정성 문제와 확장성/성능 트

레이드오프 문제에 대한 강건성(robustness)시험을 통해 이뤄졌다. 제안하는 기법은 기존 기법들에 비해 성능의 향상 폭은 

미미하다. 또한 데이터의 변동 정도를 나타내는 지표인 표준 편차의 측면에서도 의미 있는 개선을 보이지 못하였다. 하지

만, 성능의 변동 폭을 나타내는 범위의 측면에서는 기존 기법들에 비해 개선을 보였다. 첫 번째 실험에서는 모델 생성 전

후의 성능 변동폭에서 51.31%의 개선을, 두 번째 실험에서는 군집 수 변화에 따른 성능 변동폭에서 36.05%의 개선을 보

였다. 이는 제안하는 기법이 성능의 향상을 보여주지는 못하지만, 성능 안정성의 측면에서는 기존의 기법들을 개선하고 

있음을 의미한다.
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1. 서론

정보의 양이 폭발적으로 증가함에 따라 사용

자들이 인터넷에서 필요한 정보를 찾는데 많은 

어려움을 겪고 있다. 정보 과부하로 인해 발생하

는 문제들을 해결하기 위해 사용자의 취향과 선

호도를 고려하여 사용자에게 맞는 정보를 제공

해주는 추천시스템이 그 어느 때보다도 중요해

졌다. 현재 아마존(Linden et. al., 2003), 구글(Das 
et. al., 2003), 넷플릭스(Bennet and Lanning, 2007), 
티보(Ali and Stam, 2004) 그리고 야후(Park and 
Pennock, 2007)와 같은 선도 기업들은 이미 개인
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<Figure 1> MAE of IBCF and CBCF according to Service Time

화된 추천이 가능한 추천 시스템을 운용하고 있

다. 이 시스템들의 주요한 요구사항은 추천의 성

능(performance)과 시스템의 확장성(scalability)이
다. 이 요구사항들을 충족시키기 위해, 내용 기반 

필터링(CBF, Content-Based Filtering), 인구통계학

적 필터링(DF, Demographic Filtering), 협업 필터

링(CF, Collaborative Filtering) 등의 기법들이 제

안되었다. 이 중, CBF와 DF는 외부 정보를 필요

로 한다는 한계점으로 인해, 다양한 도메인에 적

용이 불가능하다. 따라서 비교적 도메인의 제약

이 적은 CF가 널리 사용되고 있다. (Bhosale et 
al., 2015; Bobadilla et al., 2013; Lee et al., 2012)

CF(Su et al., 2009; Hameed et al., 2012; 
Natarajan et al., 2013; Joshi et al., 2015; Cho and 
Cho, 2007; Im and Kim 2012) 기법들은 크게 메

모리 기반(Memory-based) CF, 모델 기반(Model- 
based) CF, 하이브리드(Hybrid) CF로 나눌 수 있

다. 이 중, 모델 기반 CF는 베이지안(Bayesian) 모
델이나 군집화 모델, 의존성 네트워크(dependency 
network) 등의 모델을 사용해서 CF의 단점을 보

완한 방법이다. 이는 희박성(sparsity) 문제와 확

장성 문제 등을 개선하며, 예측 성능을 높일 수 

있다. 하지만, 모델 생성 비용이 크고(expensive 
model-building) 성능과 확장성 간의 트레이드오

프(trade-off)가 발생한다. 성능과 확장성 간의 트

레이드오프는 희박성 문제의 일종인 적용범위 

감소(reduced coverage) 문제에 기인한다. 또한, 
높은 모델 생성 비용은 성능 불안정 문제의 원인

이 된다. 이는 높은 비용으로 인해 도메인 환경

의 변화를 모델에 즉각적으로 반영할 수 없기 때

문이다. 반영 되지 못한 도메인 환경 변화의 누

적은 시스템의 성능을 저하시킨다. (Lee and 
Baek, 2014)

<Figure 1>과 <Table 1>은 불안정성 문제를 증

명하기 위한 실험의 결과이다. 메모리 기반 CF
의 일종인 아이템 기반 CF(IBCF, Item-based CF)
와 모델 기반 CF의 일종인 군집화 기반 

CF(CBCF, Clustering-based CF)를 데이터 희박성 

문제의 영향이 최소화된 환경에서 성능을 비교

하였다. IBCF 기법은 코사인 유사도를 이용해 

구현하였으며, CBCF는 아이템을 코사인 유사도

에 따라, K-최근접 이웃(K-NN, K-Nearest 
Neighborhood) 알고리즘을 이용해 군집화하여 

유사 아이템 집합을 대신하는 방법으로 구현하
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IBCF CBCF

Average 1.814 1.770

Standard 
Deviation 0.283 0.345

Range 1.099 1.292

<Table 1> Average, Standard Deviation and 
Range of MAE for IBCF and CBCF

였다. 군집의 수는 베이지안 정보 기준(BIC, 
Bayesian Information Criteria)를 기준으로 결정하

였다. 실험 데이터로는 MovieLens 1M 데이터 셋

을 이용하였다. 이것은 3952개의 영화에 대해 

6040명의 사용자들이 입력한 1,000,209개의 평가 

점수 데이터 셋이다. 테스트 데이터로는 이 데이

터 셋의 평가점수 중 시간 순으로 마지막 28만개

를 28일간, 1일당 10,000회의 서비스 요청을 가

정하고 입력하였으며, 나머지 데이터를 훈련 데

이터로 사용하였다. 실험은 각 기법의 성능을 선

호도 예측치와 사용자의 평가 점수간 평균절대

오차(MAE, Means Absolute Error)를 이용해 측정

하였다. CBCF의 경우 7일을 주기로 군집화를 수

행한다고 가정하였다. <Figure 1>은 각 기법의 

시간의 흐름에 따른 MAE 변화를 표시한 그래프

이다. <Table 1>은 각의 기법의 MAE의 평균과 

표준편차, 범위를 나타낸 표이다.

<Figure 1>과 <Table 1>은 CBCF가 IBCF에 비

해 평균적으로 약간 높은 성능을 보이지만, 희박

성 문제의 영향이 제한된 상황에서 CBCF가 

IBCF에 비해 불안정한 신뢰도를 보임을 나타낸

다. CBCF는 IBCF에 비해 평균 0.044(2.426%) 개
선된 성능을 보이지만, 성능의 표준편차와 범위

는 각각 0.062, 0.193 더 높다. 또한, CBCF의 경

우 군집화 시점에서부터 성능이 서서히 저하되

며, 다음 군집화 시점에서 다시 개선되는 모습

을 볼 수 있다. 이는 CBCF가 모델 재생성 비용

으로 인한 성능 불안정성 문제를 갖고 있음을 

증명한다.
Lee(Lee et al., 2014)는 이 문제들을 해결하기 

위해 적응형 군집화 기반 협업 필터링(ACCF, 
Adaptive Clustering based CF)를 제안하였다. 이 

기법은 사용자 또는 아이템의 추가와 평가 점수

의 입력에 따라 해당 사용자나 아이템의 군집을 

지역적으로 재배치하는 방법을 사용하였다. 하
지만, 이는 시스템의 부담을 가중시키며, CBCF
의 신뢰도 불안정성을 완전히 해결하지 못한다.

본 연구에서는 위의 문제를 해결하기 위해, 
CBCF에 마르코프(Markov) 전이확률모델(transition 
probability model)과 퍼지 군집화(Fuzzy 
Clustering)의 개념을 접목하여, 적용범위 감소 

문제와 성능 불안정성 문제를 해결한 예측적 군

집화 기반 CF(PCCF, Predictive Clustering-based 
CF) 기법을 제안한다. 이 기법은 첫째, 사용자 기

호(Preference)의 변화를 추적하여 정적인 모델과 

동적인 사용자간의 괴리 해소를 통해 성능 불안

정 문제를 개선한다. 둘째, 전이확률과 군집 소

속 확률에 기반한 적용범위 확장으로 적용범위 

감소 문제를 개선한다.
제안하는 기법은 4개의 과정으로 이뤄진다. 

첫째, 기호 군집화(Preference-Clustering) 과정을 

통해 사용자들의 기호를 정규화하며, 둘째, 기호 

전이 탐지(Preference Transition Detection) 과정

을 통해 사용자들의 평가점수 입력으로부터 사

용자들의 기호 변화를 탐지한다. 셋째, 성향 군집

화(Propensity-Clustering) 과정을 통해 사용자들의 

기호 변화 패턴(성향)를 통해 사용자들의 성향을 

정규화한다. 넷째, 선호도 예측(Preference Prediction) 
과정을 통해 선호도 예측 모델을 만들고 사용자
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들의 아이템에 대한 선호도를 예측한다.
본 논문의 구성은 다음과 같다: 2장에서는 본 

연구의 관련 연구들에 대해 살펴보고, 3장에서는 

본 논문에서 제안하는 PCCF 기법에 대해 상세

히 기술한다. 4장에서는 본 연구의 타당성과 유

효성을 입증하기 위한 실험 및 검증 방법과 그 

결과를 기술하고 분석한다. 5장에서는 본 논문에

서 제시하는 내용을 정리하고 향후 연구 방향을 

기술한다.

2. 련 연구

CBCF는 적용범위 감소 문제와 성능 불안정 

문제에도 불구하고, CF의 확장성 문제와 희박성

의 문제를 개선하는데 유용한 방법이다. 때문에 

위의 두 가지 문제를 해결하기 위한 다양한 방법

들이 제안되고 있다. 하지만 군집화 방법의 개선

에만 치중하여 문제의 근본적인 원인을 해결하

지 못하거나, CBF와의 접목으로 인해 사용자의 

프로파일이나 설문조사와 같은 외부 데이터

(external data)를 필요로 하는 또 다른 문제점을 

낳았다.
Wen와 Zhou(Wen and Zhou, 2012)는 아이템을 

동적으로 군집화하는 방법을 통해 아이템의 추

가나 삭제, 수정으로 인한 추천시스템의 성능 저

하를 해결하였다. 하지만 단일 클러스터 안에 과

다한 아이템이 존재하여 적용범위 감소 문제가 

발생할 가능성이 있다.
Gong(Gong, 2010)은 사용자 군집과 아이템 군

집을 결합하는 방법을 제안했다. 이는 아이템에 

대한 사용자의 순위에 기반하여 사용자를 군집

화하고, 대상 사용자와 각각의 사용자 군집이 갖

고 있는 군집 중심(cluster center) 간의 유사도

(similarity)에 기반하여 대상 사용자의 유사 사용

자 집합을 생성하는 방법이다. 하지만 이는 적용

범위 감소 문제를 발생시킬 가능성이 있으며, 사
용자/아이템의 추가, 삭제, 수정이 어렵다는 문제

점이 있다.
Li 와 Dong(Li and Dong, 2010)은 확률 군집화

(probabilistic clustering) 모델 기반의 CF를 제안

하였다. 이 방법의 핵심은 퍼지 군집화(fuzzy 
clustering)를 기반으로 사용자와 아이템을 군집

화 하는 것이다. 이 방법은 추천 시스템의 성능

을 개선하고 적용범위 감소 문제를 일부분 해소

할 수 있다. 하지만 사용자의 속성이나 행위에 

따른 사용자 범주화(categorization)를 추가로 요

구한다.
Pham(Pham et al, 2011)은 아이템에 대한 사용

자들의 평가점수(rating) 대신 사용자들의 사회 

관계망(social network)을 분석하여 유사한 사용

자들의 그룹을 찾아내는 사회관계(social relationship) 
기반 CF 기법을 제안하였다. 하지만 다양한 유형

의 사회 관계망 각각에 대한 분석이 필요하며, 
추가적인 외부정보를 필요로 한다는 문제가 

있다.
Bellogin와 Parapar(Bellogin and Parapar, 2012)

는 그래프 분할 기반의 군집화 기법인 정규분할

(N-Cut, Normalized Cut)을 이용하여 유사 사용자 

집합을 구성하는 방법을 제안하였다. 이는 기존

의 CF보다 개선된 성능을 보이지만, 적용범위 

감소 문제를 해결하지는 못했다.
Simon(Simon et al., 2013)은 사용자들의 비적

극성에 기인하는 희박성 문제를 해결하기 위해 

비명시적인 사용자 피드백을 활용하는 방법을 제

안하였다. 이 방법은 사용자들의 구매 내역

(history)을 계층 분할 고차원 비모수 군집화(high- 
dimensional, parameter-free, divisive hierarchical 
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clustering)를 이용해 분석한다. 이는 데이터 희박

성 문제 해결에 효과적이지만, 비명시적인 피

드백이 항상 사용자의 선호에 대한 정확한 정

보를 제공하지는 않는다는 문제점이 있다.
Zhou(Zhou et al., 2013)는 의미적 관계 분석에 

기반한 CBCF를 제안하였다. 이는 아이템과 사

용자, 이용 내역간의 연관관계(correlation)와 의

미적 관계(semantic relationship)를 벡터 공간에서 

기술하고 벡터들을 퍼지 C-평균 알고리즘을 기

반으로 군집화하는 방법이다. 이는 유사한 서비

스들을 군집화함으로써 서비스 검색 엔진의 성

능을 향상시켰지만 의미적 상호운용성을 지원하

기 위해서는 도메인 온톨로지가 필요하며, 매개

변수가 부족한 다른 서비스에는 적합하지 않다.
Li와 Murata(Li and Murata, 2012)는 다차원

(Multi-dimensional) 군집화 기반 CF를 제안하였

다. 이는 백그라운드 데이터로 구성된 아이템/사
용자 프로파일을 기반으로 이들을 군집화하고 

군집 정리(clustering pruning)과정을 거친 후, 이
웃의 가중치 평균을 통해 선호도를 예측하는 방

법이다. 이러한 방법은 추천의 성능을 유지하면

서 아이템의 다양성이 증가할 때도 성능 균형을 

유지하는 장점이 있지만, 모델 기반 CF의 한계

점을 개선하지 못하고 있다.
George와 Merugu(George and Merugu, 2005)는 

가중치 기반 이중 군집화(weighted co-clustering) 
알고리즘을 이용한 CF를 제안하였다. 이는 이중 

군집화를 통해 유사 아이템/사용자 집합을 동시

에 생성하고 이중 군집들의 평균 순위에 기반하

여 선호도를 예측하는 방법이다. 이 방법은 

CBCF의 확장성을 개선하지만, 적용범위 감소 

문제와 성능 불안정성 문제에는 효과를 보이지 

못한다.
Zhirao(Zhirao, 2011)는 커뮤니티 기반의 CF을 

제안했다. 이것은 같은 집단에 속해 있는 사용자

들은 유사한 취향을 갖고 있다는 가정에 기반한

다. 이것은 유사 사용자 집합 구성의 범위를 좁

히는 효과적인 방법으로 데이터의 희소성 문제

를 어느 정도 해결할 수 있지만, 추가적인 외부 

정보를 필요로 한다.
Tseng(Tseng et. al., 2011)는 클라우드 모델을 

이용한 기본 투표 전략(Default voting schema)을 

제안했다. 클라우드 모델은 사용자가 과거에 상

품에 대해 매긴 순위를 이용하여 사용자의 전체

적인 선호도를 분석하는 방법이다. 이 방법은 사

용자의 관심과 선호도를 좀 더 정확하게 기술하

고 데이터의 희소성을 감소시키는 효과를 보이

지만 사용자에게 추가 정보를 요구한다는 단점

을 갖는다.
Khoshneshin (Khoshneshin et al., 2010)는 점진

적 이중 군집화를 통한 증분 CF(ICFEC, Incremental 
Collaborative Filtering via co-Clustering)을 제안

하였다. 이 방법은 반복적 알고리즘을 사용하는 

기존의 지역 최적 군집화 기반 CF에 비해 개선

된 성능을 보인다. 또한 CBCF의 한계인 운용 중 

모델 변경의 어려움을 진화적 군집화를 이용해 

개선하였다. 하지만 이 방법은 시스템 구동 중, 
사용자나 아이템의 추가/삭제 만을 지원할 뿐, 
성능 불안정성 문제에 대한 해결책을 제공하진 

못한다.

3. 측  군집화 기반 업 필터링 기법

TV 프로그램 추천 시스템 S와 매일 오후 7시
에서 9시에 TV를 시청하는 사용자 A가 있다고 

가정하자. A가 주중에는 드라마를 주로 시청하

지만, 주말에는 리얼리티 쇼를 주로 시청한다고 
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<Figure 2> Probabilistic Modeling of Preference of 
User for Item

할 때, S가 사용자의 변화를 고려하지 않는다면, 
S는 평균적으로 드라마를 더 많이 이용한 A의 

이용내역을 기반으로 주말에도 A에게 드라마를 

추천할 것이다. 이는 A의 S에 대한 서비스 만족

도를 저하시킬 수 있다.
이 장에서는 위의 문제를 해결하기 위한 예측

적 군집화 기반 협업 필터링(PCCF, Predictive 
Clustering-based Collaborative Filtering) 기법의 

개념을 기술한다. 이 기법은 사용자의 기호 변화

를 전이확률모델을 이용해 추적한다. 이는 첫째, 
정적인 모델과 동적인 사용자간의 괴리 해소를 

통한 성능 불안정 문제 해결과 둘째, 전이확률에 

기반한 적용범위 확장으로 적용범위 감소 문제 

해결을 목적으로 한다. 다음은 본 논문에서 제안

하는 사용자 선호도 예측 모델이다. 먼저, 이 모

델은 다음과 같은 가정을 근간으로 한다.

 가정. 사용자의 기호는 지속적으로 변화하

며, 이 변화의 패턴이 사용자의 성향이다.

본 연구에서는 위 가정을 바탕으로, 사
용자의 기호를 범주화하고, 사용자의 기

호 변화를 탐지하여 기호 전이모델을 구

축하며, 사용자들의 기호 전이 패턴을 범

주화하며, 이에 따라 사용자의 기호 변화

를 추적한다. 다음은 제안하는 사용자 선

호도 예측 모델을 구성하는 주요 요소들

에 대한 정의다.

 정의 1 (기호 군집). 기호 군집은 유

사한 기호를 가진 사용자들의 집합으

로, 유사한 아이템에 대해 유사한 평

가를 한 사용자일수록 같은 기호 군

집에 속할 가능성이 높다.

 정의 2 (기호 전이모델). 기호 전이모델은 

사용자의 기호 변화를 마르코프 전이확률모

델을 응용하여, 사용자들의 기호 전이와 전

이의 소요시간을 확률적으로 나타낸 것이다.
 정의 3 (성향 군집). 성향 군집은 유사한 성

향을 가진 사용자들의 집합으로, 유사한 기

호 전이모델을 가진 사용자일수록 같은 성

향 군집에 속할 가능성이 높다.

<Figure 2>는 위에서 정의된 요소들을 바탕으

로 정의된 사용자 선호도 예측 모델의 도시이다.
는 번째 사용자를, 은 번째 아이템을, 

은 번째 아이템 군집을, Pr은 번째 기

호를,  은 번째 성향을, 은 번

째 성향의 사용자들의 기호 전이모델을 나타낼 

때, | 는 와  간의 유사도, → 는  에서  로의 전이 

확률, | 는  에 속한 사용자들의 

에 대한 선호도, | 는 과 의 
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중심간의 유사도이다. 이때, 의 에 대해 선

호도 예측치, 
는 <Equation 1>

과 같이 추정할 수 있다.

, |
→ | |

<Equation 1>

제안하는 기법은 4개의 과정으로 구성된다.
 1) 기호 군집화: 사용자들의 기호를 정규화하

기 위해 사용자들을 기호에 따라 군집화하

고 각 기호를 나타내는 기호 벡터를 생성

한다.
2) 기호 전이 탐지: 기호 군집화 과정에서 생

성된 기호 벡터들을 바탕으로 사용자들의 

기호 변화를 탐지하고 그것을 기호 전이 벡

터로 나타낸다.
3) 성향 군집화: 사용자들의 성향을 정규화하

기 위해 사용자들을 기호 전이 패턴, 즉 성

향에 따라 군집화하고 각 성향을 나타내는 

기호 전이모델을 생성한다.
4) 선호도 예측: 기호 벡터와 기호 전이모델을 

바탕으로 사용자 선호도 예측모델을 생성

하고, 사용자의 각 아이템에 대한 선호도를 

예측한다.

3.1. 기호 군집화

기호 군집화는 사용자들을 각 아이템 군집에 

대한 선호도에 따라 군집화하여, 사용자들의 기

호를 정규화하기 위한 과정이다. 이 과정은 아이

템 군집화와 사용자 군집화, 기호 벡터 생성의 

세 단계로 나뉜다. 아이템 군집화는 사용자들의 

소비 경향에 따라 아이템들을 범주화하는 과정

이다. 사용자 군집화는 사용자들을 기호에 따라 

군집화하여 각 기호를 나타내는 군집을 도출하

는 과정이다. 마지막으로 기호 벡터 생성은 사

용자들의 각 기호들의 대푯값을 결정하는 과정

이다.

3.1.1. 아이템 군집화

아이템 군집화는 사용자들이 입력한 평가 점

수를 기반으로 추정된 아이템들간의 유사도를 

기준으로 이뤄진다. 특정한 두 아이템간의 유사

도는 두 아이템을 모두 평가한 적이 있는 사용자

들의 평가 점수들을 바탕으로 코사인 유사도를 

이용해 구한다. 그 과정은 <Equation 2>과 같다.

, ∑ , 	 , 	∑ , 			 ∑ 	 , 	 		
<Equation 2>

 가 와 간의 유사도일 때, 는 아이템 

와 를 모두를 평가한 적이 있는 사용자들의 집

합, 는 사용자 의 아이템 에 대한 평가 점

수, 는 사용자 집합 의 아이템 에 대한 평

가 점수의 평균이다.
아이템 군집화 알고리즘은 K-NN 알고리즘을 

기반으로 한다. 이때 원소간의 거리는 원소간의 

유사도의 역수가 된다. 군집의 수는 BIC를 기준

으로 결정한다. <Table 2>는 아이템 군집화 과정

의 세부 알고리즘이다.
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Algorithm of Preference-Clustering

UCi : i-th preference cluster
uj : j-th user
Uci : center of Uci

 : average of elements in Uci

 : standard deviation of elements in Uci


 : probability of random user is included in Uci

 : probability of   is element of Uci

 : similarity between   and 

 : likelihood between   and 

<Table 3> Algorithm of Preference-Clustering

Algorithm of Item-Clustering

 :  -th item cluster
: -th item
 : center of 

 : number of items in 

: similarity between  and 

While (Inter  , 
  For j = 1 → j = (Number of Element)
    For i = 1 → i = k(Number of Cluster)

      IF , ,
        ∈
      End IF
    End For
  End For
  For i = 1 → i = k(Number of Cluster)
    For j = 1 → 

      If , ,
       
     End If
   End For
 End For
End While

<Table 2> Algorithm of Item-Clustering

3.1.2. 사용자 군집화

사용자 군집화는 아이템 군집과 사용자들의 

평가 점수를 바탕으로 구성된 특성 벡터와 사용

자간 유사도를 기준으로 이뤄진다. 특성 벡터는 

사용자의 각 아이템 군집에 속한 아이템들에 대

한 평가 점수의 평균으로 구성되며, 그 차원의 

수는 아이템 군집의 수와 같다. 그 과정은 

<Equation 3>과 같다.

, , , , ⋯ , ,
<Equation 3>

가 의 특성벡터일 때, n은 아이템 군집

의 수, , 은 ui의 ICj에 속한 모든 아이템에 대

한 평가 점수의 평균이다.
특정한 두 사용자간의 유사도는 두 사용자에 

의해 모두 평가된 적이 있는 아이템들에 대한 평

가 점수들을 바탕으로 코사인 유사도를 이용해 

구한다. 그 과정은 <Equation 4>와 같다.

, ∑ , , 	∑ , 		 	 ∑ 	 , 	
<Equation 4>

USa,u 가 ua 와 uu 간의 유사도일 때, I는 사용자 

와 모두에 의해 평가된 적이 있는 아이템들

의 집합, 는 사용자 a의 아이템 i에 대한 평

가 점수, 는 아이템 집합 I에 대한 사용자 a의 

평가 점수의 평균이다.
사용자 군집화에는 기대치 최대화(EM, Expectation 

Maximization) 알고리즘을 기반으로 가우시안-베
이지안(Gaussian-Bayesian) 확률모델을 이용한다. 
군집의 수는 BIC를 기준으로 결정한다. <Table 
3>은 사용자 군집화 과정의 세부 알고리즘이다.
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While (Inter Cluster Deviation) < ,
  For    → j = (Number of Element)
    For   →    (Number of Cluster)

    	 /		
              

≅ 	 12 	
   For ∈ ,

, 	 	 	 	 ,
   End For

  ∈ , when  has maximum value.
  End For
  Following the changed model, calculate each value 

of , , , and  of each clusters.
  End For
End While

<Figure 3> Model of User Preference Transition Detection

3.1.3. 기호 벡터

기호 벡터는 사용자 군집화를 통해 나타난 사

용자들의 기호의 대푯값으로 각 사용자 군집에 

속한 사용자들의 특성 벡터의 평균이다. 
<Equation 5>은 기호 벡터를 구하는 방법이다.

∑ ∈ 1 , , , , ⋯ , ,∈
<Equation 5>

가 i번째 기호 의 특성벡터일 때, 

는 사용자 군집 의 원소의 수, 는 

의 특성벡터, n은 아이템 군집의 수, , 은 

의 에 속한 모든 아이템에 대한 평가 점수

의 평균이다.

3.2. 사용자 기호 이 탐지

사용자 기호 전이 탐지는 사용자의 기호 성향

을 분석하기 위하여, 사용자가 입력한 평가 점수

의 시퀀스로부터 각 시점에서의 사용자의 기호

를 추정하고 그 전이를 탐지하는 과정이다. 이 

과정은 기호전이 탐지와 기호 전이 벡터 생성, 
두 단계로 나뉜다.

3.1.1. 기호 이 탐지

기호 전이 탐지에는 사용자의 평가점수 입력

을 특정한 크기의 윈도우로 관측하는 방법이 사

용된다. <Figure 3>은 기호 전이의 탐지 방법을 

도시한 것이다.
이는 사용자의 평가 점수를 바탕으로 해당 시

점의 사용자 특성벡터의 추정을 기반으로 한다. , 를 가 시간 에 입력한 평가 점수, 를 윈
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도우의 크기라 할 때, 가 입력된 시점

에서, 의 사용자 특성벡터, 의 번

째 항은 , 부터 , 까지의 평가점수 중, 

의 원소인 평가점수들의 평균으로 추정된다. 

사용자의 기호는 와 가장 높은 유사도

를 보이는 기호 벡터를 통해 추정된다. <Table 
4>는 사용자 기호 전이탐지 과정의 세부 알고리

즘이다.

Algorithm of User Preference Transition Detection

: rating point inserted by   at time, 

→ : average of rating point inserted 
    by   at time,  to time, 

IF  is inserted,

 | → | → |
        

|
  For 1 →

    
| → , | → ·| →  

    IF | → , | → , ,

      | ∈      
    End IF
  End For
End IF

<Table 4> Algorithm of User Preference 
Transition Detection

3.2.1. 기호 이 벡터

사용자의 기호 전이 벡터는 성향 군집화의 기

반이 된다. 기호 전이 시퀀스에는 전이된 기호의 

기호 벡터, 전이 시점의 사용자 벡터, 전이 소요

시간이 포함된다. 사용자 기호 전이 벡터는 

<Equation 6>와 같이 정의된다.

, ⋯ , ⋯⋯∆ ⋯ ∆
<Equation 6>

를 사용자 i의 기호 전이 벡터, 

을 시점, t = n에서 사용자 i의 기호 전이라고 할 

때, 는 각 전이 시점에서의 의 

시퀀스로 이뤄진다. 는 다음의 세 가지 

요소들로 구성된다. 는 에서 사용

자 i의 기호의 특성 나타내는 기호 벡터, 

는 에서 사용자 i의 특성을 나타내는 사용

자 특성 벡터, ∆ | 는 에서 발생한 사용

자 의 기호 전이가 일어나기까지의 소요시간, 즉 

이전의 기호 전이와의 시간적 간격을 의미한다.

3.3. 성향 군집화

성향 군집화는 사용자들을 기호 전이의 유사

도에 따라 군집화하여 사용자들의 기호 변화의 

패턴을 정규화하는 과정이다. 제안하는 기법에

서는 이 패턴을 사용자의 성향으로 본다. 이 과

정은 기호 전이 유사도를 추정하고, 이 유사도를 

바탕으로 군집화를 통해 기호 전이의 패턴(성향)
을 찾아내며, 추출된 성향들을 나타내는 기호 전

이 모델을 구성하는 세 단계로 나뉜다.
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<Figure 4> Algorithm of Preference Transition Sequence Similarity

Algorithm of Preference Transition Sequence 

Similarity

: user preference transition vector of th User
: number of elements in , : similarity between i th preference 

and j th preference, : similarity between i th user and j th user, : preference transition similarity between i th 
user and j th user

3.3.1. 기호 이 유사도 추정

기호 전이 유사도는 기호의 전이 순서와 전이

간 시간 간격을 바탕으로 추정된다. 유사도의 추

정에는 윈도우가 사용된다. 유사도를 측정하고

자 하는 두 사용자 벡터에서 서로 가장 유사한 

기호를 가지고 있었던 시점을 쌍으로 묶고 유사

도 추정의 기점으로 삼는다. 그리고 이 쌍의 전

후를 윈도우를 이용해 탐색하여 그 전이 과정 또

한 유사한지 탐색한다. <Figure 4>는 와 

간의 유사도를 구하는 과정을 나타낸 것

이다.
기호 전이 유사도의 추정은 기호 벡터간의 유

사도, 기호 벡터와 사용자 벡터간의 유사도, 기
호 전이 순서와 시간 간격을 바탕으로 이뤄진다. 
<Table 5>는 기호 전이 유사도 추정 알고리즘의 

상세한 기술이다.

<Table 5> Algorithm of Preference Transition 
Sequence Similarity

For 1 →

  For 1 →

  

,
    , · ·
      

·
  End For

  IF , ,
     

  End IF

End For

For 1 →

    

,
, , , ,∆ | ∆ | ∆ | ∆ |

End For
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Algorithm of Propensity-Clustering

: i-th propensity cluster 

: center of 

While 	 ,

  For 1 → 	 	
   For 1 → 	 	
    IF , ,
      ∈
   End IF

  End For

  Following the changed model, calculate each value 
of  of each clusters.

End For

For 1 → 	
  For 1 →

   If ∑ , ∑ ,
     

   End If

  End For

 End For

End While

3.3.2. 기호 이 패턴 군집화

기호 전이 패턴 군집화는 앞서 추정된 기호 전

이 유사도, 를 바탕으로 변형된 K-NN 알고리즘

을 이용해 수행된다. K-NN 알고리즘은 원소간 

거리의 총합이 최소가 되는 군집의 중심을 찾지

만 이 알고리즘에서는 원소간 유사도의 합이 최

대가 되게 하는 군집의 중심을 찾는다. 군집의 

수는 BIC를 기준으로 결정한다.  <Table 6>은 기

호 전이 패턴 군집화 알고리즘을 기술한 것이다.

<Table 6> Algorithm of Propensity-Clustering

3.3.3. 기호 이 모델

기호 전이 모델은 각 성향의 사용자들의 기호 

전이 패턴을 마르코프 모델의 형을 빌려 나타낸 

것이다. 여기서 각 노드는 해당 성향 군집 내의 

사용자들의 기호가 되고, 간선은 노드간의 전이 

확률이 된다. 제안하는 모델의 경우 전이 확률은 

전이에 걸리는 시간에 관한 가우시안 확률 모델

이 된다. <Figure 5>는 확률 전이 모델을 도시한 

것이다.

<Figure 5> Preference Transition Model

, 는 에서 로의 전이 확률을 나타

내는 벡터로써, 산술적 확률을 바탕으로 한 전이 

확률과 전이 시간 간격에 대한 가우시안 확률 모

델의 정보를 담고 있다. <Equation 7>은 전이 확

률 모델의 간선의 정의이다.

, →→→
→∑ ∑ ∆ |

∑ ∑ ∆ | → 1
<Equation 7>

가 에 속해 있던 사용자들의 수, → 가 에서 로 전이된 사람의 

수일 때, → 는 에 속한 사람

들이 로 전이되는 비율을, → 는 
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전이의 시간 간격의 평균을, → 는 시

간 간격의 표준 편차를 말한다.

3.4. 선호도 측

선호도 예측 과정은 앞에서 구성된 아이템 군

집, 사용자 벡터, 기호 벡터, 기호 전이 모델 등을 

바탕으로 사용자의 특정한 아이템에 대한 선호

도를 예측하는 과정이다. 이 모델은 본론의 서두

에서 제시한 <Figure 1>과 같으며, <Equation 1>
과 같이 나타낼 수 있다. 다음은 선호도 예측 모

델의 구축을 위해, <Equation 1>의 각 항의 값을 

추정하는 방법을 제시한다.

3.4.1. 기호-사용자 유사도

첫 번째 항은 기호와 사용자 간의 유사도를 말

한다. 이 값이 1에 가까울수록 사용자가 해당 기

호에 속할 확률이 높아지며, -1에 가까울수록 낮

아진다. 이는 기호 벡터와 사용자 벡터 간의 코

사인 유사도를 통해 구할 수 있다. 그 과정은 

<Equation 8>과 같다.

·
<Equation 8>

3.4.2. 기호 이 확률

두 번째 항은 기호 간의 전이 확률을 말한다. 
이는 사용자가 속한 성향의 기호 전이 모델을 기

반으로 가우시안-베이지안 모델을 이용해 추정

된다. 먼저, 기호 전이 모델의 간선에 있는 전이 

시간 간격의 평균과 표준편차로부터 가우시안 

확률분포모델을 생성하고, 베이지안 모델을 이

용하여 해당 시간에서 기호 전이 확률을 추정한

다. → , 가 특정한 성향의 사용자

들에 대한 특정한 시점 t에서의 에서 

로의 전이 확률일 때, 이것을 구하는 과정은 

<Equation 9>와 같다.

→ , →→ →
      ≅ 12 →

	 	 	 →→
        →

<Equation 9>

3.4.3 기호 군집-아이템 군집 선호도

기호 벡터는 특정한 기호의 특성을 표현하기 

위해 각 아이템 군집들에 대한 기호 군집 내 사

용자들의 선호도의 평균으로 구성된다. 번째 기

호의 사용자들의 번째 아이템 군집에 대한 선호

도의 대푯값은 곧, 번째 기호 벡터의 번째 항의 

값이다.

<Equation 10>

3.4.4. 아이템-아이템 군집 유사도

특정한 아이템이 아이템 군집에 포함되어 있

을 확률은 아이템 군집의 중심과 아이템 간의 유

사도로 측정될 수 있다. 유사도 측정 방법은 

<Equation 2>에서 제시한 아이템간 유사도 측정 

방법과 같다. <Equation 11>은 아이템-아이템 군



이오준ㆍ유은순

132

<Figure 6> MAE of IBCF and CBCF according to Service Time

집 유사도의 측정 과정이다.

| ∑ 		 , 	 , 	∑ 	 , 		 	 ∑ 	 ,
<Equation 11>

4. 실험 결과  검증

본 연구에서는 두 가지 실험을 통해 제안하는 

기법이 모델 기반 CF의 성능 불안정성과 적용범

위 감소 문제를 개선하였음을 검증한다. 첫 번째 

실험은 데이터 희박성을 최소화한 환경에서 

IBCF와 CBCF, ICFEC, PCCF를 이용해 구현된 

각각의 추천 시스템들의 성능을 비교 분석하는 

것이다. 이는 모델 재생성 시점 사이의 성능 변

동 비교를 통해 제안하는 기법이 성능 불안정 문

제를 개선하고 있음을 검증하기 위함이다. 두 번

째 실험은 CBCF, ICFEC, PCCF의 군집의 개수

를 최적의 개수에서 좌우로 조절하며 시스템의 

성능 변화를 비교 분석하는 것이다. 적용범위 감

소 문제는 모델 기반 CF에서 확장성을 위해 추

천 대상 아이템/사용자의 범위를 지나치게 한정

할 경우 나타난다. 이는 CBCF의 경우에서는 군

집을 지나치게 세분화하여 추천 대상이 되는 아

이템/사용자 군집의 크기가 지나치게 작아지는 

것을 말한다. 본 연구에서는 군집 모델 상의 군

집의 수를 변화시키며, 이때의 성능 변동을 비교

함으로써 제안하는 기법이 적용범위 감소 문제

에 대해 강건성을 보임을 입증한다.
실험 데이터로는 MovieLens 1M 데이터 셋을 

사용했다. 이것은 3952개의 영화에 대한 6040명
의 사용자들의 1,000,209개의 평가점수 데이터 

셋이다. 테스트 데이터로는 이 데이터 셋 중, 시
간 순으로 마지막 28만개를 28일간, 1일당 

10,000회의 서비스 요청을 가정하였으며, 나머지 

데이터를 훈련 데이터로 사용하였다. 성능 평가 

기준으로는 선호도 예측치와 사용자의 평가점수

간의 MAE를 사용하였다. 
실험 환경은 다음과 같다. 각 알고리즘은 

Visual C++를 이용해 구현되었으며, 운영체제는 

Windows7을 사용하였고, 데이터베이스로는 MySQL 
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CBCF ICFEC PCCF

1st weekend(6th,7th) 0.428 0.596 0.172

2nd weekend(13th,14th) 0.529 0.381 0.185

3rd weekend(20th,21th) 0.361 0.224 0.147

4th weekend(27th,28th) 0.470 0.484 0.319

Average 0.447 0.421 0.205

<Table 8> Gap of MAE between before and after
of Clustering in CBCF, ICFEC, and PCCF

IBCF CBCF ICFEC PCCF

Average 1.814 1.770 1.097 0.991

Standard 
Deviation 0.283 0.345 0.336 0.326

Range 1.099 1.292 1.209 1.142

<Table 7> Average, Standard Deviation and 
Range of MAE for IBCF, CBCF, ICFEC, and 

PCCF

5.5를 사용하였다. 모든 알고리즘은 동일한 사양

을 가진 같은 시스템 상에서 실험되었다. 또한, 
IBCF는 코사인 유사도를 이용해 구현하였으며, 
CBCF는 아이템을 코사인 유사도에 따라, K-NN
을 이용해 군집화하여 유사 아이템 집합을 대신

하는 방법으로 구현하였다. 군집화 기법을 사용

하는 알고리즘들은 BIC를 이용하여 군집의 수를 

결정하였으며, 군집화는 7일에 한번, 사용자들의 

이용이 없을 때, 수행하는 것으로 가정하였다.
<Figure 6>과 <Table 7>, <Table 8>은 첫 번째 

실험의 결과를 나타낸 그림과 표이다. <Figure 
6>은 각 기법의 시간의 흐름에 따른 MAE를 표

시한 그래프이며, <Table 7>은 각각의 기법의 

MAE의 평균과 표준편차, 범위를 나타낸 표이며, 
<Table 8>은 군집화를 이용한 알고리즘들의 군

집화 전후의 성능 변동 폭을 나타낸 표이다.
ICFEC와 PCCF는 기존의 두 기법, IBCF와 

CBCF에 대해서는 큰 폭의 성능 향상을 보인다. 
성능 향상의 폭은 ICFEC의 경우 CBCF에 비해 

0.673(38.02%), PCCF의 경우 0.779(44.01%)를 보

였다. 하지만, PCCF는 ICFEC에 비해 0.106 
(9.66%)의 개선을 보이는데 그쳤다. 이는 PCCF
가 ICFEC에 비해 비교적 복잡한 구조를 가지고 

있음에 볼 때, 미미한 성능의 향상이라 할 수 있

다. 또한 표준편차의 경우에는 CBCF와 ICFEC, 
PCCF 모두가 IBCF 보다 높은 수치를 보였다. 또

한, ICFEC와 PCCF는 CBCF에 비해 0.009 
(2.68%), 0.019(5.51%) 개선되어, 개선의 정도가 

미미했다. PCCF와 ICFEC의 비교에서도 PCCF는 

0.010(2.98%)의 근소한 개선에 그쳤다. 하지만, 
PCCF의 성능 불안정성에 대한 개선은 범위의 

측면에서 보면 명확히 드러난다. CBCF와 

ICFEC, PCCF 모두 여전히 IBCF에 비해 높은 범

위를 보여주고 있다. 또한 ICFEC는 CBCF에 비해 
0.083(6.42%)의 개선에 그쳤다. 하지만, PCCF는 

CBCF와 ICFEC에 비하여 각각 0.150(11.61%), 
0.067(5.54%)의 성능 향상을 보였다. 이는 PCCF
가 CBCF의 성능 불안정성 문제를 다소 개선하

였음을 보인다. PCCF의 성능 불안정성에 대한 

개선은 <Table 8>에서 보다 명확히 드러난다. 
<Table 8>은 군집화 시점 전후에서 각 추천 기법

들의 성능 변화를 나타낸 표이다.
이는 PCCF가 모델 생성의 어려움으로 인한 

도메인 환경 변화의 누적에 대해 다른 기법들보

다 영향을 적게 받음을 보인다. ICFEC의 경우 

CBCF와 거의 유사한 폭의 성능 변화를 보이지만, 
PCCF의 경우에는 CBCF에 비해 0.242(54.14%), 
ICFEC에 비해 0.216(51.31%) 개선된 성능을 보

인다. 이는 결과적으로 PCCF가 여타 기법들에 

비해 추천의 성능에 대한 개선은 미미하지만, 
CBCF의 성능 불안정성 문제를 개선하고 있음을 

알 수 있다.
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<Figure 7> MAE of CBCF according to Number of Clusters

CBCF ICFEC PCCF

Number of Item   
Clusters 26 21 37

Number of User   
Clusters - 34 46

<Table 9> Optimal Number of Clusters of CBCF,
ICFEC, PCCF

<Figure 8> MAE of ICFEC according to Number of Clusters

두 번째 실험은 각 기법에서 최적 군집의 수를 

k라 할 때, k를 기준으로, 아이템 군집과 사용자 

군집 모두에 대해 군집의 수가 k-4에서 k+4의 범

위에서 MAE의 평균을 측정하였다. <Figure 7>
부터 <Figure 9>와 <Table 9>, <Table 10>은 두 

번째 실험의 결과를 나타낸 그래프와 표이다. 
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CBCF ICFEC PCCF

Average 2.081 1.480 1.240

Standard Deviation 0.302 0.218 0.168

Range 0.883 1.129 0.722

<Table 10> Average, Standard Deviation and 
Range of MAE for CBCF, ICFEC, and PCCF

<Figure 9> MAE of PCCF according to Number of Clusters

<Figure 7>부터 <Figure 9>는 각 기법의 군집의 

수의 변화에 따른 MAE의 변화를 표시한 그래프

이며, <Table 9>는 각 기법의 최적의 군집의 개

수를 나타낸 표이다. <Table 10>은 각의 기법의 

MAE의 평균과 표준편차, 범위를 나타낸 표이다. 
<Figure 7>부터 <Figure 9>에서 그래프의 가로축

은 아이템 군집의 개수이며, 범례의 는 

사용자 군집의 개수를 말한다.
군집의 수를 변화시키며 확장성과 성능간 트

레이드오프를 시험한 2번째 실험에서, ICFEC와 

PCCF는 모두 CBCF에 비해 개선된 성능을 보인

다. 성능 측면에서 ICFEC는 CBCF에 비해 

0.601(21.39%), PCCF는 0.841(40.41%) 개선되었

다. 또한 PCCF는 ICFEC에 비해서도 0.240 
(16.22%) 개선된 성능을 보인다. 표준편차 측면

에서 ICFEC는 CBCF에 비해 0.084(27.81%), 
PCCF는 0.134(44.37)%의 개선되었다. PCCF와 

ICFEEC의 비교에서도 PCCF는 0.050(22.94%) 개
선된 성능을 보였다. 하지만 범위의 측면에서 
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ICFEC는 CBCF에 비해 오히려 0.246(27.86%) 증
가하였다. 하지만, PCCF는 0.161(18.23%) 개선된 

성능을 보인다. 이것은 ICFEC에 비해서는 

0.407(36.05%) 개선된 수치이다. 이는 PCCF가 

확장성과 성능간 트레이드오프 문제에 대해서도 

강건성을 보이기 있음을 말한다.
본 연구에서 제안하는 기법의 검증을 위해 수

행한 두 가지 실험은 각각 성능 불안정성 문제와 

확장성과 성능의 트레이드오프 문제에 대한 강

건성을 시험하기 위한 것이었다. PCCF는 기존 

기법들에 비해 성능이 다소 향상되었지만, 이는 

PCCF 기법의 복잡성에 비교해 볼 때, 의미 있는 

성능 향상이라고 볼 수는 없다. 또한 PCCF는 데

이터의 변동 정도를 나타내는 지표인 표준 편차

의 측면에서도 의미 있는 개선을 보이지 못하였

다. 하지만, 성능의 변동 폭을 나타내는 범위의 

측면에서는 다른 기법들에 비해 개선을 보였다. 
첫 번째 실험에서는 모델 생성 전후의 성능 변동

폭에서 51.31%의 개선을, 두 번째 실험에서는 군

집 수 변화에 따른 성능 변동폭에서 36.05%의 

개선을 보였다. 이는 PCCF가 성능의 향상을 보

여주지는 못하지만, 성능 안정성의 측면에서는 

기존의 기법들을 개선하고 있음을 말한다.

5. 결론

본 연구에서는 모델 기반 CF 기법들의 공통적

인 문제점인 모델 생성 고비용으로 인한 성능 불

안정 문제와 성능과 확장성 간의 트레이드오프 

문제로 인한 적용범위 감소 문제 해결을 위해 예

측적 군집화 기반의 협업 필터링(PCCF)을 제안

하였다. 이 기법은 CBCF에 마르코프 전이확률

모델과 퍼지 군집화의 개념을 접목하여 사용자

의 기호 변화를 예측함으로써 도메인 환경의 변

화와 모델간의 괴리를 축소하고 성능 불안정성 

문제를 개선한다. 또한 전이확률모델을 기반으

로 선호도 예측의 적용범위를 동적으로 변화할 

수 있도록 하여 적용범위 감소 문제를 개선한다.
PCCF는 4개의 과정으로 구성된다. 첫째, 기호 

군집화 과정을 통해 사용자들의 기호를 정규화

하며, 둘째, 기호 전이 탐지 과정을 통해 사용자

들의 평가점수 입력으로부터 사용자들의 기호 

변화를 탐지한다. 셋째, 성향 군집화 과정을 통

해 사용자들의 기호 변화 패턴(성향)를 통해 사

용자들의 성향을 정규화한다. 넷째, 선호도 예측 

과정을 통해 선호도 예측 모델을 만들고 사용자

들의 아이템에 대한 선호도를 예측한다.
제안하는 기법의 검증은 각각 성능 불안정성 

문제와 확장성/성능 트레이드오프 문제에 대한 

강건성 실험을 통해 진행되었다. 첫 번째 실험은 

데이터 희박성을 최소화한 환경에서 IBCF와 

CBCF, ICFEC, PCCF를 이용해 구현된 각각의 

추천 시스템들의 성능을 비교 분석하였다. 두 번

째 실험은 CBCF, ICFEC, PCCF의 군집의 개수

를 최적의 개수에서 가감하며 시스템의 성능 변

화를 비교 분석하였다. 실험 결과, 제안하는 기

법은 기존 기법들에 비해 성능의 향상 폭은 미미

하였다. 또한 데이터의 변동 정도를 나타내는 지

표인 표준 편차의 측면에서도 의미 있는 개선을 

보이지 못하였다. 하지만, 성능의 변동 폭을 나

타내는 범위의 측면에서는 기존 기법들에 비해 

뚜렷한 개선을 보였다. 첫 번째 실험에서는 모델 

생성 전후의 성능 변동폭에서 51.31%의 개선을, 
두 번째 실험에서는 군집 수 변화에 따른 성능 

변동폭에서 36.05%의 개선을 보였다. 이는 제안

하는 기법이 성능의 향상을 보여주지는 못하지

만, 성능 안정성의 측면에서는 기존의 기법들을 

개선하고 있음을 의미하는 것이다.
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본 연구의 향후 방향은 기존 기법들에 비해 뚜

렷한 향상을 보이지 못한 추천 성능을 개선하는 

것을 목적으로 나아갈 것이다. 기법의 복잡성에 

비해 비교적 낮은 성능의 원인은 단순한 군집화 

알고리즘의 사용으로 인해, 인접 군집간 경계 결

정의 정확도가 낮았기 때문으로 판단된다. 따라

서, 향후 연구에서는 고차원 비모수 군집화 알고

리즘 혹은 딥러닝(Deep Learning) 기반 학습 모

델을 도입하여, 추천의 성능을 개선하는 방향의 

연구를 진행할 것이다.
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Abstract

Predictive Clustering-based Collaborative 

Filtering Technique for Performance-Stability of 

Recommendation System
1)

 O-Joun Lee*ㆍEun-Soon You**

With the explosive growth in the volume of information, Internet users are experiencing considerable 
difficulties in obtaining necessary information online. Against this backdrop, ever-greater importance is 
being placed on a recommender system that provides information catered to user preferences and tastes 
in an attempt to address issues associated with information overload. To this end, a number of techniques 
have been proposed, including content-based filtering (CBF), demographic filtering (DF) and collaborative 
filtering (CF). Among them, CBF and DF require external information and thus cannot be applied to a 
variety of domains. CF, on the other hand, is widely used since it is relatively free from the domain 
constraint.

The CF technique is broadly classified into memory-based CF, model-based CF and hybrid CF. 
Model-based CF addresses the drawbacks of CF by considering the Bayesian model, clustering model or 
dependency network model. This filtering technique not only improves the sparsity and scalability issues 
but also boosts predictive performance. However, it involves expensive model-building and results in a 
tradeoff between performance and scalability. Such tradeoff is attributed to reduced coverage, which is a 
type of sparsity issues. In addition, expensive model-building may lead to performance instability since 
changes in the domain environment cannot be immediately incorporated into the model due to high costs 
involved. Cumulative changes in the domain environment that have failed to be reflected eventually 
undermine system performance.

This study incorporates the Markov model of transition probabilities and the concept of fuzzy 
clustering with CBCF to propose predictive clustering-based CF (PCCF) that solves the issues of reduced 
coverage and of unstable performance. The method improves performance instability by tracking the 
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changes in user preferences and bridging the gap between the static model and dynamic users. Furthermore, 
the issue of reduced coverage also improves by expanding the coverage based on transition probabilities 
and clustering probabilities. 

The proposed method consists of four processes. First, user preferences are normalized in preference 
clustering. Second, changes in user preferences are detected from review score entries during preference 
transition detection. Third, user propensities are normalized using patterns of changes (propensities) in user 
preferences in propensity clustering. Lastly, the preference prediction model is developed to predict user 
preferences for items during preference prediction.

The proposed method has been validated by testing the robustness of performance instability and 
scalability-performance tradeoff. The initial test compared and analyzed the performance of individual 
recommender systems each enabled by IBCF, CBCF, ICFEC and PCCF under an environment where data 
sparsity had been minimized. The following test adjusted the optimal number of clusters in CBCF, ICFEC 
and PCCF for a comparative analysis of subsequent changes in the system performance. The test results 
revealed that the suggested method produced insignificant improvement in performance in comparison with 
the existing techniques. In addition, it failed to achieve significant improvement in the standard deviation 
that indicates the degree of data fluctuation. Notwithstanding, it resulted in marked improvement over the 
existing techniques in terms of range that indicates the level of performance fluctuation. The level of 
performance fluctuation before and after the model generation improved by 51.31% in the initial test. Then 
in the following test, there has been 36.05% improvement in the level of performance fluctuation driven 
by the changes in the number of clusters. This signifies that the proposed method, despite the slight 
performance improvement, clearly offers better performance stability compared to the existing techniques.

Further research on this study will be directed toward enhancing the recommendation performance 
that failed to demonstrate significant improvement over the existing techniques. The future research will 
consider the introduction of a high-dimensional parameter-free clustering algorithm or deep learning-based 
model in order to improve performance in recommendations.

Key Words : Recommendation System, Adaptive System, Collaborative Filtering, Hybrid Filtering, 
Clustering
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