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Recently, due to the advent of ubiquitous computing and the spread of intelligent portable device such as smart 

phone, iPad and PDA has been amplified, a variety of services and the amount of information has also increased 

fastly. It is becoming a part of our common life style that the demands for enjoying the wireless internet are increasing 

anytime or anyplace without any restriction of time and place. And also, the demands for e-commerce and many 

different items on e-commerce and interesting of associated items are increasing. Existing collaborative filtering (CF), 

explicit method, can not only reflect exact attributes of item, but also still has the problem of sparsity and scalability, 

though it has been practically used to improve these defects. In this paper, using a implicit method without onerous 

question and answer to the users, not used user's profile for rating to reduce customers’ searching effort to find out 

the items with high purchasability, it is necessary for us to analyse the segmentation of customer and item based 

on customer data and purchase history data, which is able to reflect the attributes of the item in order to improve 

the accuracy of recommendation. We propose the method of recommendation system using association rule and 

weighted preference so as to consider many different items on e-commerce and to refect the profit/weight/importance 

of attributed of a item. To verify improved performance of proposing system, we make experiments with dataset 

collected in a cosmetic internet shopping mall. 
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1. 서  론

유비쿼터스(Ubiquitous) 컴퓨팅 환경 하에서 스

마트폰과 스마트 패드 같은 지능형 단말기를 이용

한 모바일 인터넷이 생활의 일부가 되면서 정보의 

양도 급속도로 팽창하여 대량의 데이터(Big data) 

속에서 정보를 찾아내는 기술이 부각되고 있다(Park 

et al., 2013).

추천시스템은 고객을 대신하여 적합한 아이템을 

빠른 시간 내에 추천하고, 그 추천된 내용이 또한 

정확하다면 고객은 만족감을 얻을 수 있다. 추천시

스템에서 많이 사용되는 기존의 명시적인 방법의 

협업 필터링(Collaborative Filtering)은 희박성과 

확장성의 문제점을 개선하려는 연구가 진행되어 

왔으며 실제로 많은 성과가 있었지만, 근본적인 문

제점을 해결하지 못하고 있으며 아이템의 속성에 대

한 선호도를 반영되지 않는 문제점이 여전히 남아 

있다. 본 연구에서는 실시간성이 요구되는 유비쿼

터스 상거래 추천시스템을 위해서 전처리 과정을 

통하여 고객 데이터와 구매이력 데이터를 이용하

여 세분화 기법을 통하여 기반 정보를 구축하여 

활용한다. 그리고 연관규칙을 적용한 연관 아이템 

추천과 구매력이 높은 아이템 추천과 추천의 정확

율를 향상시키기 위해서 가중 선호도를 적용한 추

천시스템을 제안한다. 본 논문에서 연관규칙과 가

중 선호도를 이용한 추천 기법이 적용된 추천시스

템에 대한 적용분석을 통해서 타당성을 제시하며 

시스템 평가를 통해 그 효용성을 입증한다. 

2. 관련 연구

이 장에서는 이 논문과 관련된 선행연구를 검토

하고 선행연구의 문제점을 기술한다. 고객 및 아

이템에 대한 세분화를 통한 속성 반영을 위한 RFM 

기법과 개선된 세분화 모델인 FRAT 기법에 대하

여 기술한다. 다음으로는 연관 규칙 생성과 아이

템 선호도를 위한 군집화 기법에 대하여 기술한다. 

2.1 세분화 기법(Segmentation Method)

고객 성향과 행동 데이터를 통한 전략 수립을 

위해 고객세분화에서 보다 개선된 연구가 진행되

고 있다(Woo, 2005). 고객 세분화에서 보다 개선된 

FRAT(Frequency, Recency, Amount, Type of 

merchandise/Service) 세분화 모델에 대한 연구가 

진행되고 있다. 세분화 분석 요소인 RFM(Recency, 

Frequency, Monetarty) 분석의 확장모델로 아이

템의 종류(T)의 한 가지 요소가 더 추가된 FRAT

는 F(frequency：빈도성), R(recency：최근성), A 

(amount：구매력), T(type of merchandise/serv-

ice：구입상품수)의 개선된 분석요소를 가질 수 있

다. 개선된 세분화 분석요소를 반영할 때 F, R, A, 

T의 값은 각각 최고 5점, 최저 0점이다. 이 점수들

의 합계는 통계적 분석 방법으로 각각의 가중치(계

수)를 부여한 RFM 등식에서 T의 요소가 추가된 

것이다. 

Robert Kestnbaum은 FRAT을 적용하여 기업

들에서 컨설팅한 결과 실제로 RFM 방식의 세분화 

방법보다 더 좋은 결과를 얻었다(Gunaratne, 1998). 

고객이 최근에 어떤 아이템을 샀다는 사실이 미래 

구매행동을 예측하고 다른 아이템을 교차판매 하

는데 매우 중요한 요소로 작용하기 때문에 단순히 

모델의 점수계산 목적뿐만 아니라, 아이템 거래정

보도 고객선별에 필수정보로서 계속 보관되어 분

석데이터로 활용될 데이터인 것이다. 

FRAT = A×F＋B×R＋C×A+D×T (1)

FRAT 점수의 가중치(A, B, C, D)는 경영 상태

이나 경영 전략에 따라 변경이 가능하다. FRAT 점

수의 합계는 최고점수는 100점, 최하점수는 0점이

다. FRAT 점수를 위해서 사용되는 F, R, A, T 요

소는 예측력이 강한 변수이다. FRAT은 구매 가능

성이 높은 고객을 선정하기 위한 데이터 분석 방

법이다. 본 논문에서는 고객의 구매 가능성 세분

화를 기반으로 FRAT 점수기반의 고객과 취급되
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는 상품을 등급화하고 분석하여 추천에 활용한다. 

2.2 데이터마이닝의 연관규칙

데이터마이닝 패턴 분석은 관련이 없는 규칙을 

제거하고 흥미로운 규칙이나 패턴 발견 단계의 산

출물로부터 패턴을 추출하는 것이다. 연관규칙 탐

사는 대규모로 축적되어 있는 트랜잭션 데이터베

이스를 바탕으로 지지도(support)와 신뢰도(confi-

dence)를 이용하여 연관성이 강한 항목들을 찾아

내는 것으로 정의할 수 있다(Agrawal and Srikant 

1994). 연관규칙을 찾기 위하여 일반적으로 지지

도, 신뢰도, 향상도(lift)라는 척도를 사용한다. 지

지도는 생성된 연관규칙이 전체 항목(T)에서 차지

하는 비율을 뜻한다. 식 (2)는 전체 거래 중 X와 

Y를 포함하는 거래의 정도를 나타내는 식이다.

 
∪

(2)

 

식 (3)의 신뢰도는 X를 포함하는 거래 중에서 Y

가 포함된 거래의 정도와 연관규칙의 강도를 의미

한다. 

  ∣
∩

(3)

만약, 규칙 ‘X⇒Y’가 의미가 있다면 전체 트랜

잭션의 수에서 아이템 Y를 포함하고 있는 트랜잭

션의 비율보다는 아이템 X를 포함하는 트랜잭션

에서 아이템 Y를 포함하고 있는 트랜잭션의 비율이 

더 클 것이다. 따라서 아이템 X와 아이템 Y를 포

함하고 있는 트랜잭션이 서로 상호관련이 없다면

(두 아이템이 독립이라면), P(Y| X)와 같게 된다. 

이를 상대적으로 표현하기 위한 규칙 ‘X→Y’의 향

상도(Lift)는 식 (4)와 같이 나타낸다. 향상도는 규

칙을 모를 때에 비하여 규칙을 알 때에 얼마나 향

상되는가를 나타내고 있다.

 
 

(4)

연관규칙을 찾아내는 대표적인 알고리즘으로는 

Apriori, FP-tree, SETM, DIC, ARHP 알고리즘 

등이 있다. 연관규칙을 찾아주는 알고리즘 중에서 

가장 먼저 개발되었고 가장 많이 사용되고 있는 것

은 Apriori 알고리즘이다. 연관 규칙과 순차 패턴

이 다른 점은 연관성 규칙은 X→Y, Y→X가 모

두 의미 있지만, 순차패턴은 X→Y만 의미가 있

다. 즉, 연관 규칙은 X, Y중 어느 것이 먼저 일어

나도 관계없지만 순차패턴은 반드시 X가 먼저 발

생하는 것을 말한다. 

2.3 협력 필터링

협력 필터링(CF：Collaborative Filtering)은 고

객들의 선호도 정보를 바탕으로 유사한 성향을 가

지는 다른 고객에 의해 높은 선호를 보인 구매 아

이템 등을 고객에게 추천하는 방식이다. 고객의 구

매데이터를 기반으로 고객간의 유사도(similarity)

를 계산하고 그로부터 구매하지 않은 아이템에 대

한 선호도를 예측하는 시스템이다. 협력 필터링은 아

이템에 대한 다른 고객들의 선호도를 기반으로 하

기 때문에 협력적이라는 용어를 사용하게 된다. 협

력 필터링 시스템은 시스템이 묵시적인 자료를 사

용하는지 명시적인 자료를 사용하는지에 따라 구

분을 한다. 또한 추천 정보를 제시하는 방법으로 협

력 필터링, 인구통계학적 필터링, 규칙 기반 필터

링, 내용기반 필터링 등이 사용되고 있다. 기존의 

협력 필터링의 희박성과 확장성의 문제점을 개선

하려는 연구가 진행되어 왔으며 실제로 많은 성과가 

있었지만, 여전히 명시적인 자료를 기반으로 하기 

때문에 희박성이 존재하며, 아이템의 속성에 대한 

선호도를 반영되지 않는 문제점이 남아 있다(Jung, 

2008). 본 논문에서는 이러한 문제점 해결 방안으

로 고객에게 번거로운 질의 응답 과정이 없이 묵

시적인 방법으로 고객정보와 아이템정보, 구매이

력정보를 이용한다. 
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2.4 군집화(Clustering)

고객의 구매 이력정보로부터 구매 상품의 특징에 

따라 고객들을 군집화하거나, 고객들의 신상 정보

를 이용해 신상 정보의 유사성에 따라 고객들을 군

집화 하는 것을 의미한다. 군집화의 대상이 되는 객

체(Object)들은 각 객체의 특성을 나타내는 속성을 

가지고 있다. 객체들은 군집화를 통해서 특정 군집

에 속하게 되며, 각 군집은 소속 객체들의 속성 정

보를 소유한다. 객체에 대한 군집화 결과를 분석하

면 각 군집에 분포된 객체들의 분포도에 대한 정보를 

얻을 수 있다. 가장 많이 사용되는 군집 기법으로 

K-means 군집 기법이 있다(Cho et al., 2012a; Cho 

et al., 2012b). 본 제안 방법과 같이 고객의 구매 

이력정보로부터 구매 상품의 특징에 따라 고객들

을 군집화를 위해서 상품을 목록화하여 상품 카테

고리 선호도를 생성한다. 동일 계층을 이루는 하

나의 상품코드를 갖는 상품을 구매한 고객들은 동

일 군집의 원소가 된다. 일반적으로 고객 구매 상

품 리스트에서 인터넷 쇼핑몰의 장바구니를 거쳐 

실제로 구매과정을 거친 고객의 구매 상품 리스트

를 기준으로 군집화를 수행하면 상품코드 번호 기

반 고객 군집 테이블을 생성할 수 있다.

3. 연관규칙과 가중 선호도를 이용
한 추천시스템 

이 장에서는 묵시적인 방법으로 고객 데이터와 

구매 이력 데이터를 바탕으로 연관규칙과 가중 선

호도를 이용한 추천시스템을 제안한다.

3.1 관련 정의

이 절에서는 군집화를 위한 사용자정보 변수에 

대한 정의를 하고 아이템에 관련된 분류체계와 선

호도에 관한 정의를 하고, 제안 기법인 연관규칙

과 가중 선호도를 이용한 추천시스템에 관련된 가

정, 요구조건 그리고 정의와 그 방법을 기술한다. 

본 논문에서는 추천시스템을 설계하기 위해서 다

음과 같은 가정을 전제로 한다.

[가정 3.1] 인터넷 쇼핑몰의 운영 및 관리 측면에서 

고객의 신상정보는 지불이 이루어지는 

전자상거래관계이므로 정확한 정보로 활

용될 수 있음을 가정한다. 따라서 이 논

문에서는 고객의 회원정보 이외에 평가 

자료를 위한 불필요한 사용자 프로파일

은 생성하지 않는다.

[가정 3.2] 인터넷 쇼핑몰의 운영 및 관리 측면에서 

생성되는 웹 로그 파일은 축적된 대용량 

웹로그 데이터를 복잡한 전처리 과정을 

거쳐 분석하게 되면 실시간 처리의 도

입에 어려움과 전처리 과정의 부정확성 

우려로 활용하지 않는다고 가정한다.

고객집합 U는 U = {, , , …, }, 아이템

집합 I는 I = {, , , …, }, 아이템 카테고리 

집합 C는 C = {,, , …, }로 표현한다. 이때 

쇼핑몰의 고객은 , 쇼핑몰의 아이템을  , 아이

템 카테고리를 로 나타낸다. 아이템들은 특징에 

따라 특정한 카테고리에 속하게 되며 아이템 카테

고리는 단일 계층구조(single hierarchy)의 트리구

조를 갖는다.

[정의 3.1] 함수 Pre_icd(id, code, date)에서 고객

(id), 아이템카테고리에 속한 아이템 코

드(code) 그리고 아이템, 구매 시에 대한 

선호도를 나타낸다. 즉 임의의 구매일자

(date)는 구매일자와 time stamp를 포

함하며 고객이 아이템카테고리 속한 아

이템(브랜드아이템)에 대한 선호도를 

나타낸다. 

[정의 3.2] 가중 선호도：선호도 P에 대한 가중 선

호도(Weighted Preference)는 다음과 같

이 정의된다. 가중치 Weight (P)는 고
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객점수(Score) 등급별 가중치를 나타낸

다. 고객점수 등급별 가중치는 고객의 

점수 등급의 인원건수(Mcount)를 전체 

인원건수(N)로 나누어 계산한다. 

  
  





 (4)

예를 들면 고객점수가 60점 이상 80점 미만의 

등급별(i = 3) 고객인원 건수는 164명으로 전체 고

객인원 222명으로 나누면 고객 점수 등급별 가중

치를 산정할 수 있다.

3.2 가중 선호도 산출 절차

일반적으로 가중 선호도 산출은 전처리과정에서 

이루어 진다. 가중 선호도 산출은 다음 단계별 처

리과정으로 설명할 수 있다.

Step 1：로그인 사용자와 사회적 변수인 고객분류

코드(4자리：나이-성별-직업-고객성향)가 

같은 전처리된 군집에서 구매이력 데이터

를 추출한다. 

Step 2：해당 구매데이터를 사용자id별, 상품코드

별로 취합한다. 

Step 3：해당 구매데이터 사용자id별, 상품코드별

로 구매건수를 계산한다.

Step 4：해당 구매데이터 사용자id별로 가중치를 

적용하여 구매건수를 계산한다.

Step 5：해당 구매데이터 사용자id별, 상품코드별

로 가중 선호도인 확률인 가중 구매율을 

계산한다

Step 6：상품 카테고리별 선호도를 집계한다.

Step 7：로그인 사용자와 고객 분류코드가 같은 구

매 군집 내에서 가장 높은 상품카테고리를 

선택하여 브랜드 상품점수가 높은 상품을 

추천한다.

3.3 가중 선호도를 이용한 추천처리

로그인 고객 id가 속한 고객점수 등급별 가중 선

호도 계산에서는 구매건수에 고객 등급 가중치를 

곱하여 계산한다. 다음은 추천의 정확율을 높이기 

위한 가중 선호도를 이용한 추천 절차 알고리즘을 

나타낸 것이다. 상세 설명 내용은 제 4.3절 제안 추

천기법의 시스템 적용의 아이템 추천 과정과 제안 

추천기법의 시스템 적용 실험을 참조할 수 있다. 

 

 <Table 1> Procedural Steps for Recommendation 
Using Weighted Preference 

Step 1：사용자 정보변수를 이용하여 로그인 고객과 

성향이 같은 구매이력 데이터를 추출한다.

Step 2：전처리과정으로 FRAT 기반 고객점수와 

아이템점수를 계산 및 관리한다. 

Step 3：시스템은 로그인 고객과 성향이 같은 구매 

이력 데이터를 기준으로 고객점수 구간별 구

매 건수를 집계한다.

Step 4：시스템은 집계된 FRAT 기반 고객점수파일

을 기반으로 FRAT 기반 인원건수 점유율을 

산정하여 가중치 비율을 구한다.

Step 5：시스템은 발췌된 구매데이터를 기준으로 아

이템 선호도를 계산할 때 구매 건수에 가

중치 비율을 적용한다

step 6：가중치가 적용된 선호도 확률이 높은 아이

템 카테고리 중에서 아이템 점수가 높은 브

랜드 아이템을 추천아이템들을 생성한다. 

Step 7：추천 아이템의 연관 아이템을 추천하기 위

해서 연관규칙 마이닝 테이블과 조인하여 

연관 아이템들을 Top-N의 추천 아이템 

목록으로 생성한다.

Step 8：추천 시 추천된 아이템과 중복 추천되지 

않도록 한다. 

다음은 위의 단계(Step)별 상세 주요 설명이다.

Step 1에서 사용자 정보변수는 나이-성별-직업

-고객성향 코드 4자리를 이용하여 로그인 고객과 

동일한 구매이력 데이터를 SQL을 이용하여 발췌

한다. Step 2에서 고객 및 아이템(상품)의 FRAT 

점수를 점수 산출식 식 (1)을 이용하여 FRAT 요소

의 F는 30점, R은 25점, A은 30점, T는 15점으로 

100점 만점으로 안분하여 각각 계산한다. Step 

3～Step 5에서는 Step 3에서는 Step 1에서 발췌된 

구매이력 데이터를 고객점수구간별 집계하며, Step 

4에서는 [정의 3.2]에 따라 각각의 고객점수 등급

별 고객인원 건수를 전체 고객인원 222명으로 나
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나이별 분포 성별 분포

직업별 분포 고객 상황

피부 타입 고객 만족도

   <Figure 1> The Statistic by Each Factor of 
Customer's Property

누면 고객점수 등급별 가중치를 산정한다. Step 5

에서 구매 건수에 가중치 비율을 적용한다. Step 6

에서는 가중 선호도가 적용된 아이템 카테고리 중

에서 아이템 점수가 가장 높은 브랜드 아이템을 

추천 아이템으로 생성한다. Step 7에서는 교차판

매 목적으로 선택사양으로 로그인 사용자가 연관 

아이템을 원할 경우 전처리된 연관규칙 마이닝 테

이블을 참조하여 연관 아이템을 추천하여 Top-4

목록을 추천한다. Step 8에서는 추천된 아이템이 

중복되지 않도록 중복 체크를 검사한다. 

4. 실험 및 성능 평가 

제안 기법을 화장품을 전문적으로 취급하는 인

터넷 쇼핑몰을 대상으로 실험하여 FRAT의 적용 

분석을 바탕으로 결과를 도출하여 검증한다. 검증

된 결과를 바탕으로 시스템을 분석 및 평가를 하

여 제안 기법의 효용성 입증한다. 

4.1 실험 환경

시스템 구현 및 실험 환경은 윈도우 운영체제 하

에서 AMP(Apache/MySQL/PHP) 웹서버 환경 하

에서 Web Server는 Apache 2.2.14/WAP 2.0, 

Server-Side Script는 JSP/PHP 5.2.12, Client- 

SideScript는 XHTML4.0/WML2.0/HTML5.0/CS 

S3/JAVASCRIPT, Database는 MySQL 5.1.39, 

J2SDK(1.7.0_11), MySQL JDBC, jQuery Mobile, 

jakarta-tomcat(5.0.28)이다.

4.2 실험 데이터 구성 

제안 시스템에 대한 시스템 평가를 위한 데이터 

구성은 학습데이터(Training data)와 실험데이터

(Test data)로 구분하여 구성하였다. 기간은 과거의 

구매데이터로 학습데이터(21개월) 셋을 구성하였

고, 그 이후 3개월간의 구매데이터로 이루어진 실

험데이터(3개월)로 추천시스템의 성능을 평가하기 

위한 실험테스트 셋으로 구성하였다. 추천시스템

에 대한 평가를 위한 실험데이터의 구성은 쇼핑몰

을 이용해 본 경험이 있는 고객 222명의 고객정보

와 그리고 현재 화장품을 전문적으로 판매하는 인

터넷 화장품 쇼핑몰의 화장품 분류에서 사용하고 

있는 다종 다양한 화장품 874개를 대상으로 그들의 

추천 1,975건의 구매데이터를 이용하여 화장품 아

이템 분류체계에서 대․중․소 분류로 실제 쇼핑

몰에서 사용되는 실 데이터를 중심으로 고객정보

와 상품정보 구매이력데이터에 대한 학습데이터와 

실험데이터 셋을 구성하였다. 윈도우 환경에서 인

터넷 화장품 쇼핑몰을 적용 연구를 위해 세분화기

법을 적용을 통하여 전체의 데이터에서 발췌된 고

객정보, 상품정보 그리고 구매이력정보를 기반으로 

프로토타입핑으로 데이터베이스가 구축되었다. 

4.2.1 실험데이터 검증을 위한 고객 데이터 구성

다음은 제안한 기법을 검증하기 위한 구성한 데

이터 셋 구성시 실제 사용자의 특징을 반영한 적

용분석 결과이다. 실험 데이터 구성은 인터넷 쇼

핑몰에서 수집되는 고객의 신상정보는 인터넷 보
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안의 위험으로 위축된 것은 사실이다. 또한 업체

에서도 보안시스템 강화 및 고객 주민번호 같은 것

에 대한 입력항목을 제외하는 등 많은 적극적인 노

력을 보이고 있다. 그러나 실물 경제처럼 지불이 

이루어지며 배송 등 전자상거래 관리 측면에서 비

교적 정확한 정보 관계이므로 정확한 정보로 활용

될 수 있음을 가정한다. 실험데이터는 고객 특성

을 분석 반영하여 구성하였다. 고객의 구매 특성

상 많은 점유를 차지하는 고객은 상대적으로 많은 

구매데이터를 갖는다. 즉 고객정보는 고객 상픔 코

드기반 고객 구매데이터 군집과 밀접한 연관성이 

있다. 실험데이터 적용을 위한 적용분석 결과는 

다음과 같다. 전체 회원 수가 222명으로 고객특성 

분석 결과는 <Figure 1>과 같다.

4.2.2 실험데이터 검증을 위한 구매데이터 구성

다음은 제안한 기법을 검증하기 위한 적당한 실험 

데이터 구성을 위해 실험 데이터 셋 구성시 고객 

222명의 고객정보와 1,975건의 구매데이터를 이용

하여 총 878개의 상품중 757개의 상품이 구매된 

결과가 산출되었다. 다음은 구매데이터의 적용분

석 결과이다. 

적당한 실험데이터를 기반으로 <Table 2>는 세

분화 기법을 통하여 고객 및 상품 점수가 계산되

었으며 점수 등급별 고객건수와 구매건수 현황을 

통하여 적당한 실험데이터 구성을 상세화하여 명

확하게 나타내었다. 

<Table 2> Table of Classification Code for Customer

x x x x

나이 성별 직업군 고객 성향

10대：1

20대：2

30대：3

40대：4

50대：5

60대：6

70대：7

80대：8

남：1

여：2

농업：1

상업：2

제조：3

서비스：4

학생：5

주부：6

공무원：7

군인：8

기타：9

-가격민감형：1

-브랜드추구형：2

-랜덤형：3

  <Table 3> The Statistic by Each Level Based on 
Experimental Data

score scope level
user

count

purchase

count

score 90 >= 1 1 0

80～89 2 3 1

60～79 3 176 48

40～59 4 39 420

20～39 5 3 288

score < 20 6 0 0

total 222 757

0
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<Figure 2> The Statistic of Number of Data by 
Each Level Based on Experimental Data

4.3 제안 추천기법의 시스템 적용

4.3.1 아이템 추천 과정 

로그인 사용자가 사이트에서 구매한 사실 유무

에 따라 추천방법을 다르게 적용한다. 로그인 사

용자의 사용자정보 변수를 적용한 고객분류 코드

가 같은 사용자 군집을 발췌하여 고객 성향이 유

사한 고객들이 구매한 구매데이터를 기준으로 사

용자별 아이템 카테고리별 선호도를 산출하여 상

품점수가 높은 아이템 TOP-4를 추천한다. 반면에 

로그인 사용자가 사이트에서 구매한 사실이 없을 

경우에는 로그인 사용자의 사용자정보 변수를 적

용하여 분류코드가 같은 사용자 집단을 군집화하

여 사용자 FRAT 점수가 80점 이상의 사용자들이 

구매한 아이템 TOP-4를 추천한다. 
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4.3.2 제안 추천기법의 시스템 적용 실험

이 절에서는 제안 추천 기법인 연관규칙과 가중 

선호도를 이용한 추천 기법이 적용된 제안 시스템

에서 추천 절차를 실험데이터를 이용하여 추천과

정을 설명한다. 

Step 1：사용자 정보 변수를 이용한 사용자 군집 

정보 추출 한다.

Step 2：구매이력 데이터가 존재하는 경우 추출된 

사용자 군집 정보(사용자 ID포함)를 이용

하여 구매이력 데이터 를 발췌하여 고객-

아이템별 가중 선호도를 산출한다.

Step 3：산출된 가중 선호도를 아이템군집(소분류 

코드별)으로 집계하여 내림차순으로 정렬

한다.

Step 4：추천 아이템 리스트를 구성한다.

Step 5：사용자가 연관아이템을 원할 경우 추천아

이템의 연관 아이템을 추출하여 추천 아이

템 리스트를 작성한다. 그렇지 않으면 

Step 6으로 간다.

Step 6：추천 아이템 4개를 제시한다.

위의 추천과정에서 추천 대상 고객인 로그인 사

용자는 아이템을 추천하기 위해서 고객의 군집 데

이터가 이용할 수 있도록 고객 정보를 사용자 정보 

변수인 고객 분류 코드(4자리：나이-성별-직업-

고객성향)를 통하여 군집 스캔에 사용될 수 있도

록 전처리 작업한다. 시스템은 로그인 사용자와 분

류코드가 같은 고객정보를 읽어서 발췌된 고객정

보와 구매이력 데이터를 조인하여 가중 선호도 군

집화과정을 전처리 작업한다. 시스템 적용 실험은 

특정 로그인 사용자와 성향이 같은 사용자정보 변

수가 적용된 가중 선호도 군집데이터를 선택하여 

추천 처리 절차에 따라 실험데이터로 이용할 수 있

다. 다음은 예를 들어서 추천과정을 설명한다. 특정 

사용자가 로그인 되면 시스템은 고객정보를 스캔

하여 사용자정보 변수인 고객 분류 코드(4자리：

나이-성별-직업-고객성향)를 스캔한다. 예를 들면 

로그인 사용자와 성향이 같은 3：30대, 2：여성, 

5：학생, 1：브랜드 추구형)를 갖는 고객 분류코드

(분류코드：3251)를 이용하여 전처리된 가중선호

도 군집내의 구매데이터를 이용한다. 물론 즉시 

처리를 위한 추천서비스 제공을 위해서 가중 선호

도 군집데이터를 이용한다. <Figure 3>의 2-2단

계는 전처리 과정에서 가중 선호도 산출을 위한 과

정을 제안 추천 방법을 이용한 시스템 적용 실험 

결과화면에 한 단계로 나타낸 것이다. 전처리 과

정에서 각 단계의 실험은 위에서 제안된 추천처리 

절차 단계별로 진행되었다. 그 실험 결과화면은 

<Figure 3>과 같이 제안 추천 처리 단계별로 구

축된 데이터베이스 테이블을 이용한 실행된 SQL 

명령의 실행결과를 콘솔 화면에 나타낸 것이다. 다

음은 제안된 추천 방법을 이용한 시스템 적용 실

험 절차에 따른 결과화면이다. 

1. 사용자정보변수 고객정보 
발췌

2-1. 구매데이터 추출 

 2-2. 고객-아이템별 가중 
선호도 산출

 3. 아이템군집으로 집계하여 
내림차순 정렬

 4. 추천 아이템(4) 리스트 
구성

 5. 연관아이템 추출&추천 
리스트(내림차순) 작성

 6-1. 추천아이템 결과 
화면(internet)

 6-2. 추천 연관아이템 결과 
화면(internet)

<Figure 3> The Result of Screen for Application 
Test for the Process of Recommendation 
System Using Proposal Method 
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다음은 전처리과정에서 이루어 단계별 <Table 

4>의 시스템 적용 실험의 단계(Step)별 주요 내용

이다. 

 

<Table 4> The Experimental Steps of Procedural 
Process for the Application of System

단계 

번호
주요 내용

1.

로그인 사용자의 고객 분류코드(4자리：나이- 

성별-직업-고객성향)를 이용하여 고객정보를 

발췌한다.

2-1. 
로그인 사용자와 같은 발췌된 고객정보를 

조인하여 구매이력데이테를 발췌한다. 

2-2.

발췌된 전체분 구매이력데이터를 이용하여 

고객(id)별 아이템(아이템코드)별 가중 선호도를 
계산한다.

3.
아이템군집별로 가중선호도 집계하여 내림차순 
정렬한다.

4.
아이템군집별로 선호도가 높은 군집을 찾아 
추천 아이템 TOP4를 리스트를 작성하기

5.
로그인 사용자가 연관 아이템을 원할 경우 
연관아이템 추출하여 추천리스트를 작성하기 

6-1. 추천 아이템 화면에 출력 하기(유선 웹)

6-2. 추천 연관아이템 화면에 출력 (유선 웹))

7. iPhone Simulator를 이용한 출력(모바일웹)

위의 시스템 적용 실험 결과화면에서 시간과 장

소에 제약을 받지 않는 u-Commerce 추천에서 전

처리과정을 통하여 아이템의 중요도가 반영된 연

관규칙과 가중 선호도를 이용한 추천시스템에 적

용 가능하다. 시간과 장소에 제약을 받지 않는 u- 

Commerce 추천에서 전처리과정을 통하여 즉시성

을 확보한 아이템의 중요도가 반영된 추천에 대한 

연관규칙과 가중 선호도를 이용한 추천시스템을 

모바일 이동 단말기에도 적용 가능하다. 

<Figure 4> 추천아이템 결과 화면은 즉시성이 

확보된 기반정보를 바탕으로 iPhone Simulator를 

스마트 폰 실험 결과를 적용 이유는 시간과 장소

에 제약을 받지 않는 u-Commerce 추천에서 전처

리과정을 통하여 아이템의 중요도가 반영된 연관

규칙과 가중 선호도를 이용한 추천시스템에 적용 

가능하다는 의미이다.

<Figure 4> The Screen of Result for Recommending 
Items 

4.4 분석 및 성능 평가 

추천시스템의 전체적인 성능 평가는 예측 값과 

실제 값의 차이를 표시하여 정확성 측면에서 성능

을 평가하기 위한 MAE(Mean Absolute Error) 방

식을 사용하였다. MAE는 실험집단의 모든 항목

의 오차를 동일한 것으로 인식하기 때문에 정보의 

흐름을 예측하고자하는 경우와 예측 대상을 알지 

못하는 경우에 적절하다. 연산 방식이 간단하고, 

두 시스템 간의 차이를 파악하기 위한 도구로써 

검증을 받았기 때문에 여러 연구에서 예측의 정확

성을 평가하기 위한 도구로 사용되어 왔다. 기존 

방법인 협업 필터링 추천에서는 평가 자료 구성시 

수천개나 되는 전자상거래 아이템에 대한 다종 다

양하게 실시간 질의 응답을 받아 평가하기 위한 

평가 자료 구성과 속성 분석하기가 사실 상 불가

능하고 제시된 방안도 없어 현업 적용에 어려움이 

있었다(Jung, 2008). 본 논문에서는 MAE에 대한 

실험을 제안방법 적용한 제안시스템과 가중치가 

적용되지 않은 기존시스템을 비교 실험하였다. 여

기서 기존시스템은 가중치가 적용되지 않은 우선 

첫 번째, 실험으로 MAE에 의해 예측의 성능을 평

가하였다. 추천시스템의 예측 값의 정확성을 평가

하기 위해 MAE를 사용하였고 식 (5)과 같이 산출

하였다(Herlocker et al., 1999).




 



  

(5)
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N은 총 예측 회수를 나타내고, 는 예측 값과 

실제 값의 오차를 나타내며 i는 각 예측 단계를 나

타낸다. 즉 MAE는 사용자의 실제값과 예측값의 

차이의 합을 총 예측 횟수로 나눈 것이다. <Table 

5>은 식 (5)를 이용하여 예측 값의 정확성 평가를 

수행한 결과이다. P-count는 상품 군집별 구매건

수를 의미한다.

<Table 5> The Table of MAE by Comparing 
Proposal System with Existing System

P-count Proposal Existing

MAE

50 0.48 0.81

100 0.23 0.39

250 0.11 0.16

500 0.09 0.11

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

50 100 250 500

Proposal

Existing

<Figure 5> The Figure of MAE by Comparing 
Proposal System with Existing System

이 실험에서 MAE가 고객 구매수 증가에 따라 

MAE가 낮아진다는 의미는 성능이 향상되고 있음

을 의미을 알 수 있다. 다음은 두 번째 실험으로 

정확율(Precision)와 재현율(Recall)은 주로 추천리

스트를 평가하기 위한 방법으로 사용되고 있으며 

정보검색 분야에서 보편적으로 사용되고, 추천분

야에서도 사용되는 평가 척도를 이용되고 있다. 

실험에 참여한 고객은 222명, 다종 다양한 제품 

875개의 화장품, 구매데이터 1975건이며 평가를 

위한 데이터 셋 구성과 방법은 다음과 같다. 과거

(21개월)의 구매데이터로 학습데이터(21개월) 셋

을 구성하였고, 학습데이터를 통하여 학습한 후 실

험테스트 데이터 셋인 학습된 이후의 실험데이터

(3개월)을 구성하여 추천시스템에 대한 예측을 실

시하여 성능을 평가하였다. 시스템 성능은 social 

data에 기반한 화장품 추천에서의 추천의 유효성

과 추천시스템의 전체적인 성능 평가 방향으로 진

행하였다. 우선 초기 화장품 추천의 유효성을 실

험에 참가한 고객들의 구매데이터와 제시되는 화

장품의 비교를 통해 이루어졌다. 제안 추천시스템

을 통해 추천된 추천 선호도가 높은 Top-N (N = 

4)개를 추천하였고, 이 N의 추천 목록에 대하여 

정확율, 재현율, F-measure를 평가하였다. 아이템 

추천에 관하여 TOP-4를 선택하는 이유는 스마트 

폰의 화면사이즈 조정도 있지만 마켓터의 주관적 

요소를 반영하여 추천의 선호도 확률 0.25를 임계

값으로 설정해서 구매력에 대한 선택 효력이 있을 

것으로 간주하였다. 정확율은 추천의 정확율을 평

가하기 위한 방법으로 추천 목록의 정확성이 어느 

정도 정확한가를 평가하기 위한 방법으로서, 추천

시스템이 고객에게 추천한 상품 갯수 중에서 실제

로 고객이 구매한 상품의 비율이다. 재현율은 추

천시스템의 추천 상품 중에서 실제로 고객이 구매

한 상품의 비율이다. 정확율과 재현율 관계는 정

확율이 높으면 재현율이 낮고, 정확율이 낮은면 

재현율이 높은 관계이다. 그러므로 F-measure는 

정확율과 재현율을 두 척도를 보완하여 결합한 평

가방법으로 시스템의 전체적인 성능을 평가할 수 

있는 척도로 사용하였다.

정확율추천아이템 갯수
고객이 구매한 아이템 갯수

  (6)

재현율고객이구매한아이템갯수
추천시스템의 추천아이템중고객이구매한아이템갯수

  (7)

 추천아이템갯수
정확률×재현율

  (8)

추천받는 대상이 되는 특정 로그인 고객과 고객 

분류코드가 동일하고 가장 많은 분포로 이루어진 

상품 점수대의 군집 데이터를 이용한다. <Table 6>

은 군집별 추천의 정확율와 재현율을 분석한 결과를 

나타낸 것이다.
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<Figure 6> The Result of Recommending Ratio by 
Precision 
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<Figure 7> The Result of Recommending Ratio by 
Recall 
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<Figure 8> The Result of Recommending Ratio by 
F-Measure

<Table 6> The Result for Table of Precision/ 
Recall/F-Measure for Recommendation 
Ratio by Each Cluster

Cluster 
No.

Proposal Existing

Preci
sion1

Recall1
F-mea
sure1

Preci
sion2

Recall2
F-mea
sure2

C1 50.00 15.48 23.64 12.00 60.29 20.02

C2 33.33 16.67 22.22 10.71 52.54 17.80

C3 100 16.67 28.57 10.86 54.14 18.09

C4 29.17 15.48 20.22 11.35 55.44 18.84

C5 37.38 13.86 20.22 11.00 27.55 15.72

C6 38.89 14.81 21.46 10.70 46.81 17.42

C7 43.33 25.00 31.71 12.37 41.67 19.07

C8 48.52 14.05 21.79 11.07 30.33 16.21

C9 41.67 15.48 22.57 10.68 41.01 16.94

C10 54.00 25.33 34.49 10.86 40.32 17.11

C11 35.33 15.12 21.18 11.26 46.25 18.11

<Figure 6>, <Figure 7>, 그리고 <Figure 8>은 

<Table 6>의 결과를 바탕으로 군집별 정확율와 

재현율 그리고 F-measure의 성능 평가이다. 군집

번호는 상품코드 기반 구매데이터 군집(Cluster)들

을 나타낸 것이다. 군집분석 결과에서 제안 방법

의 군집들 간에 군집의 F-measure 평균율(24.37 

%) 이상인 군집이 크게 차이나는 군집이 비록 3개

이지만 모든 제안 방법의 군집들은 기존의 군집의 

F-measure 평균율(17.76 %) 이상인 것으로 나타

났다. 또한 군집 가중 선호도가 적용된 제안 방법

은 가중치가 적용되지 않은 기존 방법보다 군집별 

평균 정확율에서 35.34%의 높은 결과를 나타내었

고 비록 군집별 평균 재현율에서 가중치가 적용되

지 않은 기존 방법보다 낮은 –28.03%의 결과를 

나타내었지만 군집별 평균 F-measure에서 6.61% 

높은 결과를 나타내었다. 본 논문의 제안 방법은 

시간에 따라 변화하는 고객의 선호도는 시간이 지

남에 따라 상품의 속성값이 바뀔 수 있는 점을 반

영하고 추천의 정확율를 개선하기 위해서 고객 세

분화 기법인 FRAT 분석 기법을 이용하였다. 상품 

의 종류를 고려하고 상품의 중요도를 반영하기 위

해서 전처리 작업으로 연관규칙과 가중 선호도를 

처리하여 추천시 활용하였다. 사용자에게 번거로

운 질의 응답 과정이 없이 묵시적인 방법을 이용

하여 구매력이 높은 아이템을 찾는 고객의 탐색 

노력을 줄이기 위해서 고객데이터와 구매이력데이

터를 이용하여 고객정보 변수를 이용하여 고객성

향이 같은 군집을 이용하여 구매력이 높은 아이템 

추천이 가능한 추천시스템 구성이 가능하였으며 

유비쿼터스 상거래에서 요구되는 실시간성과 즉시
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성이 제공할 수 있었다.

5. 결론 및 향후 과제 

본 논문에서는 기존의 협력필터링의 문제점을 

극복하기 위해서 고객 데이터와 구매이력 데이터

를 이용하여 사용자정보 변수와 세분화 분석을 통

한 가중 선호도기반으로 군집화하여 추천 처리를 

위한 기반을 구축하여 고객별 선호도를 파악하기 

위해서 아이템 분류체계 기반의 고객별 아이템 카

테고리를 통한 선호도 분석의 기반을 구축하였다, 

효율적인 실시간 추천을 위하여 세분화를 통한 가

중 선호도의 계산 작업 및 학습관리하여 군집화에 

대한 전처리 작업을 수행하였다. 그리고 연관규칙 

마이닝을 이용한 연관규칙 생성으로 고객의 선택 

사양으로 연관규칙의 척도에 따른 교차판매 및 상

위판매가 가능한 연관규칙 기반으로 마이닝 결과

를 제공하였다. 추천 시스템 평가의 제한점으로 온

라인 쇼핑몰에서 요구되는 시스템 평가를 위한 추

천의 정확율, 재현율, 그리고 F-measure를 측정하

기 위한 가상 추천 방법등 다양한 추천 방법의 연

구가 요구된다. 제안 기법의 실제 적용시 실시간성

을 제공하기 위한 전처리 작업 후 성능 조정을 위한 

시스템 튜닝 작업이 남아 있다. 향후 연구로는 대

규모 거래가 이루어지는 전자상거래에 제안 기법

을 적용하여 추천의 적용분석을 통한 안정성을 확

보하는 것이 필요하다.
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