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의사 샘플 신경망에서 학습 샘플 및 특징 선택 기법
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요 약

의사샘플신경망은학습샘플의수가적은경우학습된신경망이국부최적해에빠져성능이저하되는것을보

완하기 위해 기존 샘플들로부터의사샘플을 생성하고 이를 통해 해공간을 평탄화 시킴으로써 학습된신경망의 성

능을향상시킬수있는신경망의변형이다. 이는학습샘플의양에관한문제로이논문에서는이에더해학습샘플

의질을향상시킴으로써학습된신경망의성능을더욱높일수있는방법을제시하였다. 잡음이적게포함된전형적

인 학습 샘플들만이주어지고 입력 특징 중 출력과연관성이 높은 특징만을 사용함으로써학습된 신경망의 성능을

높일수있음은자명하다. 따라서이논문에서는커널밀도추정을통해비전형적인학습샘플을제거하고입력값이

출력값에미치는영향을나타내는연관성척도를사용하여연관성이적은특징을제거함으로써의사샘플신경망의

성능을향상시킬수있음을보였다. 제시한방법의유효성은토석류데이터를이용한실험을통해확인할수있다.

▸Keywords :의사 샘플 신경망, 샘플 선택, 특징 선택, 커널 밀도 추정, 연관성 척도

Abstract

Pseudo sample neural network (PSNN) is a variant of traditional neural network using pseudo

samples to mitigate the local-optima-convergence problem when the size of training samples is

small. PSNN can take advantage of the smoothed solution space through the use of pseudo

samples. PSNN has a focus on the quantity problem in training, whereas, methods stressing the

quality of training samples is presented in this paper to improve further the performance of PSNN.
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It is evident that typical samples and highly correlated features help in training. In this paper,

therefore, kernel density estimation is used to select typical samples and correlation factor is

introduced to select features, which can improve the performance of PSNN. Debris flow data set is

used to demonstrate the usefulness of the proposed methods.

▸Keywords : Pseudo sample neural network, Sample selection, Feature selection, Kernel

density estimation, Correlation factor

I. 서 론

신경망은폰노이만식컴퓨터가지능적과제를수행하도록

프로그램 하는 일이 매우 어려우며 뇌에서 수행되는 계산 과

정은 컴퓨터에서 수행되는 계산 과정과 차이가 난다는 점을

인식하면서 생겨난 방법으로 고도의 병렬처리 방식과 정보의

분산저장을그특징으로한다. 신경망은입력과출력사이의

임의의 관계를 학습할 수 있을 뿐만이 아니라 체계적인 학습

방법이정립되어있어분류기뿐만이아니라회귀분석의도구

로도 그 활용도가 높다[1].

신경망을 사용하는 과정은 크게 학습 과정과 사용 과정으

로 나눌 수 있으며 학습 과정에서 학습 샘플의 중요성은 잘

알려져있다. 학습샘플의개수가적은경우에는학습된모델

이 국부 최적해에 빠져 성능이 저하되는 문제점이 있으며 이

처럼 충분하지 못한 학습 샘플의 크기로 인해 학습된 시스템

의 신뢰성이 떨어지는 문제를 SSS (Small Sample Size)

문제라고 한다[2-3]. SSS 문제의 해결을 위해서는 충분한

학습 샘플의 확보가 필요하지만 문제에 따라 충분한 학습 샘

플을 확보하는 것이 어려울 수 있다. 이러한 SSS 문제를 완

화하기 위해 기존 학습 샘플을 이용하여 의사 샘플을 생성하

고이를학습에사용하는의사샘플신경망(Pseudo Sample

Neural Network, PSNN)이 제안되었고 실험을 통해 학습

샘플의 크기 문제를 일부 해결할 수 있음이 입증되었다[4].

PSNN은 학습 샘플의 크기 문제를 완화시키는 방법이다.

하지만학습샘플의크기와더불어학습샘플의품질역시학

습에서 중요한 역할을 한다. 학습 샘플의 품질은 두 가지 측

면에서 생각해볼 수 있으며 학습 샘플의 전형성(typicality)

과 출력값 결정에 기여하는 정도가 그것이다. 전형적인 샘플

은 잡음이 많이 포함되지 않은 학습 샘플을 말하며 비전형적

인 샘플은 학습된 모델의 구조를 왜곡시켜 성능 저하를 유발

하는원인이된다. 비전형적인학습샘플의선택을위한기준

은 여러 가지가 있으며 분포 함수를 추정하고 주어진 샘플이

생성될확률이최소가되는샘플을비전형적인샘플로선택하

는방법이그한가지다. 하지만실제문제에서샘플들이알려

진분포함수를따르는경우는많지않으며특히 PSNN을적

용하는 문제의 경우 학습 샘플의 크기가 매우 작으므로 알려

진 분포를 따른다고 가정하더라도 이를 추정하기에 어려움이

있다. 따라서 이 논문에서는 커널을 이용하는 비모수적인 분

포 함수 추정을 사용하여 비전형적인 샘플을 선택하고 이를

학습에서 제외하는 방법을 제시하였다.

신경망은 입력으로 특징 벡터를 받아 출력값을 내지만 입

력이출력값을결정하는데기여하는정도는다르다. 출력값을

결정하는데 기여도가 높은 입력의 부분집합을 사용함으로써

학습된 모델의 성능을 높일 수 있는 것으로 알려져 있으며,

이처럼특징의 부분집합을 선택하는 것을 특징 선택(feature

selection)이라 한다. 특징 선택은 모든 가능한 부분집합을

대상으로 실험하여 그 중 최고의 성능을 보이는 부분집합을

선택하는 것이 가장 나은 방법이지만 이는 특징 개수에 따라

연산량과 시간이 지수적으로 증가하는 단점이 있다. 따라서

이논문에서는학습샘플의크기가작은경우사용할수있는

특징선택기준으로관계지수(correlation index)를제안하

고 이를 특징 선택에 사용하였다. 제안한 샘플 및 특징 선택

방법을 PSNN에 적용하여 토석류 데이터에 적용한 결과 오

류가 줄어들었음을 확인할 수 있었다.

이 논문의 구성은 다음과 같다. 2장에서는 PSNN에 대해

설명하며 3장과 4장에서는 PSNN의 성능을 높이기 위한 샘

플선택및특징선택방법을제안한다. 5장에서는실험결과

를 통해 제안한 방법이 효율적이며 PSNN의 성능이 향상됨

을 보이고 향후 연구 방향은 6장에서 제시한다.

II. 의사 샘플 신경망

의사 샘플 신경망(PSNN)은 신경망의 변형으로, 학습 샘
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플의 크기가 작은 경우 학습된 신경망이 국부 최적해에 빠져

성능이 저하되는 문제를 보완하기 위해 제안된 방법이다.

PSNN은 기존 학습 샘플을 이용하여 의사 샘플을 생성하고

이를학습에사용함으로써해공간을평탄화시켜국부최적해

에빠질확률을줄임으로써성능의개선을가져온다는사실이

실험적으로 입증되었다[4].

PSNN에서 의사 샘플 는 기존 샘플을 평균으로 가지

는 가우스 분포에서 생성하며 각 가우스 분포의 분산은 학습

샘플의분산을샘플의수로나눈값을사용하였다. 가우스분

포이외의분포를활용할수도있지만샘플의수가적은경우

에는 분포를 추정하기가 어려우며, 모든 분포는 가우스 분포

의 혼합으로 설명할 수 있고 샘플의 수가 많은 경우 모든 분

포는 가우스 분포로 수렴한다는 중심 극한 정리(central

limit theorem)[5]에 따라가우스분포를사용하였다. 개

의 샘플  이 주어진 경우 의사 샘플 

는 식 (1)과 같이 나타낼 수 있다.

 
  



′∣′∼
    (1)

이때 는샘플 의분산-공분산행렬을나타내고, 

는각분포에서생성되는샘플의개수를나타낸다. 생성된의

사샘플 는 PSNN의학습에사용한다. 학습데이터에따

라서는 원 샘플의 중요성을 고려하여 원 샘플을 학습 데이터

에반복해서첨가할수있으며이경우 PSNN의학습데이터

는 식 (2)와 같이 주어진다.

′   
  



 (2)

이 때 는원 샘플이학습샘플에반복해서추가되는횟

수를 나타낸다. 그림 1은 2차 방정식

 

 에서 11개의 샘플을 취하고 여기에

가우시안 노이즈를 추가한 예를 보여준다. 그림 1의 는 전

통적인 신경망에서 학습 샘플로 사용되며 그림 2의 는

PSNN의 학습에 사용된다. 두 학습 샘플 집합 와 를

이용하여 신경망을 학습시키고 학습된 신경망에서의 결과를

비교한예가그림 3이다. 그림 3에서보아알수있듯이의사

샘플을 이용하여 학습한 신경망의 경우 실제 함수에 보다 근

접한 결과를 보여주고 있음을 알 수 있다.

그림 1. 2차방정식과잡음이섞인샘플
Fig. 1. A quadratic equation and its noisy

samples

그림 2. 가우시안분포를이용하여생성한의사샘플
Fig. 2. Pseudo samples using Gaussian

distributions

그림 3. 신경망과의사샘플신경망의학습결과
Fig. 3. Training result of a traditional neural
network and a pseudo sample neural

network
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III. 학습 샘플 선택

PSNN은 신경망의 학습을 위한 샘플이 충분히 확보되지

않은 경우 이를 보완하기 위한 방법으로 그 실효성이 입증되

었다. 하지만 학습 샘플 자체의 품질 역시 학습된 모델의 품

질에 영향을 미친다. 학습 샘플에 잡음이 많이 포함된 경우

잡음은학습된모델을왜곡시키고학습된모델의성능을저하

시키는원인이된다. 따라서비전형적인, 잡음이포함된학습

샘플을 제거함으로써 성능 개선을 가져올 수 있다. 하지만

PSNN의 적용 대상이 되는 데이터는 그 크기가 작으므로 학

습샘플의전형성을판단하기가쉽지않다. 따라서이논문에

서는비모수적밀도추정을통해각학습샘플의전형성을판

단하고 이를 통해 학습 샘플을 선택하는 방법을 제안하였다.

비모수적밀도추정방법은확률밀도함수의형태를가정하지

않고 주어진 데이터로부터 함수 자체를 직접 추정한다.

확률변수 가 iid(independent and identically

distributed)일때샘플 은각각  확률을

가지게 되므로 에서의 경험적 누적분포함수 는

샘플중 보다작거나같은값을갖는샘플의비로주어진다.

  
 
  



 ≦ (3)

이 때 는 가 참일 때 1을 거짓일 때 영(zero)의

값을갖는지시함수(indicator function)를 나타낸다. 경험

적 확률밀도함수 는 를 미분하면 구할 수 있다. 즉,

구간 내 샘플의 비율을 계산함으로써 확률밀도함수를 구할

수 있다.

 




 

  



 

  ≦

 
(4)

하지만식 (4)는불연속함수라는단점이있다. 따라서식

(4)에서 지시함수를 연속 함수인 ⋅으로 대체시킨 식

(5)를 사용한다.

 
 

  




  (5)

이 때 는 식 (5)가 확률밀도함수이기 위해 필요한 상수

이며, 는커널폭으로샘플개수 의함수로 →∞에따

라 →이 된다. ⋅는 커널이라 부르며 일반적으로 식

(6)의 지수함수 형태가 많이 사용된다.

  exp




 (6)

식 (6)은 확률밀도를 추정할 샘플  주변에 많은 샘플이

있는경우국부적으로높은밀도를부여하는방식으로주어진

샘플을 기초로 확률밀도함수를 추정하는 방식이다[5-7]. 식

(6)을 이용하여 학습 샘플 내에서의 비전형적인 샘플의 번호

는 식 (7)로 계산할 수 있다.

 
arg min
  


 

 exp




 (7)

식 (7)은 학습 샘플 내 비전형적인 샘플 하나를 선택하는

방법이며 식 (7)을 반복 적용함으로써 임의의 개수의 비전형

인샘플을선택할수있다. 이논문에서는가우시안분포에서

전형적인 샘플들이 내에 분포한다고 가정하고 95%의 학

습 샘플만을 학습에 사용하였다.

IV. 특징 선택

학습샘플선택과더불어학습에서중요한요인중하나는

입력값이출력값결정에영향을미치는정도를파악하는것이

다. 학습 샘플 선택은 잡음이 많이 포함된 샘플을 선택하고

제거함으로써직접적으로학습샘플의품질과연관을가진다.

반면 특징 선택은 출력값 결정에 영향을 미치지 않는 입력을

제거함으로써모델내학습해야할파라미터의개수를줄여잡

음 민감성을 감소시키는 간접적인 연관성이 있다. 입력값이

출력값 결정에 미치는 영향을 정량화할 수 있는 일반적인 방

법은 존재하지 않으며 입력 중 일부를 선택하고 이를 이용한

반복 실험을 통해 최선의 결과를 내는 입력의 부분집합을 선

택하는 방법이 주로 사용된다. 하지만 특징의 개수가 증가함

에 따라 지수적으로 연산량이 증가하는 단점이 있다. 따라서

이 논문에서는 입력값과 출력값의 scatter plot 분석을 통해

입력값이 출력값 결정에 미치는 영향을 정량화할 수 있는 관

계 지수(correlation index)를 제안하고 이를 특징 선택에
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사용하였다.

입력값과출력값이주어진경우이를 scatter plot으로나

타낸 것이 그림 4이다. 신경망은 입력과 출력의 비선형적인

임의의 관계도 학습할 수 있지만 scatter plot 상에서 특정

지역에데이터가밀집되어나타나는경우이를분별하기는쉽

지 않다. 따라서 scatter plot 상에서 데이터 포인트들 사이

의 거리가 가까운 경우 학습에 부정적인 역할을 미치는 것으

로생각할수있다. 그림 4에서볼수있듯이 4-(a)는전체적

으로넓게분포하는반면4-(b)의경우는특정지역에밀집된

양상을보인다. 즉, 그림 4-(b)에 사용된입력이성능저하의

원인이 되는 것으로 판단할 수 있다.

두 벡터의 상관관계 파악을 위해서는 피어슨의 상관 분석

이 많이 이용되지만[8] 선형 관계만을 파악할 수 있고 실제

데이터가 선형 관계를 가지는 경우는 드물기 때문에 사용할

수 없다. 따라서 scatter plot 상에서 데이터의 밀집 정도를

나타내는 관계 지수를 제안하였다.

(a)

(b)
그림 4. 특징값과출력값의 scatter plot

Fig. 4. Scatter plots between feature and
output values

개의 스칼라 특징값     와 스칼라

출력값     가 주어졌다고 가정하자.

일반적으로신경망에서입력값및출력값은벡터로주어지므로

와 는벡터중하나의원소를나타낸다. 와 로이루

어지는 scatter plot 상에서 번째포인트 와 번째

포인트  사이의 거리는 식 (8)과 같이 계산된다.

  (8)

입력 와 출력 의 관계 지수(correlation index)

는거리   의분산으로식 (9)와같이정

의한다.

  ≦  ≦ (9)

입력특징의개수를 , 출력값의개수를 라하면 번째

특징이전체출력과가지는관계지수는식 (10)과같이정의

할 수 있다.

 




 (10)

이 논문에서는 식 (10)의 관계 지수를 이용하여 입력값이

출력값 결정에 미치는 영향을 정량화하고 최소의 관계 지수

값을 갖는 특징을 제거하였다. 출력값과 무관한(irrelevant)

특징 번호는 식 (11)과 같이 계산된다.

 
arg min


 (11)

V. 실험 결과

제안한 학습 샘플 선택 및 특징 선택은 의사 샘플 신경망

에서와마찬가지로신경망학습이전의전처리단계로사용되

었으며 전체적인 흐름도는 그림 5와 같다.
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그림 5. 개선된의사샘플신경망학습과정
Fig. 5. Training steps for modified pseudo

sample neural networks

실험에 사용한 데이터는 토석류 데이터로 산사태에 의해

발생하는 피해지역 예측을 위해 사용된다. 입력은 산사태 발

생지역의지형및지질특징을나타내는 5가지로, 출력은산

사태피해예측을위한RandomWalk Model의 3가지파라

미터로구성되며 5개지역에서수집된 27개데이터가사용되

었다[9].

신경망의사용을위해서는먼저신경망의구조를결정하여

야 한다. 신경망의 구조는 은닉층(hidden layer)의 개수와

은닉층의노드개수를조절하면서오류가최소가되는구조를

선택하였다. 은닉층의개수는 1~3개, 은닉층의전체노드개

수는 4~22개범위에서실험하였으며 200회반복실험을수

행하였다. 모델 선택을 위한 실험에서는 전체 데이터를 모두

학습에사용하는 test-on-train 방법을사용하였으며오류는

신경망의 출력값   ≦ ≦≦ ≦와 기

대출력   ≦ ≦≦ ≦의자승오류합

으로 계산하고 비교하였다.


  









 (12)

그림 6. 신경망구조에따른오류
Fig. 6. Errors with respect to network structure

그림 6은신경망의구조에따른오류를나타낸것으로4번

째 구조(1개의 은닉층과 7개의 은닉 노드)에서 최소의 평균

오류 및 분산을 나타내고 있음을 알 수 있다. 이후 실험에서

는이실험에서선택된구조를사용하여실험하였으며이후의

오류들은 10-fold crossvalidation을 적용하고 30회 반복

실험한 결과를 평균한 값을 제시하였다.

의사샘플신경망에학습샘플선택만을적용한결과가그

림 7과 표 1에 나타나 있다. 그림 7은 제거되는 학습 샘플의

개수에 따른 오류의 평균 및 분산을 나타낸 그래프로 1개의

샘플을 제거한 경우 최소의 오류를 보이고 있다. 이는 전체

샘플의 약 4.1%에 해당하는 값으로 가우시안 분포에서 

내에 전형적인 샘플들이 위치한다는 가정과 일치한다.

그림 7. 학습샘플제거개수에따른오류
Fig. 7. Errors w.r.t. the number of samples removed

제거되는샘플수 오류평균 오류분산

0 8.55 5.71

1 8.41 3.02

2 10.62 2.83

3 9.63 4.21

4 9.88 9.04

표 1. 학습샘플제거개수에따른오류
Table 1. Errors w.r.t. the number of samples removed

의사샘플신경망에특징선택만을적용하여식 (10)의관

계 지수를 계산한 결과는 표 2에 나타나 있다. 표 2에서 볼

수있듯이 4번째특징의관계지수가가장작다. 즉, scatter

plot 상에서 데이터가 특정 부분에 밀집되어 나타난다.
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특징번호  관계지수 

1 4.302

2 4.528

3 4.201

4 4.072

5 4.179

표 2. 입력과출력의연관성 
Table 2.  between inputs and outputs

그림 8과표 3은각특징을제거한경우의실험결과를나

타낸것으로 4번째특징을제거한경우최소의오류를보임을

알 수 있다. 이는 표 2에서 4번째 특징의 관계 지수가 가장

작다는 사실과 일치한다.

그림 8. 특징제거에따른오류
Fig. 8. Error w.r.t. the index of removed feature

제거한특징번호 오류평균 오류분산

none 8.55 5.71

1 8.98 5.33

2 8.69 4.77

3 8.11 4.09

4 8.07 3.61

5 8.08 5.27

표 3. 특징제거에따른오류
Table 3. Error w.r.t. the index of removed feature

토석류데이터에그림 5의과정을적용하여위의실험들과

비교한결과는표 4에 나타나있다. 전통적인신경망(NN)에

비해 의사 샘플 신경망(PSNN)은 그 성능이 확연히 좋아짐

을알수있으며이는국부최적해에수렴함으로써학습된모

델의 성능이 아주 나쁜 경우가 많이 발생하였기 때문이다.

PSNN에 학습 샘플 선택(Training Sample Selection,

TSS)이나 특징 선택(Feature Selection, FS)만을 적용한

경우에도 PSNN에비해나은결과를얻을수있었지만두방

법을 모두 적용하였을 때 최선의 결과를 얻을 수 있었다. 학

습 샘플 선택 및 특징 선택은 그림 5의 순서로 적용되었으며

특징 선택을 먼저 시행한 경우에도 토석류 데이터의 경우 거

의 동일한 결과를 얻을 수 있었다.

사용방법 오류평균 오류분산

NN 50.14 38.42

PSNN 8.55 5.71

PSNN+TSS 8.41 3.02

PSNN+FS 8.07 3.61

PSNN+TSS+FS 7.95 2.99

표 4. 실험결과요약
Table 4. Summary of the experimental results

VI. 결론 및 향후 연구 방향

의사 샘플 신경망(PSNN)은 학습 샘플이 적은 경우 학습

된 신경망의 성능이 저하되는 문제를 완화하기 위해 의사 샘

플을이용하여학습을수행함으로써성능저하를줄이는신경

망의 변형이다. 하지만 학습 샘플의 수가 적은 경우 샘플에

포함된잡음과출력값을결정하는데관계가적은입력값역시

학습된 신경망의 품질에 영향을 미친다. 전자가 학습 샘플의

양(quantity)에 주안점을 두고 있다면 후자는 질(quality)

에 주안점을두고있다고하겠다. 이논문에서는학습샘플의

질개선을통해학습된신경망의성능을높일수있는방법을

제안하였다. 이를 위해이논문에서는커널밀도추정을통해

잡음이많이포함된샘플을선택하고제거할수있는학습샘

플 선택 기법과 입력과 출력의 상관관계를 나타내는 관계 지

수를정의하고이를이용하여관련성이높은특징들만을학습

에사용하도록하는특징선택기법을제안하였다. 제안한방

법들은 토석류 데이터를 이용한 실험을 통해 그 유효성이 입

증되었다.

제안한 학습 샘플 및 특징 선택 방법들은 학습 데이터가

극히 적어 학습 샘플의 분포를 추정하거나 신경망의 입출력

관계를 정확히 파악할 수 없는 경우 유용하다. 하지만 학습

샘플 및 특징 선택을 위해 다양한 방법들이 제시되고 있으므

로이논문에서제안한방법들역시학습데이터의크기와상

관없이 사용할 수 있는 방법으로의 일반화가 가능할 것으로

판단되며이는향후연구과제로남아있다. 또한학습샘플의
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선택에서는 95%의 학습 샘플을, 특징 선택에서는 1개의 입

력값을 제거하였지만 데이터에 따라 그 비율은 달라질 수 있

으므로데이터에따른비율결정방법역시중요한향후연구

과제라 하겠다.
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