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Abstract

In order to minimize the damages caused by long-term drought, appropriate drought management plans of

the basin should be established with the drought forecasting technology. Further, in order to build reasonable

adaptive measurement for future drought, the duration and severity of drought must be predicted quantitatively

in advance. Thus, this study, attempts to forecast drought in Korea by using an Artificial Neural Network

Model, and drought index, which are the representative statistical approach most frequently used for

hydrological time series forecasting. SPI (Standardized Precipitation Index) for major weather stations in

Korea, estimated using observed historical precipitation, was used as input variables to the MLP (Multi

Layer Perceptron) Neural Network model. Data set from 1976 to 2000 was selected as the training period

for the parameter calibration and data from 2001 to 2010 was set as the validation period for the drought

forecast. The optimal model for drought forecast determined by training process was applied to drought

forecast using SPI (3), SPI (6) and SPI (12) over different forecasting lead time (1 to 6 months). Drought

forecast with SPI (3) shows good result only in case of 1 month forecast lead time, SPI (6) shows good

accordance with observed data for 1-3 months forecast lead time and SPI (12) shows relatively good results

in case of up to 1～5 months forecast lead time. The analysis of this study shows that SPI (3) can be used

for only 1-month short-term drought forecast. SPI (6) and SPI (12) have advantage over long-term drought

forecast for 3～5 months lead time.
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요 지

장기간의 가뭄에 의한 피해를 최소화하기 위해서는 유역에 적합한 가뭄관리 대책의 수립과 함께 미래에 발생하게 될

가뭄을 미리 예측할 수 있는 기술이 구축되어야 한다. 또한 미래의 가뭄에 대한 합리적 대응 방안을 수립하기 위해서는

가뭄의 지속기간(duration)과 심도(severity)의 정량적인 예측이 선행되어야 한다. 본 연구에서는 수문 시계열의 예측에

가장 많이 이용되고 있는 대표적인 통계학적 기법인 인공신경망 모형(Artificial Neural Network Model)과 가뭄지수를

이용하여남한지역의서울, 대전, 대구, 광주 등의 4개기상관측소를선정하여 가뭄예측을시도하였다. 가뭄예측을위하여
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남한지역 내 선정한 기상관측소의 관측된 과거 강수량 자료를 이용하여 산정된 SPI (Standardized Precipitation Index)를

입력변수로하여다층퍼셉트론(Multi Layer Perceptron) 인공신경망모델에적용하였으며, 매개변수보정을위한학습기간

으로 1976∼2000년과 2001∼2010년을 예측을 위한 검증기간으로 선정하여, 학습 및 예측을 시도하였다. 학습된 최적의

예측모형을 이용하여 서로 다른 선행예보시간(1∼6개월)을 갖고 SPI (3), SPI (6), SPI (12)별로 가뭄을 예측하였으며,

가뭄예측결과, SPI (3)의경우에는 1개월선행예보에서만좋은결과를나타내었으며, SPI (6)의경우 1～3개월후의가뭄을

예측하는경우에 비교적관측자료와 잘일치하는 결과를나타내었다. SPI (12)의 경우에는 약 5개월 후까지의 가뭄예측에

양호한 결과를 나타내었다.

핵심용어 : 인공신경망, 가뭄, 다층 퍼셉트론, SPI, 예측

.............................................................................................................................................................................................

1. 서 론

가뭄이란 일정기간 동안의 무강우에 의해서 발생하는

기상현상이다. 가뭄 지속기간이 길어짐에 따라서 물부족

이 발생하고, 이로 인하여 농업분야, 자연생태분야, 생공

용수 관리 분야에 막대한 피해를 초래하게 되며 또한 가

뭄은 홍수와 달리 상당한 시간을 갖고 발생하기 때문에

중, 장기적으로 가뭄을 예측한다는 것은 가뭄에 의한 재

해에대비하는가장첫걸음이라고할수 있다. 즉, 가뭄이

발생하였을 때 가뭄의 지속기간 및 가뭄의 심도 등을 정

확하게 예측할 수 있다면 가뭄에 의한 피해를 최소화 할

수 있을 것이다.

가뭄을예측하기위한학술적, 기술적시도가많은학자

들에의해서 시도 되었으며, 가뭄을예측하고전망하는방

법은 시나리오에 기반을 두는 방법과 실시간으로 가뭄을

예측하는 비시나리오 기반의 방법으로 구분될 수 있다.

시나리오에 기반을 두어 가뭄을 전망하는 방법은 기후

변화 시나리오와 같은 미래의 기후 및 기상변화를 전망하

고 이에 기반을 두어 중기 혹은 장기적으로 가뭄의 발생

빈도와 함께 가뭄의 시공간적인 분포 특성을 전망하는 방

법으로 기후변화 시나리오 기반의 가뭄전망 연구의 경우

Kwon et al. (2009)은 3개월 GCM모델 예측 결과를 바탕

으로 2009년도 PDSI 가뭄지수를 산정하여 가뭄심도에 대

한 단기예측을 실시하였다. 그리고 Ghosh and Mujumdar

(2007)은 SPI (12)를 이용하여 10년 단위별 미래 가뭄전

망을 하였다. 또한 Kim et al. (2013)은 GCM모델에 의해

생산된 기상전망 자료와 SPI (Standardized Precipitation

Index)를 이용한 빈도해석을 통해 SDF (Severity-Dura-

tion-frequency) 곡선을 유도한 후, 한반도의 확률가뭄우

심도를 작성하여 미래 기후변화를 고려한 가뭄에취약한

지역을 제시한 바 있다.

한편, 비시나리오 기반으로 가뭄을 전망하는 방법은 여

러가지의 통계학적 방법(statistical method)과 물리적 모

델(physical model)에기반을둔확정론적수치해석방법을

이용하여실시간으로단기혹은중기의미래가뭄을예측하

는 것이다. 가뭄을 통계학적인 방법으로 예측하기 위해서

시도된방법중에서가장대표적인방법이다양한수문시계

열의 예측에 많이 이용되고 있는 ARIMA(Autoregressive

Integrated Moving Average) 모형이다. 하지만 ARIMA

모형은 기본적으로 예측하고자 하는 시계열의 정상성

(Stationarity)을전제로하는선형모형이라는점에서비정

상성(non-stationary)과 비선형성(non-linearity)을 갖고

있는 수문시계열을 예측하는데는 많은 한계를 갖고 있으

며, 이분산성(Heteroskedasticity)일 경우예측을 위해서는

관측치에 대해 가중치를 줌으로써 동일한 오차항 분산을

갖도록 해야 하는 단점이 있다. 또한 Belayneh and

Adamowski (2012)는 SPI (3), (12)를 서포트벡터회귀기

법과 웨이블릿신경망에 적용하였으며, 예측구조는 RMSE

(Root mean square error), MAE (Mean absolute error)

및 R (Correlation Coefficient)를 통해 선정하였고, 1∼6개

월의 선행예보 시간을 갖고 가뭄을 전망하였다. 그리고

Paulo et al. (2005)은 SPI를 이용하여, Markov chain 및

Loglinear 모델을 적용하여가뭄예측의정확도를 검증하였

으며, Bacanli et al. (2008)은 터키의 아나톨리아 지역을

대상으로 Neuro-Fuzzy 모델을 적용하여 1964∼2006년

기간의 월별평균강수량과 SPI를 이용하여 가뭄을 예측

하였다.

따라서 수문시계열의 비정상성과 비선형성을 고려한

예측을시도하기위해서는비선형모형의적용이검토되어

야 하며 최근에 와서는 인공신경망 모형(Artificial Neural

Network Model)을 이용하여 비선형 수문시계열을 예측

하는 연구가 많이 시도되고 있다. 인공신경망(Artificial

Neural Network)은 예측인자와 예측변수사이의 복잡한

비선형성을 고려하는데유용하다. 최근에 와서는 다층 퍼

셉트론(Multi Layer Perceptron, MLP) 인공신경망이 수

문시계열의 예측에 자주활용되고 있는데예측을 하고자
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SPI Range Moisture Condition

2.00≤ Extremely Wet

1.50 ～1.99 Very Wet

1.00 ～1.49 Moderately Wet

-0.99 ～0.99 Near Normal

-1.00 ～-1.49 Moderately Dry

-1.50 ～-1.99 Severely Dry

≤-2.00 Extremely Dry

Table 1. SPI Drought Categories (Mckee et al., 1993)하는 변수층의 개수가 증가할수록 퍼셉트론이 형성하는

결정 구역의 특성을 더욱 고급화 할 수 있는 네트워크가

바로 다층 퍼셉트론이다(Chen et al., 2012; Morid et al.,

2007; Souhaib and Rob, 2012).

본 연구는 가뭄예측에대한오차를알고리즘과 결합하

여 다층 퍼셉트론(MLP) 네트워크구조를 인공신경망 모

형에 적용하고, SPI를 입력 및출력변수로 구성하여 가뭄

예측을 시도하였다. 역전파 알고리즘(Back Propagation

Algorithm)을 통한 인공신경망의 학습을 통해 오차를 최

소화하고 가뭄예측에 적합한 신경망 구조를 선별하여 가

뭄예측을 시도함으로써, 서로 다른 강수의 지속기간으로

부터 산정된 SPI와 인공신경망의 가뭄예측에 대한 적용

성을 평가하고자 하였다.

2. 자료의 구축

2.1 기상 관측소 및 자료 기간

본 연구에서는 가뭄을 예측하기 위해 기상청의 기상관

측소 중에서 자료의 보유기간이 비교적 길고 한강, 낙동

강, 금강, 영산강유역에 위치하는 서울, 대전, 대구, 광주

기상관측소를 선정하였다. 선정된 4개 기상관측소의 과거

관측된 강수자료(1976∼2010년)를 이용하여 가뭄지수를

산정하였다.

2.2 가뭄지수

가뭄을 정량적으로 해석하기 위해서 가뭄지수를 활용

하는 방법이 많이 이용되고 있으며, 본 연구에서는 SPI를

가뭄판단을 위한 가뭄지수로 선정하였다. 가뭄은 물의

수요에 비해 상대적으로 물의 부족을 유발하는 강수량의

감소에 의해 시작된다는 것에 착안하여 SPI가 개발되었

다. 즉, 강수량이 부족하면 용수 공급원인 지하수, 저수지

저류량, 토양함유수분, 하천유출량 등에 각기 다른 영향

을 미친다는 가정으로부터개발한 것이다. SPI는 특정한

시간에 대한 계산 시간 누적단위를 1, 3, 6, 12개월 등과

같이설정하고, 시간단위별로 강수부족량을 산정하여 가

뭄지수를 계산함으로써 개개의 용수공급원이 가뭄에 미

치는 영향을 산정하는 효율적인 방법이다(Mckee et al.,

1993, 1995).

Fig. 1은 서울, 대전, 대구, 광주 기상관측소의 강수자

료(1976∼2010년)를 이용하여 서로 다른 지속기간을 갖

는 SPI (3), SPI (6) 및 SPI (12)를 산정하여 나타낸것이

고, Table 1은 SPI에 의한 가뭄의 분류기준을 나타내고

있다.

Fig. 1에서 나타난 것과 같이, SPI의 지속기간이 짧은

SPI (3)의 경우에는 습윤(Wet)과건조(Dry) 상태를 오가

는 주기가 매우짧지만 반대의 경우인 SPI (12)의 경우에

는 12개월의누적강수를 이용하여 지수를 산정하기 때문

에 습윤과 건조를 오가는 주기가 매우 긴 것으로 분석되

었다.

그러나 3가지 지속기간의 SPI는 지역별로 약간의차이

는 있지만 모두 과거의 대표적인 가뭄년도(1977∼1978,

1988, 1994∼1995, 2001, 2008∼2009)를 잘 재현하고 있는

것으로 나타났다.

2.3 가뭄지수의 정상성 판단

수문시계열의 비정상성과 비선형성을 고려한 예측을

위해서 본 연구에서는 ANN을 이용하고자 하며, 예측을

위한 입력데이터로 가뭄지수를활용하기 전에 과거 관측

된 강수량을토대로 산정된 가뭄지수 시계열의 정상성을

판단하고자 한다.

정상성이란 시계열 자료의 수준(level) 또는평균이 일

정하고, 자료 사이에 변화하는 폭에 증감이 없이 일정하

며, 시간과 무관하게 일정한 간격을 두고떨어져있는 두

변수들의 공분산이 동일하다는 3가지 조건을 만족할 때

이를 정상성이라 한다. 본 연구에서는 가뭄지수의 정상성

을 판단하기 위하여 시계열 자료의 경향성 또는 추세 분

석방법 중 Mann-Kendall 검정 방법을 실시하였고(Jung

et al., 2007), 자기상관계수(Auto Correlatin Functon)에

의한 correlogram을 통하여 가뭄지수의 정상성을판단하

고자 한다.

2.3.1 Mann-Kendall 검정

Mann-Kendall Test는 시계열의 추세를 분석하기 위

한 대표적인 비모수추정 기법으로서, 다른 통계학적 검정

법들이 표본크기, 분산, 왜도와 같은 표본자료특성에영향
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Seoul

SPI (3) SPI (6) SPI (12)

Daejeon

Daegu

Gwangju

Fig. 1. SPI Time Series (1976-2010) for 4 Different Weather Stations

SPI (3)

Confidence limit:90%

SPI (6)

Confidence limit:90%

SPI (12)

Confidence limit:90%

MK-Statistics Trend MK-Statistics Trend MK-Statistics Trend

Seoul 1.48 △ 2.30 ↑ 2.91 ↑

Daejeon 0.44 △ 0.70 △ 1.09 △

Daegu -0.44 ▼ 0.54 △ -0.28 ▼

Gwangju 0.17 △ 0.74 △ 1.45 △

↑: Increasing trend that satisfy the confidence level

↓: Decreasing trend that satisfy the confidence level

△: Increasing trend that does not satisfy the confidence level

▼: Decreasing trend that does not satisfy the confidence level

◎: No trend

Table 2. Trend Analysis for SPI Time Series (1976-2010) using Mann-Kendall Test

을받는데반해 표본자료의 특성에민감하지않고 간단하

면서도 결측치나감지 한계를벗어나는 자료에 대해서도

적용이 가능하다(Seo, 2011).

Table 2는 Eq. (1)을 통해 검정한 가뭄지수별(1976～

2010) 4개 관측소에 대한 Mann-Kendall Test 결과를 정

리하였다. Table 2에서알수 있듯이, 서울관측소의 경우

는 SPI (6)과 (12)에서 상당한 유의성을 갖고 증가추세인

것을 알 수 있으며 대전과 광주 관측소는 유의한 수준은

아니지만 시계열 자료가 증가하는추세를 갖고 있음을알

수 있다. 또한, 대구관측소의 경우에는 SPI (3)과 (12)에서

감소하는 경향을 보였고 SPI (6)에서는 증가하는 경향을

나타내었지만 유의할 만한 수준은아닌것으로 나타났다.
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(a) Seoul (b) Daejeon

(c) Daegu (d) Gwangju

Fig. 2. Correlograms for SPI (6) Time Series

 
≺ 

  ≤ ≤ ≤  (1)

여기서, T=시계열에 대한 일변량 Mann-Kendall 통계치
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2.3.2 상관도 분석(Correlogram Test)

Mann-Kendall 검정을 통한 경향성 분석 외에도 수문

시계열의 지속성과 정상성 여부를판단하기 위한 방법으

로서 상관도(correlogram)를 이용하는 방법이 있다. 수문

시계열의 지체량에 대한 자기상관계수를 Eq. (2)에 의해

서 산정한 뒤, 지체량에 대해서 도시한 것이 Fig. 2이다.

정상시계열의 경우에는 지체량이 증가함에 따라서 자기

상관계수가 급격히 0으로 수렵하지만, Fig. 2에서 알 수

있듯이 SPI (6)에 대한 상관도는뚜렷한 주기성을 보임과

동시에 신뢰한계를 벗어나고 있는 비정상시계열임을 알

수 있다.

 





  







  




 



(2)

여기서, =지체량k에대한변량간의자기상관계수(Auto-

correlation coefficient)

=지체량이 k일 때의 자기공분산(Autocovariance)

=지체량이 0일 때의 자기공분산(Autocovariance)

=주기가 t일 때의 원시계열 X년과 주기의 평균

3. 가뭄전망을 위한 인공신경망 구축

3.1 가뭄전망 프로세스

Fig. 3은 인공신경망을 이용하여 가뭄을 예측하기 위한

절차를 순서도로 나타내고 있으며, 가뭄예측을 위해서는

크게데이터구축, 학습및매개변수조정, 검증및예측등

크게 3가지 단계로 분류된다. 본 연구에서는 과거에 관측

된 강수자료를 이용하여 산정된 SPI를 학습기간(1976∼
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Fig. 3. Flowchart of ANN based Drought Forecasting Model Development Process

2000)과예측을위한검증기간(2001∼2010)으로분류하였다.

학습단계에서는 역전파 알고리즘(Back Propagation

Algorithm)을 이용하여 입력변수와출력변수간의 비선형

적관계를학습함으로써신경망의구조를결정하며, 검증단

계에서는학습을통해결정된구조로예측을시도하고 Eqs.

(3) and (4)에 제시한 RMSE (Root mean square error),

MAE (Mean absolute error) 및 R (Correlation Coeffi-

cient) 등에의한 모형의성능오차를분석하여 가뭄예측의

정확도를 검증한다.

RMSE


p
i 

p
Xoi  X fi 

 (3)

 

  



  (4)

여기서, : SPI의총개수, : 관측된 SPI 표준화값, :

예측된 SPI 표준화 값

3.2 다층 퍼셉트론 인공신경망(Mluti Layer Per-

ceptron Neural Network)

인공신경망은 시냅스의 결합으로 네트워크를 형성한

인공뉴런(노드)이 학습을 통해 시냅스의 결합세기를 변

화시켜, 문제 해결 능력을 가지는 모델 전반을 가리킨

다.(Kang and Lee, 2011). 인경신경망 모형에는 여러 구

조가 있으며, 그중 퍼셉트론은 입력층, 출력층, 가중치 및

임계치 벡터로 구성되어있다.

퍼셉트론의 특징으로는사용되는 은닉층의활성화함수

가출력값의 경우 -1과 1사이값만을 반환되기 때문에 기

상학적 변수에 의한 비선형성을 고려해야 하는 SPI의 경

우 은닉층에활성화 함수에 적용하기 위해서는데이터를

가공할필요가 있다. 그러므로 SPI를 Eq. (5)와 같이 SPI

를 0과 1사이에 값을 갖도록 데이터를 변환하여 입력 변

수로 사용하였다.

 maxmin
min

(5)

여기서, : 표준화를 통해 정규화 된값, : 관측된 SPI

값, min : 관측된 SPI 최소값, max: 관측된 SPI 최대값

이렇게 표준화 된 입력변수는 Eq. (6)과 같이 가중치와

곱하고 임계값을 더하여 입력값을 계산된다.

  (6)

여기서, : 입력값, : 가중치 벡터, : 입력층의 데이

터, : 임계값 벡터

계산된 입력값은활성화 함수로 보내지며, Eq. (7)과 같

이은닉층의입력데이터를계산하게되며, 신경망에서의활

성화 함수는 입력층데이터에 따라 여러함수가존재한다.

신경망에서사용되는 대표적인활성화 함수는 시그모이드

(sigmoid)형, 계단함수(hard limiter), 임계논리(threshold

logic)함수 등이 있으며(Jeong et al., 2002), 본 연구에서는

시그모이드 함수를 사용하였다.

  (7)

여기서, : 은닉층의 입력데이터, : 활성화 함수

은닉층의 경우활성화 함수에서 계산된 은닉층의 입력

데이터와 가중치를곱하고임계값을더하여 Eq. (8)과 같

이 계산된다. 계산된 값은 출력층으로 보내지게 된다.
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SPI Model Proflle Training Number of Input Layer Number of Hidden Layer

Seoul

3 MLP12:12-13-12:12 Back Propagation 12 13

6 MLP12:12-16-12:12 Back Propagation 12 16

12 MLP12:12-16-12:12 Back Propagation 12 16

Table 3. Back Propagation Training Results and Model Summary

Fig. 4. Architecture of Three-Layer Perceptron

Direct Multi-Step Neural Network (DMSNN)

  (8)

여기서, : 반응벡터, : 은닉층의 가중치벡터, : 은

닉층에서의 임계값

이처럼다층 퍼셉트론은 단층 퍼셉트론과 유사한 구조

를 가지고 있지만 여러개의 층으로 구성되어 있으며, 역

전파알고리즘을 통해 단층 퍼셉트론에서 하나의조정층

으로 구성되는 모델들의 한계점들과 선형 분리 문제를 해

결하였다.

역전파알고리즘이란 인공신경망 학습방법으로 일반적

으로 많이 이용되고 있으며, 학습을 하기 위해서는 입력

데이터와 원하는 출력 데이터가 존재해야 한다.

학습은 Eqs. (6)∼(8)과 같이 단계별로 계산하게 되며,

마지막으로 Eqs. (3) and (4)와 같이 출력된값과 관측된

값을 비교하여 관측된값과의차이를줄이기 위해 반복하

여 계산하는 과정을 역전파 알고리즘이라 한다.

본 연구에서는단층 퍼셉트론의단점을보안한다층퍼

셉트론을 선정하였으며, 비선형적인 예측에 적합한 역전

파알고리즘방법을 이용하여 가뭄을 예측의 적용성을평

가하고자 한다.

3.3 네트워크 디자인 및 가뭄예측

다층퍼셉트론 인공신경망 모형을 이용하여 가뭄을 예측

하기위한네트워크구축을위한방법으로DMSNN(Direct

Multi-Step Neural Network) 방법이 있으며, DMSNN은

ARIMA 모델에 비해 신경망의 장점을 기반으로 하고 있

다(Mishar and Desai, 2006).

DMSNN은 Fig. 4와 같이 여러 개의 입력층과 은닉층

및출력층을 구성하고 있으며, 한번에 여러개의출력층

을 통해 각각의 출력값을 구하는 방식이다. 본 연구에서

는 DMSNN 방법을 이용하여, 1∼12개월까지의 가뭄을

예측하였다.

4. 결과의 분석

4.1 학습결과

본연구에서는다층퍼셉트론인공신경망에서DMSNN

방법으로학습횟수를 100∼10,000까지설정하였으며, 입력

층에 변수 또한 6개월에서 12개월까지 증가하여 학습을

실시하였다.

학습을통한결과는일반화판단을통해선택오차(select

error)와 검정오차(test error)의차이가 적은 구조를 선별

하였으며, 선별된구조중 RMSE, MAE, R값을 통한 최적

의 구조를 선정하여, 가뭄을 예측하였다. 예측결과 학습

횟수를 1,000회로설정하고 입력층에 변수를 12개월로 입

력하였을 때 학습결과가 가장 좋은 것을 나타났다. Table

3은 여러 학습을 통해서 적합하다고 판단된 12개월 입력

변수와 학습횟수 1,000번으로 학습을했을 때에 서울 관

측소에 SPI (3), SPI (6), SPI (12)에 대한 구조를 나타내

고 있다.

4.2 가뭄예측 결과

본 연구에서는 다층퍼셉트론 인공신경망 모형을 적용

하여 서울, 대전, 대구, 광주 관측소에 대하여 SPI를 이용

한가뭄을예측하였다. 가뭄예측은 1976∼2000년까지의자

료를이용하여학습된구조를기반으로하여 2001∼2010년

기간 동안에 대한 SPI를 예측하는 것으로 하였다. 4개 관

측소 중 서울 관측소에 대한 결과를 Figs. 4∼6에 나타내

었으며, Table 3은 4개 관측소의 예측결과에 대한오차및

상관계수를 각 관측소 별로 정리하였다.



(a) 1-month lead time (b) 2-month lead time

(c) 3-month lead time (d) 4-month lead time

(e) 5-month lead time (f) 6-month lead time

Fig. 6. Comparisons between Forecasted and Observed SPI (6) (2001∼2010) over Different

Forecasting Lead Time
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(a) 1-month lead time (b) 2-month lead time

(c) 3-month lead time (d) 4-month lead time

(e) 5-month lead time (f) 6-month lead time

Fig. 5. Comparisons between Forecasted and Observed SPI (3) (2001∼2010) over Different

Forecasting Lead Time
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(a) 1-month lead time (b) 2-month lead time

(c) 3-month lead time (d) 4-month lead time

(e) 5-month lead time (f) 6-month lead time

Fig. 7. Comparisons between Forecasted and Observed SPI (12) (2001∼2010) over Different

Forecasting Lead Time

4.2.1 SPI 지속기간별(3, 6, 12개월) 가뭄 예측

결과

Fig. 5는 SPI (3)을 이용하여 서울관측소에 대하여 1∼

6개월까지 선행예보 시간을 갖고 가뭄을 예측한 결과이

다. 예측한 결과를 보면, 1개월 선행예보의 경우에 예측치

가 관측치와 매우 잘 일치하는 것으로 나타났다. 그러나

2개월 이상의 선행예보에서는 예측치의 정확도가 현격하

게감소하는 것으로 나타났다. Fig. 6은 서울 관측소에 대

하여 1∼6개월까지 선행예보 시간을 갖고 SPI (6)를 이용

하여 가뭄 예측한결과이며, SPI (6)의 경우 1∼2개월까지

선행예보에 대한 예측치와 관측치가 일치하는 것으로 나

타났다. 그러나 2개월 후의 선행예보에는 SPI (3)과 결과

와 마찬가지로 급격하게 떨어지는 것으로 나타났으며,

Fig. 7은 SPI (12)를 이용하여 서울 관측소에 대하여 가뭄

예측한 결과이다. SPI (12)의 경우 1∼5개월의 예측치가

관측치와 일치하는 것으로 나타났으며, 이후의 선행예보

에서는 예측치의 정확도가 다른 지수들과마찬가지로감

소하는 것으로 나타났다. Table 4는 서울 관측소에 대한

지수별 오차와 상관성을 수치로 나타내고 있다. SPI (3),

(6), (12)모두 1개월 선행예보 이후로 RMSE, MAE가 증

가하고, R이감소하는 것을볼수 있으며, 이를 통해 선행

예보 기간이 길어질수록예측오차가크며 상관성이낮아

지는 것으로 나타났다.

4.2.2 가뭄등급별 예측결과 분석

Fig. 8은 4개의 기상관측소(서울, 대전, 대구, 광주)의

선행예보 시간(1∼6개월)에 따른 SPI (3)에 대한 모의결

과를 관측치와 비교하여 분석한 결과를 보여주고 있다. 4

개 관측소 모두 선행예보시간이 길어질수록 SPI (3)에 대

한 예측오차가 증가하는 것으로 나타나고 있다. 예측 검

증기간(2001～2010) 전체에서 1개월 선행예보의 예측치

가 관측치와 가장 잘 일치하는 것으로 나타났다. Fig. 8에

서 보는바와 같이, 가뭄예측결과는 선행 예보기간에 따라

약간의차이를 보이고 있으며 가뭄등급별로 상대적인 오

차가 큰 것으로 나타났다. 본 연구에서는 관측치 가뭄자

료의 분포특성을 고려하여 가뭄등급을 분류하였다. 중장

기 가뭄을 대표하는 SPI (6)과 SPI (12)의 경우, 가뭄의

심도가 평활화되어 가뭄상태(Dry)인 SPI≤-1의 발생이

상대적으로 적게 나타나 통계적 특성을평가하기에는 무

리가 있다. 따라서 단기가뭄을 나타내는 SPI3을 대상으로

3개의 가뭄등급(Dry: SPI3≤-1, Normal: -1<SPI3< 1,



SPI

Lead

Time

Forecasting

Measure

1 month 2 month 3 month 4 month 5 month 6 month

Seoul

SPI (3)

RMSE 0.73 0.85 0.91 0.91 0.86 0.86

MAE 0.45 0.54 0.55 0.54 0.52 0.58

R 0.58 0.26 0.04 -0.08 0.10 0.15

SPI (6)

RMSE 0.62 0.77 0.82 0.81 0.79 0.78

MAE 0.47 0.60 0.64 0.62 0.61 0.63

R 0.62 0.32 0.21 0.15 0.16 0.22

SPI (12)

RMSE 0.52 0.63 0.67 0.69 0.71 0.74

MAE 0.35 0.43 0.49 0.52 0.55 0.59

R 0.77 0.65 0.61 0.57 0.56 0.52

Daejeon

SPI (3)

RMSE 0.84 0.94 1.00 1.00 1.00 1.00

MAE 0.69 0.75 0.80 0.81 0.80 0.77

R 0.53 0.28 0.01 -0.06 -0.08 -0.08

SPI (6)

RMSE 0.74 0.93 0.99 1.11 1.13 1.10

MAE 0.58 0.74 0.81 0.91 0.93 0.96

R 0.72 0.50 0.38 0.17 0.05 -0.03

SPI (12)

RMSE 0.55 0.75 0.76 0.79 0.86 0.93

MAE 0.39 0.52 0.52 0.57 0.65 0.91

R 0.85 0.69 0.67 0.63 0.53 0.44

Daegu

SPI (3)

RMSE 0.81 1.00 1.02 1.01 1.04 1.05

MAE 0.63 0.81 0.84 0.83 0.86 0.83

R 0.61 0.28 0.13 0.11 -0.04 -0.03

SPI (6)

RMSE 0.88 1.01 1.07 1.15 1.20 1.22

MAE 0.63 0.83 0.89 0.95 0.99 1.04

R 0.69 0.48 0.43 0.35 0.22 0.14

SPI (12)

RMSE 0.58 0.72 0.82 0.87 0.96 1.04

MAE 0.35 0.52 0.60 0.66 0.78 1.16

R 0.88 0.80 0.74 0.71 0.64 0.60

Gwangju

SPI (3)

RMSE 0.79 1.01 1.05 0.97 0.97 0.99

MAE 0.63 0.81 0.83 0.77 0.79 0.75

R 0.60 0.25 0.16 0.21 0.18 0.11

SPI (6)

RMSE 0.70 0.92 1.04 1.06 1.15 1.05

MAE 0.51 0.70 0.83 0.85 0.95 0.87

R 0.67 0.39 0.26 0.18 0.02 -0.06

SPI (12)

RMSE 0.40 0.53 0.57 0.63 0.68 0.72

MAE 0.27 0.35 0.42 0.48 0.52 0.63

R 0.86 0.75 0.71 0.63 0.55 0.49

Table 4. Forecasting Measures between Observed and Predicted SPI (2001～2010)

韓國水資源學會論文集1258



第46卷 第12號 2013年 12月 1259

(a) Seoul (b) Daejeon

(c) Daegu (d) Gwangju

Fig. 8. Comparisons between Observed SPI3 and Forecasted SPI3 according to Different Conditions of

Lead Time (2001～2010)

Wet: SPI3≥1)으로 분류하였으며, 선행예보 기간과 가

뭄등급에 따른 MLP ANN모형의 가뭄예측의 적용성을

평가하였다.

가뭄등급별관측치와예측치의통계지표를활용한비교

결과는Table 5에서확인할수있다. 4개관측소의과거가

뭄(2001～2010)기간의 SPI (3)은 -2.55에서 2.56사이에분

포하고있으며, 전체검증기간(120개월) 중 65.0～75.8%에

서Normal (-1<SPI3<1) 상태가나타났고, Wet (SPI3≥

1, 13.3～17.5%) 및 Dry (SPI3≤-1, 9.2～18.3%) 상태는

상대적으로 적게 발생되었다. 선행예보 기간에 따라차이

는 있지만 전체적으로 대상 관측소에서 Dry조건(SPI3≤

-1)에서는 MLP ANN모형의 예측결과가 관측치와 비교

하여 과대 추정되는 경향을 보이는 것으로 분석되었다.

그러나 Wet조건(SPI3≥1)에서는 Dry조건(SPI3≤-1)과

는 상반된 결과를 보이는 것으로 나타났다. 본 연구에서

적용한 MLP ANN모형의 가뭄예측 결과는 Normal상태

를 잘 모의하는 것으로 확인되었으며, Wet 조건보다는

Dry조건을더잘 예측하는 것으로 나타났다. 또한 선행예

보 시간이짧을수록가뭄예측에 대한 신뢰도가높은 것으

로 분석되어 장기예측보다는 단기 가뭄 예측에활용하는

것이 좋을 것으로 판단된다.

4.2.3 홍수기와 갈수기의 예측결과 비교 분석

Table 6은서울관측소에대하여SPI가예측된결과를홍

수기(6, 7, 8, 9월)와갈수기(1, 2, 3, 4, 5, 10, 11, 12월)로분류

하여각지수별로비교하여나타내고있다. 예측결과를분석



Moisture

Condition
Station Statics

Lead Time (month) Number of

Events1 2 3 4 5 6

Dry

(SPI3 ≤-1)

Seoul

RMSE 0.46 0.95 1.28 1.45 1.49 1.63

13MAE 0.38 0.85 1.22 1.40 1.46 1.59

R 0.62 0.35 0.36 0.33 0.49 0.25

Daejeon

RMSE 0.77 1.11 1.46 1.43 1.31 1.25

22MAE 0.72 1.05 1.39 1.37 1.25 1.19

R 0.74 0.55 0.03 0.16 0.47 0.44

Daegu

RMSE 0.88 1.55 1.69 1.60 1.58 1.81

18MAE 0.82 1.50 1.65 1.53 1.54 1.77

R 0.59 0.33 0.47 -0.16 0.46 -0.06

Gwangju

RMSE 0.99 1.60 2.55 2.15 1.96 1.70

11MAE 0.76 1.27 2.40 2.11 1.86 1.69

R 0.55 0.37 0.34 0.49 0.38 0.82

Normal

(-1 < SPI3 < 1)

Seoul

RMSE 0.34 0.47 0.55 0.55 0.57 0.62

91MAE 0.27 0.36 0.44 0.47 0.47 0.50

R 0.73 0.37 0.06 -0.09 -0.04 -0.05

Daejeon

RMSE 0.48 0.49 0.55 0.53 0.49 0.55

78MAE 0.38 0.42 0.45 0.43 0.41 0.45

R 0.46 0.34 0.04 0.12 0.31 0.06

Daegu

RMSE 0.42 0.62 0.64 0.70 0.63 0.67

83MAE 0.34 0.50 0.54 0.60 0.54 0.56

R 0.79 0.34 0.10 -0.19 0.17 0.10

Gwangju

RMSE 0.54 0.76 0.94 0.84 0.79 0.66

88MAE 0.39 0.54 0.74 0.70 0.67 0.56

R 0.61 0.24 -0.28 -0.16 0.06 0.61

Wet

(SPI3≥1)

Seoul

RMSE 0.73 1.23 1.45 1.55 1.53 1.62

16MAE 0.65 1.11 1.36 1.45 1.43 1.51

R 0.43 0.15 0.11 -0.21 -0.16 -0.25

Daejeon

RMSE 1.25 1.39 1.40 1.43 1.40 1.55

20MAE 1.22 1.36 1.37 1.40 1.37 1.52

R 0.34 0.29 0.34 0.13 0.04 0.09

Daegu

RMSE 0.68 1.04 1.44 1.49 1.31 1.33

19MAE 0.58 0.99 1.37 1.42 1.26 1.22

R 0.63 0.67 0.28 0.27 0.58 -0.02

Gwangju

RMSE 0.45 0.84 1.34 1.20 0.94 0.70

21MAE 0.40 0.77 1.24 1.11 0.87 0.63

R 0.43 0.16 -0.30 -0.29 0.05 0.24

Table 5. Statistical Comparison between Observed SPI3 and Forecasted SPI3 Based on the Moisture

Conditions (2001～2010)
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Forecasting

Measure

Season
Flood Season

(Jun, Jul, Aug, Sep)

Drought Season

(Oct, Nov, Dec, Jan, Feb,

Mar, Apr, May)

Lead Time

(months)

Season

1 2 3 4 5 6

Lead Time

(months)

Season

1 2 3 4 5 6

RMSE

SPI3
Entire 0.75 0.86 0.91 0.91 0.86 0.86 Entire 0.75 0.86 0.91 0.91 0.86 0.86

Flood 0.71 0.93 0.97 0.90 0.94 0.88 Drought 0.77 0.81 0.87 0.92 0.82 0.85

SPI6
Entire 0.62 0.77 0.82 0.81 0.79 0.78 Entire 0.62 0.77 0.82 0.81 0.79 0.78

Flood 0.48 0.73 0.78 0.75 0.68 0.66 Drought 0.34 0.53 0.61 0.60 0.59 0.59

SPI12
Entire 0.52 0.63 0.67 0.69 0.71 0.74 Entire 0.52 0.63 0.67 0.69 0.71 0.74

Flood 0.80 0.88 0.88 0.85 0.81 0.79 Drought 0.29 0.46 0.52 0.60 0.65 0.71

MAE

SPI3
Entire 0.58 0.66 0.68 0.67 0.65 0.72 Entire 0.58 0.66 0.68 0.67 0.65 0.72

Flood 0.53 0.74 0.74 0.70 0.73 0.72 Drought 0.60 0.63 0.65 0.66 0.61 0.73

SPI6
Entire 0.47 0.60 0.64 0.62 0.61 0.63 Entire 0.47 0.60 0.64 0.62 0.61 0.63

Flood 0.52 0.67 0.69 0.66 0.64 0.63 Drought 0.44 0.57 0.61 0.59 0.59 0.63

SPI12
Entire 0.35 0.43 0.49 0.52 0.55 0.59 Entire 0.35 0.43 0.49 0.52 0.55 0.59

Flood 0.61 0.68 0.70 0.66 0.63 0.65 Drought 0.06 0.06 0.07 0.07 0.09 0.10

R

SPI3
Entire 0.58 0.26 0.04 -0.08 0.10 0.15 Entire 0.58 0.26 0.04 -0.08 0.10 0.15

Flood 0.60 0.15 0.04 0.08 0.01 0.19 Drought 0.54 0.31 0.16 -0.14 0.19 0.05

SPI6
Entire 0.62 0.32 0.21 0.15 0.16 0.22 Entire 0.62 0.32 0.21 0.15 0.16 0.22

Flood 0.48 0.42 0.50 0.42 0.52 0.30 Drought 0.68 0.41 0.32 0.26 0.16 0.24

SPI12
Entire 0.77 0.65 0.61 0.57 0.56 0.52 Entire 0.77 0.65 0.61 0.57 0.56 0.52

Flood 0.55 0.50 0.49 0.47 0.50 0.43 Drought 0.93 0.83 0.78 0.71 0.65 0.55

Table 6. Comparison of Forecasting Results between Flood and Drought Season

한 결과 RMSE와 MAE의 경우에는 SPI 3, 6, 12 모두 홍

수기에 대한 SPI를 예측한 결과에 비해서갈수기에 대한

SPI 예측 결과의 오차가 매우 적은 것으로 나타났다. 반

대로 R의 경우에는 모든 선행예보시간에 대해서 갈수기

가 홍수기보다 크게 나타났다. 이를 통하여 다층 퍼셉트

론 인공신경망 모형과 SPI를 이용한 가뭄예측 홍수기간

에 비하여 가뭄기간의 예측결과가 매우높은 것으로 나타

났으며 인공신경망 모형이 가뭄예측에 매우효율적인 것

으로 분석되었다.

5. 결 론

본 연구에서는 인공신경망 다층 퍼셉트론을 이용하여,

남한 유역내 주요 지점을 대상으로 과거 관측 자료를 통

해 산정한 서로 다른 지속기간을 갖는 비정상성 SPI 시계

열자료를 이용하여 가뭄예측 시도하였으며, 예측된 결과

를 관측치와 비교하여 다음과 같은 결론을 도출하였다.

1) 인공신경망 다층퍼셉트론을 적용하여 DMSNN방법

을 이용한 학습은 입력층과 출력층에 변수를 6개월

에서 12개월까지 증가하고, 은닉층에 개수를제한하

는 방법으로 학습을 실시한 결과 입력층과출력층에

변수를 12개월로 하여, 은닉층을 12∼16개로제한하

였을 때 산정한 구조가 가뭄예측을 위해 적합한 구

조로 나타났다.

2) RMSE의 경우 주요 4개 관측소 모두 선행 예보 기

간이 1∼6개월로 길어질수록오차가 증가하는 것으

로 나타났으며, 지속기간이 길어질수록오차가감소

하는 것으로 분석되었다.

3) MAE의 경우 RMSE와 같은추세를 보여주고 있다.

이는 예측기간이 길어질수록 가뭄예측에 대한 오차

가 증가하는 것으로 판단되며, 지속기간이 길수록

가뭄예측에 신뢰도가 높은 것으로 나타났다.
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4) R의 경우 RMSE, MAE와 반대로 주요 4개 관측소

모두 예측기간이 1∼6개월로 기간이 길어질수록상

관성이낮은 것으로 나타났으며, 지속기간이 길수록

상관성이 높은 것으로 분석되었다.

5) 홍수기와 갈수기를 분리하여 결과를 비교한 결과,

다층 퍼셉트론 인공신경망 모형을 적용한 결과

RMSE, MAE에서 갈수기에 오차가 적으며, R에서

갈수기에 상관성이 홍수기보다높게 나타났으며, 이

는 가뭄을 예측하기에 다층퍼셉트론 인공신경망이

적합한 것으로 판단된다.

6) 다층퍼셉트론을 이용한 가뭄예측 결과 SPI (3)의 경

우 선행예보 1개월이 가뭄예측이 잘 되었고, 1개월

이후로정확도가감소하는경향이나타나, 단기가뭄

예측에활용하는것이좋을것으로사료된다. SPI (6)

의 경우 1∼2개월까지가뭄예측이 잘이루어졌고, 2

개월 이후에서 예측결과에 대한 신뢰도가 급격하게

감소하는것으로나타났다. 이를통해중기가뭄예측

에활용하는 것이좋을것으로판단된다. SPI (12)의

경우 1∼5개월까지가뭄예측이다른SPI (3), SPI (6)

보다 높은 예측치를 보여주는 것으로 나타났다.

이상의연구를바탕으로남한유역내주요지점을 대상

으로가뭄을예측한결과주요 4개 관측소모두 과거가뭄

(2001∼2010)기간과 학습을 통해 산정한 구조로 가뭄 예

측한 결과 가뭄이 잘 예측된 것으로 나타났으며, 갈수기

와 홍수기를 분류한 결과를 통해 다층 퍼셉트론이 가뭄예

측에 적합한 것으로 분석되었으며, 다층퍼셉트론을 이용

한 가뭄예측 결과를 통해 SPI (3), (6), (12) 모두단기간의

Normal 등급에 가뭄 예측에 적합한 것으로 판단되었다.
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