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요약

기업도산에 대한 분석과 관리는 기업의 성과와 성장능력을 평가하는 재무관리 분야에서 중

요하게 인식되어 왔다. 결국, 기업도산 예측에 대한 효과적인 모형이 필요하게 된다. 본 논문은

서포트 벡터 기계의 한 종류인 토탈 여유도 알고리즘을 이용하여 기업도산 예측을 위하여 새로운

접근 방법을 서술한다. 몇 개의 실제 자료를 통하여 제안한 방법들이 도산 위험의 평가에서 기존의

방법들보다 개선됨을 확인할 수 있었다.

주요용어: 도산기업예측, 서포트 벡터 기계, 소프트 여유도 알고리즘, 토탈 여유도 알고리즘.

1. 서론

건전한 재무투자의 관점에서 적절한 기업도산의 위험을 평가하는 것은 중요하다. 본 논문의 목

적은 서포트 벡터 기계 (Support Vector Machines; SVMs)를 기업도산의 예측에 적용하는 것이다.

특히, 저자들이 제안한 토탈 여유도 (total margin) 서포트 벡터 기계가 기업도산 예측에 있어서 좋은

수행능력을 제공한다는 것을 보일 것이다.

서포트 벡터 기계는 원래 두 범주를 가지는 패턴 분류문제에서 개발되었다 (Bartlett과 Mangasar-

ian, 1992; Cherkassky와 Mulier, 1998; Cristianini와 Shawe-Taylor, 2000; Vapnik, 1998). 이 방법의

주된 아이디어는 원래의 자료집합을 어떤 비선형 함수에 의하여 변환된 특징공간에서 한 범주의 자

료집합을 커널에 근거한 최대 여유도 (maximal margin) 선형 분류기 (classifier)를 이용하여 다른

범주의 자료집합을 가능한 멀리 분리하는 것이다 (박혜정, 2011; Glover, 1990; Mangasarian, 1968).

만약 자료가 잡음에 의해 오염되어 있다면, 완전분리는 일반화에 있어서 좋은 수행력을 얻을수 없을

것이다. 이러한 어려움을 극복하기 위하여, 오분류된 자료 점들의 여유성 (slackness)을 고려한 소프

트 여유도 (soft margin) 알고리즘이 제안되었다 (임주열 등, 2010; Bartlett과 Shawe-Talyor, 1999;

Cortes와 Vapnik, 1995). 이 후에 본 저자들은 분류된 자료 점들이 얼마나 정확하게 분류가 되었는

가의 측도로서 잉여변수 (surplus variable)를 소개하였다. 여유도를 최대화 하기 위하여 토탈 여유도

알고리즘은공식화되었는데,이는여유변수들을최소화하고동시에잉여변수들을최대화하는것이다

(Yoon 등, 2004; Nakayama 등, 2009).

다음절에서기업부도예측을위한기계학습방법으로서포트벡터기계를소개하고, 3절에서수치

예제들을 통하여 토탈 여유도 알고리즘의 수행 능력을 평가 할 것이다. 마지막으로 기계학습 방법을

이용한 성능의 효율성을 논의하고 추후의 문제점에 대한 제안을 할 것이다.
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2. 서포트 벡터 기계

두 집합을 가지는 훈련집합을

S = ((x1, y1), . . . , (xℓ, yℓ)) ∈ (X × {−1, 1})ℓ,

와 같이 정의하자. 여기서 X (⊂ Rn)는 입력공간이다. 서포트 벡터 기계의 주요 아이디어는 어떤 비

선형함수를이용하여주어진자료집합을특징공간으로변환을한후에,이공간상에서커널 (kernel)

을 사용한 최대 여유도를 가지는 선형 분류함수를 찾는 것이다. 여기서 여유도는 훈련집합의 점들과

판별함수에 의하여 얻어진 초평면 f(x) = 0 사이의 최소 거리로 정의된다. 특징공간상에서 판별함

수는

f(Φ(x)) = wTΦ(x) + w0, (2.1)

와 같이 정의되고 각 패턴 xi는 f(Φ(xi))의 부호에 의하여 분류된다 (석경하, 2010; Glover, 1990;

Mangasarian, 1968).

실질적으로,자료들이잡음 (noise)에의하여오염되어있다면,비록고차원의특징공간에서도선형

으로분리할수없을것이다 (김철응과윤민, 2003).또한완전분리가되는경우는과적합 (over-fitting)

의 문제때문에 예측능력에서 좋지 않은 결과를 보인다 (Shawe-Talyor 등, 1998). 이러한 어려움을 극

복하기 위하여, 그림 2.1에서 보는 바와 같이 오분류된 점들에 대한 허용가능한 오차로서 여유변수가

정의된다.

f (x)=+1
f (x)=0

f (x)= -1

xi

xj

xj

xi

f (x)=+1
f (x)=0

f (x)= -1
xi

xj

hj

hi

그림 2.1 여유변수들 그림 2.2 잉여변수들

w와 w0를 결정하기 위하여 소프트 여유도 알고리즘은 아래와 같이 정의된다 (Cortes와 Vapnik,

1995; Vapnik, 1998):

minimize
w,w0,ξi

1

2
wTw + C

ℓ∑
i=1

ξi (2.2)

subject to yi
(
wTΦ(xi) + w0

)
≥ 1− ξi,

ξi ≥ 0, i = 1, . . . , ℓ.
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1차계획 문제 식 (2.2)를 라그랑즈 쌍대문제 식 (2.3)으로 바꾸면

maximize
αi

ℓ∑
i=1

αi −
1

2

ℓ∑
i,j=1

yiyjαiαjK(xi,xj) (2.3)

subject to

ℓ∑
i=1

yiαi = 0,

0 ≤ αi ≤ C, i = 1, . . . , ℓ,

와 같이 주어지고, 여기서 C는 여유변수의 모수이다.

위의 수식에서, 적절한 커널 ⟨Φ(xi) · Φ(xj)⟩ ≡ K (xi,xj)을 사용하는 것이 일반적이다. 이러한

커널들의 전형적인 예들은 Schölkopf와 Smola (2002)에서 소개한 바와 같이 q차 다항함수 커널과

본 논문에서 수치예제들의 실험에서 사용하는 가우시안 (Gaussian)함수 커널등이 있다 (황창하와

신사임, 2010; Haykin, 1998).

K(x,x′) =
(
xTx′ + 1

)q
,

K(x,x′) = exp

(
−

n∑
i=1

(xi − x′
i)

2

2σ2
i

)
.

더우기, 그림 2.2 에서 보는 것과 같이 분리 초평면에 의해 정분류된 자료들이 얼마나 잘 분류가

되었는가의 측도로써 잉여변수 ηi가 정의된다. 여유도를 최대화 함으로써, 즉, 여유변수들을 최소화

하고 잉여변수들을 최대화 하는 두 가지를 동시에 고려하는, 토탈 여유도 알고리즘을 아래와 같이

얻게된다 (Yoon 등, 2004):

minimize
w,w0,ξi,ηi

1

2
wTw + C1

ℓ∑
i=1

ξi − C2

ℓ∑
i=1

ηi (2.4)

subject to yi
(
wTΦ(xi) + w0

)
≥ 1− ξi + ηi,

ξi ≥ 0, ηi ≥ 0, i = 1, . . . , ℓ.

식 (2.4)에 대응되는 라그랑즈 쌍대문제는

maximize
αi

ℓ∑
i=1

αi −
1

2

ℓ∑
i,j=1

yiyjαiαj⟨Φ(xi) · Φ(xj)⟩ (2.5)

subject to

ℓ∑
i=1

yiαi = 0,

C2 ≤ αi ≤ C1, i = 1, . . . , ℓ

식 (2.5)로 주어지고, 여기서 C1과 C2는 각각 여유변수와 잉여변수의 모수이다. 여기서, C1 > C2의

조건은 ξi와 ηi들 중에서 적어도 하나는 0임이 보장되어야 하기 때문에 C1과 C2는 C1 > C2인 경우를

선택해야한다.

다음 절에서 수치 예제를 통한 토탈 여유도 알고리즘의 수행능력을 평가할 것이다.
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3. 기업부도의 예측

이 절에서 2절에서 소개한 소프트 여유도 알고리즘과 토탈 여유도 알고리즘을 실제 자료를 기초로

기업도산을 예측한다.

예제 2.1

전통적으로패턴분류문제에공통적으로사용하는피셔선형판별분석과소프트여유도알고리즘,

토탈 여유도 알고리즘의 분류율을 비교한다.

Tokyo Shoko Research Ltd. (TSR)에서 제공된 자료를 사용하여 표 3.1에서 나타난 조건들을 만

족하는 도산기업들과 건전기업들을 예측하였다. 표 3.1에서 보는 바와 같이 다섯 개의 재무지표를

입력변수로 사용하였다.

표 3.1 자료 집합의 요약

범 주 건설 산업에 속하는 기업

(일본의 총무성의 기준에 따르는 분류)

규 모 중,소규모의 크기

주 식 동경 주식거래 시장에 상장되지 않음

기 간 1999.04 – 2000.03

기업의 수 건전 기업의 수 24480

도산 기업의 수 375

재무 지표 1. 자본금/총자산

2. 총부채/총자산

3. 당기 순이익/매출액

4. 이자비용/매출액

5. 매출액/총자산

수치예제를 위한 자료집합들은 건전기업과 도산기업에서 각각 표 3.2에서 나타내었다.

표 3.2 자료 집합

훈련집합 테스트 집합

도산기업 수 건전기업 수 도산기업 수 건전기업 수

자료집합 1 50 300 100 100

자료집합 2 100 400 100 100

소프트 여유도 알고리즘에서의 모수는 C = 1, 10, 100, 1000로 선택하였고, 토탈 여유도 알고리즘

에서는위의값들과조합으로 C1 = 1, 10, 100, 1000와 C2 = 0.01, 0.1, 1, 10, 100, 1000를선택하였다.

가우시안 커널함수의 반지름 σi는 i번째 재무지표의 표준편차로 사용하였다.

표 3.3 피셔의 선형 판별분석을 이용한 분류율

훈련집합 테스트 집합

도산기업 건전기업 도산기업 건전기업

자료집합 1 47.7 84.2 76.5 71.9

자료집합 2 43.5 82.9 69.2 74.4

표 3.3은 피셔의 선형 판별분석을 이용한 분류율을 나타내었는데, 도산기업과 건전기업 모두가

판별율이 나쁘지 않게 나타났다. 그러나 판별분석은 두 모집단의 분산-공분산 행렬이 같은 다변량

정규분포를 가진다는 가정을 만족해야 한다. 그러나 Eisenbis (1978)는 판별분석을 이용할 때 다변량

정규분포의 가정이 일반적인 경영 경제 문제에 만족하지 않음을 지적하고 비판적인 평가를 하였고

본 논문에서와 같이 기업도산 문제의 예측에는 위의 가정을 만족하는 경우는 거의 없다.
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한편 표 3.4에서 소프트 여유도 알고리즘을 이용한 분류율의 결과를 나타냈는데, 모수 C가 작은

값들에 대하여 건전기업의 판별율에 비하여 도산기업의 분류율이 상대적으로 아주 낮게 나타났다.

표 3.4 소프트 여유도 알고리즘을 이용한 분류율

(1) 도산 기업들

(a) 자료 집합 1

C 1 10 100 1000 108

훈련집합 17.4 45.2 73.2 92.6 100

테스트 집합 1.8 15.5 23.0 26.9 30.4

(b) 자료집합 2

C 1 10 100 1000 104

훈련집합 23.5 51.1 69.3 87.6 100

테스트 집합 9.9 25.9 25.2 34.1 38.4

(2) 건전 기업들

(a) 자료 집합 1

C 1 10 100 1000 108

훈련집합 99.9 99.4 99.47 99.5 100

테스트 집합 99.8 96.4 90.6 84.9 85.7

(b) 자료 집합 2

C 1 10 100 1000 104

훈련집합 99.3 98.2 98.6 98.8 100

테스트 집합 97.5 91.9 90.0 83.2 81.9

일반적으로, 소프트 여유도 알고리즘은 C의 값이 충분히 큰 경우에 대하여 훈련 자료집합을 완전

분리 하려는 경향이 있다. 이것은 토탈 여유도 알고리즘의 경우도 마찬가지이다. 이런 성질때문에 C

값이커지는경우에훈련집합의자료에대하여분류율이테스트집합에대한분류율보다상대적으로

좋게 나타난다. 그러나 이러한 현상들은 본 논문에서 사용된 기업 도산에 대한 예측의 결과에서는

관측되지 않았다. 이는 도산 기업의 수가 건전기업의 수와 비교해서 상대적으로 너무 작기 때문에,

상대적으로 C값이 작은 경우에 대하여 대부분의 도산기업은 오분류되고, 테스트 집합의 분류율의

결과는분류율이좋지않게된다.따라서도산기업들에대한분류율을개선하기위하여상대적으로큰

C값을선택하였다.그러나,저자들의기대와는반대로상대적으로큰 C값에서조차도산기업에대한

분류율은 기껏해야 40% 정도였다. 결국, 소프트 여유도 알고리즘에서 도산기업들을 잘 예측하기에

적절한 C값을 선택하기는 어렵다. 훈련 자료집합에서 여유변수와 잉여변수들을 함께 고려하는 토탈

여유도 알고리즘은 이러한 어려움을 극복하는 것으로 보인다. 토탈 여유도 알고리즘을 이용한 결과

들은 표 3.5에서 나타나는 것과 같이 C1의 값을 고정하고 C2의 값이 커짐에 따라서 도산기업에 대한

분류율이 더 나아지게 된다는 것을 알 수 있다. 소프트 여유도 알고리즘에서 C = 1을 가지는 것과

동일하게 C1 = 1일 때, 잉여변수의 모수 C2 (= 0.1)를 고려하면 도산영역이 더 커지게된다. 결국, 표

3.5에서 분류율은 표 3.4에서 보다는 나은 결과를 얻는다. 더우기, 이 결과들에서 모수 C1의 임의의

값에대하여 C2의값이충분히크다면,도산기업들에대한피셔의선형판별분석의분류율보다토탈

여유도 알고리즘이 더 나은 분류율을 보인다.
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표 3.5 토탈 여유도 알고리즘을 이용한 분류율

(1) 도산 기업들

(a) 자료집합 1

C1 = 1 C1 = 10 C1 = 100 C1 = 1000

C2 0.01 0.1 0.1 1 0.1 1 10 1 10 100

훈련집합 18.6 85.0 62.0 95.6 95.0 100 93.8 100 100 94.4

테스트 집합 2.7 74.5 30.9 89.0 53.9 82.0 89.6 76.1 88.5 88.6

(b) 자료집합 2

C1 = 1 C1 = 10 C1 = 100 C1 = 1000

C2 0.01 0.1 0.1 1 0.1 1 10 1 10 100

훈련집합 30.1 81.6 63.3 96.0 95.2 99.7 95.4 100 100 95.6

테스트 집합 10.6 71.5 39.3 92.0 60.5 80.9 94.4 79.2 86.7 91.8

(2) 건전 기업들

(a) 자료집합 1

C1 = 1 C1 = 10 C1 = 100 C1 = 1000

C2 0.01 0.1 0.1 1 0.1 1 10 1 10 100

훈련집합 99.9 69.9 98.5 49.6 77.4 49.7 49.3 48.3 41.3 50.9

테스트 집합 99.4 68.0 89.3 46.4 69.4 47.1 48.5 46.1 37.2 48.4

(b) 자료집합 2

C1 = 1 C1 = 10 C1 = 100 C1 = 1000

C2 0.01 0.1 0.1 1 0.1 1 10 1 10 100

훈련집합 98.7 71.2 96.2 43.6 75.1 46.6 40.1 46.3 34.9 44.4

테스트 집합 96.5 66.4 88.6 42.9 69.2 43.8 36.6 47.4 33.0 42.3

예제 2.2

두번째자료는한국금융협회에서기업의부도에관한자료로서총 3964개기업들에서재무구조를

나타내는 9개의 변수들에 대하여 얻어진 자료이다. 이 자료들에서 건전기업의 수는 3644개이고 부도

기업은 319개였다. 각 변수들에 관한 특징은 아래의 표 3.6에 표현하였으며 아홉 개의 재무지표들을

입력변수로 사용하였다.

표 3.6 기업부도 자료의 요약

기업의 자산 건전성 특징들

반응변수 독립변수 관측치

유동성 비율

정상기업 부채 비율

차입금의존 비율

단기 차입금의존 비율

현금유동성/총부채 3963

현금유동성/대출비율

부도기업 대출비용/EBIT

이자비용/매출

이자보상비율

여기서 EBIT (earning before interest tex)는 이자비용과 세금비용을 지불하기 전의 수익을 나

타낸다. 분석을 위하여 전체 자료로부터 가우시안 함수 커널에서 σi = 0.25로 고정하고 자료에서

훈련집합과 테스트 집합을 각각 7:3과 8:2로 추출하여 얻어진 결과가 표 3.7과 표 3.8에 각각 나타나

있다. 이들 각각의 경우에 로지스틱 회귀분석을 이용한 결과 정분류율이 각각 67.349%, 67.994%의

정분류율을 얻었다. 표 3.7에서 보여진 바와 같이 C1 = 1.0과 C2 = 0.50의 경우에 분류율이 69.329%
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로 얻어져 가장 좋은 결과를 얻었다. 전체적으로 토탈 여유도 알고리즘을 이용한 경우에 소프트 여유

도 알고리즘을 이용한 경우보다 다소 나은 분류율을 얻을 수 있었고 마찬가지로 표 3.8의 C1 = 1.0과

C2 = 0.50인경우에분류율이 70.466%로서가장높았다.이사실로보아동일한자료에서훈련집합과

테스트 집합을 나누고 비율에 따라 최적의 모수가 바뀌지 않음을 암시한다. 표 3.7과 표 3.8을 보면

토탈여유도알고리즘을이용한경우가전체적으로소프트여유도알고리즘을사용한경우보다다소

오분류율이 감소됨을 알 수 있었다.

표 3.7 가우시안함수 커널을 이용한 소프트 여유도 알고리즘과

토탈 여유도 알고리즘의 분류율의 비교 (7:3)

소프트 여유도 알고리즘 토탈 여유도 알고리즘

C1 C2

0.05 68.766

1.0 68.844 0.10 68.875

0.50 69.329

0.10 68.219

5.0 68.172 0.50 68.329

1.00 66.829

0.10 68.141

10.0 68.000 0.50 68.532

1.00 66.704

표 3.8 가우시안함수 커널을 이용한 소프트 여유도 알고리즘과

토탈 여유도 알고리즘의 분류율의 비교 (8:2)

소프트 여유도 알고리즘 토탈 여유도 알고리즘

C1 C2

0.05 69.000

1.0 68.977 0.10 68.977

0.50 70.466

0.10 67.721

5.0 67.745 0.50 68.605

1.00 67.884

0.10 67.489

10.0 67.489 0.50 68.047

1.00 67.187

4. 결론

본 논문에서는 보다 정확한 기업도산의 예측을 위하여 토탈 여유도 알고리즘을 이용한 방법을

제안하였다. 제안된 방법의 성능을 평가하기 위하여, 두 종류의 예제에서 제공되는 도산기업과 건전

기업의 분류율을 비교하였다. 그리고 기업도산의 예측에 있어서 토탈 여유도 알고리즘의 효율성을

보였다.본논문에서사용한알고리즘은 C1과 C2의값에의존적이기는하지만예제에서보여진정분

류율에서 소프트 여유도 알고리즘보다 다소 나은 수행능력을 보인다는 것을 확인할 수 있었다. 다만

최적은 C1과 C2를 찾기 위한 노력은 하나의 과제로 보인다. 또한 본 분석에서 사용한 가우시안함수

커널에 대한 최적의 반경σi를 찾는 것도 또한 중요한 문제라고 생각된다. 그리고 첫번째 예제에서는

일년간의재무정보를기초하여부도율의예측을수행하였으나,추후에다년간의기간을통한예측과

재무 지표들의 선택에 관해서 좀 더 조사해야할 필요가 있다고 생각된다.
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Abstract

The analysis and management of business failure has been recognized to be impor-

tant in the area of financial management in the evaluation of firms’ performance and

the assessment of their viability. To this end, effective failure-prediction models are

needed. This paper describes a new approach to prediction of business failure using

the total margin algorithm which is a kind of support vector machine. It will be shown

that the proposed method can evaluate the risk of failure better than existing methods

through some real data.
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