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무인 자동차를 위한 기하학적 특징 복셀을 이용하는 

도시 환경의 구조물 인식 및 3차원 맵 생성 방법 

Geometrical Featured Voxel Based Urban Structure Recognition 

and 3-D Mapping for Unmanned Ground Vehicle 
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Abstract: Recognition of structures in urban environments is a fundamental ability for unmanned ground vehicles. In this paper we 

propose the geometrical featured voxel which has not only 3-D coordinates but also the type of geometrical properties of point cloud. 

Instead of dealing with a huge amount of point cloud collected by range sensors in urban, the proposed voxel can efficiently represent 

and save 3-D urban structures without loss of geometrical properties. We also provide an urban structure classification algorithm by 

using the proposed voxel and machine learning techniques. The proposed method enables to recognize urban environments around 

unmanned ground vehicles quickly. In order to evaluate an ability of the proposed map representation and the urban structure 

classification algorithm, our vehicle equipped with the sensor system collected range data and pose data in campus and experimental 

results have been shown in this paper. 
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I. 서론 

최근에는 무인 자동차[1,2], 무인 항공기[3] 등과 같이 실외 

환경에서 운용하는 시스템을 무인화 하는 것이 추세이다. 이

러한 시스템을 무인으로 운용하기 위해선 주변환경으로부터 

받아들이는 센서 데이터를 지형(地形), 지물(地物)에 따라 분

류하고 처리하여 인식하는 능력이 반드시 필요하다. 주변 환

경을 인식하는 기술은 기본적으로 지형의 주행 가능성 여부

를 판별하는 것과 더 나아가 실외 환경의 구조물의 종류를 

구분하여 그것들의 위치를 맵으로 생성하는 것이다. 주변 환

경을 인식하여 맵을 생성하는 기술(semantic mapping)은 무인 

자동차가 더 고차원적인 명령을 수행할 수 있게 해주는 데, 

예를 들어 현재 위치에서 세 번째 나무를 지나 건물 모퉁이

에서 좌회전을 하라는 명령이 내려진다면 차량의 위치뿐만 

아니라 도시 환경의 지형, 지물을 인식하고 그것들의 위치를 

알아야만 수행이 가능하다. 

위와 같은 중요성 때문에 실외 환경의 구조물을 인식하여 

3차원 맵을 생성하는 기술은 로보틱스 분야와 컴퓨터 비전

분야에서 최근 수년 간 지속적으로 다루어졌다[4-7]. 실외 환

경의 거리 정보를 얻을 때 사용하는 센서는 크게 레이저 거

리센서와 카메라가 있는데, 이 두 가지 센서는 주변 환경의 

거리 데이터를 점군(point cloud) 형태로 제공한다. 대부분의 

실외 환경 인식 알고리즘은 위 센서에서 제공하는 점군 데이

터를 구조물에 따라 분류하고 3차원 맵을 생성한다. 현재까

지 인식률에서 최고 성능을 보이는 알고리즘은 MRF (Markov 

Random Field)의 일종인 AMN (Associative Markov Networks, 

[8])과 같은 통계적 추론 방법(statistical inference techniques)을 

사용하여 점군을 지형에 따라 3~4가지로 분류했다[9,10]. 그

러나 이런 MRF 계열의 추론방법은 각각 학습 과정(learning)

에서 Quadratic Programming, 추론 과정(inferring)에서 Linear 

Programming 과정이 필요하기 때문에, 실외 환경에서 획득한 

많은 양의 점군 데이터를 온라인으로 연산하여 구조물에 따

라 분류하는 것이 불가능하다[11]. 따라서 좋은 인식률에도 

불구하고 실시간으로 실외 환경을 인식하고 명령을 수행해

야 하는 무인 자동차나 로봇에는 적합하지 못하다. 또한 최

근 레이저 센서의 비약적인 발전으로 인하여 360도 전방위 

거리데이터를 초당 130만개의 점군 데이터로 획득 할 수 있

는데, 기존의 알고리즘들은 이렇게 많은 양의 데이터를 처리

하기에도 부적합하다. 따라서 기존 알고리즘들의 연산 속도 

및 연산 양의 한계를 극복하여 무인 자동차 또는 로봇에 적

용하기 쉬운 알고리즘이 필요하다. 

본 논문에서 새롭게 제안하는 도시 환경의 구조물 인식 알

고리즘은 많은 양의 점군 데이터를 빠르게 처리하고 구조물

을 빠르게 인식하여 실시간으로 3차원 맵을 생성할 수 있는 

알고리즘이다. 많은 양의 점군 데이터를 처리하기 위해서 

Geometrical Featured Voxel (줄여서 fVoxel이라 칭함)을 제안하

였다. 복셀(voxel)은 원래 일정한 모양을 가지는 단위 입방체

의 조합으로 3차원 물체를 표현하는 데이터 구조이다[12,13]. 

제안된 방법에서는 점군 데이터를 균일한 크기의 복셀로 변

환하고 점군 데이터의 기하학적 분포에 따라 복셀의 속성을 

정한다. 이는 점군 데이터의 양은 줄이고 구조물의 기하학적 

속성은 유지시켜 구조물 인식의 처리 속도를 높이기 위함이
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다. 또한 Machine Learning 기법을 사용하여 fVoxel로 표현된 

도시 환경의 구조물을 인식하는 방법을 제안하였다. 제안된 

방법을 검증하기 위해 레이저 거리센서와 차량 위치 추정 장

치를 탑재한 전기 자동차로 카이스트 캠퍼스(그림 1) 안의 

점군 데이터를 획득하였고[14,15], 획득한 점군 데이터와 제

안된 fVoxel 기반 도시 환경 인식 알고리즘을 사용하여 캠퍼

스 환경의 구조물을 3차원 맵으로 생성하였다. 그리고 생성

된 3차원 맵을 분석하여 제안된 방법이 도시 환경의 3차원 

구조물을 효율적으로 저장하고 빠른 처리 속도로 구조물을 

인식함으로써 무인 자동차 또는 로봇에 적합함을 보였다. 

 

II. 기하학적 특징을 가진 복셀(fVoxel) 

무인 자동차의 도시 환경 인식을 위해 거리센서로 측정된 

많은 양의 점군 데이터를 모두 저장하고 처리하는 것은 어렵

다. 따라서 점군 데이터를 변환하여 3차원 지형, 지물을 효율

적으로 저장하고 표현하는 몇 가지 방법이 무인 자동차 또는 

로봇에 사용되어 왔다. 그 중 Elevation Map은 무인 자동차 

경주대회에서 지형을 파악하는 용도로 많이 사용되었다[16]. 

Elevation Map은 일정한 간격을 가진 격자 수평면에 고도

(height) 정보를 저장함으로써 지형 정보를 간단하게 저장하

고 표현하는 방법이다. 이 방법의 단점은 2.5차원으로 공중에 

걸려있는 3차원 구조물을 완벽하게 표현할 수 없다는 것이

다[17]. 3차원 구조물을 표현하는 다른 방법으로 복셀이 있다. 

복셀은 일정한 모양을 가지는 단위 입방체로서 각각 3차원 

위치정보를 가진다. 이것을 조합하여 3차원 구조물을 표현할 

수 있다. 그러나 복셀의 크기가 클 경우, 점군을 복셀로 변환

하는 양자화 과정(quantization)에서 복셀 영역 안에 포함된 점

군의 기하학적 분포 정보를 잃어버린다[13]. 이러한 경우에는 

복셀을 도시환경의 구조물 인식에 활용하는 데에 적합하지 

못하다. 반대로 복셀의 크기가 작을 경우, 점군을 복셀로 변

환함으로써 얻는 용량의 감소 효과가 크지 않다. 

여기서 우리가 제안하는 방법은 점군을 복셀로 변환할 때, 

복셀 영역 안에 점군의 기하학적 분포를 4가지 형태로 분류

하여 복셀에 점군의 분포 속성을 부여하는 것이다. 이렇게 

함으로써 기존 복셀의 장점이었던 점군의 용량을 줄임과 동

시에 점군의 기하학적 분포 속성을 보존하는 효과를 얻을 수 

있다. 또한 제안된 복셀을 이용하면 도시 환경의 구조물을 

인식하는 데에도 유용하며, 점군 데이터를 직접 처리하는 대

신에 복셀 단위로 처리하므로 수행 속도도 향상 시킬 수 있다. 

그림 2는 fVoxel의 생성 과정을 나타내었다. 먼저 차량에 

설치된 거리센서로 획득한 점군을 위성 항법 장치와 관성 센

서로 측정한 위치 정보와 융합하여 세계 좌표계(world 

coordinate)로 변환한다. 세계 좌표계로 저장한 점군을 0.25~ 

1m 사이의 일정한 3차원 격자 간격으로 나눈다. 그 다음 각 

격자 안에 점군의 기하학적 분포를 4가지로 분류한다. 그림 

3은 도시환경에서 주로 나타나는 점군의 4가지 분포 형태를 

묘사한 그림이다. ‘수평 면형(horizontal surface)’은 도로나 바닥

에서 나타나고, ‘수직 면형(vertical surface)’은 건물 벽에서 주

로 나타난다. 그리고 ‘분산형(scatter)’은 나뭇잎이 우거진 영

역이나 덤불, 잔디밭에서 주로 나타난다. 미지형(未知形, 

Unknown)은 격자 안에 점군의 개수가 너무 적어 분포 형태

그림 1. 도시 환경 구조물 인식을 위한 실험 환경(카이스트

캠퍼스). 

Fig.  1. The experimental environment for recognizing urban

structures (KAIST campus). 

 

그림 2. 기하학적 특징을 가진 복셀(fVoxel)의 생성 과정. 

Fig.  2. Process of making geometrical featured voxel(fVoxel). 

 

그림 3. 4가지 형태로 나눈 점군의 기하학적 분포. 

Fig.  3. Four types of geometrically distributed point cloud. 
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를 파악할 수 없는 형태이다. 

위 4가지 분포형태를 구분하기 위해 표 1에서 제시한 

Saliency Feature를 사용하였다. Saliency Feature란 점군의 기하

학적 분포를 분석하기 위해 [4]에서 처음 사용한 방법으로 

점군의 3차원 좌표로부터 구한 공분산 행렬(covariance matrix)

을 주성분 분석(principal component analysis, [18])하여 얻은 점

군의 기하학적 특징 값이다. 점군 분포의 주성분 분석으로 

획득한 고유값 
1
,λ

2
,λ

3
λ

1
(λ ≥

2
λ ≥

3
)λ 과 각 고유값에 해

당하는 고유 벡터 
1
,e

�

2
,e

�

3
e

�

를 그림 3에 표시하였다. 이들을 

조합하여 표 1에서 제시한 수식으로 feature f1 ~ f5를 구할 수 

있다. f1 , f2 , f3 는 분산형, 면형을 구분하는데 사용된다. 본 논문

에서는 추가로 면형을 수직 면형과 수평 면형으로 구분하였

는데 이를 위해 네 번째 feature f4를 제안하였다. f4는 
3
e

�

를 z

축 방향의 단위 벡터 z
�

와 내적하여 구할 수 있는데, f4를 이

용하면 수평 면형의 경우 f4가 큰 값을 가지고, 수직 면형의 

경우 f4가 작은 값을 가지게 되므로 면형을 다시 두 가지로 

구분할 수 있게 된다. 그리고 한 fVoxel 영역 안의 점군의 개

수 npoint가 2개 이하이면 공분산 행렬을 계산할 수 없으므로 

fVoxel의 형태를 미지형으로 분류한다. 

다음으로 위에서 획득한 점군 분포의 feature를 이용해 

fVoxel의 종류를 분류(classification)한다. 분류기(classifier)로는 

이 경우와 같이 지도 학습(supervised learning)된 정보로부터 

주어진 데이터만을 분류(local classification)하는 데에 좋은 성

능을 보이는 SVM (Support Vector Machine)을 선택했다[18]. 

SVM을 사전에 학습시키기 위해, 위 4가지 종류의 분포를 가

진 점군 데이터 샘플을 학습 데이터(training set)로 사용하였

다. 각 종류별로 점군의 feature를 획득하고, 종류에 따라서 

클래스 정보를 포함시켜 SVM을 학습시킨다. 분류과정에서

는 각 격자 안의 점군에서 획득한 feature를 가지고 학습된 

SVM을 이용하여 fVoxel의 종류를 4가지로 분류할 수 있다. 

각 fVoxel(vi)은 기존 복셀과 같은 fVoxel의 3차원 위치 정보 

( , , )
i i i
x y z 에 추가로 SVM으로 분류된 fVoxel의 종류 값 

i
θ 이 

저장된다 ( [ , , , ],
i i i i i

x y z θ=v
i

θ ∈ {‘horizontal-surface’, ‘vertical-

surface’, ‘scatter’, ‘unknown’}). 이렇게 점군의 분포 정보를 4가

지로 분류하여 저장하게 되면 기존의 복셀에다가 단지 1가

지의 정보만을 추가함으로써 점군의 기하학적 분포를 보존

할 수 있고 저장되는 데이터의 양도 줄일 수 있다. 그리고 

fVoxel로 변환된 도시 환경 데이터를 가지고 보존된 점군의 

분포 정보를 이용하여 구조물 인식에 사용할 수 있다. 다음 

장에서는 생성된 fVoxel을 이용하여 구조물 인식하는 방법에 

대해 서술한다. 

III. 기하학적 특징을 가진 복셀을 이용한  

도시 환경 구조물 인식 방법 

fVoxel은 복셀 내부에 포함하고 있었던 점군의 분포 정보

만 가지고 있으므로 많은 수의 fVoxel로 조합된 3차원 도시 

환경 데이터에서는 구조물의 종류와 위치에 따라 fVoxel을 

군집화(clustering)할 필요가 있다. 예를 들자면 건물, 도로, 나

무의 경우 여러 가지 종류의 fVoxel로 구성되어 있는데, 본 

과정의 목적은 이러한 구조물을 종류와 위치에 맞게 fVoxel

을 군집화하고 구조물의 종류를 구분하는 것이다. 

이를 위해 k-means [18]를 사용하였는데, N개의 fVoxel로 구

성된 도시환경 데이터를 fVoxel간의 거리와 종류에 따라 K개

의 클러스터로 나눔으로써 구조물을 분리할 수 있다. 분리할 

구조물의 개수 K는 fVoxel 한 변의 길이 ε 에 비례하여 식 

(1)과 같이 설정된다. ε 에 비례하여 K값을 설정하면 복셀의 

크기와 관계없이 일정한 크기의 영역을 한 클러스터로 군집

화할 수 있다. 이때 ε 의 세제곱에 비례하는 것이 아닌 제곱

에 비례하도록 설정한 것은 건물과 같이 평면을 스캔하여 획

득한 복셀의 개수가 제곱에 비례하여 생성되기 때문이다. 예

를 들어 한 변의 길이가 1m인 fVoxel의 경우 fVoxel 100개당 

1개의 클러스터로 군집화되고, 0.5m인 경우 400개당 1개의 

클러스터로 군집화 되는 데, 3차원 공간상에서는 두 가지 경

우의 클러스터 결과가 비슷한 크기를 갖는다. 

 2
nint

100

N
K ε

 
= × 

 
 (1) 

그 다음 k-means과정에서 fVoxel의 3차원 좌표뿐만 아니라 

종류까지 고려하여 군집화하기 위해 fVoxel의 종류를 유클리

드 공간으로 간주하여 관찰 데이터의 차원을 4차원으로 확

장시킨다. 식 (2)에서 fVoxel vi의 점군 분포 속성 
i

θ 을 k-

means 과정에 반영하기 위해 ( )
i

f θ 를 식 (3)와 같이 정하였

고 fVoxel의 종류에 따라 거리값을 xi에 반영하여 k-means의 

관찰 데이터 
1 2

{ , , , }
N

=x x x x… 를 생성한다. 

 [ , , , ( )],
i i i i i

x y z f θ=x  where [ , , , ].
i i i i i

x y z θ=v  (2) 

 

0 if 'scatter'

5 if 'vertical-surface'
( )

15 if 'horizontal surface'

kNN( ) if 'unknown'

i

i

i

i

i i

f

θ

θ
θ

θ

θ θ

=


=
= 

= −
 =

 (3) 

식 (3)와 같이 fVoxel의 종류에 따라 거리값을 설정한 이유

는 바닥에서 주로 나오는 수평 면형과 바닥 위에 세워진 구

조물에서 주로 나오는 수직 면형 또는 분산형을 서로 분리하

여 군집화하기 위해서이다. 따라서 수평 면형과 수직 면형의 

간격을 10으로 두었고, 수평 면형과 분산형과의 간격을 15으

로 두었다. 그리고 수직 면형과 분산형과의 간격을 5로 설정

하였는데, 이것은 건물에서 주로 나오는 수직 면형과 나무 

등에서 주로 나오는 분산형을 적절히 분리하기 위해서이다. 

이렇게 각 형태별 거리값을 설정하게 되면 3차원 공간상에

서 fVoxel간의 간격이 조금 멀거나 가깝더라도 종류가 비슷

한 것 또는 종류별 거리값이 가까운 것끼리 군집화되는 특징

을 가지게 된다. 

표   1. fVoxel의 형태를 구분 하는 특징 값. 

Table 1. Features for classifying the type of fVoxel. 

Feature Description Equation 

1
f  Point-ness 3

λ  

2
f  Curve-ness 1 2

λ λ−  

3
f  Surface-ness 2 3

λ λ−  

4
f  Horizontal-ness 3

e z⋅

� �

 

5
f  Number of points pointn  
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미지형의 경우에는 점군의 개수가 부족했던 이유로 fVoxel

의 종류를 정하지 못하였으므로 주변에 있는 다른 종류를 참

고해서 거리값을 설정한다. 이를 위해 식 (3)에서 fVoxel의 종

류가 미지형일 때 k-NN (Nearest Neighbors) 알고리즘[19]을 사

용하여 거리값을 정한다. 미지형이 아닌 fVoxel을 k-NN의 

Training Sample로 설정하고, 미지형의 fVoxel과 3차원 공간에

서 유클리드 거리가 가까운 k개의 미지형이 아닌 fVoxel를 

구한다. 그 다음 k개의 fVoxel 중 가장 많이 나타난 fVoxel의 

종류를 근사값 
i

θ
�

으로 정하고 다시 ( )
i

f θ
�

를 통해 종류별 거

리값을 얻는다. 여기서 알아둘 점은 미지형 fVoxel을 미지형

이 아닌 다른 종류로 근사화하는 것은 단지 종류별 거리값을 

얻기 위해서이며 본래의 미지형인 속성은 변하지 않는다. 이

와 같이 근사화하는 것은 미지형 fVoxel을 주변의 다른 

fVoxel들과 함께 군집화하기 위해서이다. 

위와 같은 과정을 통해서 fVoxel의 3차원 위치와 종류별 

거리값을 포함하여 관찰 데이터 x를 생성할 수 있다. x를 조

건으로 하고 Expectation-Maximization과정[18]을 반복하여 식 

(4)를 만족하는 K개의 클러스터 S를 구할 수 있다. 이때 
j

µ

는 j번째 클러스터 Sj 로 분류된 fVoxel 평균값이다. 

 
1 2

{ , , , }
k

S S S=S …  

 
2

1

argmin
i j

k

i j

j S= ∈

−∑ ∑
S x

x µ  (4) 

 (Where 
j

µ  is the mean of points in Sj.) 

마지막으로 K개의 클러스터로 구분된 fVoxel을 가지고 구

조물을 분류한다. 분류 방법은 각각의 클러스터에서 미지형

을 제외한 fVoxel의 종류가 분산형이 가장 많을 경우 나무로 

분류하고, 수평 면형이 가장 많은 경우 도로, 수직 면형이 가

장 많을 경우는 건물로 분류한다. 이번 장에서는 각 fVoxel들

을 종류와 거리에 따라 군집화하고 군집화한 클러스터로부

터 구조물의 종류를 분류하였다. 다음 장에서는 제안된 구조

물 인식 알고리즘을 실험을 통해 검증하고 결과를 분석하였다. 

 

IV. 실험 결과 

본 논문에서 제안한 fVoxel을 이용한 도시 환경 인식 알고

리즘의 성능을 검증하기 위하여 실험 차량(그림 4)으로 카이

스트 캠퍼스의 3차원 점군 데이터를 획득하였다. 실험 차량

은 2대의 2차원 Laser Scanner(SICK사의 LMS200 모델)와 차

량 위치 추정을 위해 위성 항법 장치(HUACE사의 B20 

Beacon GPS)와 관성 항법 장치(Xsen사의 MTI 모델)를 탑재

하였다. 탑재된 Laser Scanner는 0.5도 간격으로 180도 범위를 

스캔하며 초당 72번의 거리 데이터를 제공한다. 획득한 거리 

데이터는 차량 트렁크에 설치된 컴퓨터(Quad Core 2.8GHz 

CPU, 4GB RAM)로 전송되어 차량의 위치 측정 정보를 이용

해 세계 좌표계의 점군 데이터로 변환된다. 그리고 점군 데

이터는 제안된 fVoxel의 생성 과정을 통하여 fVoxel로 변환되

고 도시 환경 인식 알고리즘의 구조물 인식에 사용된다. 

II 장에서 제시한대로 fVoxel을 생성하기 위해 먼저 점군 

분포 종류에 따라 SVM을 학습시킨다. 이를 위해 MATLAB

과 Visual Studio 2008 C++의 두 가지 소프트웨어 기반으로 구

현하였고, SVM 라이브러리는 LIBSVM [20]을 사용하였다. 점

군의 학습을 위해서는 Oakland 3-D Point Cloud Dataset [10]을 

사용했다. 이 점군 데이터는 도시 환경 구조물의 종류에 따

라 수작업으로 Labeling된 정보를 가지고 있어 학습 데이터

로 유용하다. 학습시킨 SVM의 종류는 C-SVC이며, V-fold 

Cross Validation [21]을 통하여 옵션을 결정하였다. 선택된 옵

션으로 Kernel은 Polynomial Kernel, Cost는 65536, Gamma값은 

16이다. 이렇게 학습된 SVM 모델을 이용하여 fVoxel을 복셀 

내부의 점군 분포에 따라 4가지로 분류한다. fVoxel의 모양은 

한 변의 길이가 0.5m인 정육면체로 하였다. 그리고 미지형 

fVoxel에 근사값을 정하기 위한 k-NN의 k값은 10으로 하였다. 

표 2는 검증에 사용된 4가지 Scene의 점군 데이터를 fVoxel

로 변환하고 용량 및 압축률을 표시하였다. 표 2에서 나타난 

것처럼 점군 데이터 용량을 약 10배 줄여서 도시 환경 구조

물을 저장하였다. 데이터 용량을 줄어든 이유는 점군의 경우  

 

그림 4. 도시 환경 구조물 인식을 위한 실험 차량. 

Fig.  4. The test vehicle for recognizing urban structures. 

 

표   2. 점군 데이터의 fVoxel 변환 결과. 

Table 2. Results of converting point cloud to fVoxel. 

Oakland #1 점군 fVoxel 

개수 100000 13613 

저장 용량 1.58MB 177KB 

압축률 914% (점군 용량 / fVoxel 용량 x 100%) 

범위 121.2m(가로) x 73.0m(세로) x 29.8m(높이) 
 

Oakland #2 점군 fVoxel 

개수 100000 17489 

저장 용량 1.59MB 228KB 

압축률 714% 

범위 131.3m(가로) x 101.0m(세로) x 27.6m(높이) 
 

KAIST #1 점군 fVoxel 

개수 303172 38136 

저장 용량 5.98MB 492KB 

압축률 1245% 

범위 110.2m(가로) x 100.6m(세로) x 22.2m(높이) 
 

KAIST #2 점군 fVoxel 

개수 248603 29790 

저장 용량 4.9MB 379KB 

압축률 1324% 

범위 96.3m(가로) x 76.6m(세로) x 22.9m(높이) 
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(a) Oakland Point Cloud [10] Scene #1 

 

(b) Result of converting fVoxel (Oakland Scene #1) 

 

(c) Classification Result of fVoxel (Oakland Scene #1) 

 

(d) Classification Result of fVoxel (Overall Scene of Oakland #1) 

그림 5. 제안된 fVoxel과 fVoxel을 이용한 구조물 인식 결과 

(Oakland Scene #1). 

Fig.  5. Results of the proposed fVoxel and urban structure 

recognition by using fVoxel (Oakland Scene #1). 

3차원 좌표 데이터를 float 또는 double 형태로 저장하여야 하

는 반면 fVoxel의 경우에는 좌표 데이터를 int 형으로 저장이 

가능하고 fVoxel안에 여러 개의 점군 데이터를 하나의 분포 

종류로 저장하기 때문이다. 이 결과는 점군의 분포 정보를 

담지 않는 기존의 복셀 표현 방법과 비교해도 거의 용량의 

차이가 나지 않는다. 

그림 5에서 (a)는 제안된 구조물 인식 방법을 테스트 하기

위한 Oakland 점군 데이터이며, (b)는 II 장에서 제안된 방법

으로 생성한 fVoxel이고, (c)는 III 장에서 제안된 방법으로 도

시 환경의 구조물에 따라 분류된 fVoxel을 나타낸다. (b)에서

처럼 건물벽의 경우 다수가 미지형의 fVoxl로 이루어져있고 

중간 중간에 수직 면형으로 이루어진 것을 볼 수 있다. (c)

에서는 fVoxel을 군집화하고 구조물의 속성을 부여한 결과

이다. 결과에서처럼 나무와 나무 주변의 잔디 그리고 자동

차가 나무로 묶여서 나온다. 이것은 구조물의 종류가 3가지

로 설정되었기 때문에 자동차와 같은 구조물을 따로 분류

를 하지 못했기 때문이다. 하지만 (d)에서처럼 좀 더 큰 범

위에서 보면, 전체적으로 주변 환경의 구조물을 3가지로 분

류하여 주변 환경을 잘 인식하고 있는 것을 알 수 있다. 그

림 6은 Oakland Scene #2와 KAIST #1, 2의 점군 데이터((a), (c), 

(e))와 fVoxel을 이용한 구조물 인식 결과((b), (d), (f))를 나타낸

다. 결과에서 나타나듯이 fVoxel이 나무, 도로, 건물로 따라 

적절히 분류됨을 알 수 있다. 그림에서 한 격자 간격의 길이

는 10m이다. 

표 3은 점군 데이터를 fVoxel로 변환한 시간과 fVoxel을 이

용한 구조물 인식시간을 각 Scene별로 정리하였다. 많은 양

의 점군 데이터를 직접 다루지 않고 fVoxel을 이용하여 구조

물을 인식하기 때문에 표 3에 나타난 것과 같이 C++기반에

서 각각 Oakland Scene은 평균 1.88초, KAIST Scene은 평균 

8.38초에 결과를 얻을 수 있었다. 

두 데이터의 수행 시간이 차이가 나는 것은 Oakland Scene

에 비해 KAIST Scene의 점군의 개수가 많아서 제안된 알고

리즘을 수행하는 시간이 길어졌기 때문이다. 이것은 처리 속

도 관점에서 연구된 기존 알고리즘[7]의 수행시간인 약 3초

에 비해 더 많은 시간이 걸리지만 기존 방법은 일정한 영역

(가로 25m x 세로 50m)에 포함된 점군 데이터만을 처리하며 

또한 새로운 점군 데이터가 업데이트 될 때 다시 계산을 해

야 한다는 단점이 있다. 그러나 제안된 방법은 가로, 세로가 

약 100미터인 넓은 영역을 한번에 처리하는 데, 이는 기존 

방법에 비해 약 8배 넓은 영역이다. 또한 반복적인 연산을 

통해 결과를 얻는 기존 알고리즘과 달리 한번만 수행하면 수

초 내에 결과를 얻을 수 있는 장점이 있다. 이 장점은 최근 

수백 미터를 3차원 센싱할 수 있도록 개발되어 무인자동차

에 많이 활용되는 레이저 스캐너[22]에 더 적합하다. 

표 4는 구조물 인식 성공률을 나타낸다. 기존 알고리즘에

서 보여준 인식률 88.9%에 비해 약 80%정도로 다소 떨어지

는 단점이 있지만 저장 용량이나 처리속도 면에서 제안된 방

법이 월등히 좋은 성능을 보였다. 따라서 제안된 방법은 많

은 양의 데이터를 실시간 처리해야 하는 무인 자동차나 로봇

의 도시 환경 구조물 인식에 더 적합하고 좋은 성능을 보인

다고 할 수 있다. 
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표   3. 점군 데이터의 fVoxel 변환 및 구조물 인식 시간. 

Table 3. Processing time of converting fVoxel and urban structure 

classification. 

Point Cloud 수행 알고리즘 C++기반 수행시간 

Oakland Scene #1 
fVoxel 변환 0.688초 

구조물 인식 0.519초 

Oakland Scene #2 
fVoxel 변환 0.864초 

구조물 인식 1.682초 

KAIST Scene #1 
fVoxel 변환 3.114초 

구조물 인식 6.986초 

KAIST Scene #2 
fVoxel 변환 2.788초 

구조물 인식 3.879초 

표   4. fVoxel을 이용한 구조물 인식 성공률. 

Table 4. Classification rate of urban structure using fVoxel. 

Class Oakland Scene #1 Oakland Scene #2 

Tree 86.1% 76.1% 

Building 82.0% 97.9% 

Road 88.4% 78.7% 

 

V. 결론 

본 논문에는 기하학적 특징을 가진 복셀을 제안하여 실외

환경에서 획득한 점군 데이터의 기하학적 분포 특성을 보존

하고 효율적으로 저장하였다. 점군 데이터의 분포 특성을 분

(a) Oakland Point Cloud Scene #2 (b) Classification Result of fVoxel (Oakland Scene #2) 

(c) KAIST Point Cloud Scene #1 (d) Classification Result of fVoxel (KAIST Scene #1) 

(e) KAIST Point Cloud Scene #2 (f) Classification Result of fVoxel (KAIST Scene #2)

그림 6. 제안된 fVoxel과 fVoxel을 이용한 구조물 인식 결과 (Oakland Scene #2, KAIST Scene #1 and #2). 

Fig.  6. Results of the proposed fVoxel and urban structure recognition by using fVoxel (Oakland Scene #2, KAIST Scene #1 and #2). 
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류하기 위해 SVM을 이용하여 복셀에 점군 분포 특성을 저

장하였다. 또한 제안된 복셀을 이용하여 도시 환경 구조물 

인식을 위한 알고리즘을 제안하였다. 제안된 알고리즘은 k-

NN과 k-means과 같은 머신 러닝 기법을 사용하였고 기하학

적 특징을 가진 복셀의 종류별 거리값을 이용하여 구조물의 

종류에 따른 군집화를 가능하게 하였다. 그리고 실제 도시 

환경의 실험을 통해 제안된 방법의 성능을 검증하였다. 검증

결과 제안된 방법은 실시간으로 주변 환경의 구조물들을 인

식함으로써 무인 자동차에 적합함을 보였다. 

추후 과제로는 복셀의 기하학적 분포 속성과 구조물의 종

류를 좀 더 다양하게 나누어 복잡한 도시 환경에서도 더 많

은 구조물들의 종류와 위치를 파악하고 맵을 만드는 작업이 

필요하다. 
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