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K-Means 클러스터링 성능 향상을 위한 최대평균거리 
기반 초기값 설정 

Refining Initial Seeds using Max Average Distance for K-Means Clustering 
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Shin-Won Lee Won-Hee Lee

요    약

대규모 데이터에 대한 특성에 따라 몇 개의 클러스터로 군집화하는 클러스터링 기법은 계층적 클러스터링이나 분할 클러
스터링 등 다양한 기법이 있는데 그 중에서 K-Means 알고리즘은 구현이 쉬우나 할당-재계산에 소요되는 시간이 증가하게 된
다. 본 논문에서는 초기 클러스터 중심들 간의 거리가 최대가 되도록 하여 초기 클러스터 중심들이 고르게 분포되도록 함으로
써 할당-재계산 횟수를 줄이고 전체 클러스터링 시간을 감소시키고자 한다.

ABSTRACT

Clustering methods is divided into hierarchical clustering, partitioning clustering, and more. If the amount of documents is 

huge, it takes too much time to cluster them in hierarchical clustering. In this paper we deal with K-Means algorithm that is 

one of partitioning clustering and is adequate to cluster so many documents rapidly and easily . We propose the new method 

of selecting initial seeds in K-Means algorithm. In this method, the initial seeds have been selected that are positioned as far 

away from each other as possible.

☞ keyword : 클러스터링(clustering), K-Means, 초기값(initial seed)

1. 서  론

대규모 데이터에 대한 특성 값에 따라 몇 개의 

클러스터로 군집화하는 클러스터링 기법은 계층

적 클러스터링[1,9]이나 분할 클러스터링[6,10] 등 

다양한 기법으로 나누어 설명할 수 있는데 현대 

사회의 정보 대량화는 계층적 클러스터링이나 그

래프 이론 클러스터링으로는 처리할 수 있는 데

이터에 한계가 있고 시간 복잡도 측면에서 비효

율적이다[3]. 본 논문에서는 대량 데이터에 대한 

클러스터링 기법으로 용이한 분할 클러스터링 중 

K-Means 알고리즘을 다루고자 한다. K-Means 알고
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리즘은 구현이 쉽고, 패턴 수가 일 때 시간 복잡

도가 인 장점을 가지고 있다. 그러나 

K-Means 알고리즘은 초기 클러스터 중심에 상당

히 종속적이다. 즉, 초기 클러스터 중심을 어떻게 

선정하는가에 따라 클러스터링 결과가 달라진다. 

일반적으로 K-Means 알고리즘의 할당-재계산 과

정에서 중심이 이동하면서 적절한 위치로 이동하

게 된다. 그러나 초기 클러스터 중심이 어느 한쪽

에 편중되어 선정되면 클러스터링 결과가 적절하

지 못하게 산출되거나 할당-재계산에 소요되는 

시간이 증가하게 된다. 이에 본 논문에서는 기존 

방법인 무작위 추출을 통한 초기 클러스터 중심 

선정 방법에서 벗어나 계산을 통한 초기 클러스

터 중심을 선정함으로써 K-Means 알고리즘 성능

을 개선하고자 한다. 

본 논문에서는 초기 클러스터 중심들 간의 거

리가 최대가 되도록 한다. 이를 통해 초기 클러스
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터 중심들이 데이터 집합에 고르게 분포되도록 

한다. 고르게 분포된 초기 클러스터 중심은 무작

위로 선정된 초기 중심에 비해 좀 더 정확한 클러

스터링 결과를 산출하게 된다. 또한 기존 알고리

즘에 비해 초기 클러스터 중심 선정에 추가적인 

시간이 소요되나 할당-재계산 횟수를 감소시킴으

로써 전체 클러스터링 시간을 감소시킬 수 있다.

본 논문은 2장에서 K-Means 알고리즘에 대해 

간략히 살펴보고 기존의 중심 선정 방법에 대해 

살펴본다. 3장에서 K-Means 알고리즘을 개선하기 

위한 초기 중심 선정 방법으로 최대 평균 거리를 

이용한 기법을 제안한다. 4장에서는 제안한 클러

스터링 기법에 대한 실험을 하고 분석 및 평가를 

한다. 5장에서 결론을 맺는다.

2. 관련 연구

2.1 K-Means 알고리즘

K-Means 알고리즘은 가장 일반적으로 사용되

는 분할 클러스터링 알고리즘이다. 이 알고리즘의 

개념은 패턴들과 그 패턴이 속하는 클러스터의 

중심과의 평균 유클리디안(Euclidean) 거리를 최소

화하는 것이다[4,5]. 클러스터의 중심은 그 클러스

터에 속한 패턴의 평균 혹은 중심(centroid) 라 

하고 다음처럼 정의된다.

 
 
∈
  (1)

이 식에서 는 클러스터에 속한 패턴집합이며, 
는 클러스터에 속한 특정 패턴이다. 패턴은 실

수 값을 가지는 벡터로 표현된다. K-Means에서 

클러스터는 중력의 중심과 같이 무게 중심을 가

지는 구형(sphere)으로 생각한다. 중심이 클러스터

에 속한 패턴들을 얼마나 잘 표현했는가를 나타

내는 척도(RSS : Residual Sum of Squares)는 각 클

러스터에 속하는 모든 패턴들에 대하여 각 패턴

과 중심까지의 제곱거리의 합으로 나타내며 다음 

식(2)과 같다.

  
∈




 






 (2)

RSS는 K-Means의 목적 함수이고, 이를 최소화

해야 한다[2].

(그림 1)은 K-Means 알고리즘이다.

K-Means
 1.   <- Select Random Seeds


 2.  ← 

 3.   ←


 4. while stopping criterion has not been met

 5.    ← 
 6.     ←

 7.     ← 

 8.     ← ′′  
 9.         ← ∪(벡터 재할당)

10.     ← 

11.    ← 

 
∈
  (중심 재계산)

12. return 

(그림 1) K-Means 알고리즘

종료 조건은 다음과 같은 경우를 사용할 수 있다.

(1) 미리 정의된 반복 횟수만큼 반복한다. 이 조

건은 클러스터링 알고리즘의 실행 시간을 

제한한다. 그러나 반복 횟수가 모자라서 클

러스터링의 질이 떨어질 수 있다.

(2) 벡터가 속한 클러스터가 더 이상 변하지 않

을 때까지 반복한다. 이 조건은 지역 최소

(local minimum)에 들어가는 경우를 제외하

고는 군집화의 질이 매우 좋다. 그러나 실행 

시간이 길어진다는 단점이 있다.

(3) 중심이 더 이상 변하지 않을 때까지 반복한다.
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(4) RSS가 임계치 이하로 떨어질 때까지 반복

한다. 이 기준에 따라 종료되면 군집화의 

질이 매우 좋다. 실질적으로 반복 횟수를 

제한하는 방법과 이 조건을 결합해서 종료 

조건으로 사용한다.

2.2 K-Means 초기값 설정

K-Means의 성능은 초기 중심을 어떻게 선정하

는가에 따라 크게 달라진다. 기본적인 초기 중심

은 무작위로 선정된 k개의 패턴 또는 패턴 집합 

범위 내의 임의의 K개의 좌표들로 구성된다. 이

렇게 설정된 초기 중심에서 출발한 클러스터링은 

결과 클러스터 또한 편차가 클 수밖에 없다. 이러

한 문제점을 해결하기 위해서 초기 중심 설정에 

관한 많은 연구가 진행되어져 왔다.

[11]에서는 초기 클러스터 중심의 특성이 특정 

패턴 집합에 속하면서 가능한 한 공통의 속성을 

갖는 패턴이라는 점에 착안하여 임의의 한 패턴

을 선택하는 대신 선택된 초기 클러스터에서 색

인어와 가중치로 표현되는 세 개의 문서를 선택하

여 초기 클러스터 중심 벡터로 설정한다. 3배수 중

심 설정의 알고리즘은 다음 식과 같다.


  





  (3)

여기서 
는 번째 클러스터 벡터이며, 는 

번째 문서 벡터를 나타낸다.

[8]은 클러스터간의 분리 크기에서 거리를 고려

한다면, 각 최적 중심은 초기 센터를 가질 수 있

을 것이라는 점에서 출발한다. 최적 중심에 매우 

가까운 위치에 k개의 초기 중심을 찾기 위한 분리 

조건을 개발하는 과정을 거치게 된다. 초기 중심

을 얻는 과정은 다음 (그림 2)와 같다.

1. 의 비례확률에 의한  , 를 선택하여 이를 

, 로 한다. 여기서 ∈이며, 는 전체 데이

터 집합이다.

2. 기존에 선정된 2개 이상(≥ )의 중심 을 

이용하여, 임의의 데이터 ∈에 대한 비례확률 

∈을 구해 이를 로 한다.

3. 가 일 때까지 (2)단계를 반복한다.

(그림 2) [8]의 초기 중심 선정 알고리즘

[7]은 통신 보안 시스템에 적용하기 위하여 프

로토콜을 대상으로 하는 K-Means 알고리즘을 연

구하였는데 이를 Two-Party K-Means 클러스터링 

프로토콜이라 한다. Two-Part를 구현하기 전에 우

선 단일 데이터 집합을 위한 클러스터링 알고리

즘의 초기 중심 선정에 대한 알고리즘이 필요한

데 다음 (그림 3)과 같다. 기본 아이디어는 전체 

문서의 중앙에서 출발하여 중심을 찾는 방법이다.

1. 전체 문서의 중앙 계산 :   
 





2. 모든 데이터와 중앙과의 거리 계산 : 



3. 평균 거리 계산 :  
 






4. 첫 번째 중심 선택 : 

     





5. 나머지 중심을 선택하기 위해 반복 : 

   

   5.1 
    ≤ ≤ 

   5.2  

 ≤ ≤ 

   5.3    ≤ ≤ 

   5.4      


 

(그림 3) [7]의 초기 중심 선정 알고리즘

[7]은 위 알고리즘 통신을 주고받는 두 가상 사

용자 밥(Bob)과 엘리스(Alice)가 주고받은 데이터
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1 임의의 K개의 중심을 선정한다.

2 ∈에 대해

2.1 와 가장 가까운 중심 선택

 ←     

2.2 선택된 를 기존 중심에 대체한 

후 새로운 평균 거리 계산

     ← 




 


    
 

2.3 가 기존 중심 간의 거리보다 크다면

          ←

3. 

(그림 4) 초기 클러스터 중심 선정 알고리즘

(그림 5) 최대 평균 거리를 이용한 초기 중심 이동

를 각각 , 라 하고, 각각의 중심을 
 , 

라 

하여 위 알고리즘(그림 3)의 모든 수식에 적용하

여 초기 중심을 선정한다. 이 알고리즘은 통신을 

통해 주고 전송된 메시지의 보안을 위해 제안된 

방법으로 동일할 것이라는 두 데이터 집합을 대

상으로 한다.

3. 최대평균거리를 이용한 클러스터 중심 

선정

3.1 알고리즘

본 논문에서는 클러스터링 초기 중심에 새로운 

방법을 이용하여 K-Means 알고리즘을 개선하고

자 한다. 제안하고자 하는 초기 클러스터 중심 선

정 방법은 초기 클러스터 중심들을 가능한 한 멀

리 선정하도록 한다. 이렇게 함으로써 무작위로 

선정된 초기 클러스터 중심이 일부 영역으로 편

향되는 현상을 막을 수 있고, 이에 따라 클러스터

링 속도 향상과 클러스터링의 정확도를 높이고자 

하였다. 제안한 K-Means 알고리즘의 초기 클러스

터 중심 집합C는 다음 식(4)와 같다.

 




 
 (4)

여기서 는 번째 클러스터의 중심이며, 는 

부터 까지의 평균이다. 즉, 부터 까지의 중

심들이 이들의 평균으로부터 최대의 거리를 갖도

록 하는 것이다. (그림 4)는 초기 클러스터 중심을 

구하는 알고리즘이다.

다음 (그림 5)는 K가 3일 때, 초기 클러스터 중

심 선정을 2차원 데이터를 이용해 묘사한 것이다.

기존 의 3개의 중심이 있고, 새로운 데이

터 에 대해 가장 가까운 중심을 찾게 된다. 

 각 중심과 와의 거리를 비교한 결과 임

을 확인할 수 있다. 이제,  대신에 를 넣고 다

음과 같이 각 중심과 평균 간의 거리(′′′)

를 계산한다.

  
 




′  (5)

이 거리는 기존 중심들 간의 거리()

  
 




 (6)

와 비교하게 된다. 두 평균 거리를 비교한 결과  

대신에 를 대입해서 계산한 값이 더 

크기 때문에 가 새로운 으로 대체된다. 이제 

가 새로운 가 되어 다음 의 비
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교 대상이 된다. 이 과정을 데이터 집합에 속한 

모든 에 대해 반복한다.

3.2 시간 복잡도 평가

기존연구의 중심 선정 방법에 비해 본 논문에서 

제안한 방법은 최대 평균 거리를 계산하는 과정이 

필요하다. 즉, 클러스터링에 소요되는 시간은

초기중심설정할당재계산   (7)

으로, K-Means의 할당-재계산 과정에 소요되는 시

간 이외에 추가로 시간이 소요된다. 

(그림 4)의 알고리즘에서 보는 바와 같이 2.1단

계의 와 가장 가까운 중심 선택에 소요된 시간 

, 2.2단계에서 기존 중심들과 로 대체했을 때

의 중심들에 대해, 중심들의 평균값 구하기 위한 

시간 , 평균값과 각 중심 간의 거리 계산을 위

한 시간 가 소요되어 총  만큼의 시간이 소

요된다. 는 클러스터 수이다. 기존 K-Means 알

고리즘의 할당-재계산 과정의 시간 복잡도가 

이라고 할 때, 최대 평균 거리 계산을 위한 

시간 복잡도는 

≒  (8)

이다. 

다음으로 할당-재계산은 과정은 각 문서를 클

러스터에 할당하기 위한 시간 1단위와 각 클러스

터에 속한 문서들을 대상으로 중심을 재계산 하

는데 소요되는 시간 1단위가 필요하다. 할당-재계

산에 대한 수식은

  (9)

와 같이 표현할 수 있다. 여기에서 는 할당-재계

산이 완료될 때 까지 반복되는 횟수이다.

따라서, 전체 클러스터링에 소요되는 시간은

≈  (10)

이다. 와 가 상수이기 때문에 결국 전체 클러스

터링 소요 시간은 에 선형이다. 또한

 ≪  (11)

이므로 초기 중심 선정에 소요되는 시간은 전체 

클러스터링 소요 시간에 큰 영향을 미치지 않는

다. 이는 실험을 통해 확인하도록 한다.

4. 실험 및 성능 평가

4.1 데이터집합

클러스터링 결과에 대한 수치적 평가를 위해 

148개의 데이터를 6개의 군집으로 생성하고 이를 

대상으로 클러스터링 성능을 실험하였다. 데이터

의 개수는 툴 출력되는 데이터 포인트들이 육안

으로 식별하기 쉽도록 적은 수로 제한하였다. 생

성된 데이터 집합은 다음 (표 1)과 같다.

 0 1 2 3 4 5 계

데이터 수 27 16 24 27 24 30 148

(표 1) 데이터 집합

(그림 6)은 (표 1) 데이터 집합을 표시한 그림이다.

클러스터링 실험은 각 초기 클러스터 중심 선

정 방법에 대하여 10회씩 실시하여 결과를 확인

하였다.

4.2 정확도 측정

클러스터링 결과에 대한 평가는 F-Measure로 평

가한다. F-Measure 수식은 우연성 행렬(contingency 

matrix)이 다음의 (표 2)와 같을 때
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(그림 6) 클러스터 데이터 분포

횟수 표준알고리즘 본 시스템

1 83.80% 98.77%

2 75.00% 99.38%

3 74.81% 98.77%

4 98.77% 98.77%

5 100.00% 98.77%

6 98.77% 99.38%

7 98.69% 98.77%

8 75.93% 98.77%

9 98.77% 99.38%

10 98.07% 98.77%

평균 90.26% 98.95%

(표 3) 실험 결과(F-Measure)

Partition C

      …  ′ 


…



     …  ′
    …  ′
…  …  …  …

      … ′




…



       …  ′ 

(표 2) 우연성 행렬

번째 클러스터의 F-Measure :







∙


∙

 



 
   (12)

여기서, 

      이다.

(표 3)은 실험을 통해 얻어진 F-Measure이다.

(표 3)과 (그림 6)에서 보는 바와 같이 표준 알

고리즘의 경우 정확하게 클러스터링 되는 경우도 

있으나 상대적으로 그렇지 않은 경우도 발생하여 

클러스터링 결과가 초기 클러스터 중심에 종속적

임을 확인할 수 있다. 그러나 본 논문에서 제안한 

초기 클러스터 중심을 이용하는 경우 대체적으로 

일관된 성능을 보이는 것을 확인할 수 있다.
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(그림 7) 실험 결과(F-Measure) 그래프

소요시간 k=3 k=10 k=20 평균

기

존

방

법

할당-

재

계산

평균 0.0017 0.0022 0.0023 0.0021

횟수 12.8 17.4 20.4 16.94

합계 0.02176 0.03828 0.04692 0.035574

총소요시간 0.02176 0.03828 0.04692 0.035574

최

대

평

균

거

리

할당-

재

계산

평균 0.0020 0.0021 0.0025 0.0022

횟수 7.3 9.2 9.3 8.24

합계 0.0146 0.01932 0.02325 0.018128

중심조정 0.0057 0.0134 0.0142 0.0118

총소요시간 0.0203 0.03272 0.03745 0.029928

(표 4) 소요 시간

(그림 8) 총소요시간

(그림 7)은 결과를 그래프로 표현한 것이다.

이상에서 살펴본 바와 같이, K-Means 알고리즘

이 초기 클러스터 중심 선정에 따라 클러스터링 

성능이 높아지고 낮아지는 현상을 본 논문에서 

제안한 방법을 통해 해소할 수 있었으며, 클러스

터링 계산 시간을 단축시킴으로써 초기 클러스터 

중심을 조정하기 위해 소요되는 시간을 상쇄할 

뿐만 아니라 전체적인 실행시간 또한 줄일 수 있

었다.

4.3 소요 시간

분산도 측정에 사용한 데이터를 이용하여 클러

스터링에 소요되는 시간을 측정하였다. 실험은 분

산도 측정과 마찬가지로 K값을 3～20으로 조정하

며 각각을 10회씩 실행하여 평균을 구하였다. (표 

4)는 실험 결과를 표로 표현한 것이며, 이 중 총소

요시간에 대한 그래프가 (그림 8)이다.

(표 4)를 보면 기존 방법에 의한 초기 중심 선

정의 경우 K의 값이 커질수록 할당-재계산의 횟

수가 대체적으로 증가되는 것을 확인할 수 있다. 

이는 데이터 집합이 무작위로 생성되어 경계가 

모호한 부분이 많기 때문에 발생되는 현상이다. 

그러나 최대 평균 거리의 경우 증가되는 편차가 

크지 않게 나타나는 것을 확인할 수 있다. 이는 

중심들이 데이터 집합의 가장자리에서 안쪽으로 

이동하면서 클러스터를 형성하기 때문에 기존 방

법보다 데이터 집합의 분포에 영향을 덜 받는 것

으로 판단된다. 이로써 초기 중심 선정에 추가적

인 소요 시간이 필요하다 하여도 할당-재계산 횟

수를 줄임으로써 클러스터링 총 소요 시간을 감

소시킬 수 있었다.

5. 결론 및 향후 과제

본 논문에서는 대량의 데이터에 대한 클러스터

링에 주로 사용되는 분할 클러스터링 중 K-Means 

알고리즘의 성능을 개선하기 위하여 중심 선정 

방법을 제안하였다. K-Means는 구현이 쉽고, 패턴 

수가 일 때 시간 복잡도가 선형적이기 때문에 

일반적이다. 그러나 초기 클러스터 중심이 어떻게 

설정되는가에 따라 클러스터링 결과가 이 초기 
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클러스터 중심에 종속적이다.

초기 클러스터 중심을 무작위로 선정하는 방식

에서 벗어나 초기 중심들을 최대한 멀리 배치함

으로써 클러스터링의 성능을 향상시키고자 하였

다. 정확도 측면에서 보면, 표준 알고리즘의 경우 

정확하게 클러스터링 되는 경우도 있으나 상대적

으로 그렇지 않은 경우도 발생하여 클러스터링 

결과가 초기 클러스터 중심에 종속적임을 확인할 

수 있다. 그러나 본 논문에서 제안한 초기 클러스

터 중심을 이용하는 경우 대체적으로 일관된 성

능을 보이는 것을 확인할 수 있었으며, 표준 알고

리즘에 비해 약 8.69%의 높은 정확도를 나타내었

다. 또한, 본 논문에서 제안하는 초기 중심 선정 

방법을 이용하면, 기존 방법과 달리 초기 클러스

터 중심 선정을 위한 추가적인 시간이 소요된다. 

그러나 문서를 각 클러스터에 할당하고 중심을 

다시 계산하는 할당-중심 재계산 과정의 횟수를 

감소시킴으로써 시간 복잡도는

≈           (13)

으로 문서 수에 선형적이며 전체 클러스터링에 

소요되는 시간을 감소시킬 수 있었다. 또한, 클러

스터링 결과가 초기 클러스터 중심에 종속적이던 

현상을 해소하여 일관된 결과를 얻을 수 있었다.

클러스터링은 정보검색이나 이메일 클러스터

링, 통신 프로토콜의 클러스터링, 의료 정보에 대

한 클러스터링 등 다양한 분야에 활용되고 있다. 

본 논문에서 제안한 최대 평균 거리를 이용한 개

선된 K-Means 알고리즘 또한 이들 분야에 적용할 

수 있을 것이다.

향후, 분할 클러스터링에 국한되지 않고 계층

적 클러스터링에 적용하여 정보 검색에 실제 응

용할 수 있도록 연구가 지속되어야 한다.
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