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요    약 : 측의 정확성은 비용의 감소나 고객서비스의 제고를 해 필수 으로 선행되어야 하기에 재까지도 많은 연구자들에 의해 연구

되고 있는 분야이다. 본 연구에서는 국내 항만의 컨테이  물동량 측에 있어 표 인 비선형 측모형인 인공신경망모형과 ARIMA모형에 

한 비교연구를 수행하는데 목 을 두었고, 컨테이  물동량 측력 제고를 해 ARIMA모형과 인공신경망(ANN)모형을 결합한 하이 리

드모형을 사용해 다른 모형들과 측성과를 비교하고자 한다. 특히 인공신경망모형의 네트워크 구조 설계에 부분에 있어 방 하며 복잡한 탐

색공간에서도 역해 찾기에 효과 인 기법으로 알려져 있는 유 알고리즘을 사용함과 동시에 인공신경망의 표 인 모형으로 알려진 다층

퍼셉트론(MLP)뿐만 아니라 시간지연네트워크(TDNN)를 사용해 측성과를 비교하 다. 그 결과 ANN모형과 하이 리드모형이 ARIMA모

형보다 더 뛰어난 측성과를 보이는 것으로 나왔다.

핵심용어 : 컨테이 물동량, 측, ARIMA모형, 인공신경망모형, 하이 리드모형, 다층퍼셉트론, 시간지연네트워크, 유 알고리즘

Abstract : The accuracy of forecasting is remarkably important to reduce total cost or to increase customer services, so it has been studied 
by many researchers. In this paper, the artificial neural network (ANN), one of the most popular nonlinear forecasting methods, is 

compared with autoregressive integrated moving average(ARIMA) model through performing a prediction of container traffic. It uses 

a hybrid methodology that combines both the linear ARIAM and the nonlinear ANN model to improve forecasting performance. Also, 

it compares the methodology with other models in performance for prediction. In designing network structure, this work specially applies 

the genetic algorithm which is known as the effectively optimal algorithm in the huge and complex sample space. It includes the time 

delayed neural network (TDNN) as well as multi-layer perceptron (MLP) which is the most popular neural network model. Experimental 

results indicate that both ANN and Hybrid models outperform ARIMA model.
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(주) 이 논문은 “컨테이 물동량 측에 있어 인공신경망모형의 활용에 한 연구”란 제목으로 “2010년 추계학술 회 한국항해항만학회

논문집(한국해양 학교, 2010.10.21-23, pp.140-141)”에 발표되었음.

1. 서  론

항만은 부터 국가간 교역의 주요 문으로 세계경제의 

국제화가 진 됨에 따라 그 역할에 한 요성이 날로 증가

하고 있다. 항만의 요성 증 와 함께 선박의 형화 그리고 

항만간의 경쟁심화와 같은 여러 환경변화에 발맞춰 효율 으

로 항만을 운 하기 해서는 보다 정확한 물동량 측이 요

구된다. 측의 정확성은 비용의 감소나 고객서비스의 제고를 

해 필수 으로 선행되어야 하기에 재까지도 많은 연구자

들에 의해 연구되고 있다. 

기 시계열 측연구에서는 선형시계열(linear time series)

모형을 기반으로 한 통계  기법(statistical techniques)들이 

주로 사용되었다. 그 에서도 비교  완벽한 이론 체계아래

에서 뛰어난 성능을 보여주고 있는 자기회귀이동평균(ARMA; 

autoregressive moving average)모형이 많은 연구자들에 의해

서 사용되고 있다(지, 1995; Zhang, 2003). 이에 (1999)은 

장기 항만물동량을 측하기 해 거시변수의 향을 모형화

한 수요함수를 추정해 사용하 고, 모․김(2003)은 이러한 구

조  모형과 ARIMA모형을 사용해 국내 수출입 물동량 측

에 한 비교연구를 수행하 다.
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그러나 이러한 통계  기법들로 설명하기 어려운 상들이 

실제 실에서 다수 존재한다는 으로 인해 새로운 측모형 

개발을 한 많은 노력들이 수행되었다. 이러한 노력들의 결과 

 하나가 기계학습(machine learning)이라는 메커니즘을 기

반으로 한 인공신경망(ANN; artificial neural network)모형으

로 다층퍼셉트론(MLP; Multi-layer perceptron)이 가장 표

으로 사용되고 있다. 이는 통 인 수요 측기법에 한 

안으로서 인식되기 시작하면서 여러 분야에서 범 하게 연

구되고 있다. ․송(2007)은 국내 주요 수출입품목을 선정해 

ANN모형과 회귀분석모형의 측력을 비교하 다.

그러나 Zhang(2003)은 우리가 하는 부분의 실 자료들

은 선형과 비선형특성이 섞여 있는 형태이기 때문에 특정 시계

열자료 속에 내재되어 있는 특성 모두를 하나의 측기법으로 

설명하거나 식별하는데 어려움이 있다고 말하 고, ARIMA모

형과 ANN모형을 결합한 하이 리드 ARIMA-ANN모형을 제

시함과 동시에 그에 한 실증분석을 수행하 다. 이러한 하이

리드모형 개발과 련된 연구들의 주요 가정은 단일 측모

형보다 여러 측모형들을 결합함으로 더 좋은 성과를 보인다

는 것이다. 이에 신 등(2008)의 연구에서 국내 주요 항만의 컨

테이 물동량 측에 하이 리드 ARIMA-ANN모형을 사용해 

다른 측모형과의 비교연구를 수행하 다. 

항만물동량 측에 있어 ANN모형을 사용해 일반 인 통

계  기법들과 비교한 선행연구인 ․송(2007) 그리고 신 등

(2008)의 연구들을 보게 되면, 부분의 자료에서 ARIMA모

형이 ANN모형과 하이 리드모형보다 뛰어난 측성과를 보

다. 그래서 본 연구에서는 다양한 시도를 바탕으로 ANN모

형과 하이 리드모형을 사용해 국내 항만의 컨테이  물동량

자료에 한 유효성을 검증하 다. 우선 ANN모형의 가장 

표 인 모형인 MLP는 시간패턴을 인식하는 문제에 있어 한

계 을 지니고 있기 때문에 그에 한 안으로 MLP보다 시

간패턴 인식능력이 더 뛰어난 시간지연네트워크(TDNN; time 

delayed neural network)를 사용해 이들 간의 성과를 비교하

다. 그리고 한 신경망의 구조 설계에 있어 기존의 선행연

구들에서 주로 사용해 왔던 탐색 인 방법론 신에 방 하며 

복잡한 탐색공간에서 효과 으로 알려진 유 알고리즘(GA; 

genetic algorithm)을 사용하여 최 의 신경망구조를 결정하

다.

본 연구의 구성은 다음과 같다. 2장에서는 시계열 측과 

련된 인공신경망모형의 연구들과 함께 항만 물동량 측에 

용한 기존 문헌들을 정리하 고, 3장에서 본 연구에서 사용

되는 여러 방법론들에 해서 설명하 다. 4장에서는 본 연구

에서 사용되는 다양한 자료들과 실험방법에 한 자세한 설명

과 함께 분석의 결과들을 요약하 다. 마지막으로 5장에서 본 

연구의 결론과 함께 향후 연구방향들을 제시하 다. 

2. 이론  고찰

Lapedes & Farber(1987)의 연구에 의해서 처음으로 시계열 

자료 분석에 ANN모형을 용시키는 시도가 이루어졌다. 이 

연구에서 오류역 (back propagation) 알고리즘을 사용한 

MLP로 학습시킨 결과 해당 자료에 한 합은 물론이며 

측력에 있어서도 통 인 수요 측기법들보다 더 우수한 성

과를 보인다는 것이 밝 졌다. 그 이후 많은 연구자들에 의해

서 기계학습을 통한 ANN모형이 시계열 측에 있어 좋은 성과

를 보임이 증명되었다(Weigend et al, 1990; Sharda & Patil, 

1992; Jhee & Lee, 1993). 그러나 White(1988), Fishwick(1989) 

그리고 Ripley(1993) 등의 연구에서는 ANN모형이 기존의 통

계  방법들에 비해 뛰어난 측성과를 보이지 않음을 보 다.

이와 같이 상반되는 연구결과들에 해 Chatfield(1993)는 

ANN모형이 새로이 등장한 유력한 측기법임에 틀림없지만 

체계 인 실증  분석이 필요함을 강조하 고, 여러 연구자들

에 의해서 측성과를 향상시키기 한 다양한 시도들이 이루

어져 왔다. 그  하나가 측하고자 하는 원시계열자료에 추

세나 계 성을 제거한 후 ANN모형으로 분석한 연구들이다. 

Nelson et al.(1999)의 연구에서는 ANN모형을 함에 있어 원자

료를 그 로 사용하는 것보다 해당 자료 내에 존재하는 계

성을 제거한 계 조정자료(deseasonalized data)를 사용하는 

것이 더 좋은 측성과를 보인다고 밝혔다. 더 나아가 Zhang 

and Qi(2005)의 연구에서는 시계열 자료에 포함되어 있는 계

성만 제거하는 것이 아니라 추세도 같이 제거하게 되면 원

자료와 계 조정자료를 사용하는 것에 비해 더 좋은 측성과

를 보인다고 밝혔다.

항만물동량 측에 ANN모형을 용한 찬 과 송주미

(2007)의 연구에서는 국내 주요 수출입품목 10개를 선정하여 

ANN모형과 회귀분석모형의 측력을 비교하 는데, 해당 시

계열자료의 특성에 따라 상이한 결과를 보임을 밝혔다. 뚜렷

한 추세를 지니고 있는 자료에서는 회귀분석모형이 더 좋은 

성과를 보인 반면에 ‘불규칙 상승’, ‘상승 둔화’ 혹은 ‘정체’의 

경우처럼 일정한 추세가 있다고 보기 힘든 자료에서는 ANN

모형이 더 높은 측성과를 보 다. 이는 ANN모형의 성과가 

해당 시계열의 특성에 따라 많은 향을 받고 있다는 을 다

시 말해주고 있는 부분이다.

그러나 Ghysels et al.(1996)의 연구에서는 단변량 시계열자

료에 있어서도 계 성을 제거하는 과정에서 원치 않는 비선형

특성을 래할 수 있다고 말했고, Ittig(1997)와 Miller and 

Williams(2004)의 연구에서는 시계열자료에 나타나는 추세의 

형태에 따라 계 성분이 향을 받기에 계 지수를 추정하는 

과정에 과다추정(over-estimation)이 발생할 수 있다고 말하

고 있다. 이는 ANN모형의 측성과를 높이기 해 사용되고 

있는 추세성과 계 성에 한 조정이 원자료에 한 정보 손

실  왜곡 상을 발생을 시킬 수 있기 때문에 원자료 변환에 

한 조심스러운 근법이 필요하다 말하고 있다.

Geman et al.(1992)연구에서는 그동안 제시된 MLP 련 학

습이론에 문제가 있는 것이 아니라, 주어진 문제를 MLP를 사

용해 표 하는데 어려움이 있다고 주장하 다. 즉, 해당 문제

에 있어 합한 ANN모형의 선택과 함께 그 모형의 최 의 



신창훈․정수

- 85 -

구조를 결정하는 것이 가장 요한 문제라는 것이다. 이와 같

은 노력들 한 여러 연구자들에 의해서 수행되었다.

Hansen et al(1999)의 연구에서는 기존의 리 사용되고 있

는 MLP에 비해 시간패턴인식에 있어 더 뛰어난 성능을 보이

고 있는 TDNN을 사용하여 시계열자료에 한 측을 수행하

다. 그리고 ANN모형 용에 있어 어려움   하나인 신

경망 구조결정(network topology design)에 있어 과거의 연구

들과 달리 유 알고리즘(GA; genetic algorithm)을 사용하

다. ANN모형의 성과는 신경망구조에 의해서 많은 향을 받

게 되는데, 이러한 구조결정문제에 GA를 용시키므로 신경

망 구조 설계에 한 자동화와 최 화를 동시에 달성할 수 있

다. 이 연구에서는 네트워크 구조결정에 있어 선행연구들에서 

주로 사용했던 경험론  방법론(rules of thumb)을 용시킨 

ANN모형을 Heuristic Neural Network이라 정의하 고, 그 

결과 ARIMA모형과 Heuristic Neural Network보다 유 알고

리즘을 사용한 Hybrid GA_Neural Network 모형이 더 좋은 

측성과를 보임을 밝혔다.

한 Kim and Shin(2007)의 연구에서 네트워크 설계부분

에 GA를 사용한 TDNN을 KOSPI 자료에 해서 측작업을 

수행하 는데, 그 결과로서 GA를 사용한 TDNN이 GA를 사

용하지 않는 것에 비해 더 좋은 측성과를 보임을 밝혔다.  

Zhang(2003)의 연구에서는 비선형자료 분석에 있어 장 을 

보이지만 선형자료 분석에 있어 연구자들마다 각기 다른 결과

를 보이는 ANN모형에 ARIMA모형을 결합시킨 그 단 을 보

완하려는 시도로 하이 리드 ARIMA-ANN모형을 사용하

다. 그 결과 ARIMA모형이나 ANN모형을 개별 으로 사용하

는 것보다 하이 리드 ARIMA-ANN모형을 사용하는 것이 

더 좋은 측성과를 보임을 밝혔다.

이에 한 용으로 신 등(2008)연구에서 국내 주요 항만의 

컨테이 물동량 측에 하이 리드 ARIMA-ANN모형을 사

용해 다른 측모형과의 비교연구를 수행하 다. 그러나 이 

연구에서는 ARIMA모형, ANN모형 그리고 하이 리드 

ARIMA-ANN모형을 사용해 그 성과를 비교한 결과를 보면 

부분의 자료에서 ARIMA모형이 더 높은 측성과를 보

다. 이는 ANN모형을 사용해 국내 컨테이 물동량을 측하

는데 있어 추가 인 실증분석이 요구됨을 보여주고 있다. 

이처럼 앞선 선행연구들은 해당 시계열의 특성에 따라 

측기법의 개발  용이 되어야함을 시사하고 있다. 그러나 

ANN모형을 용함에 있어 가장 자주 사용되는 추세  계

성의 제거와 같은 원자료 변환은 정보손실 혹은 왜곡 상을 

발생시킬 가능성이 있다. 이에 한 안으로 하이 리드모형

을 제시할 수 있으며, 보다 효과 인 시계열분석을 해 네트

워크 구조 결정문제에 있어 GA을 사용하는 것이 필수 이라 

할 수 있다.

3. 방법론

3.1 ARIMA, ANN & Hybrid model

ARIMA모형은 Box and Jenkins(1976)에 의해서 이론 으

로 체계화 된 후 시계열 분석에서 가장 많이 활용되고 있는 

모형  하나이다. ARIMA모형은 뛰어난 측성과를 보일 뿐

만 아니라 다른 측모형에 비해 정교한 이론  토 를 가지

고 있기에 실제 측작업뿐만 아니라 새로운 시계열 측모형

의 개발에 있어서 개발된 모형의 성능을 평가하기 한 기  

모형으로 사용되고 있다. 

그러나 비선형시계열분석에 있어 ARIMA모형은 그 한계

을 지니고 있어 그에 한 안으로 ANN모형이 사용되고 있

으며, 표 으로 사용되고 있는 ANN모형은 MLP이다. MLP

는 각각 1개의 입력층(input layer)과 출력층(output layer) 그

리고 입력층과 출력층 사이에 하나 이상의 은닉층(hidden 

layer)으로 구성되어 있다. Fig. 1은 입력층에 개의 입력노드 

    와 은닉층에 개의 은닉노드 

      그리고 출력층에 하나의 노드로 구성되어 있

는 MLP이다. 

Fig. 1  MLP

이를 수식 으로 표 하며 아래 식 (1)과 같다.

  




 




        (1)

여기에서 는 입력노드 와 은닉노드 의 연결가 치를 

말하며, 는 은닉노드 에서 출력노드로 가는 연결가 치를 

말한다. 그리고 함수 ∙는 인공신경망모형에서 사용되는 

비선형함수이다.

그러나 측뿐만 아니라 다양한 분야에 있어 그 성능을 인

정받아 리 사용되는 MLP는 시간에 따른 변화를 인식하고 

분석하는 능력에 있어 그 한계 을 보인다고 지 되고 있기에 

시계열 자료 분석  측에 있어 MLP모형의 안으로서 

TDNN이 소개되었다. TDNN은 음성인식부분에 있어 Waibel 

et al.(1989)의 연구에 의해서 처음 제안되었고, 이러한 음성인

식과 음소분류에 있어 다른 인공신경망모형에 비해 탁월한 성

과를 보임이 증명되었다. 

MLP와 TDNN은 방향(feed-forwarding)신경망이라는 

에서 기본 으로 유사한 모형이라 할 수 있지만, 출력층의 노

드를 제외한 모든 노드들이 기억 구조(memory structure)를 
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Fig. 2  TDNN

가진다는 에서 차이를 보인다. MLP 같은 경우 연구자가 임

의로 정한 시간창(time window) 내에서 학습이 이루어지는 

반면에 TDNN 같은 경우 해당 시계열분석의 상이 되는 표

본내에서 자동 으로 최 의 시간창을 선택할 수 있는 구조를 

가지고 있다. 그리고 있는 선택된 시간창내에서 목 함수를 

최소화하는 방향으로 학습이 이루어지기 때문에 시계열분석

에 있어 더 나은 측성과를 상할 수 있다. 이러한 기억구조

를 보통 시간지연라인(time delay line)이라 하는데, 아래 식 

(2)은 시간지연연산자 ∆을 포함한 입력노드의 시간지연라인

을 수식 으로 표 한 것으로 벡터형태를 띄고 있음을 알 수 

있다. 

          (2)

여기에서 는 특정 시계열의 개별 측치를 의미하는 것이 

아니라 특정 시계열자료를 의미한다. 이를 통해 TDNN은 단

변량 분석뿐만 아니라 다변량 분석으로의 확장성을 지니고 있

음을 알 수 있다.  

Fig. 2는 입력노드의 시간지연라인의 크기와 시간지연연산

자 ∆는 각각 3과 2이며, 은닉노드의 시간지연라인의 크기와 

시간지연연산자 ∆는 각각 4와 2인 구조를 띄고 있는 TDNN

이다. 

은닉노드 에서 출력노드로 출력되는 값인 은 아래 

식 (3)과 같이 계산된다. 그래서 특정 은닉노드 의 시간지연

라인은 재의 와 함께 이  단계들에서 이미 계산된 

  들이 포함된 형태를 뛴 벡터형태이다.

  
                             (3)

여기에서 는 특정 입력노드의 시간지연라인과 은닉

노드의 간의 연결가 치를 의미하며, 아래 식 (4)과 같이 벡터

형태를 띄고 있다.

                     (4)

그러나 Zhang(2003)은 부분의 시계열 자료 는 선형

인 특성 과 비선형 인 특성 이 혼합되어 있는 형태 즉, 

    와 같은 형태를 띠고 있다고 가정하 고, 이러한 

특성을 가진 시계열을 분석함에 있어 단일 측모형으로 모든 

특성을 식별하기 어렵다고 말했다. 그래서 시계열 자료 속에 

내재되어 있는 선형과 비선형특성들을 동시에 모형화하기 

해 서로 다른 특성을 지니고 있는 측 모형을 결합한 하이

리드 ARIMA-ANN모형을 제시하 다.

하이 리드 ARIMA-ANN모형의 차는 크게 두 단계로 

나  수 있다. 첫 번째 단계에서 해당 시계열에 내재되어 있는 

선형 인 특성을 추정하기 해 ARIMA모형을 사용한다. 이

를 통해 ARIMA모형을 통해 추정된 선형 인 특성 을  아

래 식 (5)을 통해 오차 을 계산한다. 

   
                                      (5)   

두 번째 단계에서는 에 단계에서 계산 된 오차 을 

ANN모형에 학습시킨 뒤 측을 수행한다. 이는 측오차자

료에 내재되어 있는 비선형 계를 식별하기 해 ANN모형

을 사용하는 것으로 아래 식 (6)과 같다.

     ∙∙∙∙∙∙                     (6)

함수 ∙는 ANN모형에서 사용되는 비선형함수이며, 

는 확률  오차(random error)이다. 즉, ANN모형의 입력값으

로 재 시  을 기 으로 ARIMA모형으로 분석한 후 나온 

개의 측오차를 입력자료로 사용한다는 의미이다. 최종

으로 ARIMA모형을 사용하여 합시켜 나온 추정값 과 

ANN모형을 사용해 나온 을 더하므로 원시계열에 한 추

정치  을 구한다.

  
 
                                        (7)  

이는 각기 다른 특성을 지니고 있는 측 모형을 사용하므

로 인해 시계열 자료 속에 내재되어 있는 선형  패턴과 비선

형  패턴을 독립 으로 모형화 할 수 있으며, 이들의 결합으

로 인해 체 측성과를 향상시킬 수 있다. 

3.2 GA

GA는 진화를 표방한 확률  탐색기법(stochastic search 

method)이다. GA에서 연구자가 임의로 정의한 목 함수를 

토 로 선택(selection), 교차(crossover) 그리고 돌연변이

(mutation) 연산자들이 작동하면서, 특정 종료규칙(termination 

criterion)에 만족될 때까지 단계 인 반복연산이 수행되는 알

고리즘이다. 

ANN모형의 네트워크 구조 결정 문제와 련된 과거 연구

들을 보면, 모든 경우의 수를 고려하는 탐색  방법을 사용하

거나 몇몇 연구자들에 의해 제안된 어림짐작으로 결정(Rules 

of thumb)하는 법칙들을 이용해 실제 분석에서 사용되는 입

력노드 혹은 은닉노드의 수와 같은 구조 모수를 결정하 다. 

그러나 고려해야 할 구조 모수가 증가하면 할수록 엄청난 크

기로 탐색공간이 증가하며, ANN모형 한 비선형모형이기에 
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매번 분석시 최 해를 보장하기 힘들기에 이러한 방법들은 그 

한계 을 지니고 있다. 그래서 Hansen et al(1999)과 Kim and 

Shin (2007) 등의 연구에서는 방 하며 복잡한 탐색공간에서

도 역해(global optimum)찾기에 효과 인 기법으로 알려져 

있는 GA를 사용해 최 화 된 네트워크 구조를 결정하 고, 

그 결과 GA를 사용하지 않는 경우보다 뛰어난 성과를 보임을 

밝혔다.

4. 실증분석

4.1 실험 설계

본 연구에서는 총 3가지의 측모형들을 사용해 그 성과들

에 한 비교연구를 수행하 다. 첫 번째 측모형은 일반

으로 사용하는 ANN모형으로 다른 모형들과의 구분을 해 

Naïve ANN모형이라 하 다. 나머지 두 모형은 하이 리드 

AR-ANN모형과 하이 리드 ARIMA-ANN모형이다. 그리고 

이들 측모형들마다 사용되는 ANN모형에 있어 각기 다른 

ANN모형인 MLP와 TDNN를 사용해 그에 따른 비교연구를 

수행하 다. 

실험은 두 단계로 나눠 수행되었다. 첫 단계에서는 앞서 언

한 3가지 측모형별로 시계열자료 속에 내재되어 있는 선

형 인 특성 을 추정함과 동시에 ANN모형에 사용할 새로

운 자료를 생성한다. 여기에서 하이 리드모형들은 AR모형이

나 ARIMA모형으로 을 추정한 뒤, 이를 통해 ANN모형에 

사용될 자료인 측오차들을 계산하 다. Naïve ANN모형 같

은 경우 차분을 통해 추세만 제거하 으며, 이 자료를 ANN모

형의 입력자료로 사용하 다. AR모형과 ARIMA모형의 분석과정

에서는 SAS 9.1이 사용되었다. 두 번째 단계에서는 앞 단계에

서 생성된 자료를 바탕으로 ANN모형에 한 학습  측을 

수행하여 비선형 인 특성 을 추정하는데, NeuroSolutions 

5.07이 사용되었다. 그리고 입력노드와 은닉노드의 수 그리고 

각각의 노드들에 한 시간지연라인 같은 인공신경망의 여러 

구조모수들을 구하기 해 GA를 용하여 최종 구조를 결정

하 으며, NeuroSolutions에서 제공하는 GA를 사용하 다. 

그래서 각 단계별로 추정한 와 을 합해 최종 추정치 

을 계산하 다. 

Fig. 3  Experiment design 

GA의 탐색공간은 아래와 같이 정하 다. 입력노드와 은닉

노드의 기억 구조는 각각 1～20개까지로 두었고, 각각의 노드

들의 시간지연의 크기는 1～10까지로 정하 다. 그리고 마지

막으로 은닉노드의 개수는 1～25개까지로 정하 다. 그리고 

각각의 세 수와 모집단의 수는 100으로 정하 다. 나머지 네

트워크 구조에 있어 은닉층의 수는 하나로 고정하 고, 활성

함수는 곡탄젠트함수를 사용하 다. 그리고 GA의 연산자들

과 련해서는 선택방식으로는 확률바퀴를 사용하 고, 교차

방식은 일 교차방식을 사용해 총 10회 반복실험을 수행하

다. 그리고 나머지 모수값인 교차율은 0.5, 돌연변이율은 0.1로 

정하 다. 목 함수식은 아래 식과 같으며, 실제값(actual 

value)인 에 측값(forecast value) 을 뺀 뒤 나오는 오

차값을 제곱하여 그 평균을 구한 평균제곱오차(MSE; mean 

square error)을 사용하 다.

  




  
                        (8) 

그리고 사 으로 실험에 사용되는 자료들을 학습

(training) 자료, 교차검증(cross-validation)자료 그리고 검정

(test)자료로 나  뒤 분석을 수행하 다. ANN모형의 학습과

정은 교차검증자료에 해서 목 함수 즉, MSE를 최소화는 

방향으로 노드간 연결 가 치들을 조정하 다. 이러한 학습과

정에 있어 종료조건으로는 최  1000회에 걸쳐 단계 인 연산

이 수행되며, 과다 합(over-fitting)을 방지하기 해 MSE값

이 증가하는 순간 학습과정이 종료되게 하 다. 그리고 이러

한 과정을 통해 나온 선택된 인공신경망 모형들에 해서 검

정자료를 사용해 최종 인 ANN모형을 선택하 다. 

4.2 자료

본 연구에 사용된 항만별 컨테이 물동량자료는 환 과 국

내 연안운송을 제외한 수입, 수출 물동량으로 국토해양부가 

운 하는 해운항만 물류정보 센터(SP-IDC)에서 수집하 다. 

효과 인 인공신경망의 학습을 해 보다 많은 수의 측치 

확보가 무엇보다 요한 문제이기 때문에 국내 항만  가장 

긴 역사를 지니고 있는 부산항과 인천항을 심으로 자료를 

    

   

Fig. 4  Time plot of data set
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수집하 다. 그 결과 총 측기간은 1991～2006년까지 월별 

자료로 총 192개 측치를 상으로 분석을 수행하 다.

자료분할에 있어 1991～2002년까지 학습자료, 2003～2004

년까지 교차검증자료 그리고 2005～2006년까지 검정자료로 

나  뒤 시계열의 선형 인 특성 을 추정하기 해 AR과 

ARIMA모형에 한 분석을 수행하 다. Table 1은 각 자료에 

한 AR와 ARIMA모형의 식별결과이며, AIC을 기 으로 최

종 모형을 결정하 다. 이를 통해 다음 단계에 사용될 ANN모

형의 자료를 생성하 으며, 특히 ARIMA모형은 최종 측모

형의 성과비교에 있어 기  모형으로 사용되었다. 

Table 1  Result of AR and ARIMA model identification

자 료 합모형 

부산 수입
ARMA 

AR 

부산 수출
ARMA 

AR 

인천 수입
ARMA 

AR 

인천 수출
ARMA 

AR 

4.3 인공신경망모형의 결과 분석

비선형 특성을 추정하기 해 앞선 단계에서 생성된 자

료를 바탕으로 ANN모형으로 분석을 수행하 다. Table 2에 

ANN모형의 학습결과를 요약하 다.

Table 2  Result of ANN model identification

자 

료

측

모형

ANN 

모형

신경망 구조

MSE1) AIC입력노드 
기억구조

(size : delay)

은닉

노드

은닉노드 
기억구조

(size : delay)

부

산

 

수

입

Naïve 
ANN

MLP 16 : - 24 - 0.0888 586

TDNN 4 : 2 18 12 : 1 0.0772 555 

Hybrid 
AR-ANN

MLP 10 : - 10 - 0.1746 101

TDNN 17 : 7 7 10 : 7 0.2015 231 

Hybrid 
ARIMA-

ANN

MLP 18 : - 15 - 0.2130 366

TDNN  7 : 8 12 15 : 8 0.2560 523 

부

산

수

출

Naïve 
ANN

MLP 13 : - 10 - 0.1352 45

TDNN  2 : 5 24 12 : 1 0.1383 676 

Hybrid 
AR-ANN

MLP 4 : - 22 - 0.3041 275

TDNN 15 : 7 3 17 : 7 0.3789 178 

Hybrid 
ARIMA-

ANN

MLP 17 : - 10 - 0.3159 135

TDNN   2 : 10 4 19 : 9 0.3620 155 

인

천

 

수

입

Naïve 
ANN

MLP 10 : - 22 - 0.0622 642

TDNN  7 : 1 6  3 : 2 0.0719 73 

Hybrid 
AR-ANN

MLP 15 : - 16 - 0.0649 41

TDNN 19 : 7 10  7 : 7 0.0433 470 

Hybrid 
ARIMA-

ANN

MLP 17 : - 11 - 0.0870 135

TDNN 17 : 7 6  7 : 7 0.0806 244 

인

천

수

출

Naïve 
ANN

MLP 18 : - 17 - 0.2084 231

TDNN 20 : 8 2  3 : 1 0.1658 37 

Hybrid 
AR-ANN

MLP 16 : - 15 - 0.2036 145

TDNN  6 : 7 13 18 : 7 0.1307 605 

Hybrid 
ARIMA-

ANN

MLP 18 : - 20 - 0.1782 802

TDNN  7 : 7 6 17 : 7 0.1306 255 

우선 MSE기 으로 ANN모형의 학습결과를 비교해 보면, 

부산 자료에서는 Naïve ANN모형에서 생성된 자료 즉, 추세

만 제거한 자료를 사용할 경우 가장 뛰어난 학습성과를 보

다. 그러나 인천 자료에서는 사용된 측모형별 뚜렷한 차이

를 보이지 않는다.

그리고 GA를 사용해 선택된 ANN모형의 네트워크 구조를 

보면 사 에 상했던 것 보다 다소 복잡한 형태를 띠고 있음

을 알 수 있다. 로 부산 수입 자료의 경우 Naïve ANN모형

의 MLP 같은 경우 총 408개의 연결가 치이며, TDNN 같은 

경우 총 288개의 연결가 치에 해서 학습이 이루어졌다. 이

는 ANN모형의 고유의 특성이라 볼 수 있다. 구조와 련된 

다른 특이 한 으로 첫째, 사용된 자료에 따른 입력노드와 

은닉노드의 시간지연(delay)의 변화이다. 로 부산 수입 자료

의 경우 Naïve ANN모형에서의 입력노드와 은닉노드의 시간

지연의 크기는 각각 2와 1이며, 하이 리드 AR-ANN모형에

서는 각각 7이며, 하이 리드 ARIMA-ANN모형에서는 각각 

8로  증가하는 추세를 보이고 있다. Naïve ANN모형에서 

생성된 자료는 추세만 제거된 자료로 정보손실 측면에서 가장 

은 편에 속하며, 하이 리드 ARIMA-ANN모형은 가장 많

은 편에 속한다. 이는 해당 자료의 특성에 있어 학습과정에서 

정보손실이 많은 자료를 사용할 경우 보다 많은 수의 시간지

연이 필요함을 알 수 있다. 두 번째는 사용되는 ANN모형에 

따른 네트워크 구조의 복잡성의 변화이다. 앞선 결과에서도 

체 으로 TDNN보다 MLP을 사용할 경우 더욱 복잡한 네

트워크 구조를 보 다. 그리고 한 MLP에서 보다 더 많은 

수의 은닉노드를 사용하고 있는 것을 알 수 있다. 이는 

TDNN의 구조 인 특징인 입력노도와 은닉노드의 기억지연

라인으로 인한 효과로 볼 수 있다.

Table 3  Result of ANN model

구

분
자 료 ANN 모형 MSE

구

분
자 료 ANN 모형 MSE

부

산

 

수

입

Naïve 
ANN

MLP 0.1711

인

천

 

수

입

Naïve 
ANN

MLP 0.5777

TDNN 0.2208 TDNN 0.6079 

Hybrid 
AR-ANN

MLP 0.5154 Hybrid 
AR-ANN

MLP 1.6371

TDNN 2.6677 TDNN 1.1313 

Hybrid 
ARIMA-

ANN

MLP 1.1387 Hybrid 
ARIMA-

ANN

MLP 1.9754

TDNN 1.8118 TDNN 1.4392 

부

산

수

출

Naïve 
ANN

MLP 0.4557

인

천

수

출

Naïve 
ANN

MLP 0.6153

TDNN 0.7107 TDNN 0.5657 

Hybrid 
AR-ANN

MLP 1.0894 Hybrid 
AR-ANN

MLP 4.5431

TDNN 1.4340 TDNN 3.7898 

Hybrid 
ARIMA-

ANN

MLP 0.8435 Hybrid 
ARIMA-

ANN

MLP 4.3116

TDNN 0.8335 TDNN 2.8283 

Table 3에 총 10회 반복실험을 통해 나온 학습의 결과로 결

1) ANN모형의 분석과정에서 사용되는 자료들은 정규화 된 입력자료

(normalized input data)들로 NeuroSolutions에서 자동 으로 변환

된다.
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정된 네트워크 구조에 한 모형별 측성과를 요약한 것이

다. 체 으로 추세만 제거한 자료를 사용한 경우 가장 낮은 

MSE를 보 다.

측성과의 차이가 측모형에 의해 생성된 자료와 사용된 

ANN모형에 따라 어떻게 변화하는지를 통계 으로 확인하기 

해 2-way ANOVA분석을 수행하 다. 측성과의 차이를 

검증하기 해 각 요인들의 주효과와 두 요인간의 상호작용효

과를 살펴보았다. 아래 Table 4의 내용처럼 측모형에 의해 

생성된 자료에 따른 주효과는 통계 으로 유의하게 나타난 반

면에 사용된 ANN모형에 따른 주효과는 유의하지 않은 것으

로 나타났다. 그리고 한 두 요인간의 상호작용효과 한 통

계 으로 유의하지 않은 것으로 나타났다. 이는 인공신경망모

형의 측성과는 사용되는 입력 자료에 따라 많은 향을 받

고 있음을 시사하고 있으며, 사용된 ANN모형인 MLP와 

TDNN에 따른 성과차이는 나타나지 않음을 시사하고 있다. 

Table 4 ANOVA table

소스 자유도 제곱합 평균제곱 F값 유의확률

측모형 2 12.30561 6.15280 4.64 0.0236

ANN모형 1  0.00116 0.00116 0.00 0.9767

측모형*ANN모형 2  0.43051 0.21526 0.16 0.8513

오차 18 23.84683 1.32482

합계 236 36.58411

사용된 ANN모형에 따른 각 측모형의 MSE 평균을 그림

으로 그려보면 다음 Fig. 5와 같다. 평균값의 분포를 살펴보면 

앞선 결과와 같이 측모형별 차이는 존재하지만 사용된 

ANN모형별로 차이가 없음을 알 수 있다.

Fig. 5  Mean difference between groups 

4.4 측모형간의 성과비교

4.2에서 AR과 ARIMA모형을 통해 추정한 와 4.3에서 

ANN모형을 통해 추정한을 통해 최종 측치  을 추정하

다. 그리고 측모형간의 효과 인 비교를 해 MSE뿐만 

아니라  백분율 오차의 평균(Mean absolute percentage 

error; MAPE)도 사용하 다.  

   ×




                   (9)

부산 자료에 한 측모형간의 비교를 Table 5에 요약하

는데, 부분의 측모형이 ARIMA모형보다 뛰어난 측성

과를 보 다. 특히, 부산 수입에서는 Naïve ANN모형들이 가

장 높은 측성과를 보인 반면에 부산 수출에서는 4.3의 하이

리드 ARIMA-ANN모형이 가장 높은 성과를 보 다. 그리

고 체 으로 TDNN보다 MLP를 사용한 경우에 더 높은 

측성과를 보 다. 

Table 5 Result of forecasting model(Busan) 

구분 측 모형 MSE MAPE

부산
 

수입

ARIMA 0.1192 25.83%
MLP 0.0470 13.57%

TDNN 0.0606 16.27%
Hybrid AR-MLP 0.0737 21.61%

Hybrid AR-TDNN 0.3814 51.00%
Hybrid ARIMA-MLP 0.0890 21.93%
Hybrid ARMA-TDNN 0.1415 25.10%

부산

수출

ARIMA 0.0778 21.95%
MLP 0.1487 29.02%

TDNN 0.2319 44.37%
Hybrid AR-MLP 0.1086 18.98%

Hybrid AR-TDNN 0.1430 19.47%
Hybrid ARIMA-MLP 0.0625 15.11%

Hybrid ARIMA-TDNN 0.0617 15.35%

Table 6은 인천자료에 한 측모형간의 성과비교로 앞선 

부산자료와 같이 부분의 측모형이 ARIMA모형보다 뛰어

난 측성과를 보 다. 그러나 부산 자료와 달리 측오차를 

측정하는 각기 다른 척도인 MSE와 MAPE에 따라 다른 결과

를 보이고 있다. MSE 기 으로 보면, 인천 수입과 수출자료 

모두에서 Naïve ANN모형들이 가장 높은 측성과를 보 다. 

그리고 체 으로 MLP보다 TDNN를 사용한 경우에 더 높

은 측성과를 보 다. 

Table 6 Result of forecasting model(Incheon)    

구분 측 모형 MSE MAPE

인천
 

수입

ARIMA 0.4453 30.88%
MLP 0.2618 29.91%

TDNN 0.2755 30.70%
Hybrid AR-MLP 0.4635 42.16%

Hybrid AR-TDNN 0.3203 33.03%
Hybrid ARIMA-MLP 0.4138 38.20%

Hybrid ARIMA-TDNN 0.3015 27.12%

인천

수출

ARIMA 0.4909 29.25%
MLP 0.1005 15.59%

TDNN 0.0924 16.50%
Hybrid AR-MLP 0.4636 43.01%

Hybrid AR-TDNN 0.3867 38.79%
Hybrid ARIMA-MLP 0.4827 43.29%

Hybrid ARIMA-TDNN 0.3166 30.75%
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5. 결   론

본 연구에서는 국내 항만 컨테이  물동량 자료에 한 

ARIMA모형, ANN모형 그리고 하이 리드모형에 한 비교 

연구를 수행하 다. 측모형의 성과를 비교했을 때, ANN모

형과 하이 리드모형들이  ARIMA모형보다 뛰어난 측성과

를 보 다. 본 연구와 유사한 신 등(2008)의 연구에서는  

ARIMA모형과 ANN모형을 비교했을 때, ARIMA모형이 뛰어

난 측성과를 보 다는 결과와 상반되는 결론이다. 이러한 

결과는 GA를 사용해 네트워크의 구조를 결정하는 것이 ANN

모형의 성과에 많은 향을 다는 을 시사하고 있다. 

그러나 모든 자료들에 있어 특정 측모형이 항상 우세한 

결과를 보이지 않기 때문에 실제 측모형 용시 많은 문제

을 내포하고 있다. 이는 자료가 가지고 있는 여러 특성에 따

라 ANN모형에 한 추가 인 분석이 요구되지만, 본 연구에

서는 은 수의 자료를 바탕으로 실험을 수행하 기에 일반화

된 결론을 도출하기에는 한계가 있다. 한 MLP의 안으로 

제기된 TDNN이 더 좋은 학습결과  측성과를 보일 것이

라는 상과 달리 실험 자료에 따라 각기 다른 결과를 보 고, 

이 부분에서 한 추가 인 자료에 한 실험을 통해 심층

인 분석이 수행되어야 한다.

본 연구에서 가장 핵심이 되는 부분으로 하이 리드모형의 

유효성 검증을 들 수 있는데, 사 으로 가장 좋은 성과를 보

일 것이라고 상했던 하이 리드모형들에 한 실험결과를 

보면 추세만 제거한 자료를 사용한 Naïve ANN모형보다 월등

히 앞선 성과를 보이지 않았다. 이는 Zhang(2003)이 제안한 

하이 리드모형들이 항상 좋은 성과를 보장하지 않으며, 이러

한 하이 리드모형 한 원자료에 한 정보 손실  왜곡

상을 발생을 시킬 수 있다는 것을 의미한다. 이는 Taskaya- 

Temizel & Casey(2005)가 제기한 문제로서 시계열 자료에 포

함되어 있는 선형과 비선형 인 특성이 단순한 가법 인 계

로 형성되어 있다는 가정은 험성을 내포하고 있다고 서술한 

것과 같은 맥락이다.
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