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요 약

본 논문에서는 강화학습(RL : Reinforcement Learning) 환경 하에서 정책 기울기 값 기법을 사용하는 적응

적인 QoS 라우팅 기법을 제안하였다. 이 기법은 기존의 강화학습 환경 하에 제공하는 기법에 비해 기대 보상값의

기울기 값을 정책에 반영함으로써 빠른 네트워크 환경을 학습함으로써 보다 우수한 라우팅 성공률을 제공할 수 있

는 기법이다. 이를 검증하기 위해 기존의 기법들과 비교 검증함으로써 그 우수성을 확인하였다.

▸Keyword :지역적 QoS 라우팅, 강화학습, MDP, POMDP

Abstract

In this paper, we propose a policy-gradient routing scheme under Reinforcement Learning that

can be used adaptive QoS routing. A policy-gradient RL routing can provide fast learning of

network environments as using optimal policy adapted average estimate rewards gradient values.

This technique shows that fast of learning network environments results in high success rate of

routing. For prove it, we simulate and compare with three different schemes.

▸Keyword : Localized QoS Routing, Reinforcement Learning, Markov Decision Process, Partially Observable Markov

Decision Processes
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Ⅰ. 서 론

현재많은연구에서지역적 QoS 라우팅기법이전역 QoS 라

우팅 기법과 비교하여 보다 안정적이고, 간단하며, 네트워크 상

황에 보다 적응적이라는 것이 제시되고 있으며[1][2], 이에대한

일환으로 [1]에서는 Proportional Sticky Routing(psr) 기법이 소개

되었다. 또한, [3]에서는 강화학습과 같은 지능적인 제어 방식을

이용하여 전체 네트워크에 대한 정보나 네트워크의 트래픽 패턴

을 알지 못해도 지역적 라우팅이 가능한 Q-학습(Q-Learning)

기반의 경로 선택 기법을 제안했다. 그러나 이 강화학습 방식에

서는에이전트와연결된환경이계속해서변화하게되어현재최

적의 행동(action)이 미래에 그대로 보장되지는 않는다[4]. 이

에 환경에 대한 에이전트의 불확실성(Uncertainty)에 대한 확

률적 접근이 필요하게 되는데, 이러한 연구가 POMDP(Partially

Observable Markov Decision Processes)이다[5].

이제까지 강화학습과 POMDP 연구 모두가 행동 선택에

있어서 측정된 값을 기반으로 한 ‘greedy' 방식의 값 함수

(value function) 접근방법을 사용했다. 이 방식은 함수 근

사값(function approximation)을 사용하는 방식으로 다음

과 같은 문제점들을 가지고 있다. 첫째, 이 방식은 주로 결정

적인 정책(deterministic policies)을 찾는데 사용된다. 하

지만, 최적화된 정책은 주로 특정 확률을 갖는 행동들을 찾는

경우가 많기 때문에 결정적인 정책을 찾는 방법은 최적의 솔

루션이 될 수 없다[6]. 두 번째, 행동에 대한 측정된 값이 작

으면 선택되어질 수도 아닐 수도 있다는 것이다. 이것은 값

함수 접근방법을 사용하는 알고리즘의 정확성에 심각한 문제

를 발생시키게 된다. 이에 본 논문에서는 정책(행동 선택)을

위해 값 함수를 근사화하는 대신 기대 보상값의 기울기 값을

정책에 적용함으로써 근사화하는 방법인 정책 기울기 값 강화

학습(policy-gradient RL) 기법을 사용하고자 한다. 이 기

법에서는 정책 파라미터가 정책에 대한 보상값, 즉 기

대 보상값에 대한 기울기 값에 비례하여 갱신될 수 있으며

≈


로 표현할 수 있다는 것이다. 이는 값 함수을 사용

하는 기법과 달리 값의 작은 변화가 정책 자체에 그다지 큰

영향을 미치지 않는다는 점이 장점이다. 이 점은 기대 보상값

에 대한 기울기 값의 근사값들에 대한 편차를 줄임으로써 빠

른 학습을 제공할수 있다는것이다[6][7]. 이러한 상황은네트

워크 상황에 연결하면 네트워크 트래픽 상황에 대한 빠른 학

습으로 연결될 수 있으며, 이를 통해 각 노드에서 빠른 QoS

라우팅이 가능해 질 수 있다. 이렇게 강화학습 환경과 네트워

크 환경을 연결하여 성능을 분석한 노력들은 [3][5]들에서 잘

볼 수 있다. 마지막으로 논문에서 제시한 기법을 시뮬레이션

을 통해 그 우수성을 검증하고자 한다.

Ⅱ. 정책 기울기 값

강화학습(policy-gradient RL)

MDP(Markov Decision Process)는 복잡한 POMDP 문제를

해결하기 위한 기초를 제공한다. MDP는 에이전트(agent)와 환경

(environment)과의 상호관계와 이에 따른 강화 값(reinforcement

value)을통하여에이전트의행동을개선해나가는방법으로서환경

에대한정확한사전지식없이학습및적응성을보장할수있는방법

이다. 일반적으로MDP는각시간 ∈에서상태(state)들

은 ∈ , 행동(action)들은 ∈ , 보상(reward)들은 ∈로표현

한다. 환경에 대한 동적인 모습은 상태전이 확률


 ′
     

′     로표현이가능하며, 기대보

상값은 
      ∀ 

′∈ ∈과 같이

표현할 수 있다. 또한, 각 시간에 에이전트의 정책 결정 과정은

     ∀∈∈  ∈ 로
표현한다. 여기서 는 에 대해서 미분가능하다고 가정함으로써




가성립된다.

에이전트 목표, 즉 정책은 평균 보상값을 수식화함으로써

표현할 수 있는데, 평균 보상값은 상당 기간의 평균 기대 보

상값으로써 (1)과 같이 로 표현할 수 있다.

 lim
→∞



   









························································································ (1)

여기서  lim
→∞
   는 와 상에서, 즉

최적화 정책이나 초기 상태값과는 독립적인 값을 갖는다. 이

를 토대로 각 상태와 행동 값을 통해 에이전트 정책을 (2)와

같이 표현할 수 있다.

 
  

∞

        ∀∈ ∈
···················································································· (2)

따라서, 정책 기울기 값 강화학습 기법에서 다음과 같은

결과를 얻을 수 있으며, 이를 최적화 정책에 적용할 수 있다.













  ··························· (3)
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이에 대한 검증은 [6]에 잘 나와 있다.

단,  는 단순히 알지 못하고, 측정해야 하는데, 이를

위해서는 실제적인 보상값을 토대로 계산이 가능하다. 즉,

 
  

∞

  으로 계산이 가능하다.

Ⅲ. 정책 기울기 값 강화학습 기반의

QoS 라우팅 기법

지역적 라우팅 기법은 네트워크 상태를 정확히 알지 못하

는 상태에서 단지 송신지에서 유지하는 정보만을 의존하여 라

우팅하게 되며, 이러한 상황은 결국 강화학습 하에서 에이전

트가 환경에 대한 관찰을 통해 결정하게 되는 방식과 연결될

수 있다. 즉, 에이전트는 첫째, 매 시도()시에 자신의 상태

(∈)에 대한 정보와 두 번째, 각 행동을 취할 시 비용에

대한 정보(
 ), 세 번째 최종 목적지 상태에 대한 정보, 마지

막으로 전이 확률에 대한 확률분포에 대한 정보들은 알 수 있

지만 전체 네트워크 상태 정보를 알 수 없기 때문에 특정 행

동에 대한 성공 확률은 알 수 없다. 이러한 문제로 인해 지역

적 라우팅 문제를 강화학습으로 적용할 수 있다. 또한 네트워

크 상황에 적응적 라우팅 기법은 환경에 대한 관찰과 이에 대

한 갱신을 통한 에이전트 대응방식과 연결될 수 있다.

3.1 강화학습 기반의 라우팅 모델

본 논문에서 제안한 라우팅 모델을 사용하기 위해 [표 1]

에서와 같이 네트워크 라우팅 항목과 강화학습상의 항목에 대

한 상호 연결이 필요하다.

이기법에서의정책은네트워크에서라우팅하기위한정책으

로 표현되며, 정책의 입력으로는 노드를, 출력으로는 해당 경로

로의 선택, 그리고 가중치로는 정책 파라미터로 표현할 수 있다.

요청을 받은 현재 상태 인 노드는 값을 가지고 있다.

해당 노드로 도착한 요청은 미리 정해진 경로를 통해 전송하

게 되고, 모든 요청에 대한 이러한값들은 일반적인 값 함수를

갱신하기 위해 누적이 되고 이용될 것이다. 따라서, 각 노드에

서는 (2)에서 제시한  를 따라 라우팅하게 되며, 이에

대한 결과로 
를 얻게 될 것이다. 이에 각 노드는 자신의

값을 갱신한 결과인 를 얻을 수 있으며, (4)와 같이

표현할 수 있다.

  


 ′′

 ··································· (4)

여기서, 은 감소율로 알려진 학습 상수로써, 이는 강화학

습에서 사용한다. 

 ′′는 다음 상태 ′에서 발생된 실질

적인 측정값이기 때문에, 상태 가 방문될 때마다 그 측정값

은 
 

 ′′에 가깝게 갱신된다.

라우팅 항목 강화학습 기법 항목

각네트워크노드 에이전트

목적지로의경로들집합 행동들(∈ )
요청을수신한노드 상태(∈ )
지역라우팅정책 최적화정책(  )

선택된경로상에요청에

전송되었을경우얻게되는값
보상값(


)

요청을받은각노드가가지고있는

평균기대보상값
평균기대보상값( )

표 1. 라우팅항목과강화학습항목연결
Table 1. The mapping of routing element and RL

3.2. 라우팅 정보 갱신

요청에 대한 연결 결과에 따라, 노드 상에서 ′로의 라우

팅 정보를 갱신하는 것이 필요하다. 이는 앞서 언급한 바와 같

이 기대 보상값에 대한 근사값들의 편차를 줄임으로써 빠른

학습 즉, 빠른 라우팅 정보갱신을 이루고자 한다. 이는 결과적

으로 최적화 정책 즉,  에 적용되어 라우팅 경로 선택

시 결정적 역할을 하게 된다.

값 함수를 갱신하기 위해서는 (4)의 과 함께 (5)와 같은

수식이 적용된다.

    ·············································· (5)

여기서, 는 학습율이며, 는 에이전트가 탐색 과정

에서 선택한 (상태-행동)쌍이 얼마나 좋은가에 대한 평가를

나타내는 적합도(eligibility trace)이다. 최적화 정책( )

와 적합도()는 (6)과 같이 수행된다.

  i f 
 

······························· (6)

여기서, (≺≺ ≺)는 감소율(decay factor)을

나타내는 학습상수이며, 만일, 현재 상태에서 선택 가능한 (상

태-행동)쌍들 중에서 가장 큰  값을 갖는 (상태-행동)

쌍을 선택한 경우 적합도를 이전 상태에서 선택한 (상태-행

동) 쌍에 대한 적합도보다 1만큼 증가시키고, 그렇지 않은 경

우 적합도를 씩 감소시키는 역할을 한다.
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3.3. 다중 경로 탐색 기법

정책 기울기 값 강화학습 라우팅 모델에서 사용할 다중 경

로에 대해 본 논문에서는 S.Banerjee가 제안한 SSP(Single-Sink

Program) 알고리즘[8]을 변경한 SEMA 알고리즘을 제안한

다. SEMA 알고리즘은 Dijkstra의 최단 거리 알고리즘을 반

복적으로 사용하여 송신지에서 목적지까지의 최소 가중치를

갖는 여러 개의 edge-disjoint 경로들을 찾는 것이다. 즉, 기

존에 방문한 노드와회선은배제하는 방법을 반복적으로 사용

함으로써 disjoint한 경로를 찾을 수 있으며, 이는 여러 개의

disjoint경로를 계속해서 찾을 수 있다는 장점을 가지고 있다.

그래프  는 각 회선 ∈에 비용 를

갖는 방향성 그래프로 하고    , 로 정의할 때

SEMA 알고리즘은 [표 2]와 같다.

SEMA 알고리즘은 edge-disjoint한 다중 경로를 찾기 위

해 의 Dijkstra 알고리즘을 여러 번 실행하게 되므로

순차적인  시간으로 해결할 수 있다.

[표 3]는 본 논문에서 제안한 정책 기울기 값 강화학습 라

우팅 알고리즘 방식을 설명하고 있다.

SEMA(Shortest Edge-disjoint Multi-path searching Algorithm)

초기화] 찾고자하는다중경로집합  ∅
단계 1] 최단거리계산(I)

송신지 에서 Dijkstra 알고리즘을 통해 최단 거리 트리 를 생성하

고, 상의 에서 목적지 로의 최단경로를 으로 정한다. 또한,

에서각노드 의비용을 로정의한다.
단계 2] 비용재계산및그래프수정

상의모든회선의비용은

 ′로 재계산된다. 이때, 에
속하는 모든 회선은 0으로 계산된다. 또한, 에 속하는 상의 회

선들의방향을반대로구성하여새로운그래프 를생성한다.

단계 3] 최단거리계산(II)

상의 에서 로의최단거리를계산하고이를 로정한다.

단계 4] 최단경로들생성

∪∩ 결과인 
′
과 

′
를 생성하고(이들이

disjoint shortest path이다), 다중 경로 집합  
′  ′ 를 계

산한다.

단계 5] 그래프축소

상에서 에 포함하는 회선들을 제외한 새로운 그래프  ′를 생성
하고이를  ′으로재설정한다.

단계 6] 반복

송신지 에연결된회선이없을때까지단계 1]을반복수행한다.

표 2. 다중경로탐색기법(SEMA) 알고리즘
Table 2. Shortest Edge-disjoint Multi-path searching Algorithm

IV. 시뮬레이션 및 결과분석

본 절에서는 논문에서 제안하는 정책 기울기 값 강화학습

기법을 사용한 QoS 라우팅 기법에 대한 성능을 알아보고자 한

다. 이 기법은 네트워크 환경에 대한 정보를 빠르게 획득하고

이를 라우팅 정책에 적용함으로써 정확한 라우팅을 제공할 수

있다. 이를 검증하기 위해 기존의 다양한 기법들과 네트워크

부하에 따른 라우팅 성공률 즉, 서비스 성공률을 네트워크 부

하와 시뮬레이션 시간으로 비교하여 살펴보기로 한다. 특히,

여기서 비교하는 기법들은 본 논문에서 제안하는 policy-gradient

RL routing과 [1]와 [5]에서 제시한 기법들인 RL 기법을 이

용한 TD Routing(Temporal Difference routing) 기법과,

앞서 서론에서 언급한 psr 기반의 Localized QoS Routing

기법이다.

policy-gradient RL routing Algorithm

step 1. 네트워크상의모든상태와행동들에대해

    로초기화

step 2. 초기상태( ) 선택
Repeat {

step 3. SEMA에따라행동()와다음상태( ′ )를선택
  :   값이최대인행동선택

  arg∈ 
step 4. 연결요청에대한 step 3 선택에대한강화값(


) 획득


  if    if   

step 5. 다음상태( ′ )와의차이값 과적합도 계산

  



′′




 

step 6. 현재상태( ) 라우팅정보갱신

   
step 7. 선택되지못한다른행동에대한적합도적용

 

} Until 최종상태() 도착

표 3. 정책기울기값강화학습라우팅알고리즘
Table 3. policy-gradient RL routing Algorithm

4.1 시뮬레이션 환경

[그림 2]는 본 논문에서 제안한 알고리즘들의 성능 평가를

위해 사용된 네트워크 토폴로지들을 보여주고 있다. 여기서

사용하는 성능 평가 환경은 [1][5]에서 사용된 시뮬레이션
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환경을 그대로 사용하고 있다. 따라서 다음과 같은 가정을 사

용한다. 먼저 모든 회선은 무방향성이고, 각 방향으로 똑같은

 의 대역폭을 갖는다. 네트워크에 도착한 연결 요청은

  대역폭을 요구한다고 가정하자. 연결 요청(평균 도착

율)은 소스노드에 를 갖는 포아송 프로세스를 따르며, 목적

지는 소스 노드를 제외한 모든 노드로부터 랜덤하게 선택된

다. 연결 요청에 대한 지속시간은 

를 갖는 지수 분포를 따

른다. 네트워크부하는 


로정의한다. 여기서 은 소

스 노드의 총수이며, 은 회선의 총수, 는 평균적으로 모드

소스-목적지 쌍에서 연결 요청 당 평균홉 수를 나타낸다. 또

한 시뮬레이션에서 사용된 파라미터들을  ,  sec로
정의한다. 소스 노드 상의 평균 도착율 는 성능 파라미터로

사용한다. 또한, 감소율 =0.9를 사용한다.

또한 연결 요청을 전송할 사용 가능한 경로는 위에서살펴

본 다중 경로 찾기 알고리즘(SEMA)을 통해 주 경로(primary

path)와 보조 경로(alternative path)들로 분류하여 사용

한다. 마지막으로 라우팅 경로 선택은 greedy-기법을 적용

하는 것을 원칙으로 한다.
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그림 1. 시뮬레이션네트워크
Fig 1. Simulation Network

4.2 결과분석

사용자 서비스가 요청되면 에이전트 상에서 적절한 행동

(경로)이 목적지에 도달 때까지 선택된다. 목적지에 도달하기

위한 행동들을 선택하기 위해서는 수식 (5)가 수행되어야 하

며, 이를 통해 테스트 네트워크 환경 상에서 적절한 행동이

선택된다. 이러한 모델은 에이전트가 각 시도에 대한 선택된

행동이 유효한지 그렇지 않은지를판단함으로써 갱신된다. 마

지막으로 목적지에 도달하게 되면 기대값  값이 갱신되며,

결과적으로 값이 갱신되게 된다.

[그림 2]에서는 [그림 1-a] Simple Test Network상에

서 네트워크 부하에 따른 서비스 블럭킹 확률을 보여주고 있

다. 네트워크 부하가 0.32까지는 세 가지 기법이 모두 비슷한

성능을 보이고 있지만 그 이 후에는 성능의 차이를 볼 수 있

다. 먼저 psr 기법은 데이터의 패턴과 블럭킹 확률에 대한 계

산이 가능할 지라도 경로 전체에 대한 최적화 문제(global

optimization problem)를 해결하기 위해 소요되는 시간은

상당히 크기 때문에 다른 기법들에 비해 좋은 성능을 보이고

있지 못하다. 하지만, TD routing기법과 policy-gradient

RL routing 기법은 미리 정해진 경로를 통해 자신만의 노드

에서 결정되어진 값을토대로 라우팅 되기 때문에비교적 좋은

성능을보이고있다. 더욱이, 본논문에서제안하는 policy-gradient

RL routing 기법은 네트워크 트래픽 상황에 대한 빠른 판단

과 이를 라우팅 정책에 적용하기 때문에 제일 좋은 성능을 보

이고 있다. 특히, 부하값이 0.36 ~ 0.56 사이에 가장 좋은

성능을 보여주고 있는데, 이는 다른 기법에 비해 policy-gradient

RL routing 기법이 갖는 장점(네트워크 상황에 대한 빠른

수렴)으로 인해 더 좋은 성능을 보이고 있는 것으로 파악된

다. 세 가지 기법 모두 부하가 0.7에 가까워질 수록 블럭킹

확률이 80% 이상 높아지는 것을 볼 수 있는데, 이는 네트워

크 대역폭의 70%에 달하는 트래픽이 발생 할 경우 대역폭의

확장과 같은 물리적인 증설을 요구하기 때문으로 파악된다.
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그림 2. Simple Test Network상의네트워크부하에따른서비스
블럭킹확률

Fig 2. Service blocking Probability on Simple Test Network
according to network load

[그림 3]은 [그림 1-b] ISP network상에서 네트워크 부

하에 따른 서비스 블럭킹 확률을 보여주고 있다. 이 결과는

[그림 2]와 비슷한 결과를 보여주고 있다. 하지만 [그림 1-b]

ISP network가 [그림 1-a] Simple Test Network 보다

detour와 같은 다른 경로들을 많이 갖고 있기 때문에 [그림
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2] 결과보다는 블럭킹 확률이 더 낮은 것을 볼 수 있었다. 특

히, 부하값이 0.28이상에서 [그림 2]보다 우수한 성능을 보

여주고 있으며, 0.32부터 다른 기법에 비해 우수한 성능을 보

여주고 있다.

[그림 4]는 [그림 1-b] ISP network상에서 시뮬레이션 시

간에 따른 서비스 블럭킹 확률을 보여주고 있다. 이 결과는 세

가지기법이얼마나빠르게네트워크상황을판단하여라우팅하

는지에대한성능을보여주고있다. 즉, 시뮬레이션시간이길어

질 수록 psr기법보다는 RL 기법을 사용하고 있는 TD routing

기법과 policy-gradient RL routing 기법이 더 나은 성능을

보여주고 있다. 특히, 평균 기대 보상값을 통한 정책 값을 결정

하는 policy-gradient RL routing 기법이 단순히 보상값을 토

대로 정책을 결정하는 TD routing 기법에 비해 보다 우수한 성

능을 보이고 있음을 알 수 있었다. 특히 25분이 경과되는 시점

에서는 다른 기법들에 비해 우수한 성능을 보이고 있다.
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그림 3. ISP network상의네트워크부하에따른서비스블럭킹확률
Fig 3. Service blocking Probability on ISP network

according to network load
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그림 4. ISP network상의시뮬레이션시간에따른서비스블럭킹확률
Fig 4. Service blocking Probability on ISP network

according to simulation time

V. 결론

본 논문은 네트워크 상의 전체 상태정보에 대한 사전 지식

없이 지역적으로 라우팅할 수 있는 새로운 라우팅 기법을 제

안하였다. 제안된 라우팅 기법은 강화학습 환경 하에서 기대

보상값에 대한 기울기 값을 정책에 반영하는 정책 기울기 값

강화학습 라우팅 기법을 통해 네트워크 상황을 보다 빠르고

정확하게 그 때 그 때 적응할 수 있는 적응적 라우팅 기법을

함께 제안하였다. 또한, 다중경로 탐색을 위해 SEMA 알고리

즘을 제안했다.

강화학습 기법을 사용하는 라우팅 기법은 각 노드에서 네

트워크에 대한 전체 상태정보를 알 수 없다는 지역적 라우팅

환경 하에서 적용하기 위한 기법으로 사용되고 있으며, 강화

학습 환경하에서 정책 기울기 값 강화학습 라우팅 기법은 경

로 선택으로 주어지는 보상값을 토대로 기대 보상값을 계산하

고 이를 정책에 반영함으로써 보다 빠른 판단을 할 수 있게

도와준다. 더욱이 기대 보상값의 기울기 값을 반영함으로써

보다 최적화된 라우팅 정책 값을 도출할 수 있으며, 이를 통

해 우수한 성능을 검증할 수 있었다.

또한, 본 논문에서 제안한 기법을 검증하기 위해 세 가지

기법들을 비교 검증하였는데, 각 기법들의 특성에 맞는 결과

를 도출할 수 있었다. 즉, psr routing 기법은 최적화 정책을

도출하기 위한 시간적인 문제점을, TD routing은 단순한 보

상값을 토대로 라우팅 결정을 하여 그 성능 면에서 제안하는

기법보다 낮은 성능을 보여주고 있다. 특히, 시뮬레이션 시간

이 길어짐에 따라 네트워크 환경 변화를 빠르게 판단하는

policy-gradient RL routing기법이 다른 기법보다 우수함

을 볼 수 있었다.
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