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자기조직화신경망을이용한정규혼합분포의추정
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요약

본연구에서는자기조직화신경망이필요한노드만을가지고최적화하여정규혼합분포를추정하는모형
을제안한다. 제안한모형은 SOMN모형과벌점가능도를사용한모형을결합한것이다. SOMN의장점은
수렴속도가빠르고표본의크기가작아도발산하는가능성이낮다는것이며, 벌점가능도를사용한모형은
필요없는성분의수를줄일수있다는것이다. 모의실험을통하여제안한모형이기대한결과를얻음을확
인하였다.

주요용어: 자기조직화신경망,정규혼합분포, EM알고리즘.

1. 서론

혼합분포는단일분포(성분)를결합함으로써다양한형태의확률분포를나타낼수있다. 혼합분포
의성분으로는정규분포를많이사용하고있으며,이를정규혼합모형이라고부른다.
정규혼합모형의모수를추정하는방법으로대표적인것이우도를사용하는 EM방법이다 (Demp-

ster등, 1977). EM방법은자료가불완전하거나결측치가존재하는경우에반복적인방식으로우도를
최대화하여모수를추정하는방법이다. 정규혼합모형에서결측치는각관측치가어느성분에서나왔
는지에대한값이다. EM방법에서우도를계산하려면우선결측치의기댓값(혹은평균)을구해야한
다(E-step). 다음에그기댓값을적용한우도를최대화하여모수를추정한다(M-step).

EM알고리즘은 벡터의 기울기(gradient)를 사용하는 탐색적 해법의 일종이며, 매단계에서의 우
도는 같거나 증가하게 된다. 그러나 단점으로는 수렴속도가 느리다는 것과 일반적으로 사용되는 묶
음(batch)알고리즘은표본우도를최대화하므로표본크기가작으면일반화하기어렵다는것등이있다
(Yin과 Allinson, 2001a). 이런문제는특히표본크기가작거나실제분포에서성분이잘분리되어있지
않을때잘나타난다 (Redner과Walker, 1984; Xu와 Jordan, 1996).
이런문제에대한해결방안으로 Yin과 Allinson (2001a)은 Kohonen의 SOM모형에근거한자기조

직화신경망(SOMN; self-organizing mixture network)를제안하였다. SOMN은 SOM모형을바탕으로
K-L거리 (Kullback과 Leibler, 1951)와확률적근사법 (Robbins와 Monro, 1951)을사용하여신경망을
최적화하는모형으로서 EM방법보다효율적으로정규혼합모형의모수를추정한다.
한편, 정규혼합모형의 모수를 추정하는 경우에는 성분의 수도 함께 추정해야 하며, 성분의 수를

추정하는 하나의 방법으로 Ahn과 Baik (2011)은 벌점가능도를 사용하였다. 벌점가능도는 로그우도
함수가 발산하지 않도록 하거나 혹은 분포를 평활하게 하는 등의 목적을 위하여 사용할 수도 있지만

(Hathaway, 1985; Ciuperca등, 2003), Ahn과 Baik (2011)은필요없는성분을제거하기위한목적으로
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사용하여성과가있음을보였다. 그렇지만그모형은 EM방법을사용하므로표본수가작을때최적해
로수렴하지못하는단점이있었다.
본연구에서는 SOMN과 Ahn과 Baik (2011)의모형(이후에서는 Ahn모형이라고하겠다)의장점을

결합하여표본의크기가상대적으로작아도정규혼합모형에서성분의수를효율적으로추정하는모형
을제안할것이다. 그를위하여 2절에서는 SOMN과 Ahn모형을간략히소개하고, 3절에서본연구의
모형을,그리고 4절에서는모의실험결과를설명하고,마지막으로 5절에서요약을하도록한다.

2. SOMN과정규혼합모형에대한성분의수

2.1. SOMN

유한혼합모형의추정을위한신경망은 M개의입력노드(M은성분의수와같지않아도됨)로구성
되며,각노드는하나의정규분포핵(Gaussian kernel)을나타낸다. 핵의모수는평균벡터(µi)와공분산
행렬(Σi)이고신경망의출력은정규분포의핵을혼합비율(Pi)로선형결합한혼합모형이며혼합비율도
학습된다. 각학습단계에서신경망의입력값은표본에서무작위로선택되며학습되는노드는승리한
노드,즉다음의값이가장큰노드와그이웃노드(ηc)이다.

P̂(i|x) =
P̂i p̂i

(
x|θ̂i

)
p̂
(
x|Θ̂) .

SOMN을사용해서확률분포의추정을하려면노드의개수를실제모형의성분의수보다같거나크도
록해야한다. 그러나경우에따라서는필요한성분의수를정하여그수만큼노드를설정할수도있다.
실제 확률분포와 추정확률분포를 각각 p(x)와 p̂(x)라고 하면, 두 함수의 Kullback-Leibler 거리는

다음과같이정의된다 (Kullback과 Leibler, 1951).

I = −
∫

log
p̂(x)
p(x)

p(x)dx.

이는 상대적 엔트로피로서 표본자료에서 확률분포추정을 위해 사용되고 남은 정보의 평균을 의미한
다. 이값은항상양수이며추정확률분포가실제확률분포와같을때 0이된다. 표본우도(sample likeli-
hood)는표본확률의시평균(time average)을통하여 Kullback-Leibler 거리를근사계산하며, 표본이무
한대이고에르고딕과정인경우에 Kullback-Leibler거리와같아진다 (Yin과 Allinson, 2001a).
신경망에서모수는 I를최소화하여찾는다. 즉, I를각모수에대하여편미분을하고그것을 0로하

여 Robins-Monro법 (Robbins와Monro, 1951)을적용하면다음과같은갱신함수를얻는다.

θ̂i j(n + 1) = θ̂i j(n) + α(n)
[

1
p̂
(
x|Θ̂) ∂ p̂

(
x|Θ̂)

∂θi j(n)

]
= θ̂i j(n) + α(n)

[
P̂i(n)

p̂
(
x|Θ̂) ∂ p̂i

(
x|θ̂i

)
∂θi j(n)

]
. (2.1)

P̂i(n + 1) = P̂i(n) + α(n)
[

p̂i
(
x|θ̂i

)
P̂i(n)

p̂
(
x|Θ̂) − P̂i(n)

]
= P̂i(n) + α(n)

[
P̂(i|x) − P̂i(n)

]
. (2.2)

위에서 α(n)은 학습률이고 0 < α(n) < 1이며 지속적으로 감소한다. 정규혼합모형을 사용하여 식
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(2.1)을평균벡터와공분산행렬에대하여표현하면다음과같다.

µ̂i(n + 1) = µ̂i(n) + α(n)P̂(i|x)
[
x(n) − µ̂i(n)

]
, (2.3)

Σ̂i(n + 1) = Σ̂i(n) + α(n)P̂(i|x)
{[

x(x) − µ̂i(n)
] [

x(x) − µ̂i(n)
]T − Σ̂i(n)

}
. (2.4)

식 (2.2)–(2.4)를 사용하여 신경망의 모수를 찾을 수 있으며 결과적으로 정규혼합모형의 확률분포를
추정할 수 있게 된다. Yin과 Allinson (2001a)에 의하면 이 모형의 장점은 표본우도를 사용하여 묶
음(batch)방식을사용하는 EM알고리즘에비하여수렴속도가빠르고표본의크기가작아도수렴하지
못하는가능성이낮다. 그렇지만정규혼합모형의성분의수를사전에모르는경우에는많은수의노
드(혹은핵)를사용하여야하며그렇게되면노드의수가많아져서결과적으로신경망이비효율적이된
다. 다음에는정규혼합모형에서불필요한성분을수를없애는모형을보도록하겠다.

2.2. 정규혼합모형과성분의수

정규혼합모형에서까다로운문제는성분의수를추정해야하는것인데이를위해서는일반적인로
그우도함수에벌점항목을추가하여벌점가능도추정을하는것이하나의방법이다. 이를위하여새로
운벌점가능도를정의한것이다음과같다 (Ahn과 Baik, 2011).

n∑
j=1

g∑
i=1

zi j log PiΦ
[
x( j); µi,Σi

]
+ λn

g∑
i=1

(α − 1) log Pi. (2.5)

식 (2.5)에서오른쪽에있는항이추가된벌점항목이며,이를간단히설명하면다음과같다. EM알고리
즘을사용하면식 (2.5)를최대화하는모수의값을찾아내는데,식 (2.5)에서벌점항목은 Pi의값이 0일
때최대가된다 (0 < α < 1, λ > 0). 이때 Pi = 0이의미하는것은 i번째성분의영향력이 0이라는뜻이
며,결국은식 (2.5)를최대화함으로써가능한많은수의성분을제거하게된다. 모든 Pi가 0이되지않
는이유는

∑
Pi = 1이라는제약조건이있기때문이다. 위의벌점가능도를최대화하는모수를찾으면

다음과같다.

ẑ(k+1)
i j =

P̂i p̂i
(
x( j)|θ̂i

)
p̂
(
x( j)|Θ̂) (2.6)

P̂i =
1/n

∑n
j=1 ẑ(k+1)

i j + λ(α − 1)

1 + λg(α − 1)
(2.7)

µ̂i =

∑n
j=1 ẑ(k+1)

i j x( j)∑n
j=1 ẑ(k+1)

i j

(2.8)

Σ̂i =

∑n
j=1 ẑ(k+1)

i j

[
x( j) − µ̂(n)

i

] [
x( j) − µ̂(n)

i

]T∑n
j=1 ẑ(k+1)

i j

. (2.9)

식 (2.6)은 EM알고리즘의 E-step에해당하는것으로서 i번째데이터값이어느성분에서나왔는지를의
미하는기댓값을계산한것이다. 식 (2.7)–(2.9)는 EM알고리즘의 M-step에해당하는것으로서, 이식
을사용하면벌점가능도를최대화하는모수를계산할수있다. Ahn모형을사용하면필요없는성분을
제거할수있으며,일치성과시뮬레이션결과는 Ahn은 Baik (2011)에서확인할수있다.

Ahn모형의 단점은 표본크기가 작은 경우에 추정모형과 원래 분포의 오차가 커지는 경향이 있고,
또비정칙성(singularity)이자주발생하여그에따른추정모형의성분의증가를초래한다는것이다. 이
는일반적으로표본우도함수를최대화하는추정방법이공통적으로가지는문제이기도하다.
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3. 자기조직화신경망과성분의수

앞에서유한혼합모형에대한 SOMN모형과벌점가능도를사용한모형을보았다. SOMN의장점은
수렴속도가빠르고표본의크기가작아도발산하는가능성이낮다는것이며, 벌점가능도를사용한모
형은필요없는성분의수를줄일수있다는것이다. 이제이두모형의장점을가지는모형을제안하고
자한다. 즉 SOMN의형태를가지는자기조직화신경망이필요한노드만을가지고최적화되는모형
을구축할것이다.
본논문에서의모형을제시하기전에 SOMN과 EM을이용하는정규혼합모형의연관성을살펴보

기로하자. EM을이용하는정규혼합모형에서는일반적으로묶음알고리즘을사용하지만그것을다음
과같이재귀적(recursive) 알고리즘(혹은온라인알고리즘이라고도부름)으로표현할수도있다 (Tit-
terington, 1984).

µ̂i(n + 1) = µ̂i(n) +
1

nP̂i(n)
P̂(i|x)

[
x(n) − µ̂i(n)

]
, (3.1)

Σ̂i(n + 1) = Σ̂i(n) +
1

nP̂i(n)
P̂(i|x)

{[
x(x) − µ̂i(n)

] [
x(x) − µ̂i(n)

]T − Σ̂i(n)
}
, (3.2)

P̂i(n + 1) = P̂i(n) +
1
n

[
P̂(i|x) − P̂i(n)

]
. (3.3)

식 (3.1)–(3.3)과 SOMN의갱신알고리즘(식 (2.2)–(2.4))을비교해보면, SOMN에서학습률로정의된
α(n)에해당하는부분이다른것을알수있다. 이것은 Yin과 Allinson (2001a)에서도언급하고있는데,
학습률의관점에서보면재귀적알고리즘에서 µ와 Σ에대한학습률은 1/(nPi)이며, Pi에대한학습률

은 1/n이다. 학습률은 n이커짐에따라감소하게되는데, 이성질은 SOMN에서도마찬가지로적용되
지만 SOMN에서의학습률인 α(n)는 1/(nPi)보다훨씬크다는차이가있다. 따라서 SOMN알고리즘의
수렴속도가상대적으로빠르다.
한편 Ahn모형의해와일반유한혼합모형의해와비교했을때차이점은 Pi를추정하는식임을알

수 있다. 따라서 SOMN의 갱신 알고리즘에 Ahn모형에서 사용한 벌점가능도의 기능을 추가하려면
Pi를 재귀적 알고리즘의 형태로 변환하고 학습률을 수정하면 된다. Pi를 재귀적 알고리즘의 형태로
변환하면다음과같다(부록참조).

P̂i(n + 1) = P̂i(n) +
1

n + 1

[
P̂(i|x) − λ(1 − α)

1 − gλ(1 − α)
− P̂i(n)

]
. (3.4)

위의식에서 1/(n + 1)을 α(n)으로대체하면다음과같은갱신식을얻는다. 식에서 λ와 α는성분을제

거하는강도를나타내는상수로서 λ = 0.0012그리고 α = 0.01로하였다.

P̂i(n + 1) = P̂i(n) + α(n)
[

P̂(i|x) − λ(1 − α)
1 − gλ(1 − α)

− P̂i(n)
]
. (3.5)

따라서본연구에서제시하는모형은정규혼합모형을추정하는자기조직화신경망으로서 SOMN과같
은망구조를가지면서불필요한노드가활성화되는것을방지하는성질을가진다. 이모형에서모수를
추정하는갱신알고리즘은식 (2.3), (2.4), (3.5)로정의된다.

4. 모의실험

본연구에서제안한모형을성과를비교하기위하여 Xu와 Jordan (1996)에서사용한 2차원정규혼
합분포를사용해보겠다. 분포는세개의성분으로이루어진정규혼합분포이며모수의값은표 1과같
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표 1: 실제분포의모수

P1 P2 P3 µ1 µ2 µ3 Σ1 Σ2 Σ3

0.345 0.32 0.335
2.5 −1.8 −0.5 4.0 −0.9 3.50 0.75 2.0 0.2
1.0 2.2 −0.5 −0.9 0.3 0.75 0.30 0.2 0.3

그림 1: 실제분포

그림 2: Ahn모형추정의예

으며,분포를 3차원공간에서시각적으로나타내면그림 1과같다. 하단의그림에있는원은성분의평
균(원의중심)과혼합비율(원의상대적크기)을나타낸다.
표 1에서 정의된 정규혼합분포를사용해서 1000개 크기의 표본을만들고 본 연구에서 사용한 두

개의모형(SOMN과 Ahn모형)을사용하여결과를확인하고본연구에서제안한모형(편의상 SOMN-
Ahn모형이라고부른다)의결과와비교하기로한다.
우선 Ahn모형은같은표본에대하여는항상동일한결과가나오므로 10개의서로다른표본에대

하여모형에적용하였다. Ahn모형은초기해에서많은수의성분을가지고시작하여필요없는성분
을제거(혼합계수의비율이 0.03보다작으면제거하였다)하면서로그우도의값이더이상개선되지않
을때까지반복한다. 서로다른표본에대해모형을적용한결과최종모형의성분의수는각각 6, 4, 9,
3, 6, 10, 5, 8, 4, 6이었다. 각실행에서결과로얻어진모형의성분의수는다르며그중에서한번의경
우만실제분포와동일한수의성분으로이루어진모형을추정하였다. 그렇지만성분의수가실제보다
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그림 3: SOMN추정의예

그림 4: SOMN-Ahn추정의예

큰모형도추정된모형의전체적인모양은실제모형과비슷하였다. 그림 2는그중에서 6개의성분으
로추정된모형을예로든것이다.

다음으로 SOMN을적용해보겠다. SOMN에서는 5개의성분을가진정규혼합모형으로추정을하
며 초기값으로 혼합계수는 1/5, 평균은 0을 기준으로 무작위로 선택한 값으로, 공분산행렬에서 분산
은 8,공분산은 0으로하였다. 학습률은 Yin과 Allinson (2001b)에서제시한것과같이 α(n) = α0/(1 +
n/τ)에서 τ = 100으로하고 µ에대하여는 α0 = 0.5를 Σ와 P에대하여는 α0 = 0.1을사용하였다. 또학
습률은표본크기의역수보다작아지지못하게하였다. 동일한데이터에대하여 10번실행(각실행은
40번의 epoch만큼반복하였다)을한결과, 모든경우에서 5개의성분에대하여모수의값을추정하였
고혼합계수의값이 0.05보다작은경우는발생하지않았다. 그림 3은추정된모형중하나를예로든
것이다.

이제 SOMN-Ahn모형의실험결과를보자. 이모형의기본적인틀은 SOMN과동일하므로 SOMN
에서사용한것과동일한학습률을적용하였으며, 동일한표본(이표본을사용했을때 Ahn모형은 6개
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표 2: 표본크기가 2000일때의결과

모형 최종모형의성분의수

Ahn모형 3, 3, 3, 4, 3, 3, 3, 3, 3, 3
SOMN 5, 5, 5, 5, 5, 5, 5, 5, 5, 5

SOMN-Ahn모형 3, 3, 3, 4, 3, 3, 3, 3, 3, 4

표 3: 서로다른표본크기에따른결과

표본크기 최종모형의성분의수 반복수 (epoch) 평균실행속도 (초)
1000 3, 4, 3, 3, 3, 3, 3, 3, 3, 3 100 48
500 3, 3, 3, 4, 3, 3, 3, 3, 4, 3 100 24
100 4, 3, 3, 4, 3, 4, 4, 3, 4, 4 200 10
50 3, 3, 4, 4, 2, 4, 3, 3, 4, 4 400 10

의성분을가지고종료하였다)에대해모형을 10번적용한결과최종모형의성분의수는각각 3, 3, 3,
5, 3, 4, 3, 4, 3, 4였다. 이결과를보면 10번의실행중에서 6번에서실제분포와성분의수가일치하
였음을알수있다. 이경우는처음에는다섯개의성분으로시작하였다가 40번의 epoch만큼반복되는
동안에두개의성분의혼합비율이 0이되었음을의미한다(실험에서는혼합비율이 0.01보다작아지면
0으로간주하였다). 다른세번의경우는 4개의성분을가지는분포로추정하였다. 비록추정된분포
의성분의수가 3보다큰경우에도실제분포의모양과유사하게추정하였다. 그림 4는추정된모형중
3개의성분을가지는것을예로든것이다.

실험에서 다른 값은 그대로 두고 표본크기를 2000으로하였을 때의 실험결과를 요약하면 표 2와
같다. 기대하였던 것과 같이 SOMN은 항상 5개의 유효한 성분을 유지하였음을 볼 수 있다. 그런데
Ahn모형은 표본의 크기가 커짐에 따라 정확도가 높아졌음을 알 수 있으며, 10번의 모의실험 중에서
9번에서추정한성분의수가실제모형의성분의수와일치하였다. 한편 SOMN-Ahn모형은 10번중에
서 8번을동일하게추정하였고다른 2번의경우에는 4개로추정하였다. 이두개의경우에서가장작
은혼합비율은각각 0.0308과 0.0216로매우낮았다.

이제 SOMN-Ahn모형이표본의크기가더작아졌을때어떤성과를보이는지확인해보고자한다.
이를위하여크기가 1000, 500, 100, 50인표본을각경우에대하여 10개씩만들어실험을하였으며그
결과는표 3과같다. 실험에서는각표본크기에따라서로다른반복횟수가적용되었는데, 그이유는
표본크기가작아지면상대적으로많은반복횟수에서수렴하였기때문이다. 그렇지만표본크기가크
면한번반복하는데걸리는시간이길어지므로평균실행속도는표본크기가커지면늘어난다. 실험은
Intel 1.30Ghz CPU에서 실행되는 Matlab(버전 r2009b)으로 구현하였으며, 표 3에서 평균실행속도는
Matlab의함수(tic과 toc)를사용하여측정되었다. 표에서보면표본크기가 500과 1000일때추정된모
형은실제모형과성분의수가많은경우에일치함을알수있다. 그리고추정된성분의수가 3이아닌
경우에도추정된분포의모양은실제분포와근사하였다. 한편표본의크기가 100인경우에는 4번의
실험에서추정된모형의성분의수가 3이되었으며나머지 6번에서는 4개로추정하였으며표본의크기
가 50인경우에도유사한결과를얻었다. 추정된성분의수를보면표본크기가 50과 100일때의추정된
모형의성과가비슷해보이지만실제추정된분포는차이가있는데, 그것을그림 7과그림 8을통하여
확인할수있다.

SOMN-Ahn모형이필요없는성분을제거하는과정을예시하기위하여, 각표본크기에대하여처
음 4번의 실험결과를 그림 5∼그림 8에서 보였다. 그림에서 왼쪽 그래프는 5개의 성분에서 혼합비
율(Pi)의값이변화하는과정을보여주며, 오른쪽의그래프는추정된분포를 3차원상에그린것이다.
그림 5에서보면두번째실험결과에서는 100epoch후에도여전히한개의 Pi만제거되었음을볼수있
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그림 5: 표본크기가 1000일때의실험결과

그림 6: 표본크기가 500일때의실험결과

다. 그렇지만추정된분포의모양은전반적으로실제분포와근사함을알수있다. 그림 6에있는결
과를보면표본크기가 500인경우에도추정된모형은모든경우에서실제분포와유사함을알수있다.
표본크기가 1000일때와의차이는수렴하는 epoch수가좀길어진것이다. 이제그림 7을보면두개의
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그림 7: 표본크기가 100일때의실험결과

그림 8: 표본크기가 50일때의실험결과

경우는성분의수를올바로추정하였고, 나머지두개의경우는그렇지못하며이경우는추정된분포
도실제분포와모양이조금다름을알수있다. 마지막으로표본크기가 50인그림 8을보면추정된성
분의수는 3개혹은 4개로그림 7의결과와유사하지만추정된모수의값이실제분포의값과차이가있
어서,그결과추정된분포의모양이실제분포와많이다름을알수있다.
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모의실험결과를종합하면 SOMN-Ahn모형은 SOMN과 Ahn모형의장점을가지면서단점을보완
하고있음을확인할수있다. 즉 SOMN-Ahn모형은정규혼합모형의모수를자기조직화신경망의형태
로추정을하면서상대적으로작은크기의표본에서도필요없는성분을제거할수가있다. 표본크기
를세분화해서실험을한결과, 실험에서사용한분포에대하여는표본크기가 1000과 500인경우에는
추정된모형의성과가좋았으나표본의크기가더작아지면성과가낮아져서 50일때는신뢰하기어려
운결과가나왔다.

5. 요약및맺음말

본연구에서는자기조직화신경망이필요한노드만을가지고최적화되는모형을제안하였다. 제
안한모형은 SOMN모형 (Yin과 Allinson, 2001a)과벌점가능도를사용한모형 (Ahn과 Baik, 2011)을
결합한것이며, SOMN의장점은수렴속도가빠르고표본의크기가작아도발산하는가능성이낮다는
것이며,벌점가능도를사용한모형은필요없는성분의수를줄일수있다는것이다. 제안한모형은이
두모형의장점을가지는모형으로서, SOMN의형태를가지는자기조직화신경망이필요한노드만을
가지고최적화되는장점을가지게되었다.
모의실험결과에따르면제안한모형은 SOMN모형과벌점가능도를사용한모형의장점을가지면

서단점을보완하고있음을확인할수있다. 즉제안한모형은정규혼합모형의모수를자기조직화신
경망의형태로추정을하면서상대적으로작은수의표본에서도필요없는성분을제거할수가있었다.

부록:

Pi를재귀적알고리즘의형태로변환하면다음과같다.
Ahn과 Baik (2011)에서 P̂i(n)은다음과같이정의된다.

P̂i(n) =
1/n

∑n
j=1 P̂(i|x( j)) − λ(1 − α)

1 − gλ(1 − α)
.

이것을다시정리하면다음과같다.

P̂i(n) =
1

1 − gk

1
n

n∑
j=1

zi j − k

 .
단, zi j = P̂(i|x( j))그리고 k = λ(1 − α).
그러면 P̂i(n + 1)은다음과같이정의된다.

P̂i(n + 1) =
1

1 − gk

 1
n + 1

n+1∑
j=1

zi j − k

 . (A.1)

식 (A.1)의오른쪽괄호속에처음항을다시쓰면다음과같다.

1
n + 1

n+1∑
j=1

zi j =
1

n + 1

 n∑
j=1

zi j + zi(n+1)


=

1
n + 1

n + 1 − 1
n

n∑
j=1

zi j + zi(n+1)


=

1
n + 1

n + 1
n

n∑
j=1

zi j + zi(n+1) −
1
n

n∑
j=1

zi j
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=
1
n

n∑
j=1

zi j +
1

n + 1

zi(n+1) −
1
n

n∑
j=1

zi j

 . (A.2)

이제식 (A.2)를이용하여식 (A.1)을다시쓰면다음과같다.

P̂i(n + 1) =
1

1 − gk

1
n

n∑
j=1

zi j +
1

n + 1

zi(n+1) −
1
n

n∑
j=1

zi j

 − k


=

1
1 − gk

1
n

n∑
j=1

zi j − k

 + 1
1 − gk

1
n + 1

zi(n+1) −
1
n

n∑
j=1

zi j


= P̂i(n) +

1
n + 1

1
1 − gk

zi(n+1) − k − 1
n

n∑
j=1

zi j + k


= P̂i(n) +

1
n + 1

 1
1 − gk

(zi(n+1) − k) − 1
1 − gk

1
n

n∑
j=1

zi j − k




= P̂i(n) +
1

n + 1

{
zi(n+1) − k

1 − gk
− P̂i(n)

}
. (A.3)

식 (A.3)을 zi j = P̂(i|x( j))와 k = λ(1 − α)를이용하여다시쓰면다음과같다.

P̂i(n + 1) = P̂i(n) +
1

n + 1

[
P̂(i|x) − λ(1 − α)

1 − gλ(1 − α)
− P̂i(n)

]
.
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Abstract
A self-organizing network is designed to estimate parameters of normal mixtures. SOMN achieves fast con-

vergence and low possibility of divergence even when sample sizes are small, while PMLE eliminate unnecessary
components. The proposed network effectively combines the good properties of SOMN and PMLE. Simulation
verifies that the proposed network eliminates unnecessary components in normal mixtures when sample sizes are
relatively small.
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