
Journal of Institute of Control, Robotics and Systems Vol. 16, No. 7, July 2010 711

확장칼만필터에 의하여 학습된 다층뉴럴네트워크를

이용한 헬리오스타트 태양추적오차의 모델링

Modeling of Heliostat Sun Tracking Error Using 
Multilayered Neural Network Trained by the Extended Kalman Filter
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Abstract: Heliostat, as a concentrator reflecting the incident solar energy to the receiver located at the tower, is the most 
important system in the tower-type solar thermal power plant, since it determines the efficiency and performance of solar 
thermal plower plant. Thus, a good sun tracking ability as well as its good optical property are required. In this paper, we 
propose a method to compensate the heliostat sun tracking error. We first model the sun tracking error, which could be 
measured using BCS (Beam Characterization System), by multilayered neural network. Then the extended Kalman filter was 
employed to train the neural network. Finally the model is used to compensate the sun tracking errors. Simulated result shows 
that the method proposed in this paper improve the heliostat sun tracking performance dramatically. It also shows that the 
training of neural network by the extended Kalman filter provides faster convergence property, more accurate estimation and 
higher measurement noise rejection ability compared with the other training methods like gradient descent method.
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I. 서론

타워형 태양열 발전시스템(tower-type solar thermal 
system)의 헬리오스타트(heliostat)는 태양으로부터 지표면으

로 입사되는 태양 열에너지를 타워 상단에 위치하는 태양

열 흡수기(solar receiver)로 반사시키기 위한 집광장치로서 

타워형 태양열 발전시스템의 효율과 성능을 결정하는 가장 

중요한 시스템이며, 따라서 높은 태양추적정밀도가 요구되

는 시스템이다.
헬리오스타트는 기본적으로 개루프 제어(open loop 

control)에 의한 태양추적을 수행한다. 따라서 헬리오스타트 

태양추적정밀도는, 헬리오스타트 구동축 설치오차, 반사거

울 설치오차 등과 같은 기구오차, 반사거울의 곡면오차, 수

차(aberration) 그리고 반사된 광의 산란 및 굴절에 따른 오

차 등과 같은 광학오차, 마지막으로 태양위치 계산 및 헬리

오스타트 방위각과 고도각 계산의 정확성 등과 같은 연산

오차에 영향을 받는다. 이들 헬리오스타트 태양추적오차 유

발 요인들 중에서 일반적으로 헬리오스타트의 태양추적정

밀도에 가장 큰 영향을 미치는 오차는 기구오차이며, 연산

오차에 의한 태양추적오차는 무시할 수 있는 정도인 것으

로 알려져 있다[1,2].
태양열 발전시스템의 대용량화와 이에 따른 헬리오스타

트 규모 및 설치거리의 증대 등은 보다 높은 태양추적정밀

도를 필요로 하게 한다. 헬리오스타트의 태양추적정밀도를 

향상시키기 위하여, 태양추적정밀도에 영향을 미치는 기구

적 오차 요인들에 따른 태양추적오차의 형성에 관한 해석

[3-5], 반사거울 설치 방향 조정에 의한 태양추적오차의 보

정[6]과 같은 연구가 수행되었으며, 폐루프 제어(closed loop 
control)에 의한 태양추적[7] 등이 제안되기도 하였다. 

그럼에도 불구하고, 현재 상업발전 또는 실증시험을 위

한 태양열 발전시스템의 헬리오스타트에는, 계산된 태양추

적신호를 해당 헬리오스타트가 이전에 태양추적을 수행하

는 동안 측정된 태양추적오차를 근간으로 하여 보정함으로

써, 해당 헬리오스타트의 태양추적정밀도를 높이는 방법이 

가장 일반적으로 사용되고 있다. 이는 현재 실증운전을 수

행하고 있는 헬리오스타트가 여전히 시스템 운전 특성상 

개루프 제어에 의한 태양추적을 수행하며, 아울러 오차 발

생 요인의 정확한 구분 및 이에 따른 태양추적오차의 보정 

등에 대한 한계가 존재하기 때문이다.
본 연구는 개루프 제어를 사용하는 1MW급 실증시험용 

태양열 발전시스템1)의 헬리오스타트 제어를 위하여, 측정

된 태양추적오차를 모델링하고 이를 이용하여 헬리오스타

트가 가지고 있는 기구적 광학적 오차로부터 기인하는 태

양추적오차를 보정함으로써 헬리오스타트의 태양추적정밀

도를 향상시키기 위한 태양추적제어 알고리즘의 개발에 관

한 것이다. 이미 언급한 것과 같이, 현재 실증 시험용 이상

의 동작 성능을 갖는 헬리오스타트는 측정된 태양추적오차

를 사용하여 현재 시간에서의 헬리오스타트 동작제어신호

를 보정함으로써 헬리오스타트의 태양추적정밀도를 높이는 

방편이 보편적으로 사용되고 있는 것으로 알려지고 있다. 

1) 본 연구는 현재 중국 북경 엔칭에 건설되고 있는 1MW급 태양

열 발전소를 위한 기술 개발의 일환으로 수행된 것이며, 따라서 

본 연구에서 사용된 일출 및 일몰 시간을 포함하는 모든 시간

은 중국 북경 엔칭(동경 115o 56' 19'', 북위 40o 22' 54'')의 시간

이다. 
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그림 1. 헬리오스타트 제어시스템의 태양추적 알고리즘.
Fig. 1. Sun tracking algorithm of heliostat control system.

그림 2. 광학 특성 측정 및 분석 시스템.
Fig. 2. Beam characterization system (BCS).

그림 3. 오차보정기능을 갖는 헬리오스타트 제어시스템의 태

양추적 알고리즘.
Fig. 3. Sun tracking algorithm of heliostat control system with 

error compensation.

그러나 이와 같은 보정 방법이 현재 사용되고는 있는 것으

로 알려지고는 있으나, 실제 어떤 형태의 보정 메커니즘이 

사용되고 있는지 등에 관한 연구 결과가 발표된 것이 없으

며, 아울러 보정된 추적정밀도가 보정 이전과 비교하여 어

느 정도의 성능 향상을 이루어 졌는지 등에 관한 결과가 

발표된 것이 없다.
본 연구에서는 우선 비선형성을 갖는 헬리오스타트의 태

양추적오차를 확장칼만필터(extended Kalman filter)에 의하

여 학습된 다층뉴럴네트워크(MNN: Multilayered Neural 
Network)를 이용하여 모델링하였다. 모델링된 태양추적오차

는 헬리오스타트가 태양추적을 수행하는 동안 발생 가능한 

태양추적오차를 예측하여, 계산된 태양추적신호를 보정하는 

방편으로 사용되었다. 아울러 본 연구에서는 측정오차가 갖

는 잡음에 대한 강인성 및 수렴 속도 그리고 비선형성을 

갖는 태양추적오차의 모델에 적합한 뉴럴네트워크의 구조

에 대한 분석을 수행하였다.

II. 헬리오스타트 태양추적제어

1. 헬리오스타트 제어시스템의 태양추적 알고리즘 

일반적으로 현재 사용되고 있는 헬리오스타트 제어시스

템의 태양추적 알고리즘은 그림 1과 같다. 즉 헬리오스타트 

제어시스템의 태양추적시스템은 개루프 제어시스템으로서, 
현재 시간과 헬리오스타트가 설치된 지점의 위도와 경도를 

사용하여 태양의 방위각 와 고도각 를 계산한다. 헬리오

스타트는 계산된 태양 위치로부터, 태양열 흡수기가 위치하

고 있는 목표지점으로 태양광을 반사시키기 위한 헬리오스

타트의 방위각 와 고도각 를 계산하며, 태양추적을 

위한 서보모터 제어기는 계산된 헬리오스타트의 방위각과 

고도각으로 헬리오스타트를 구동시킴으로써 헬리오스타트

가 태양추적을 수행하게 된다[2].
2. 태양추적오차 보정기능을 갖는 태양추적 알고리즘

헬리오스타트의 태양추적이 개루프 제어에 의하여 이루

어짐으로 인하여 헬리오스타트의 태양추적정밀도는 헬리오

스타트의 기구적, 광학적 그리고 연산오차에 직접적인 영향

을 받게 된다. 이는, 바꾸어 말해서, 오차 없는 정확한 태양

추적은 헬리오스타트의 기구적 오차, 광학적 오차 그리고 

연산 오차가 없을 경우에만 가능하다는 것을 의미한다. 태

양열 발전시스템의 발전 단가를 낮추기 위한 시스템의 대

형화는 보다 큰 반사면을 갖는 헬리오스타트의 사용을 필

요로 하게 되었고, 따라서 헬리오스타트의 설치 및 광학 오

차 역시 무시할 수 없는 크기로 존재하게 되면서, 헬리오스

타트의 태양추적정밀도 향상을 위한 추가적인 수단이 필요

하게 되었다. 

현재 상용 또는 실증시험을 위한 시스템에서 사용되고 

있는 헬리오스타트는, 그림 2와 같은 형태의 광학측정장비

인 BCS (Beam Characterization System)를 사용하여 측정된 

태양추적오차를, 계산된 태양추적신호에 보정함으로써 헬리

오스타트가 기구적 광학적 오차를 가지고 있음에도 불구하

고 요구되는 정밀도를 갖는 태양추적이 이루어지도록 하고 

있다[8]. 물론 BCS는 헬리오스타트의 광학적 성능을 평가하

기 위한 것으로서, 헬리오스타트로부터 반사되어 광밀도분

석면(flux mapping target surface)에 형성되는 이미지를 영상

처리기법을 통하여 분석함으로써 광선에너지(beam power), 
광밀도 분포(flux distribution) 그리고 광선 직경(beam 
diameter)등을 분석하는 장비로서 사용되기도 한다. 그림 2
는 일반적으로 사용되고 있는 BCS의 구조를 도식적으로 나

타낸 것이다.
그림 3은 태양추적오차 보정 기능을 갖는 헬리오스타트 

제어시스템의 태양추적 알고리즘을 나타낸 것이다. 그림에

서와 같이, 오차 모델로 만들어진 측정된 헬리오스타트의 

태양추적오차는, 해당 태양위치에서 계산된 헬리오스타트의 

방위각 및 고도각을 보정하는데 사용된다. 즉 오차보정기능

을 가지고 있는 헬리오스타트의 태양추적은, 계산된 헬리오

타트의 방위각   및 고도각 가, 오차모델을 사용하여 

계산된 해당위치에서 헬리오스타트의 기구적 광학적 오차

에 의하여 유발될 태양추적오차를 보상하기 위한 와 

에 의하여 보정되며, 서보모터 제어기는 이와 같이 보

정된 위치로 헬리오스타트를 구동시킴으로써 요구되는 정
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그림 4. 태양추적오차 보정을 위한 태양 및 헬리오스타트의 방

위각과 고도각.
Fig. 4. Azimuth and elevation of sun and heliostat for the sun 

tracking error compensation.

그림 5. 오차를 갖는 헬리오스타트의 법선방향 단위벡터.
Fig. 5. Unit vector of heliostat surface normal direction with sun 

tracking error.

밀도를 갖는 태양추적이 이루어지도록 한다. 
그림 4는 헬리오스타트 태양추적오차 모델에 의하여 계

산된 예측 태양추적오차 , 로부터 보상 방위각 

와 보상 고도각 를 계산하기 위하여 요구되는 과정을 

기하학적으로 표현한 것이다.
헬리오스타트의 보상 방위각 와 보상 고도각 를 

계산하기 위하여, 우선 헬리오스타트 반사면 중심 좌표 

 로부터 반사광이 광밀도분석면에 실제로 도달

된 지점   를 향하는 단위 벡터  , 태양을 향

하는 단위 벡터 , 그리고 기구 또는 광학 오차를 갖는 헬

리오스타트 반사면의 실제 법선 방향을 표시하는 단위벡터 

를 각각 다음과 같이 정의한다. 

           
      

   
(1)

            

       
             

(2)

       

                     
(3)

또한 헬리오스타트 반사면 법선벡터를 기준으로 헬리오

스타트를 떠난 반사광이 실제로 도달된 지점 를 향하는 

태양광의 입사각과 반사각을 나타내는 는 다음과 같이 

정의된다.

           ･         (4)

헬리오스타트 실제의 법선방향을 표시하는 단위벡터 

는 그림 5에서와 같이 단위벡터   및 로부터 식 (5)에서

와 같이 표시될 수 있다.

   



  

       (5)

태양추적오차를 갖는 헬리오스타트 실제 방위각과 실제 

고도각은 식 (2)와 식 (5)로부터 다음과 같이 표시되며, 따

라서 식 (9)와 식 (10) 같이 계산된다.

 

  (6)

  

  (7)

  

  (8)

   
  

 
  (9)

      (10)

오차를 갖는, 따라서 당초 목표 지점   대신 실제 지점 

로 태양에너지를 반사시키고 있는 헬리오스타트의 보상 

방위각 와 보상 고도각 은 식 (11)과 같이 계산된

다. 식 (12)와 식 (13)은 태양추적오차 모델을 사용하여 예

측된 태양추적오차가 보정된 헬리오스타트의 방위각 

와 고도각 을 나타내며, 서보모터 제어기는 계산된 헬

리오스타트의 방위각 와 고도각 가 아닌, 식 (12)와 

식 (13)으로 주어지는 위치로 헬리오스타트를 구동시키게 

된다.

    and     (11)

    (12)

     (13)

III. 확장칼만필터에 의한 다층뉴럴네트워크의 학습

헬리오스타트 태양추적오차 모델은, 측정된 태양추적오

차의 모델이며, 따라서 BCS에 의하여 측정된 그림 4의 태

양추적오차 , 와 해당 추적오차를 생성시킨 헬리오스

타의 운전 조건, 즉 태양의 방위각, 고도각 그리고 목표 지

점의 위치 와의 상관관계를 나타내는 것이다.
본 연구에서는 확장칼만필터에 의하여 학습된 다층뉴럴

네트워크를 이용하여 비선형성을 갖는 헬리오스타트의 태

양추적오차를 모델링하였다.
1. 다층뉴럴네트워크(MNN)

다층뉴럴네트워크는 비선형시스템의 모델링을 위한 적합

한 구조로서 동적시스템의 모델링과 제어분야에서 많이 사
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그림 6. 다층뉴럴네트워크의 구조.
Fig. 6. Structure of multilayered neural network.

용된다[9]. 그림 6은 다층뉴럴네트워크의 구조를 나타낸 것

이다. 그림에서와 같이, 다층뉴럴네트워크는 여러 개의 층

으로 이루어져 있으며, 각각의 층은 많은 수의 노드(node)
를 포함하고 있다. 노드들은 연결가중치(connection weight)
로 연결되어 있고, 각각의 노드는 입력을 받아서 이들은 더

하는 합산기(summation)와 합산기의 출력을 변환하는 활성

화함수(activation function)로 이루어져 있다. 
다층뉴럴네트워크에서 일반적으로 사용되는 활성화함수

는 시그모이드 함수이며, 식 (14)의 양극성(bipolar)을 갖는 

시그모이드 함수를 나타낸 것이다. 

  
  (14)

아울러 각 패턴에 대한 제곱오차를 나타내는 목적함수

(objective function)는 식 (15)와 같이, 그리고 전체 패턴 

에 대한 평균제곱오차는 식 (16)과 같이 정의될 수 있으며, 
이들 목적함수들은 다층뉴럴네트워크의 학습 성과를 나타

내는 지표로 사용할 수 있다.

 





 

  

∥ ∥  (15)

  


  



 (16)

식 (15)의 는 출력층 번째 뉴런의 목표 출력값을, 
는 출력층 번째 뉴런의 실제 출력값이며, 는 각 학습 

패턴의 목표 출력값의 수이다. 
2. 확장칼만필터(EKF)를 이용한 학습 알고리즘

선형화된 비선형 시스템에 칼만필터를 적용함으로써 비

선형 동적시스템 상태변수를 근사된 최소변위(approximated 
minimum variance)로 추정하는 확장칼만필터[10]는 다층뉴럴

네트워크의 연결가중치를 학습하는 학습 알고리즘으로 사

용될 수 있으며, 확장칼만필터는 일반적으로 뉴럴네트워크

의 학습을 위하여 사용되는 최급강하법(GD: Gradient 
Decent method) 보다 빠른 수렴속도를 보장하는 것으로 알

려지고 있다[11].
상태변수 추정을 위한 확장칼만필터를 다층뉴럴네트워크

의 학습알고리즘으로 사용하기 위하여, 우선 다층뉴럴네트

워크를 비선형 상태방정식으로 표시하는 것이 필요하다. 이
를 위하여 다층뉴럴네트워크의 연결가중치를 상태벡터로 

표현하면 식 (17)과 같이 나타낼 수 있다. 식 (18)의 
 는 

다층뉴럴네트워크의 n번째 층의 j번째 노드로부터 n+1번째 

층의 번째 노드로 연결되는 연결가중치이고, 아울러 과 

  은 n번째 및 n+1번째 층의 노드 수이다. 

      …         × (17)


  

  
 …    × (18)

또한 다층뉴럴네트워크의 번째 층 노드들의 출력과 출

력층에서의 목표 출력을 벡터(vector)로 나타내면 각각 식 

(19)와 식 (22)와 같이 표시된다. 식 (20)의 
는 n번째 

층 i번째 노드의 출력을 나타내는 것으로, 함수 는 다

층뉴럴네트워크의 활성화함수를, 그리고 
은 n-1번째 

층의 마지막 노드인   번째 노드로부터 n번째 층 번째 

노드로 연결된 바이어스이다. 또한 식 (21)은 입력층의 출

력을 나타내며 따라서 입력층에서는 아무런 연산이 일어나

지 않고 있음을 보여주고 있다. 식 (22)의 은 출력층, 즉 

입력층과 출력증을 포함하여 개의 층을 갖는 다층뉴럴네

트워크의 출력층에서의 노드수를 나타낸다. 

           …    × (19)


    

 

 

 
   

     
   

 



 
   

    (20)

                  ≤≤  (21)

            …   × (22)

식 (23)과 식 (24)는 이와 같이 정의된 상태벡터, 입력 및 

출력 벡터를 사용하여 다층뉴럴네트워크를 상태방정식(state 
space equation)으로 표현한 것이다. 식 (24)의 함수 

는 다층뉴럴네트워크의 구조와 결합된 패턴 에 

대한 출력을 결정하는 비선형시변함수(nonlinear time variant 
function)이며, 는 백색잡음(white noise)이라고 가정된 

공분산행렬(covariance matrix) 를 갖는 모델링 오차이다. 

   (23)

    
 (24)

식 (23)과 식 (24)로 표시된 비선형 시스템의 상태변수, 
즉 다층뉴럴네트워크의 연결가중치를 추정하기 위한 확장

칼만필터 알고리즘은 따라서 다음과 같다[10].

        (25)

 

 (26)

   (27)

식 (27)의 는 상태변수 추정오차의 공분산행렬을 나

타낸 것으로 다음의 식 (28)과 같이 정의되며, 은 

의 추정값을 나타내고, 또한 는 비선형 출력방정

식인 식 (24)를 선형화하기 위한 과정에서 생성된 행렬로

서, 본 연구에서 사용된 식 (14)와 같은 양극성 시그모이드 

활성화 함수의 미분된 함수인 식 (29)를 사용하여, 식 (30)
과 같이 정의된다[11].
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그림 7. 1MW 급 태양열발전시스템의 헬리오스타트 필드.
Fig. 7. Heliostat field of 1MW solar thermal power plant.

   (28)

 ′   (29)

  ∂
∂


   

 (30)

   
 

 
 

  
   


  ∂

∂

   

∆   (31)

∆          
 

 


  
∆     

(32)
≦≦

∆      (33) 

식 (25)로부터 식 (33)에 의하여 정의되는 확장칼만필터

는 식 (23)과 식 (24)에 의하여 정의되는 비선형시스템인 

다층뉴럴네트워크의 연결가중치를 시스템의 실제 연결가중

치의 근사값, 즉 식 (16)에 의하여 정의되는 목적함수를 최

소화하는 값으로 수렴하게 된다.
그러나 식 (25)로부터 식 (33)에 정의되어 있는 확장칼만

필터 알고리즘을 적용하려면, 모든 연결가중치가 동시에 갱

신되어야 하며, 따라서 연산이 대단히 복잡해 질 수 있다.
연결가중치를 동시에 갱신시킴으로 인한 연산의 복잡성

을 감소시키기 위하여, 추정 연결가중치 
 를 개별적으

로 식 (34)에서와 같이 의 내림차순, 의 오름차순으로 계

산하면, 확장칼만필터를 적용하는 학습알고리즘은 식 (35), 
식 (36) 및 식 (37)과 같이 표시될 수 있다. 

   ⋯      ⋯     

    ⋯  
    ⋯  

(34)


 


 




  
  (35)

             (36)

             (37)

또한 확장칼만필터의 연산 간편화 및 이에 따른 수렴속

도의 향상을 위하여 식 (35)의 공분산행렬 를 대각행렬

(diagonal matrix) 라고 가정하면, 확장칼만필터 이득값

(Kalman gain)을 계산하는 식 (35)는 역행렬 공식을 이용하

여 식 (38)과 같이 표현된다.

           


 
 

  (38)

         


  


  (39)

           

 


 

  (40)


  






 (41)


  ∆ ∆  (42)

               × (43)

대각행렬로 가정된 공분산행렬 은 식 (44)와 같은 

일반적인 업데이트 방정식을 사용하여 추정될 수 있으며, 
따라서 는 식 (45)와 같이 추정 될 수 있다. 

   






    (44)

   

        








 

        


             (45)

확장칼만필터에 의한 연결가중치의 추정은, 또한 연결가

중치가 식 (34)에서와 같이 의 내림차순, 의 오름차순으

로 순차적으로 계산되며, 따라서 
 의 추정에서, 식 (34)

에서와 같은 연결가중치를 사용하여 계산된 출력층의 출력

값  
 를 에서의 연결가중치를 사용하여 계산된 

 대신 사용함으로써 계산의 정확성을 높일 수 있다. 
식 (34)에서와 같은 연결가중치를 사용하여 계산된 출력층

의 출력값을  
 라고 하면, 연결가중치를 갱신하는 식 

(39)는 식 (47)과 같이 다시 정의된다. 

 
    

   
  ⋯  

   (46) 

        


   

 

  (47)

IV. 태양추적오차 보정 모의실험

태양추적오차의 다층뉴럴네트워크에 의한 모델링과 이를 

이용한 태양추적오차의 보정 성능 평가를 위하여 모의실험

을 수행하였다. 모의실험에 사용된 헬리오스타트와 관련된 

데이터들은 현재 건설 중인 태양열발전시스템의 실제 데이

터들이며, 헬리오스타트의 태양추적오차는 모의실험을 통하

여 얻어진 헬리오스타트의 기구오차로부터 기인하는 태양

추적오차[4,5]들이다. 
그림 7은 현재 중국 북경 엔칭에 건설중에 있는 

× 크기의 반사거울 100개로 구성된 1MW급 태양

열발전시스템의 헬리오스타트 필드를 나타낸 것이다. 
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그림 8. 모의실험에서 사용된 다층뉴럴네트워크의 구조.
Fig. 8. Structure of multilayered neural network used in simula- 

tion.

표 1. 다층뉴럴네트워크의 학습을 위한 초기값.
Table 1. Initial values used in training the neural network.

Variable GD EKF Type
Target RMS error ～ ～ Fix
Learning rate ()  ･ Fix
Time-lag horizon 1 1 Fix
Network structure ･･･ ･･･ Fix

Limit  ･ × Fix
Initial connection weight ± ± Random

Initial bias ～ ･ Random
Initial error covariance ( ) ･ ± Random

Measurement noise ± ± Random

그림 9. 목표 표적 좌표계.
Fig. 9. Target surface coordinates.

표 2. 태양추적오차 모델링을 위한 학습데이터 정규화.
Table 2. Normalization of training data for sun tracking error 

modeling.

Variable Range Unit Normalized 
Range I/O

Sun azimuth  ∼  ± in
Sun elevation  ∼  ± in
Target x pos.  ∼  ∼ in
Target z pos.  ∼  ∼ in

x-axis  ∼  ± out
z-axis  ∼  ± out

그림10. 헬리오스타트 No. 100의 태양추적오차(2009년 3월 20
일).

Fig. 10. Sun tracking error of heliostat No. 100(March 20, 2009).

1. 다층뉴럴네트워크의 구조

헬리오스타트의 태양추적오차 모델링을 위한 다층뉴럴네

트워크는, 실험적으로 결정된, 최적의 모델링 성능을 나타

내는 그림 8과 같은 구조를 가지고 있다. 즉 다층뉴럴네트

워크는 그림에서와 같이 시간지연 입력(time lagged input)과 

은닉층 2개를 포함한 4개의 층으로 구성되어 있으며, 각 층 

노드의 개수는 실험적으로 얻어진 적으면서도 우수한 모델

링 성능을 보이는 ･･･의 구조를 선택하였다.
다층뉴럴네트워크에 입력으로 사용되는 시간지연 입력값

은, 최초 학습데이터 패턴 입력의 경우에는 시간 지연값과 

최초 학습데이터 입력값을 동일한 것으로 사용하고, 이후부

터는 이전 패턴의 입력값을 사용하였다.
표 2는 최급강하법(GD) 또는 확장칼만필터(EKF)에 의한 

다층뉴럴네트워크의 학습에서 사용된 각종 초기값들로서, 
측정 잡음(measurement noise)은 모의실험을 통하여 얻어진 

헬리오스타트 기구오차로부터 기인하는 태양추적오차[4,5]
에 실제 측정시 발생 가능한 측정 잡음 효과를 모사하기 

위하여 더해준 태양추적오차 값이다.
2. 학습데이터의 정규화

다층뉴럴네트워크의 학습에 사용된 데이터들은 총 6가지

로, 태양의 방위각 와 고도각 , 목표 표적 중심의 좌표 

와   그리고 측정된 태양추적오차 , 이다. 
목표 표적은 그림 9와 같이 × 크기이며, 목표 표적

의 중심좌표   (m)을 기준으로 평면상에서 ±의 

범위를 갖는다. 

표 2는 학습에서 사용된 데이터들의 실제 범위와 다층뉴

럴네트워크에서 사용된 활성화 함수의 출력값에 따라 정규

화된 학습 데이터들의 범위를 나타낸 것이다. 
3. 학습 알고리즘의 성능 분석

3.1 학습 알고리즘에 따른 오차 모델링 성능

확장칼만필터에 의한 다층뉴럴네트워크의 학습 속도, 즉 

수렴 속도 및 측정 데이터에 포함되어 있는 측정 잡음에 

따른 모델의 정확성을 평가하기 위하여, 헬리오스타트 No. 
100(65.566, 35.163, 6)(m)의 2009년 3월 20일(춘분) 태양추

적오차 데이터를 사용하였다. 그림 10은 헬리오스타트 No. 
100의 2009년 3월 20일 기구오차에 따른 일출부터 일몰까

지의 태양추적오차를 나타낸 것이다[4].
그림 10을 살펴보면, 헬리오스타트 No. 100의 태양추적

오차는 오전 9시 25분경에 발생된 구동축의 백래시

(backlash) 현상과 오후 5시 20분경 고도각이 °가 되는 

지점에서 무게편심에 따른 반사면의 움찔거리는 불연속 회

전 현상에 의한 2개의 불연속점을 가지고 있다. 
그림 11은, 그림 10에서 나타낸 헬리오스타트 No. 100의 
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(a) Gradient descent (b) Extended Kalman filter

그림11. 헬리오스타트 No. 100의 태양추적오차 모델의 성능.
Fig. 11. Performance of sun tracking error model for heliostat No. 

100.

(a) Gradient descent (b) Extended Kalman filter

그림12. 헬리오스타트 No. 100의  학습에서  사용된  학습 데이

터 수의 변화에   따른  RMS 오차의 변화.
Fig. 12. Change of RMS error according to the number of data set 

used  in training for heliostat No. 100.

(a) Gradient descent (b) Extended Kalman filter

그림13. 랜덤 노이즈가 더해진 태양추적오차에 의해 학습된 

태양추적오차 모델의 성능.
Fig. 13. Performance of sun tracking error model when the 

random noise is included in the training data(heliostat 
No.100).

표 3. 랜덤노이즈가 더해진 태양추적오차에 의해 학습된 태

양추적오차 모델의 RMS 오차(m).
Table 3. RMS error(m) of sun tracking error model when the 

random noise is included in the training data.

Method
Heliostat No. 100 Heliostat No. 14

Noiseless Included Noiseless Included
GD 0.0295 0.0529 0.0209 0.0228
EKF 0.0480 0.0343 0.0262 0.0215

2009년 3월 20일 일출부터 일몰까지 매 5분 간격으로 생성

된 147개의 태양추적오차 데이터 패턴을 사용하여, 총 2회 

반복 학습한 이후, 예측된 태양추적오차이다. 그림에서와 

같이 학습데이터 패턴 전체를 2회 학습한 결과, 학습된 태

양추적오차 모델의 정확성을 나타내는 식 (16)으로 표시되

는 RMS 오차가 최급강하법의 경우 0.188m로, 그리고 확장

칼만필터의 경우에는 0.035m까지 감소하였다.
또한 그림 12는 147개의 학습 데이터 패턴을 총 2회 반

복 학습하는 동안에, 학습 데이터 패턴의 순차적 입력에 따

른 학습된 태양추적오차 모델의 정확성을 식 (16)을 사용하

여 계산한 RMS 오차로 나타낸 것이다. 그림에서와 같이 

확장칼만필터에 의한 학습은, 학습을 위한 데이터 패턴이 

모두 학습되기 전에 이미 RMS 오차가 0.1m이하로 감소하

는 우수한 수렴 속도를 가지는 것을 확인할 수 있다.
BCS에 의하여 측정되는 태양추적오차는 측정 잡음을 포

함하고 있다. 그림 13은 측정 잡음에 따른 모델의 정확성을 

확인하기 위하여, 우선 그림 10에서의 태양추적오차에 최대

값 0.05m의 정규분포를 갖는 가우시간 랜덤 노이즈

(Gaussian random noise)를 더하고, 이와 같은 측정 잡음이 

포함된 학습 데이터로 학습된 다층뉴럴네트워크를 이용하

여 예측된 태양추적오차를 나타낸 것이다. 아울러 표 3은 

측정된 태양추적오차에 랜덤 노이즈 측정 오차가 포함되어 

있을 경우와 노이즈가 없는 경우에 대하여, 확장칼만필터 

및 최급강하법에 의하여 학습된 다층뉴럴네트워크의 학습 

정확성을 식 (16)에서 정의된 RMS 오차로 나타낸 것이다. 
표에서와 같이, 확장칼만필터에 의한 학습은 노이즈가 포함

되어 있는 경우 RMS 오차가 감소하는 경향을 보였다. 그

러나 최급강하법에 의한 학습은 오히려 RMS 오차가 증가

하는 경향이 있는 것으로 확인되었다.
학습 방법에 따른 오차모델의 정확성은, 학습에서 사용

된 수렴조건에 따라 달라지게 된다. 바꾸어 말해서, 동일한 

데이터 패턴을 사용하여 학습을 수행하더라도, 학습의 수렴

조건을 결정하는 식 (16)과 같은 목적함수 값의 크기를 달

리하면, 학습된 모델의 정확성은 달라지게 된다. 표 3의 태

양추적오차모델의 RMS 오차는, 학습 방법에 따른 측정잡

음의 필터링효과를 보여주기 위한 것으로서, 최급강하법의 

경우와 확장칼만필터의 경우가 각기 다른 수렴 조건을 사

용하여 학습된 결과이다. 즉, 표 3의 결과는 확장칼만필터

의 측정잡음 필터링 효과를 최급강하법과 대비하여 나타낸 

것으로, 측정 잡음이 없는 경우 최급강하법이 확장칼만필터

에 의한 학습보다 작은 RMS 오차를 가지고 있으나, 그것

이 곧바로 최급강하법에 의한 학습이 확장칼만필터에 의한 

학습보다 정확한 오차모델링을 이룬다는 것을 의미하지는 

않는다. 
3.2 학습데이터의 수량에 따른 오차 모델링 성능

태양추적오차의 모델링에서 사용되는 학습 데이터의 수

량이 모델의 정확도에 미치는 영향을 확인하기 위하여, 일

출부터 일몰까지의 5분(143개 학습 데이터), 10분(72개 학습 

데이터), 30분(25개 학습 데이터) 그리고 1시간(13개 학습 

데이터) 간격으로 측정된 데이터 패턴을 사용하여 학습한 

경우에 대한 오차 모델의 정확성을 비교하였다.
표 4는 2009년 3월 20일 측정된 태양추적오차를 사용하

여 모델링된 헬리오스타트 No. 22(0, 200.213, 6)(m)의 오차 

모델의 정확성을 식 (16)으로 표시된 RMS 오차(m)로 나타

낸 것이다.
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표 5. 개별적 또는 누적된 데이터 사용에 따른 모델 성능 

비교.
Table 5. Comparison of performance of models obtained using 

independent and accumulated data.

Method
Month

1 2 3 4 5 6

Acc
GD 0.134 0.108 0.063 0.214 0.179 0.134 ･

EKF 0.086 0.162 0.146 0.193 0.157 0.190 ･

Ind
GD 0.134 0.111 0.181 0.154 0.173 0.111 ･

EKF 0.086 0.108 0.095 0.144 0.105 0.099 ･

Method
Month

Mean
7 8 9 10 11 12

Acc
GD 0.244 0.238 0.167 0.132 0.141 0.160 0.168
EKF 0.170 0.155 0.516 0.246 0.161 0.209 0.199

Ind
GD 0.118 0.098 0.096 0.076 0.088 0.106 0.121
EKF 0.105 0.098 0.083 0.087 0.091 0.097 0.100

(a) Mar 20, 2009 (vernal equinox) (b) Jun 06, 2009 (summer solstice)

(c) Sep 23, 2009 (autumnal equinox) (d) Dec 22, 2009 (winter solstice)

그림14. 헬리오스타트 No. 51의 보정 전･후 계절별 태양추적

오차.
Fig. 14. Sun tracking error of heliostat No. 51 before and after the 

error compensation.

표 4. 학습데이터 수량에 따른 모델의 RMS 오차(m).
Table 4. RMS error(m) of sun tracking error model depending on 

the number of  training data.

Method
Number of Data Pattern used in Training
143 72 25 13

GD 0.0268 0.0315 0.0409 0.0387
EKF 0.0263 0.0297 0.0230 0.0253

태양추적오차 모델의 정확성은 학습에 사용되는 데이터

의 수에 비례하여 향상될 것으로 생각되는 것이 일반적이

다. 그러나 표 4를 살펴보면, 학습데이터 패턴의 수가 143
개에서 13개로 감소되어도 모델의 정확성이 크게 영향을 

받지 않는다는 것을 볼 수 있다.
표 4의 결과는 태양추적오차의 모델링에 있어 대단히 중

요하다. 즉 태양추적오차의 모델은 많은 양의 학습데이터가 

아닌 1시간 간격으로 측정된 데이터를 사용하여도 충분한 

정확성을 제공할 수 있다. 따라서 BCS를 이용한 태양추적

오차의 측정은 충분한 시간 간격을 가지고 이루어 져도 되

며, 이는 다시 하루 일중 보다 많은 헬리오스타트에 대한 

태양추적오차의 측정이 가능하고, 따라서 개별 헬리오스타

트의 태양추적오차 모델의 갱신 주기를 보다 짧게 가져감

으로써 헬리오스타트 필드의 집광 성능을 크게 향상시킬 

수 있다는 것을 의미하고 있다.
3.3 학습 데이터의 누적에 따른 오차모델링 성능

측정된 학습 데이터의 누적 사용 또는 독립적 사용에 따

른 태양추적오차 모델의 정확성을 비교하기 위하여, 매월 1
회 측정된 태양추적오차에 의하여 학습된 태양추적오차 모

델을 다음 달 측정이 이루어지는 시점까지 사용하여 태양

추적오차를 보정하는 경우와 매월 측정된 태양추적오차를 

누적적으로 사용하여 얻어진 태양추적오차 모델을 사용하

여 태양추적오차를 보정하는 경우에 대한 헬리오스타트의 

태양추적 정확성을 해당 헬리오스타트 태양추적오차의 

RMS 값을 사용하여 비교하였다. 
표 5는 헬리오스타트 No. 1(-133.196, 175.364, 6)(m)에 대

하여, 2009년 1월부터 12월까지 매달 15일 측정된 태양추적

오차 데이터를 독립적 이용하여 모델링 된 모델을 사용한 

경우와 누적적으로 사용하여 모델링된 모델을 사용한 경우

의 월별 태양추적오차의 RMS 값을 비교한 것이다. 표 5를 

살펴보면, 독립적으로 모델링할 경우 최급강하법의 경우 연 

중 발생되는 태양추적오차의 RMS 값이 약 0.121m, 확장칼

만필터의 경우 약 0.1m로 감소하였으며, 매달 독립적인 데

이터를 기반으로 모델링을 한 경우의 태양추적오차가 누적

적으로 사용하는 경우보다 더 작아지는 것을 확인할 수 있

다. 태양추적오차를 누적적으로 사용하는 경우가 독립적으

로 사용하는 경우보다 낮은 태양추적 정확성을 보이는 이

유는, 백래시 등에 의한 불연속점 및 비선형성을 갖는 추적

오차가 누적되면서, 따라서 오차 모델의 정확성이 떨어지기 

때문이다.
4. 태양추적오차 보정 모의실험 결과

태양추적오차 모델을 이용한, 그림 3과 같은 태양추적오

차 보정 알고리즘의 성능을 평가하기 위하여, 헬리오스타트

의 기구오차로부터 기인하는 태양추적오차를 확장칼만필터

에 의하여 학습된 다층뉴럴네트워크로 모델링하고, 이를 이

용하여 태양추적오차를 보정하는 경우의 헬리오스타트 태

양추적 성능을 모의실험을 통하여 확인하였다.
그림 14와 표 6은 오차보정이 이루어지고 있는 헬리오스

타트 No. 51(0, 155.066, 6)(m)의 연중 태양추적 성능을 나

타낸 것이다. 그림에서 표시된 태양추적오차의 보정은, 우

선 2009년 매월 15일, 즉 3월에는 3월 15일, 6월에는 6월 

15일 등과 같이 매월 15일에서 측정된 태양추적오차를 사

용하여 태양추적오차 모델을 형성하고, 3월 20일(춘분), 6월 

21일(하지), 9월 23일(추분) 그리고 12월 22일(동지) 각각에

서 해당 월의 태양추적오차 모델을 이용하여 헬리오스타트

의 기구오차로부터 기인하는 태양추적오차를 보정하였다. 
그림 14와 표 6은, 헬리오스타트의 태양추적 오차가 태
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표 6. 헬리오스타트 No. 51의 태양추적오차(m).
Table 6. Sun tracking error(m) of heliostat No. 51 before and after 

the error compensation.

Date
RMS Sun Tracking Error ()

No Comp.
Compensated

GD EKF
Mar 30, 2009 1.351 0.127 0.093
Jun 21, 2009 1.333 0.184 0.141
Sep 23, 2009 1.352 0.119 0.136
Dec 22, 2009 1.368 0.112 0.107

양추적오차 모델을 사용하여 보정될 수 있음을 보여주고 

있다. 

V. 결론

본 연구는 개루프 제어에 의하여 태양추적을 수행하는 

헬리오스타트의 태양추적오차를 보정하기 위하여, 측정된 

태양추적오차로부터 모델링된 태양추적오차 모델을 사용하

여, 헬리오스타트가 태양추적을 수행하는 동안 발생 가능한 

태양추적오차를 예측하여 보정함으로써, 헬리오스타트의 태

양추적 정밀도를 향상시키기 위한 것이다.
본 연구에서는, 우선 불연속성과 비선형성을 갖는 헬리

오스타트 태양추적오차를 확장칼만필터에 의하여 학습이 

이루어지는 다층뉴럴네크워크로 모델링하였다. 그리고 제안

된 태양추적오차 보정에 대한 성능을 검증하기 위한 모의

실험을 수행하였다. 모의실험을 통하여, 본 연구에서 제안

된 태양추적오차 모델에 의한 태양추적오차의 보정은 헬리

오스타트의 태양추적정밀도를 향상시키는 것으로 확인되었

다. 아울러 태양추적오차의 모델링을 위한 다층뉴럴네트워

크 및 확장칼만필터에 의한 학습이, 불연속 및 비선형성을 

갖는 헬리오스타트 태양추적오차를 적절하게 모델링하고 

있는 것으로 나타났다. 특히 확장칼만필터에 의한 다층뉴럴

네트워크의 학습은, 최급강하법과 같은 다른 학습 방법과 

비교하여 우수한 수렴 속도와 측정 잡음 필터링 효과를 보

여주었으며, 따라서 수백개 또는 수천개의 헬리오스타트와 

다량의 측정 잡음이 포함되어 있을 것으로 예상되는 실제 

태양열발전시스템에서 실용화 될 수 있는 학습법인 것으로 

보인다.
본 연구에서 제안된 태양추적오차 보정 방법은 현재 건

설 중인 1MW급 태양열발전시스템에 적용되며, 이를 위한 

태양추적오차의 측정을 위한 BCS의 구축이 현재 진행되고 

있다.
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