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사각형 특징 기반 분류기와 PCA기반 MLNN을 이용한

실시간 얼굴검출 및 인식

김종민*, 이기준 **

요 약
본 논문은 사각형 특징 기반 분류기를 제안하여 실시간으로 얼굴 영역을 검출하며, 계산의 효율성과

검출 성능을 동시에 만족시키는 강인한 검출 알고리즘을 제안하였다. 또한 검출한 얼굴영역은 인식의

입력 영상으로 사용하여 PCA와 지능형 분류기법의 하나인 다층 신경망을 결합한 얼굴 인식 방법을 제

안하고 성능을 평가 하였다. 이 방법은 입력된 얼굴 영상에 대해 전처리 과정으로서 PCA을 통하여 고

유얼굴을 산출하고 이를 기본 벡터로 하여 훈련 영상들을 표현한다. 각 영상들은 기본벡터에 대한 가중

치의 집합을 특징벡터로 함과 동시에 영상의 차원을 줄인 다음에 다층신경망에 입력하여 얼굴인식을 수

행한다. 실험 결과 기존의 방식인 Euclidean과 Mahananobis방법과 비교한 결과 제안한 방법이 잘못된 매

칭이나 매칭 실패에서 향상된 인식 성능을 보였다. 또한 학습률에 따른 인식률에 변화를 실험하여 가장 최적

의 학습률의 값을 도출하였다.

Real Time Face Detection and Recognition using Rectangular

Feature Based Classifier and PCA-based MLNN

Jong-Min Kim*, Kee-Jun Lee**

Abstract

In this paper the real-time face region was detected by suggesting the rectangular feature-based

classifier and the robust detection algorithm that satisfied the efficiency of computation and detection

performance was suggested. By using the detected face region as a recognition input image, in this

paper the face recognition method combined with PCA and the multi-layer network which is one of

the intelligent classification was suggested and its performance was evaluated. As a pre-processing

algorithm of input face image, this method computes the eigenface through PCA and expresses the

training images with it as a fundamental vector. Each image takes the set of weights for the

fundamental vector as a feature vector and it reduces the dimension of image at the same time, and

then the face recognition is performed by inputting the multi-layer neural network.
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1. 서론

최근 정보통신 기술의 급속한 발단과 함께 인

간의 삶의 질은 향상되어 가고 있다. 하지만 컴
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퓨터 간의 불법 복제 및 삭제, 정보유출 등에 의

한 사회적 손실 또한 증가하고 있다. 이러한 문

제점을 해결하기 위하여 해킹에 의해 정보가 도

용될 수 없고, 또한 변경되거나 분실의 위험성이

없는 신분 검증 기법인 생체인식 기술이 각광을

받고 있다[1]. 이와 같은 생체를 이용하는 방법

중에서 얼굴 인식 분야는 사용자에게 특별한 자

세나 행위를 요구하지 않고 비접촉으로 자연스

럽게 인식을 수행할 수 있다는 장점 때문에 경

쟁력 있는 생체 인식 기술로 평가되어 왔다. 그

러나 얼굴 인식을 하기 위해서는 아직 해결해야
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할 많은 문제점을 가지고 있다. 사람의 얼굴은

각 개인을 식별할 수 있는 많은 정보를 가지는

장점을 가지고 있지만 얼굴을 검출하고 인식하

는 과정에서 외부의 환경에 많은 영향을 받는

단점을 가지고 있다. 기존의 얼굴 인식에는 얼굴

의 국부적인 특징을 이용한 방법, 얼굴 형판 정

합에 기반한 방법, 인공 신경만을 이용한 학습형

인식방법 등이 있었으나, 영상 학습으로 인한 방

대한 메모리양과 계산 시간의 문제가 제기되었

다. 이러 문제점을 해결하기 위한 방법으로는 얼

굴 영상 벡터를 하나의 벡터 공간상의 특징 벡

터들로 변환하여 비교하는 얼굴 인식 방법이 활

발히 연구되고 있다. 대표적인 Eigenface 방법[2]

인 PCA(Principal Component Analysis)[3],

Fisherface 방법인 LDA(Linear Discriminants

Analysis)[4] 그리고 ICA(Independent Component

Analysys)[5]가 있다. 여기서 training set의 크기

가 작을 경우 PCA가 LDA보다 우수하며[6], 반면

에 영상의 조명변화가 큰 경우 LDA가 PCA보다

우수함[7]이 보고되어 있다. 본 논문에서는 가장

최적화된 PCA를 적용하기 위해 사각형 특징 기

반 분류기를 이용하여 얼굴 영역만을 검출하는

알고리즘을 제안한다. 또한 PCA의 얼굴 인식은

모델 영상내의 각각의 얼굴의 대표 값을 만든 후

에 실험 영상을 고유 공간에 투영 시켜서 나온 성

분과 대표 값의 거리를 비교하는 방법인 point to

point 방식을 많이 사용하였다. 그러나 이 방법은

단순 거리 계산을 계산하기 때문에 오차가 많아

실시간 인식 시 인식 저하를 발생 시켰다. 그래서

본 논문에서는 인식률을 향상시키기 위해 PCA를

거쳐 적은 수의 고유 얼굴 특징 벡터를 산출하여

다층 신경망과 결합하는 인식 방법을 제안한다. 제

안된 방법은 잡음 및 조명 변화에도 향상된 성능

을 보여 인식 오차를 줄일 수 있었다.

2. 전체 시스템 구성도

본 논문에서 제안하는 얼굴 인식 시스템의 알

고리즘은 카메라를 통해 얻어진 배경 영상에서

사각형 특징 기법을 이용하여 얼굴만을 추출하

고 영상의 크기 정규화 및 노이즈를 제거한 후

PCA를 통해 고유벡터를 산출한 후 MLNN을 적

용하여 얼굴 인식을 수행한다. 그림 1은 본 논문

에서 제안하는 알고리즘의 순서도를 나타낸다.

(그림 1) 시스템 전체 구성도

3. 얼굴 검출 알고리즘

3.1 웨이블릿 특징 모형

웨이블릿 기반의 특징 계산은 픽셀 기반의 특

징 계산보다 효율적으로 처리 할 수 있다. 또한

간단한 구조에도 불구하고 특정 영역에 대한 에

지나 라인 등의 정보를 잘 제공해 준다[8-9]. 특

징 모형의 선택은 이후에 전체 얼굴 검출의 연

산 속도에 결정적인 영향을 미치게 되기 때문에

매우 중요한 과정이다. Paul Viola는 4종류의

특징 모형을 사용하여 좋은 결과를 도출하였다

[8]. 본 논문에서는 Paul Viola의 방법을 확장하

여 그림 2와 같이 고유한 얼굴의 특징을 추출하

는 8종류의 웨이블릿을 제안하였다. 각각의 특징

모형은 얼굴 요소에서 특징들을 만들어 낸다.

(그림 2) 8종류의 웨이블릿 특징 모형
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8종류의 간단한 웨이블릿 특징 모형은 20*20

의 훈련영상에 맞추어 다양한 위치와 다양한 크

기로 초기 특징 집합을 생성한다. 초기 특징 집

합은 모든 가능성을 가진 집합으로 생성하기 때

문에 영상 윈도우의 크기와 각각의 웨이블릿 형

식에 따라 무수히 많은 특징을 형성하게 된다.

이러한 추기의 특징 집합은 이후에 학습된 분류

기를 통하여 얼굴을 검출하는데 결정적 영향을

미치는 얼굴 특징 집합으로 선택될 가능성이 있

기 때문에 매우 중요하다.

3.2 SAT(Summed-Area Tables)

웨이블릿에 의해 생성된 특징들은 특징값으로 계산

되어 분류기에서 사용되어진다. 그러나 특징의 수가

많기 때문에 많은 은 연산 시간을 필요로 하게 된다.

본 논문에서는 특징 값을 빠르게 계산하기 위해서 그

림 3과 같이 영역의 합 테이블(Summed Area Table)

을 사용하였다. SAT는 영상 내에 존재하는 특정한

좌표 영역  의 값은 입력 영상의 원점(0, 0)에서

부터 좌표 영역  를 포함하는 사각형 영역 내에

존재하는 모든 픽셀값을 더한 값이며, 식(1)과 같이

정의 된다.

(그림 3) 영역의 합 테이블(SAT)

  
′≤′≤

′′  식(1)

따라서, 하나의 사각형 특징(RS)은 SAT(S)를

이용하여 효율적으로 계산되며, 식(2)와 같이 정

의된다.

   
   

식(2)

식(2)에서 x와 y는 가로 x, 세로 y인 특정한

좌표 영역이며, w와 h는 너비 w, 높이 h인 사각

형 영역을 나타낸다.

선택되어진 전체 영역의 특징값(RF)은 식(2)

를 사용하여 전체 사각형 영역의 픽셀값(RSw)

의 평균과 검정색 사각형 픽셀값(RSb)의 평균에

대한 차로 구하며, 식(3)과 같이 정의된다. 즉,

사각형 특징 마스크의 특징 값은 흰색과 검정색

영역의 각 평균을 차 연산한 결과 값으로 얻어

진다.

  

 

 식(3)

사각형 특징 마스크는 그림 2에서 언급한 2개의 흰

색과 검정색 사각형 영역이 오버랩된 형태이다. 식(3)

에서 m은 RSw의 픽셀 수, n은 RSb의 픽셀 수이다.

이와 같이 생성된 누적 영상과 특징값 계산 기법은

최종적으로 약한 분류기를 구성하는 함수의 계산 방

법에 이용된다.

3.3 AdaBoost 알고리즘을 이용한 얼굴 특징

의 분류

본 논문에서 AdaBoost 알고리즘을 이용하여 계층

적 분류기를 학습한다. AdaBoost 알고리즘은 약한 분

류기(weak classifier)를 선형적으로 결합하여 최종적

으로 높은 검출 성능을 가진 강한 분류기(strong

classifier)를 생성하는 알고리즘이다. 이는 분류기의

가중치를 바꾸어가면서 단계적으로 반복하여 적용하

고 각 단계마다 특징 집합 중에서 얼굴을 검출할 수

있는 결정적인 특징만을 남기고 나머지 특징들은 제

거하는 방식이다. 본 논문에서 사용한 AdaBoost 알고

리즘은 그림 4와 같다.

분류기는 얼굴과 비 얼굴 패턴으로 구성된 훈련 영

상 집합과 특징 집합을 이용하여 학습된다. 입력 벡터

X는 특징 집합이며, Xi는 하나의 사각형 특징 마스크

이다. 출력 Y는 +1과 -1값을 가지며, 각각 얼굴과 비

얼굴을 나타낸다.

약한 분류기 가 하나의 사각형 특징 마스크  

를 이용하여 훈련패턴을 분류한다. 이때 잘못 분류된

훈련 패턴은 가중치  를 증가 시키고, 옳게 분류

된 훈련 패턴은 가중치  를 감소시키는 과정을

반복한다. 분류기는 훈련 패턴의 변경된 가중치를 고

려하여, 최소의 에러률을 가지도록 하는 사각형 특징
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마스크를 선택한다. 이와 같이 학습된 분류기는 얼굴

패턴의 특징을 추출하는데 결정적인 역할을 하는 사

각형 특징 마스크들로 구성된다. 약한 분류기 는

하나의 사각형 특징 마스크  로 분류하며, 최종적으

로 생성된 강한 분류기 는 t개의 약한 학습기

가 결합된 형태이다. 즉, 강한 분류기는 t개의 사각형

특징 마스크가 선형적으로 결합한 형태이다. 강한 분

류기는 약한 분류기의 수를 증가할수록 에러률이 영

점에 지수적으로 접근한다.

1. Given N examples         with

∈ ∈

2. Initialize weights    





  

 : number of positive,  : number of negative

3. Repeat for      

(a) Train weak learner using weight 
(b) Repeat for j=1,......, number of intial feature

Get weak classifier  →

with error  




    

 




    

choose the classifier using error ( )

(c) weight update

  







 ·
 i f  


 i f  

4. Output the final hypothesis(strong classifier)

  
  




(그림 4) AdaBoost 알고리즘

강한 분류기는 높은 정확도를 가진 분류기가 단계

적으로 구성되며, 그림 5와 같이 도식화된다.

(그림 5) 분류기의 계층도

분류기의 형태는 학습 과정에서 분류기를 구성할

레벨의 수와 각 레벨에서 사용할 특징을 결정하게 된

다. 분류기는 중요한 얼굴 패턴은 다음 레벨에 다시

반복적으로 적용하고, 중요하지 않은 얼굴 패턴은 버

림으로써 우수한 검출 성능을 가지게 된다.

4. 얼굴 인식 알고리즘

Mono 카메라를 이용하여 얼굴의 방향이 틀어

지는 경우를 같은 형상으로 인식하기에는 많은

어려움이 있다. 따라서 본 논문에서는 그림 6과

같이 얼굴의 방향성이 틀어지는 경우 같은 얼굴

영상으로 인식하기 위해 주성분 분석을 이용한

얼굴 방향성 문제의 해결 방법을 제안한다.

이 문제를 해결하기 위해서는 한 사람의 영상

을 5°씩 회전을 해서 얼굴 영상을 습득하여 데

이터베이스를 구축해야 한다. 그러나 주성분 분

석에서는 단지 영상의 외관기반으로 인식을 수

행하기 때문에 사람의 머리 모양의 변화만으로

도 같은 사람으로 인식하기가 어렵다. 그래서 본

논문에서는 앞에서 설명한 사각형 특징 기반 분

류기를 이용하여 얼굴 영역이 추출 가능한 영상

만을 모델 영상으로 사용하였다.

(그림 6) 서양 여자의 회전 영상

(그림 7) 회전 영상에서 사각형 특징 기반

분류기를 이용한 얼굴 영역 검출 영상
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그림 7은 그림 6에서 얼굴 영역이 추출 가능

한 영상만을 나타내었다. 그러나 사각형 특징 기

반 분류기를 이용하여 얼굴 영역을 추출하는 방

법은 얼굴의 상하 좌우의 큰 회전에 대해서는

추출이 불가능하며 좌우 회전 30°까지만 얼굴

추출이 가능하였다.

4.1 PCA에 의한 특징추출 및 분류

PCA는 K-L 변환(Karhunen-Lo'eve transform)

이라고도 불리는데 K-L 변환은 클래스 정보를 사

용하지 않고 특징 공간에서 데이터의 분포 및 특

성을 유지하면서 영상의 차원을 줄이는데 목적을

둔 방법이다.

고유벡터를 계산하기 위해 N(Row×Col) 크기의

M개의 학습영상의 집합을            

라고 하면 이 차를 나타내는 공분산 행렬 는 다

음과 같이 정의 할 수 있다. 여기서 는 평균 데이

터이다.

 
  



    ,  
 

  



 식(4)

위 식(4)에서 의 고유벡터와 고유값을 다음

식을 이용해 구할 수 있다.

   식(5)

여기서 는 고유벡터이고, 는 고유값이 된

다. 다음으로 고유값의 크기가 큰 순으로 고유벡

터 를 정렬하면 개의 고유벡터로 구성된 식

(6)을 구할 수 있다.

           식(6)

식(6)에서 구한 차원의 고유벡터는 각 영상

마다 고유값을 가지고 있으므로 이를 특징벡터

라 한다. 여기서 정규 직교하는 열로 이루어진

고유벡터를 고유얼굴이라 하며, 여기서 얻어진

고유얼굴과 특징벡터의 선형적 결합으로 얼굴영

상을 표현할 수 있다. 그러나 각 고유벡터가 지닌

고유치의 크기는 그 고유벡터의 중요도를 의미하

므로 그 고유공간을 규정하는 중요 고유벡터를 식

(7)을 이용하여 선택한다. 따라서 모든 고유벡터를

고유 공간 구성에 이용하지 않고 많은 영상을 대

표할 수 있는 주성분의 벡터만을 이용할 수 있다.

1
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식(7)

여기서 은 고유벡터의 개수를 조정하는 문턱

치이며, 인식과 회전 포즈 평가 시 이용되는 고유

벡터는 저차원 공간을 구성하기 고유 벡터를 고

유치의 값이 큰 순서로 배열하면 그림 8과 같다.

실험에서는  = 8를 이용하였다. 이렇게 구성된

공간을 얼굴 고유공간으로 표현한다.

(그림 8) 고유치의 개수에 따른 누적 기여도

4.2 오류역전파를 이용한 얼굴인식

얼굴 인식방법에서 입력되는 얼굴 영상의 특

징 벡터가 유클리디안 거리가 가장 가까운 특징

벡터를 가지는 모델영상내의 얼굴을 찾아냄으로

써 수행된다. 하지만 얼굴 영상 공간에서 실제

얼굴 영상은 매칭에 성공했을지라도 다른 얼굴

영상으로 인식하는 잘못된 매칭이 발생하였다.

이러한 문제를 해결하기 위해 기존의 유클리디

안 거리를 활용하는 대신에 신경망을 활용하여

분류하는 방식을 제안하려고 한다.

PCA를 통해 얻어진 고유얼굴의 가중치를

MNLN의 입력으로 사용하는데 본 논문에서는

오류역전파 알고리즘을 이용하여 신경망의 가중

치를 학습함으로써 분류기로서의 역할을 수행한

다.

본 연구에서 설계된 신경망의 구조는 그림 9

와 같다.
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(그림 9) 다층신경망의 구조

신경망의 입력으로 사용하는데 본 논문에서는

오류역전파 알고리즘을 이용하여 신경망의 가중치

를 학습함으로써 분류기로서의 역할을 수행한다.

본 연구에서 설계된 신경망의 구조는 그림 9와

같다. 그림 9의 입력 층과 제 1은닉 층 사이 가중

치 학습은 오류역전파(Error back-propagation)

알고리즘의 식(8)～식(14)에 의해 반복적 학습을

통해서 찾아진다[10].

 

 

식(8)










식(9)










식(10)

 


  




 식(11)

 





식(12)

 
 



 
식(13)

 
 



 
식(14)

여기서 는 학습 반복회수, 는 각각 입력과

은닉 층 노드의 번호, 는 수렴상수, 는 활성함

수, 는 중간 합계함수, 는 출력 값, 는 목표

값, 는 입력 노드 수, 는 출력 노드 수, 

는 은닉층과 출력층과의 사이의 학습 가중치를

나타낸다. 은닉층과 출력층간의 가중치 학습은

식(15-16)로 구해진다.

 

 

식(15)










식(16)

위 두 학습가중치 식(8)에서 식(16)을 반복적

으로 학습하여 최적의 값을 얻으면 학습은 끝나

고, 이것을 이용하여 분류기로 사용하게 된다.

5. 실험결과

5.1 MLNN를 이용한 인식결과

본 논문에서 제안한 실시간 얼굴 검출 실험은

Web Camera를 통한 실시간 영상을 다양한 조

건하에서 얼굴 검출을 실험하였고, 결과는 그림

10과 같다. 그림 10의 (a)는 정면 얼굴을 검출한

결과이고, (b)(c)는 얼굴 영상의 다양한 회전을

통한 얼굴 검출결과이며 좌우 회전은 30°까지

회전에서 검출 가능하며 상하 이동은 45°까지

검출이 가능하였다. (d)는 동일한 인물에 안경을

추가하여 검출한 결과이다. (f)는 한 영상에 다중

사람이 입력되었을 때 검출한 결과이다.

(그림 10) 다양한 조건하에서 실시간 얼굴 검출

제안한 사각형 특징 기반 분류기는 640*480

크기의 입력 영상에 대해, 1초당 약 22프레임을

실시간으로 처리하며, 다양한 위치와 크기의 얼

굴 영역을 빠르고 효율적으로 검출하였다.

5.2 MLNN를 이용한 인식결과

실험에 사용된 영상은 ORL DB와 자체 제작
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영상개수

실험환경

학습에 사용된

얼굴 영상 수

인식에 사용된

얼굴 영상 개수

실험환경 200 100

한 얼굴영상 데이터베이스(CSDB)를 사용하여 실

험을 하였다. 그러나 사용된 얼굴 영상은 사각형

특징 기반 분류기를 통하여 검출된 얼굴 영역만

을 사용하였다. ORL DB는 서로 다른 환경에서

40명으로부터 각 개인에 대하여 10장의 얼굴로

구성되어 있으며, 이 영상들은 위치 회전, 스케

일, 얼굴 감정에 변화를 주고 있다. (회전에서의

변화는 최대 20˚ 회전하였고, 스케일에 변화는 사

람과 비디오카메라 사이에 거리를 변화시켰다.)

자체 제작한 CSDB는 10명으로부터 개인당 5˚씩

회전한 영상 40 장을 제공한다. 학습을 위해

ORL DB 200개와 CSDB 200개의 얼굴영상을

PCA에 적용하여 특징벡터를 산출하였다. 검증을

하기위해서는 학습에 사용되지 않은 나머지 영상

사용하였다. 제안한 방법의 우수성을 검증하기

위해여 PCA 결과 가중치를 신경망에 입력하여

신경망의 가중치를 학습한 후에 인식 성능을 기

존의 Euclidean 거리척도 방법, Mahananobis 거

리 척도를 적용한 결과를 표 1에 나타내었다. 제

안한 신경망은 입력노드 수는 400개이며 은닉층

은 10개를 사용하였다. 초기 가중치는 0.01, 오차

허용 한계는 0.005로 설정하였다.

<표 1> 매칭 방법에 따른 매칭 성공률

매칭 방법
매칭

실패

잘못된

매칭

매칭

성공

Euclidean 3.5 % 4.0 % 92.5 %

Mahananobis 5.5 % 3.5 % 91.0 %

Propesed MLNN 1.7 % 3.0 % 95.3 %

표 1에서 보는 바와 같이 제안한 방법을 이용

했을 때 기존의 제안한 방법인 Euclidean 과

Mahananobis의 방식보다 매칭 실패율은 상당히

좋은 향상을 보였고, 잘못된 매칭에서도 기존의

방법보다는 우수성을 나타내었다.

5.3 학습률에 따른 인식률

본 논문에서는 최적의 학습률에 따른 인식률

의 차이를 알기 위해 표 2와 같이 실험을 진행

하였다. 표 2의 실험환경은 얼굴 영상 학습 모델

200개를 가지고 얼굴 영상 100개의 영상에 대해

인식을 수행하는 실험을 하였다. 실험에서 출력

오차의 임계값은 0.025로 사용하였다.

<표 2> 실험 환경

표 3은 표 2의 실험에 대한 결과이다. 실험에

서 알 수 있듯이 학습률이 증가함에 따라 학습

횟수가 감소되는 것을 알 수 있었고, 학습률에

따른 인식률에서는 학습률을 0.2로 하여 학습하

였을 때 인식률이 가장 좋음을 알 수 있었다.

또한 학습에 사용한 얼굴 영상을 입력 영상에

포함 시킬 때 인식률이 향상되어진다.

<표 3> 학습률에 따른 인식률

Learning

rate
학습 횟수 인식률(%)

0.01 3360 95.32

0.1 372 93.54

0.2 149 97.20

0.3 101 95.35

0.4 68 95.36

0.5 70 93.50

0.6 47 93.50

0.7 59 93.52

0.8 43 91.65

0.9 27 91.65

1.0 28 93.50

그림 11은 학습률에 따른 인식률에 변화를 나

타낸 그림이다.

(그림 11) 학습률에 따른 인식률에 변화

6. 결 론
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본 논문은 지금까지 개별적으로 얼굴 인식을

위하여 이용되어 왔던 PCA, MLNN 알고리즘들

을 결합하여 기존의 PCA의 매칭 방법들과 비교

하여 성능을 비교하였다. PCA를 전처리로 하여

특징 벡터를 산출하여 이를 신경망에 입력 데이

터로 활용함으로써 차원을 낮추면서도 인식 성

능을 높일 수 있는 방안을 제시하였다. 실험 결

과 기존의 방식들과 비교하여 제안한 방법이

95.3%로 기존의 방법과 비교하여 인식률의 향상

시켰다. 또한 학습률에 따른 인식률에 변화를 실

험하여 가장 최적의 학습률의 값을 도출하였다.

향후 전처리와 신경망의 파라미터들을 최적화

과정에 대하여 심도 깊은 연구가 필요하다고 사

료된다.
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