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실시간 이미지 획득을 통한 pRBFNNs 기반

얼굴인식 시스템 설계

A Design on Face Recognition System Based on pRBFNNs 
by Obtaining Real Time Image
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Abstract: In this study, the Polynomial-based Radial Basis Function Neural Networks is proposed as one of the recognition part 
of overall face recognition system that consists of two parts such as the preprocessing part and recognition part. The design 
methodology and procedure of the proposed pRBFNNs are presented to obtain the solution to high-dimensional pattern 
recognition problem. First, in preprocessing part, we use a CCD camera to obtain a picture frame in real-time. By using 
histogram equalization method, we can partially enhance the distorted image influenced by natural as well as artificial 
illumination. We use an AdaBoost algorithm proposed by Viola and Jones, which is exploited for the detection of facial image 
area between face and non-facial image area. As the feature extraction algorithm, PCA method is used. In this study, the PCA 
method, which is a feature extraction algorithm, is used to carry out the dimension reduction of facial image area formed by 
high-dimensional information. Secondly, we use pRBFNNs to identify the ID by recognizing unique pattern of each person. The 
proposed pRBFNNs architecture consists of three functional modules such as the condition part, the conclusion part, and the 
inference part as fuzzy rules formed in 'If-then' format. In the condition part of fuzzy rules, input space is partitioned with 
Fuzzy C-Means clustering. In the conclusion part of rules, the connection weight of pRBFNNs is represented as three kinds of 
polynomials such as constant, linear, and quadratic. Coefficients of connection weight identified with back-propagation using 
gradient descent method. The output of pRBFNNs model is obtained by fuzzy inference method in the inference part of fuzzy 
rules. The essential design parameters (including learning rate, momentum coefficient and fuzzification coefficient) of the 
networks are optimized by means of the Particle Swarm Optimization. The proposed pRBFNNs are applied to real-time face 
recognition system and then demonstrated from the viewpoint of output performance and recognition rate.

Keywords: histogram equalization, ada-boost, haar-like feature, PCA (Principal Component Analysis), FCM (Fuzzy C-mean 
Algorithm), PSO (Particle Swarm Optimization), pRBFNNs (polynomial based Radial Basis Function Neural Network)
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I. 서론

실제 인식 시스템 설계 시에는 두 가지 방식이 존재한

다. 1대 1 시스템(verification mode)과 1대 N 시스템(identifi- 
cation mode)이다. 1대 1방식은 사용자가 신체정보와 함께

사용자번호를 함께 입력함으로써 두 데이터의 비교만으로

사용자를 인증하는 방식으로 수백, 수천 명의 다수의 사용

자가 이용할 때 주로 사용된다. 이 시스템의 응용분야는 출

입통제, 금고, 정보보안, 전자상거래시의 본인확인에 응용된

다. 그리고 1대 N방식은 특정 사용자의 정보가 입력되었을

때 데이터베이스에 저장된 모든 정보와 비교하는 방식으로

수사기관의 지문대조시스템과 같은 범죄수사용으로 사용하
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고 사용자의 수가 적을 때 사용한다. 1대 N방식 시스템 설

계의 고려 항목에는 계산시간 뿐만 아니라 패턴인식 성능

이 중요하다. 곧 패턴인식에서의 클래스 수는 사용자의 수

를 의미하기 때문이다. 
본 논문에서 제안한 다항식 기반 RBFNNs은 분류기의

성능향상을 위해 퍼지 추론 메커니즘을 네트워크 구조에

적용하였으며, 은닉층과 출력층 사이의 상수항 연결가중치

를 다항식으로 표현함으로써 출력 공간 내의 선형 판정 경

계를 비선형 판정 경계로 나타내고자 한다. 기존의 연결가

중치를 상수항만만으로 사용한 신경회로망[1]과 달리 제안

된 다항식 기반 RBFNNs 구조는 FCM 클러스터링에 기반

한 분할 함수를 활성 함수로 사용하여 입력 공간의 데이터

분포 특성을 잘 반영함으로써 빠른 학습 수렴과 성능 개선

의 특징을 가진다[2]. 제안된 패턴분류기를 얼굴인식 시스

템에 적용한다. 직접 CCD 카메라로부터 입력받은 데이터를

영상 보정, 얼굴 검출, 특징추출 등과 같은 처리 과정을 포

함하여 고차원 데이터로 이루어진 얼굴영상에 대한 인식

성능을 확인하여 제안된 패턴분류기의 성능을 분석해본다.
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그림 1. 얼굴인식을위한전체시스템구성도.
Fig. 1. Overall system diagram for face recognition.

(a) Input image histogram (b) Output image histogram

(c) Input image (d) Output image

그림 2. 히스토그램평활화.
Fig. 2. Histogram equalization.

II. 얼굴인식 시스템의 구조

본 논문에서는 전체적인 얼굴인식 시스템의 방법론을 설

명한다. 데이터 전처리, 다항식 기반 RBFNNs을 이용한 패

턴 분류기 설계 이렇게 크게 2가지 부분으로 구성된다. 데
이터 전처리는 인식하기전 데이터를 준비하는 단계로서 히

스토그램 평활화, AdaBoost, PCA에 대한 알고리즘을 소개

한다. 히스토그램 평활화는 밝기 기반 화소처리를 이용한

디지털 영상처리 방법으로 입력으로 받아들인 영상에 대한

화질 개선을 해주는데 조명으로 인한 왜곡현상을 보완해준

다. 본 논문에 사용된 얼굴 검출 알고리즘은 Viola와 Jones
가 제안한 Robust Real-Time Object Detection 방법[4]인
AdaBoost 알고리즘을 이용한다. 해당 알고리즘은 2차원

8-Bit 흑백영상을 사용하여 학습된 특징 데이터(feature data)
를 중심으로 비교 연산하여 입력으로 들어오는 영상 정보

중에서 얼굴만을 검출한다. 검출된 얼굴영상의 화소 정보를

모두 사용할 경우 패턴분류기에 의한 학습과 인식 속도가

느려지게 된다. 이러한 문제를 해결하기 위해 본 논문에서

는 보편적인 특징 추출 기법인 PCA 변환을 통해 화소 정

보로 표현되는 얼굴 영상의 특징을 가장 잘 나타내는 특징

을 추출하게 된다. 패턴분류기로 사용된 다항식 기반

RBFNNs 구조는 “If-then” 퍼지 규칙의 집합으로 표현되며, 
조건부, 결론부, 추론부로 나뉘어 기능적 모듈을 수행한다. 
전체적인 얼굴인식 시스템 구성도는 그림 1과 같다.

III. 데이터 전처리 및 다항식 기반 RBFNNs
패턴 분류기 설계

1. 데이터 전처리

본 장에서는 데이터 전처리 단계로서 조명으로 인한 영

상 왜곡현상을 개선하기 위해서 히스토그램 평활화 방법을

사용한다. 그 다음 실시간으로 들어오는 영상에서 얼굴과

비 얼굴의 분류를 통해 얼굴검출을 하기 위해 AdaBoost 알
고리즘을 이용한다. 그리고 고차원으로 구성된 얼굴 영상의

차원 축소된 특징추출 알고리즘으로는 PCA 기법을 이용한다.
1.1 히스토그램 평활화(Histogram Equalization)

디지털 영상(digital image)에는 인공조명이나 자연조명이

포함되며 조명광의 세기가 강하거나 약하여 영상의 식별에

어려움을 주는 경우가 발생할 수 있다. 이러한 영상에서는

표현하고자 하는 명암도(gray level)의 범위, 명암도의 동적

영역(dynamic range)을 늘림으로써 화질을 향상 할 수 있으

며, 동적 영역을 증가시키는 여러 가지 방법 중에서 가장

널리 쓰이는 방법 중의 하나가 히스토그램 평활화이다[3]. 
1.2 AdaBoost를 이용한 얼굴검출

Viola와 Jones가 제안한 AdaBoost 알고리즘은 부스트 알

고리즘 중의 하나로 Adaptive Boosting의 약자이다[4]. 약한

분류기(weak classifier)가 선형적으로 결합하여 최종적으로

높은 검출 성능을 갖는 강한 분류기(strong classifier)를 형성

하게 된다. AdaBoost를 이용한 얼굴검출은 Haar-like feature 
[5]와 적분 이미지(integeral image)를 통해 빠른 속도로 계산

하여 얼굴을 검출한다. 훈련 과정에서 얼굴 영상(positive 
image)과 배경 영상(negative)을 입력 받아 둘의 차이를 잘

나타내주는 특징들을 선택한다. 선택된 약한 분류기들을

AdaBoost 알고리즘을 사용해 선형적으로 결합하여 강한 분

류기를 생성한다. 최종적으로 생성된 분류기는 얼굴과 비

얼굴을 검출할 수 있는 분류기가 된다.
1.3 PCA를 이용한 특징 추출

주성분 분석법(PCA: Principal Component Analysis)은 고

차원 특징 벡터를 저차원 특징 벡터로 축소하는 특징 벡터

의 차원 축소(dimension reduction)뿐만 아니라, 데이터 시각

화와 특징 추출에도 유용하게 사용되는 데이터 처리 기법

중의 하나다[7]. 고유벡터로부터 인식 후보 얼굴의 가중치

를 구하는 알고리즘은 다음과 같다.
Step 1: 인식후보 얼굴 벡터 집합()을 구성한다. 얼굴

영상의 크기가 ×이고, 인식후보 얼굴 영상의 개수가

 일 때, 각 후보 얼굴 영상을  개의  × 열벡터로

인식후보 얼굴 벡터 집합()을 구성한다. 이때 각 후보 영

상의 크기는 일정해야 하며, 얼굴의 중심이 일치하도록 준

비한다.

   (1)
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그림 3. 조건부, 결론부, 추론부의 세 가지 모듈로서 표현 된

다항식기반RBFNNs의구조.
Fig. 3. Topology of Polynomial-based RBFNNs showing three 

modules of condition, conclusion, and inference phases.

Step 2: 인식후보 얼굴 벡터 집합()에서 평균 얼굴 벡

터()를 계산한다.

 
 

 



 (2)

Step 3: 각 인식후보 얼굴 벡터와 평균 얼굴 벡터의 차

벡터()를 계산한다.

   (3)

여기서 =1,... 이며 번째 인식후보 얼굴 벡터이다. 
Step 4:  ×벡터 에서 공분산 행렬(C )를 계산한다.

 
 

 




   (4)

이 단계의 결과, 


는  ×

행렬이 되며, 공분산 행렬(C )은  × 의 고차행렬이 된

다. 그러므로 실제 적용상에서 계산상 심각한 문제가 있다. 
이와 같은 고차행렬일 경우,  개의 고유얼굴과 고유값을

갖게 된다. 만약 92×112 영상일 경우라면, 10304×10304 행
렬 계산을 요구하며, 10,304개의 고유얼굴을 계산해야 한다. 
그리고 이렇게 많은 고유얼굴을 모두 이용하는 것은 비효

율적이다. 이 문제에 대해서 × 의 공분산 행렬에서

 개의 고유값은  × 의 공분산 행렬의 개의 가장

큰 고유값과 관련되기 때문에 × 의 행렬을 이루는 공

분산 행렬을 통해  개의 고유값과 고유벡터를 구할 수

있다.
Step 5: 공분산 행렬( )에서  개의  개 고유값 

와 이에 대응하는 고유벡터 를 계산한다. 여기서 고유값

은 평균 얼굴 영상에 대한 분산의 정도를 나타내며, 고유값
에서 얻은 고유벡터를 ×로 재배열하면 얼굴의 모양과

닮아 보이므로 이를 고유얼굴이라고 한다. 고유얼굴은 

개가 존재한다.
Step 6: 개의 고유벡터(고유얼굴) 에서 가장 큰 고

유값을 갖는 ′개만을 선택한다. 고유값이 크면 클수록 얼

굴 특징을 고유벡터가 더 많이 표현하게 된다. 적은 고유값

은 얼굴 특징의 적은 부분만을 표현하므로 무시한다. 일단

이 단계가 완성되면 얼굴 인식을 위한 학습 단계는 끝난다.
Step 7: 각 인식후보 얼굴 영상에 대해서 가중치로 이루

어진 특징벡터를 고유벡터를 통해 계산한다. 각 인식후보

얼굴 영상의 가중치는 ′개의 고유벡터에 대한 사영을 취

해 구한다. 사영을 취한다는 것은 내적을 의미한다. 입력되

는 얼굴 영상에 대한 각 고유얼굴 가중치()는 (5)를 통해

계산된다.

 
 (5)

여기서 =1,...,′이다.
2. 다항식 기반 RBFNNs 패턴 분류기 설계

본 연구에서는 퍼지 추론 메커니즘에 기반 한

Polynomial-based Radial Basis Function Neural Networks를 설

계 한다. 제안된 다항식 기반 RBFNNs 구조는 FCM 클러스

터링에 기반 한 분할 함수를 활성 함수로 사용하며, 다항식

함수로 구성된 연결가중치를 사용함으로서 기존 신경 회로

망 분류기의 선형적인 특성을 개선한다. 다항식 기반

RBFNNs 구조는 언어적 해석관점에서 “If-then”의 퍼지 규

칙으로 표현되며 퍼지 추론 메커니즘에 의해 구동된다. 즉
조건부, 결론부, 추론부 세 가지의 기능적 모듈로 나뉘어

네트워크 구조가 형성된다. 조건부는 FCM 클러스터링을

사용하여 입력 공간을 분할하고, 결론부는 분할된 로컬 영

역을 다항식 함수로 표현한다. 마지막으로, 네트워크의 최

종출력은 추론부의 퍼지추론에 의한다. 제안된 다항식 기반

RBFNNs는 다항식 기반 구조의 퍼지 추론 특성으로 인해

출력 공간상에 비선형 판별 함수(nonlinear discernment 
function)가 생성되어 분류기로서의 성능을 높인다[8-10].

2.1 다항식 기반 RBFNNs의 구조

본 논문에서 제안한 pRBFNNs 구조는 FCM 클러스터링

에 기반한 분할 함수를 활성함수로 사용하며, 다항식 함수

로 구성된 연결가중치를 사용함으로서 (6)의 퍼지 규칙 표

현과 같이 언어적 관점에서 해석될 수 있다.

 x    x (6)

x는 입력 벡터, 는 FCM 클러스터링에 의한   

···번째 그룹의 소속 함수, 는   ···번째
출력에 대한 번째 퍼지 규칙의 다항식이다. FCM 클러스터

링을 이용함으로써 네트워크 측면에서는 활성 함수를 언어

적 측면에서는 소속 함수의 기능을 수행한다. “”이후
결론부의 다항식은 네트워크 연결가중치로, 퍼지 규칙의 로

컬 모델로 동작된다. 추론부에서 네트워크의 최종출력이 퍼
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지 규칙의 추론 결과로서 구해진다. 그림 3은 조건부, 결론

부, 추론부의 세 가지 모듈로서 표현 된 다항식 기반

pRBFNNs의 구조를 나타내었다.
2.1.1 다항식 기반 RBFNNs의 조건부

pRBFNNs의 조건부는 FCM 클러스터링[11] 방법을 사용

한다. 이는 학습 데이터의 특성 반영을 위해 입력 공간을 c
개의 클러스터 수(퍼지 규칙 수)만큼의 로컬 영역으로 분리

하고 각 로컬 영역의 소속정도를 퍼지 집합으로서 출력한

다. FCM 클러스터 방법은 각 데이터와 특정 클러스터 중

심과의 거리에 소속정도를 부여하고 이 소속정도에 따라

데이터를 분류한다. FCM 클러스터링은 목적함수인 (7)을
최소화함으로써 입력데이터의 각 클러스터에 대한 소속값

을 구한다. 


  









∥xv∥ (7) 

여기서 c는 클러스터의 개수(퍼지 규칙 수), N은 입력패턴

수, m은 퍼지화 계수이다. x는 k번째 입력 벡터이고 v는
i번째 클러스터의 중심이다. 는 k번째 데이터가 i번째 클

러스터에 속하는 소속정도를 나타내는 0과 1사이의 실수이

다. (7)의 ∥·∥부분은 (8)으로 표현되는 Weighted Euclidean 
distance를 사용한다. 

∥xv∥ 
 










(8)

는 입력 패턴들의 j번째 입력 차원의 표준편차이다. 
Weighted Euclidean distance는 데이터 크기 분포에 크게 영

향을 받지 않는 알맞은 거리 정보를 제공하므로 많이 사용

되고 있다. n차원 유클리드 공간상의 N개의 패턴으로 구성

된 입력 벡터 집합  ··· ∈, ≤ ≤ 

와 클러스터 중심  ··· ∈, ≤ ≤ 에

대한 소속정도를 소속행렬로 표현하면 U 로 표현되

고 와 v는 (9)와 (10)에 의해 각각 계산 된다.
(9)와 (10)을 반복적으로 수행하면서 소속행렬 U와 각 클

러스터의 중심 를 수정하면서 (7)의 목적함수 Q를 특정값

으로 수렴시킨다. (6)의 “”이후의 규칙을 형성한다. 

 


 



∥xv∥
∥xv∥ 







 ≤ ≤
≤ ≤ 

(9)

v 














x

 ≤ ≤  (10)

2.1.2 다항식 기반 RBFNNs의 결론부

pRBFNNs [9] 구조의 결론부는 조건부에서 분리한 각 로

컬 영역을 다항식 함수의 로컬 회기모델로서 표현하여 (6)
의 “” 이후의 규칙을 형성한다. x에서 식 (11)- 
(13)의 형태를 갖는, 즉 상수항, 선형식, 2차식의 세 가지

타입의 함수 중 하나의 형태를 갖는다.
x가 (11)의 형태인 경우 FCM 클러스터링을 통한 소

속 함수를 활성 함수로 사용한 RBFNN과 동일한 구조를

갖는다. 

Constant; x  (11)

Linear; x 
 



 (12)

   Quadratic; x 
 




 








 (13)

(11)-(13)의 다항식 함수들은 조건부의 소속 함수(활성 함

수)에 의해 활성화 되며 각 퍼지 규칙의 로컬 회기 모델로

동작한다. 입력 공간의 차원이 매우 클 경우 (13)의 2차 항

에 대해 입력변수들의 조합수가 증가하여 계산 량이 크게

증가하기 때문에 본 논문에서는 10차원 이상의 경우에 대

해 (14)로 표현되는 감소된 2차 함수를 사용하여 계산 량을

줄인다.

 Reduced Quadratic; x 
 









 (14)

2.1.3 다항식 기반 RBFNNs의 추론부

제안된 다항식 기반 RBFNNs의 구조는 위에서 언급한

바와 같이 조건부를 FCM 클러스터링을 통한 퍼지 공간 분

할, 결론부를 다항식으로 로컬 영역을 표현하는 로컬 회기

모델로 이해할 수 있다. 추론부에서는 “If-then” 퍼지 규칙

기반의 퍼지 추론에 의해 네트워크의 최종출력을 구하게

된다. 그림 3의 추론부의 “∏”로 표기된 뉴런에 의해 입력

신호들은 합하여져 그 결과를 출력층 뉴런의 최종 출력으

로 내보낸다. 이와 같이 일련 과정은 퍼지 추론 과정과 같

으며, Fuzzy Neural Networks [12]와 같은 형태를 갖게 된다. 
결론적으로 제안된 다항식 기반 RBFNNs 구조를 보인 그림

7에서 (=1,...,)번째 출력의 최종출력은 퍼지 추론에 의한

(15)와 같이 표현된다.

y  gx 
  












x


  



 x (15)

여기서 는 그림 7의 x와 같고 (9)와 같이 모든 클러

스터에 대한 총합은 1이다. 
2.2 PSO(Particle Swarm Optimization) 알고리즘

PSO (Particle Swarm Optimization)는 Kennedy and Eberhart 
[13]에 의해 처음 소개된, 새 떼와 물고기 떼와 같은 생체

군집의 사회적 행동양식을 바탕으로 한 최적화 알고리즘이

다. 일반적으로 PSO는 이론의 간결성, 구현의 용이성, 연산

의 효율성과 같은 특징을 보이며, 짧은 계산시간 안에 최적

의 해를 생성할 수 있고, 다른 확률적 방법보다 안정적인

수렴특징을 나타낸다[14].
PSO 알고리즘에서 swarm은 개의 particle을 가지며 이

들은 주어진 문제의 해가 된다. 각 particle은 차원 실수

벡터로 구성된다. PSO 알고리즘은 다음과 같다.
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Particle [1e-8, 0.9] [1e-8, 0.9] [1.1, 3.0]

Learning
Rate

Momentum 
Coefficient

Fuzzification
Coefficient

그림 4. 최적화에사용된 particle 구조.
Fig. 4. The structure of particle for optimization.

Step 1: Initialization - 개의 particle을 탐색 공간 내에

서 랜덤하게 생성한다. 이들은 초기 swarm이 된다. 마찬가

지로 초기 particle velocity를 max max 내에서 랜덤하

게 생성한다. 초기 swarm의 각 particle은 목적함수를 이용

하여 평가되고, 이들 모두는 로 설정한다. 초기

particle 중 최적의 값은 다시 로 선정된다.
Step 2: Inertia weight, velocity updating - 관성하중 값을

계산하고, (16)을 이용하여 번째 particle velocity를 계산한

다. 제한조건  max max 을 확인한다.

    
 ·

·· 

·· 
(16)

Step 3: Position updating - (17)에 의해 particle의 위치정

보는 조절된다.

   (17)

여기서 
min ≤≤ 

max이다.

Step 4: Individual & global best updating - 새로운 위치

정보를 가진 particle들은 목적함수에 의해 평가된다. 각
particle의 적합도는 이전 의 적합도와 비교되며 

를 재설정한다. 의 particle 중 최적 해를 가지는

particle의 적합도와 이전 의 적합도를 비교하여 최적

위치정보를 가진 particle을 로 재설정한다.
Step 5: Stopping criteria - 종료조건을 만족하면 탐색과

정을 종료하고, 그렇지 않으면 Step 2부터 반복한다.
Step 6: Optimal parameter - 최종적으로 생성된 는

최적의 위치정보를 가진다.
본 논문에서 제안된 다항식 기반 RBFNNs 구조의 파라

미터인 학습률과 모멘텀 계수, 퍼지화 계수의 선택 문제는

경사 하강법과 FCM 클러스터링을 사용하는 다항식 기반

RBFNNs의 성능에 크게 영향을 미치는 중요한 문제이다. 
이는 입력 데이터의 특성과 분류기 모델의 특성을 고려해

야 하는 어려운 문제로서 기존 논문에서 명확한 해결책이

제시되지 못하고 있다. 이러한 이류로 본 논문에서는 그림

4과 같이 PSO 알고리즘을 사용하여 학습률과 모멘텀 계수, 
퍼지화 계수를 최적동조하고 다항식 기반 RBFNNs의 분류

기로서의 성능을 향상 시킨다.

IV. 얼굴 인식 시스템 설계 및 시뮬레이션

제안한 다항식 기반 RBFNNs을 패턴인식 알고리즘으로

서 실시간 얼굴인식 시스템을 설계한다. 데이터 전처리는 히

스토그램 평활화, AdaBoost, PCA 방법들을 사용한다. 시스템

이 설계된 컴퓨터 사양 및 환경은 표 1과 그림 5와 같다.

표 1. 얼굴인식시스템개발사양및환경.
Table 1. Development S/W and H/W of face recognition system.  

CPU Intel(R) Core(TM)2 Quad CPU Q6600
@ 2.40Ghz

RAM 2G DDR2 RAM
OS Windows XP Professional

Compiler Visual Studio 2008 Visual C++
CCD Samsung SDZ-330

Capture board Osprey-100

  

그림 5. 시스템설계를위한하드웨어장비.
Fig. 5. Hardware equipment for system design.

Start

Select button
(Registration = 1, Identification = 2)

Button == 1

Image enhancemant
(Histogram Equalization)

Face detection
(AdaBoost)
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Capture enroll image
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Pass == ture
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-Type of connection weight
(constant, linear, quadratic)

Optimize the classifier

Yes

No

Image enhancemant
(Histogram Equalization)

Face detection
(AdaBoost )

Connect CCD camera

Capture input image

PCA transform
(Load the train eigenface)

Input feature vector in classifier

Confirm the Identified result

Identification 
== ture

End

No

Yes

Yes

No

Yes

No

그림 6. 전체적인시스템흐름도.
Fig. 6. Flowchart of overall system.
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표 2. 얼굴인식에사용된실험파라미터.
Table 2. The experiment parameters of face recognition.

파라미터 값

pRBFNNs
학습 횟수 300
규칙 수 2

Polynomial type Linear
PCA Dimension 3

그림 7. 실시간획득한이미지의PCA를통한가중치.
Fig. 7. weight  of   obtained real time image by PCA.

후보인물 A(○)

가중치

0.824
0.399
0.027

그림 8. 인식후보인물의PCA를통한가중치.
Fig. 8. The weight which PCA of the recognition candidate 

person.

å

å

å

å

그림 9. 인식후보인물의판별과정.
Fig. 9. Discrimination process of recognition candidate person.

그림10. 얼굴영상데이터(자동화연구실).
Fig. 10. The facial image dataset(Automation Lab).

먼저, 카메라를 통해 획득한 이미지를 Grey 컬러로 변환

후 PCA를 이용하여 차원축소와 특징점 추출을 한다. 4명의

후보를 대상으로 각 후보당 10장의 사진을 획득할 때, 4
(명)*10(장)*90*90(이미지 size)의 차원의 수를 가지게 된다. 
이와 같은 고차원 데이터를 PCA의 위(3.1.3 장)와 같은 과

정을 거치면서 차원 축소를 하게 된다. 결론적으로 PCA를
이용한 입력 영상의 가중치는 다항식 기반 RBFNN의 판별

함수의 입력으로 적용된다. 그림 7은 4명의 후보인물을 대

상으로 획득한 가중치를 나타내었다. 
전체적인 시스템의 알고리즘 흐름도는 그림 6과 같다.
다항식 기반 RBFNN의 학습과정을 거친 판별함수의 형

태는 아래와 같다. 후보인물들(A~D)의 각각의 퍼지 규칙에

기반한 판별함수는 (18)과 같다.

   

    

   

   

   

    

   

    (18)

(18)과 같이 학습된 판별함수의 입력은 실시간으로 획득

한 후보인물 이미지의 데이터 전처리를 거치며 생성된다.
그림 8은 실시간으로 획득한 후보인물 A의 이미지와 가

중치를 나타내었다.
그림 8의 가중치는 판별함수의 입력변수로 사용된다. 
후보얼굴 A의 가중치는 A를 비롯한 나머지 후보의 판별

식의 입력으로 모두 사용되어 판별과정을 거친 후 가장 큰

값을 가지는 판별함수에 해당하는 후보인물이 선정된다. 그
림 9는 이와 같은 일련의 과정을 그림으로 나타내고, 실제

출력을 바탕으로 후보 A로 인식함을 보여주고 있다. 
위의 결과를 바탕으로 실제 충분한 후보인물을 대상으로

실험해 보았다. 새로운 얼굴 데이터베이스에 대한 구성은

전체 9명, 각 사람당 10장으로 총 90장으로 구성된다. 그림

10은 구축된 얼굴 데이터베이스를 보여준다.
PCA 방법을 통해 얼굴 영상에서 특징을 추출하는 과정

에서 형성된 총 9명에 대한 평균 얼굴은 그림 11과 같고

그림 12는 총 90개의 고유벡터 중에서 가장 큰 고유값을
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그림11. 평균얼굴.
Fig. 11. Average face.

그림12. 고유얼굴.
Fig. 12. Eigenface.

표 3. 얼굴 인식에 사용된 실험 파라미터(자동화 연구실

DB).
Table 3. The experiment parameters of face recognition (Automa- 

tion Lab DB).

파라미터 값

P-RBF 
NNs

학습 횟수 300
규칙 수 6

Training dataset 이미지 수 본인 5 / 타인 5
CV dataset 이미지 수 본인 2 / 타인 2
Test dataset 이미지 수 본인 3 / 타인 3

PSO

세대수 10
particle 수 100

탐색

범위

학습률 [1e-9, 0.01]
모멘텀 계수 [1e-9, 0.01]
퍼지화 계수 [1.1, 3.0]

표 4. 자동화연구실얼굴데이터실험결과 (1:N Identifica- 
tion).

Table 4. The results of Automation Lab dataset (1:N Identifica- 
tion).

No. of Rules RBFNNs L-RBFNNs Q-RBFNNs
2 27.7% (13/18) 83.3% (3/18) 88.6% (2/18)
3 22.2% (14/18) 94.4% (1/18) 94.4% (1/18)
4 16.7% (15/18) 88.6% (2/18) 88.6% (2/18)
5 44.4% (10/18) 88.6% (2/18) 88.6% (2/18)
6 50.0 %(9/18) 88.6% (2/18) 88.6% (2/18)

- 모자 착용 시

(a) (b)

그림13. (a) 분류기학습에사용된 10장의이미지중 1장. (b) 인
식을위해실시간획득한이미지 (모자).

Fig. 13. (a) A image among training images (b) A Real-time 
acquired image for recognition (wearing a cap).

å

å

å

å
그림14. 인식후보인물의판별과정.
Fig. 14. Discrimination process of recognition candidate person.

갖는 고유벡터를 추출하여 얼굴 공간상에 형성된 고유얼굴

들이다. 고유치가 높은 순서로 50개의 고유 얼굴을 선택하

여 인식대상 데이터로 사용할 얼굴이미지와 고유 얼굴의

고유 벡터와의 사영을 통해 가중치를 계산하면 얼굴 이미

지 한 장당 50개의 특징의 차원수가 얻어진다.
이렇게 로우 이미지 데이터에서 PCA를 통해 변환된 데

이터를 가지고 실험한 파라미터와 결과는 표 3, 표 4와 같

다. 표 4~6의 L-RBFNN과 Q-RBFNN은 각각 다항식 type이
Linear, Quadratic을 의미한다. 괄호는 (오인식횟수/실험 시도

횟수)를 나타내며 인식률(%)로써 결과를 표현했다.
표 4의 실험 결과 데이터베이스의 얼굴영상을 기반으로

학습되고, 실시간으로 얻어진 이미지를 이용하여 1:N 
verification결과를 나타 낸 것이다. rule수는 3개의 linear, 
Quadratic형의 다항식 type에서 가장 좋은 성능을 보여주었

다. PSO로 선택된 학습률, 모멘텀 계수 그리고 퍼지화 계

수는 각각 2.049(*10-3)), 9.954(*10-3)), 2.354이다. 다음으로

얼굴인식 성능에 영향을 미치는 여러 가지 장애물을 적용

한 실험을 해 보았다. 안경 및 모자를 착용함에 따라 인식

률에 차이가 있는지 확인해 보고, 이를 바탕으로 제안된 시

스템이 실세계에 적용 가능한 일반화된 모델로서의 여부를

가늠하고, 문제점의 수정을 도모해 본다.
설정된 파라미터는 규칙 수 5개 이며, 나머지는 표 3과

동일하다. 문제점의 이상여부를 조기에 발견하기 위하여 후

보인물의 수는 4명으로 제한한다.
그림 13을 보면 알 수 있듯이 두 이미지의 명암이 모자

를 착용함으로써 달라졌다. 그림 14는 인식 후보인물의 판

별과정을 나타낸다. 후보 A의 올바른 판독의 결과는 첫 번

째 판별함수의 결과로 풀이되어야 하지만, 판별과정을 통한

결과는 후보 B로 결론 내려지고 있다. 동일한 조명 아래에

서 학습과정의 이미지와 대비하여 장애물(모자)에 의한 명

암의 차이가 나타난다. 이 사실은 인식의 착오를 일으킬 수

있는 중요한 요소이며, 개선된 인식 시스템 설계를 위하여

반드시 해결해야 할 문제점이다.
표 5는 장애물(모자)을 착용한 후 얼굴 인식 실험의 결

과를 나타낸다. 장애물이 없을 때와 비교하여 전체적으로

성능의 저하(-30~-40%)를 확인할 수 있고, 개선의 여지를
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표 5. 자동화연구실얼굴데이터실험결과(모자착용시).
Table 5. The results of Automation Lab dataset(Wearing  a cap).

No. of Rules RBFNNs L-RBFNNs Q-RBFNNs
2 18.8% (13/16) 56.3% (7/16) 50.0% (8/16)
3 18.8% (13/16) 56.3% (7/16) 43.8% (9/16)
4 31.3% (11/16) 50.0% (8/16) 43.8% (9/16)
5 25.0% (12/16) 25.0% (12/16) 56.3% (7/16)

- 안경 착용 시

(a) (b)

그림15. (a) 분류기학습에사용된 10장의이미지중 1장 (b) 인
식을위해실시간획득한이미지 (Wearing a glasses).

Fig. 15. (a) A image among training images (b) A Real-time 
acquired image for recognition (wearing a glasses).

å

å

å

å

그림16. 인식후보인물의판별과정.
Fig. 16. Discrimination process of recognition candidate person.

많이 남겨 두었다.
그림 15에서는 PCA를 통한 특징점 추출 시 안경착용의

유, 무에 따른 특징점의 차이가 발생하는 문제점이 생길 수

있다. 주로 얼굴의 눈, 코, 입의 특징점이 부각되어 인식에

사용되지만, 그림 15(b)의 경우 주요 부위의 경계가 명확하

지 않고, 안경에 의한 가려진 부위의 명암도가 달라지면서

특징점이 바뀔 가능성이 존재한다.
그림 16은 인식 후보인물의 판별과정 중 한 가지를 나타

낸다. 후보 A의 올바른 판독의 결과는 첫 번째 판별함수의

결과로 풀이되어야 하지만, 판별과정을 통한 결과는 후보

D로 결론 내려지고 있다. 표 6은 장애물(안경)을 착용했을

때 얼굴 인식 실험의 결과를 나타내었다. 장애물 미착용 시

실험결과와 비교하여 성능이 좋지 않음을 확인하였지만, 모
자 착용 시 보다는 좋은 성능을 가짐을 확인하였다. 아래와

같은 결과로 미루어 명암차이에 의한 특징점의 변화가 얼

굴 내부의 장애물에 의한 특징점 변화보다 더 큰 영향을

미치고 있음을 확인하였다.

표 6. 자동화연구실얼굴데이터실험결과 (안경착용시).
Table 6. The results of Automation Lab dataset (Wearing a 

glasses).

No. of Rules RBFNNs L-RBFNNs Q-RBFNNs
2 31.3% (11/16) 62.5% (6/16) 50.0% (8/16)
3 31.3% (11/16) 56.3% (7/16) 43.8% (9/16)
4 31.3% (11/16) 50.0% (8/16) 43.8% (9/16)
5 25.0% (12/16) 56.3% (7/16) 56.3% (7/16)

V. 결론

본 연구에서는 얼굴 인식 시스템 설계를 위해서 크게 두

가지 모듈로 구성을 나누었다. 데이터 전처리에서는 이미지

개선, 얼굴 검출, 특징추출을 위해 가장 보편적인 히스토그

램 평활화, AdaBoost, PCA 방법을 사용하였다. 그리고 기존

의 방법과 달리 얼굴인식을 위한 패턴분류기로서 퍼지 추

론에 기반 한 Polynomial-based Radial Basis Function Neural 
Networks를 제안하였다. 

제안된 다항식 기반 RBFNNs의 패턴 분류 성능 분석을

위해, 실제 얼굴 인식 시스템에 적용하여 좋은 인식률을 확

인하였다. 실시간 획득한 얼굴 데이터베이스는 고차원 패턴

인식 문제이기 때문에 연결가중치를 다항식으로 확장하는

데 필요한 특징들만을 사용 할 수 있도록 PSO를 통하여

feature selection 기능을 추가하여 좋은 성능을 얻었다. 그러

나 시간의 흐름 및 장소의 변화에 따라 항상 변하는 조명

과 얼굴의 표정 변화 등과 같이 좀 더 다양한 환경에서의

일반화(generalization) 문제를 고려 할 수 없기에 일반화의

문제에 대한 알맞은 해결책이 제시될 필요성이 있음을 확

인하였고 비등록 인물에 대한 선별 기능도 추가해야 할 과

제로 남아있다. 
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