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ABSTRACT

Recently, knowledge management has been required in companies as a tool of competitiveness. Com
panies have constructed Enterprise Resource Planning(ERP) system in order to manage huge knowl
edge. But, it is not easy to formalize knowledge in organization. We focused on data mining system by 
genetic programming(GP). Data mining system by genetic programming can be useful tools to derive 
and extract the necessary information and knowledge from the huge accumulated data. However when 
we don't have enough amounts of data to perform the learning process of genetic programming, we 
have to reduce input parameter(s) or increase number of learning or training data. In this study, an 
enhanced data mining method combining Genetic Programming with Self organizing map, that reduces 
the number of input parameters, is suggested. Experiment results through a prototype implementation 
are also discussed.
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1.서 론

정보화 기술의 발달로 인해서 과거와는 다르게 인 

간이 하는 일은 인간만이 잘할 수 있는 분야로 압축되 

고 있다. 다시 말하면 정보의 수집과 제품생산과 같은 

단순하고 반복적인 일은 컴퓨터와 기계에게 맡기고 

사람은 사람만이 가장 잘 할 수 있는 '생각하는 것，과 

같은 분야에 조직원의 역량을 집중하는 등의 기업의 

지식을 관리하여 효율성과 경쟁력을 높일 수 있게 하 

고 있다.

세계를 단일시장으로 하고 있는 조선 산업의 경우 

에도 관련 지식과 데이터의 활용이 큰 이슈가 되고 있 

다. 따라서 우리나라 조선소들도 ERP(Enterprise 

Resource Planning)의 구축과 함께 지식관리에도 힘을 

쓰고 있다. 하지만 형식화 되어있지 않은 지식을 관리 

하는 것은 매우 어려운 일이며, 지식의 관리가 이루어 

지고 있다 하더라도 지식의 내용을 단순히 문서화하 

여 공유하고 있는 수준에 그치는 것이 현실이다.

지식의 분류에 여러 종류가 있다叫 하지만 우리의 

관심은 기술적 지식 (Engineering knowledge)0,] 있으 

며, 기술지식은 축적된 공학 데이터에서 나올 수 있 

다. 이러한 공학데이터들 속에는 전문가의 경험과 노 

하우가 녹아 들어 있다朋.

지식관리 관점에서 보자면 지식은 사람 및 컴퓨터 

시스템이 이해하기 용이하도록 간략한 문장의 형태가 

되어야 하는 것이 이상적이지만, 대다수의 기술지식 

은 한 마디로 정의하기 어렵다. 일반적으로 기술지식 

은 지식의 분류 측면에서 형식적 지식과 암묵적 지 

식, 경험적 지식과 분석적 지식을 모두 다 포함하고 

있기 때문이기도 하다. 그러나 본 논문에서 관심을 갖 

고 있는 것은 형식화된 지식보다는 명시적으로 나타 
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나 있지 않는 암묵적 지식과 기술지식이 녹아있는 데 

이터, 구조화되지 못한 지식요소 등, 데이터 마이닝卩〕 

을 통하여 얻어낼 수 있는 분석적 지식을 대상으로 

한다斗

현재 세계시장의 선두에 있는 우리나라의 조선 산 

업은 지금까지 선박을 건조해오며 많은 데이터와 경 

험식을 축적하고 있다. 하지만 지금까지의 데이터에 

서 구해진 경험식들은 과거의 실적선들에서는 적용이 

효율적이나 앞으로 건조되어야 하는 신개념 선박들에 

적용하기는 어려운 것이 사실이다. 이러한 관점에서 

우리나라의 조선소들은 지금까지 축적해온 데이터를 

잘 활용, 가공하여 향후 건조될 신개념 선박에 적용하 

기 위한 새로운 경험식을 생성해야 할 큰 과제를 안고 

있다.

그에 반해 공학적 지식이 녹아있는 실적 데이터들 

을 활용하여 이로부터 유용한 정보/지식을 추출하기 

위한 적절한 도구를 보유하고 있지 못한 것도 사실이 

다. 본 연구에서는 선행연구로서 “조선설계에서의 데 

이터 해석 및 활용을 위한 데이터 마이닝 도구 개발'' 

을 수행하였다I기. 앞선 연구에서 설계지식이 녹아있는 

데이터들을 활용한 유전적 프로그래밍(Genetic 

Programming, 이하 GP)을 이용한 데이터 마이닝 도 

구(Data mining Tool)를 개발하였으며, Fig. 1에 나타 

나있다.

Fig. 1. 유전적 프로그래밍 기반의 데이터 마이너.

조선분야의 실적 데이터는 우리가 개발한 데이터 

마이닝 도구를 활용할 수 있을 만큼 충분하지 못한 양 

이다. 오히려 부족한 데이터의 사용으로 인해서 정확 

도가 떨어지는 문제인 오버피팅이 발생하는 역효과가 

나타나기도 한다.

또한 입력 파라미터의 개수가 많으면 많을수록 결 

과 와 입력 파라미터와의 관계를 수식화하기 힘들기 

때문에 더욱 많은 학습데이터가 필요하다.

이러한 조선 분야의 특성에 기인한 문제점들을 개 

선하기 위해 학습에 필요한 입력 파라미터들 가운데, 

결과에 대한 영향력이 떨어지는 파라미터의 개수를 

감소시키는 과정이 요구된다. 본 논문에서는 기존에 

개발한 유전적 프로그래 밍 만으로 학습하던 것을 입 력 

파라미터의 영 향도를 고려 할 수 있도록 인공신경 망의 

한 종류인 SOM(Self Organizing Map, 이하 SOM) 
을 도입하여 실험을 진행하였다. 본 연구에서 SOM을 

통하여 입력 파라미터들을 평가하고, 그 중에서 영향 

도가 높은 파라미터들을 선택하여 학습데이터를 만들 

어 낼 수 있도록 개선된 데이터 마이닝 도구를 개발하 

였다.

이 도구로 학습한 결과와 영향도 평가 없이 학습데 

이터를 데이터 마이닝 도구를 사용하여 나온 결과와 

의 비교를 통해 SOM의 영향도 평가가 데이터 마이닝 

의 정확도에 얼마나 큰 영향을 미치는가에 대하여 알 

아보고자 한다.

2. Self organizing map을 활용한 

데이터마이너의 성능 개선

2.1 선행 연구의 문제점 및 해결방안

지난 데이터 마이닝 도구개발闵 연구 과정에서 나타 

난 문제점은 다음과 같으며 아래의 Table 1과 같이 

정리할 수 있다.

첫 번째, 데이터 마이닝의 결과로 나온 수식은 알아 

보기 힘들 정도의 복잡하기 때문에 바로 사용하기 어 

렵다는 것이다. 하지만 이 문제는 데이터 마이닝 도구 

안에 수식을 자동으로 컴퓨터 코드(C Code)로 생성하 

도록 하였고, 이를 통해 다른 설계 프로그램과 인터페 

이스를 할 수 있도록 하여 해결하였다.

Table 1. GP 기반 데이터 마이너의 문제점

문 제 점 원 인

계산시간의 증가 개체 및 세대 수 증가

오버피팅의 발생 학습데이터 부족

활용도의 감소 복잡한 수식의 생성

두 번째, 계산시간의 과도한 증가이다. 본 데이터 

마이닝 도구는 GP를 사용하여 연산을 수행하는데 , 트 

리구조로 연산이 수행되는 GP의 특성상 개체수와 세 

대수가 증가할 수록 급격하게 계산 시간이 증가하는 

문제점을 발생시키고 또한 복잡한 수식의 생성으로 
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인해 활용도가 떨어지는 악영향을 미칠 수 있다.

세 번째, 입력 데이터의 개수가 부족하거나 입력 파 

라미터의 개수가 데이터의 개수에 비해 상대적으로 

많을 경우 데이터 마이닝 결과의 정확성이 많이 떨어 

지는 문제이다. 학습데이터가 부족할 경우 오버 피팅 

이 발생하여 정확성이 감소할 수도 있기 때문이다田.

위의 두 번째 세 번째, 문제점이 해결해야 할 과제 

가 되는 것으로 이에 대한 해결방안으로 본 연구에서 

는 SOM을 이용한 영향도 평가를 통해 영향도가 낮은 

입력 파라미터를 제거하여 파라미터의 개수를 감소시 

켜 문제점을 해결하였다.

2.2 SOM (Self Organizing Map)의 도입

부족한 데이터의 개수로도 좋은 데이터 마이닝 결 

과를 얻기 위하여 영향도 평가를 통해 입력 파라미터 

의 개수를 줄여나가는 과정 이 필요하다. 초창기의 경 

쟁 학습 알고리즘은 단순 경쟁 학습 알고리즘으로서 

항상 승자 뉴런만을 학습 시키므로 초기 가중치 벡터 

들의 분포에 따라 전혀 학습이 이루어지지 않는 출력 

뉴런들이 생기는 문제점이 발생했다. 이를 해결하기 

위해서 여러 가지 해결안들이 제공되었으며, 가장 대 

표적인 경쟁학습법 중의 하나가 Kohonen의 SOM이 

다mm. som 알고리즘은 승자 뉴런뿐만 아니라 위상 

적으로 이웃한 뉴런들도 함께 학습시킨다. SOM은 입 

력 및 출력 자료가 쌍의 형태로 주어지는 감독 제어형 

흐｝습(supervised learning)0] 아니라 입력 자료의 규칙 

성이나 패턴을 찾는 비감독 제어형 학습(unsupervised 

learning)의 한 예이다.

Fig. 2. SOM의 클러 스터 링 .

즉 입력 벡터는 연속적으로 제시되지만, 출력 값은 

제시되지 않는다는 것이다. 또한 SOM은 Fig. 2와 같 

이 입력 자료들을 여러 클러스터로 그룹 짓는 클러스 

터링 망의 하나이다. 클러스터링 망의 출력 노드들은 

각 클러스터를 나타내며 입력 노드들은 입력 벡터의 

구성원들을 나타낸다. 각 출력 노드를 위한 가중치 벡 

터는 망이 각 클러스터를 위해 설정하는 것으로 입력 

패턴들에 대한 표본 벡터의 역할을 하며 이는 

Kohonen 학습 알고리즘을 사용하는 SOM의 특성 중 

하나이다. 가중치 벡터가 입력벡터와 가장 유사한 출 

력 노드(winner) '또는 그와 그의 이웃 노드들도 학습 

시킨다. 즉 경쟁학습을 통하여 입력 벡터와 가장 유사 

한 출력노드만이 살아남아 학습에 참여 할 수 있는 것 

이다. 이 특성을 이용하면 SOM을 통해 데이터마이닝 

도구의 학습에 필요한 데이터에서 영향도가 높은 파 

라미터들을 선택하여 학습을 하게 되고, 데이터마이 

닝 도구에 입력되는 파라미터의 개수를 줄일 수 있을 

뿐만 아니라, 충분한 학습에 필요한 데이터의 수량도 

줄일 수 있을 것이다.

2.3 영향도 평가의 진행 및 가시화

영향도 평가 방법은 아래와 같은 순서로 수행된다.

1 단계: 연결 가중치를 초기화 한다. N개의 입력과
M개의 출력을 연결하는 가중치들은 아주 작 

은 임의의 값으로 설정한다.

2 단계: 새로운 입력 패턴을 입력 뉴런에 제시한다.

3 단계: 입력 벡터와 출력 뉴런들과의 거리를 계산

한다.

n-~2
dt= SMO-W]

i = 0

秫)는 시간 /에서 뉴런 i로의 입력, %。)는 

시간 /에서 입력 뉴런 Z로부터의 출력 뉴런 

;로의 가중치이다.

4 단계: 최소 거리를 가지는 승자 뉴런 c를 구한다.

.min 7
C =J dj

5 단계 : 승자 뉴런 c와 이웃 출력 뉴런의 연결 가중

치들을 갱신한다.

卯护+1) = *"  + a[羌一甲仙 

for 5"

a(£)는 0과 1 사이의 값을 가지는 학습률로 

시간에 따라 감소히는 함수이며, NE"는 

승자 뉴런 c로부터 일정한 범위 내에 있는 

줄력 뉴런을 포함한다.

6 단계: 2단계의 새로운 입력 벡터를 처리한다.

7 단계: 2단계에서 6단계까지의 과정을 지정해놓은

학습 회수만큼 반복 수행한다.

이러한 순서로 영향도 평가가 진행되고 그 결과를 

가시화하기 위해 U-Matrix방법을 사용하였다. 일반적 
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으로 2차원 입력에 대하여 그 결과를 2차원 맵으로 

표현하기는 쉽지 않기 때문에 점증적 색상 대비를 이 

용하는 U-Matrix 가시화 방법을 사용하는 것이 효과 

적이다.

Fig. 3. U-Matrix 가시 화.

Fig. 3은 U-Matrix 방법으로 가시화한 예이다. 각각 

의 인접한 노드사이의 거리에 따라 인접한 뉴런들이 

다른 색으로 나타나며 짙은 색으로 갈수록 뉴런간의 

거리가 멀어 진다는 의미이다.

SOM 알고리즘을 적용하여 얻게 되는 장점들은 다 

음과 같다.

첫 번째, 비감독 제어형 학습인 SOM은 패턴 분석 

및 클러스터링, 양쪽 모두에게 적응성을 제공한다. 또 

한 U-Matrix 기법을 이용한 클러스터 가시화가 가능 

하므로 알려져 있지 않는 문제에서도 직관적인 이해 

가 가능하다는 장점을 제공한다.

두 번째, 신경망 학습에서 감독 제어형 학습은 알려 

져 있는 문제에 대하여 학습 데이터들의 레이블링 작 

업이 수반되어야 한다. 특히 생성되는 데이터들의 양 

이 많을 경우 그들을 분석하고, 레이블링하는 작업은 

많은 비용과 시간이 필요한 반면, 비감독 제어형 학습 

은 레이블이 필요치 않으며, 또한 알려져 있지 않은 

문제에 대해서도 특징들 간의 관계만을 가지고 학습 

이 가능한 장점을 제공한다.

3. SOM을 활용한 데이터 마이닝 

성능 실험

앞에서 말한 바와 같이, SOM을 이용하여 데이터 

마이닝 도구의 학습에 필요한 데이터의 입력 파라미 

터의 개수를 줄일 수 있다면 데이터의 수를 줄이는 효 

과를 내거나 보다 더 정확한 결과의 예측 모델을 만들 

수 있을 것이다.

먼저 SOM의 도입과 영향도 평가를 위해서 Matlab 

을 이용하였다. SOM Toolbox를 구성하고 데이터마이 

닝 도구의 학습에 쓰일 데이터 두 종류를 준비하였 

다. 첫 번째는 인하대학교 선형수조에서 수행한 

trimaran 모형선의 전저항계수（Ct） 실험 데이터 50건 

을 학습에 활용하여 실험을 진행하였으며, 두 번째 실 

험은 7가지 주요목을 기초로 설계선의 방형계수를 구 

하는 실험을 진행하였다. 두 실험 모두 각각의 입력 

데이터를 선행연구에서 개발한 데이터 마이닝 도구에 

입력하여 추정식을 생성해내고 생성된 추정식으로 다 

수의 추정 값을 산출하였다. 또한 SOM 을 통하여 영 

향도 평가를 수행하여 영향도가 낮은 입력 파라미터 

를 제거한 데이터를 데이터마이닝 도구에 학습시켜 

개 량된 추정식을 만들어 다수의 추정 값을 산출하였 

다. 이렇게 생성된 두 종류의 추정 값들을 RMSE 
（Root mean square error） 방법을 사용하여 실적 데 

이터와 비교하는 방법으로 SOM을 활용한 영향도 평 

가가 데이터 마이닝 도구의 효과를 개선할 수 있는지 

에 대하여 실험을 진행하였다.

3.1 trimaran 모형선의 저항계수를 구하는 실험

3.1.1 trimaran 모형선의 저항계수를 구하는 실험 데 

이 터

Table 2는 인하대학교 선형수조에서 실험한 trimaran 
모형선의 저항계수（Ct）를 구하는 실험 데이터 50건을 

나타낸 것이다. 입력 파라미터는 Rn（Reynolds수）, 

Fn（Froude 수）, R（모형선에 발생한 저 항）, 乙（모형선의 

선수 침하량）, 乙（모형선의 선미 침하량）, EH邛（유효 

마력）, FL（모형선의 선수/미 침하량의 평균）, Sink（모형 

선의 운동 중 sinkage）, Trim（모형선의 운동 중 트림） 

등으로 총 10개이며 출력 파라미터는 Ct이다.

Table 2. GP학습에 사용된 trimaran data set

成: Fn 津如泌: EHP 어毋 Hsg side Trim Ct

7.7SE+0S 0.185 0.9805 1.997E 2.114 1.582 1.165 0.049 -&.07 9.325

技發+冀 0.295 3149 -G-3122 5.鸵涟 12.095 9.323 2,526 0.042 -0.D83 H.655

1•聞+ 86 0.402 7.2S95 -3.671S 12307 ®.582 3Q.274 4.334 9.038 -D.077 14.491

2.16E + 06 0.S14 登—8539 252689 35.208 63.^6 5.318 @032 14.416

2.4韮+佻 0.593 139纱 3 ■17.6152 252035 85.496 3.794 0.015 12.789

2.84E+G6 0.577 16.0383 -195523 21.8232 147.944 110366 Q.935 OW3 -&K36 11.313

3.O7E4-QS D.7S2 17.3277 -19.4657 18.3475 170.143 1第 927 •Q559 -0.O51 0.003 10.413

3.18E+O6 3.756 18.1857 -1S.699 16.7942 1S4.276 13747 -1.452 -O.®4 0.007 10..2S2
7.55E+O5 0.185 S9885 D.34S4 1.9978 2.2SS 1.847 1.16S 0.M9 369 £652

0295 3149 ■0.8122 5.8636 12.352 3.214 2.526 0.042 ■0.083 以剛
1.64E+C6 0.402 7.2895 -3.5719 12.3407 41.198 30.734 4334 S.C38 877 15.013

2.10E+06 0.514 ■13.4338 252539 8&381 64.44 5.9捻 0.032 -0264 14.945

2.428)6 0.533 13.9993 -.17.6152 252035 ”6306 86.764 5.734 0.C.15 -0331 13.257
2.7SE+-G6 &67? 1&&983 -W552B 21S232 150,348 112.15 0.935 o.m -汹6 11.723

2.99E+06 0.732 17,3277 49.4657 183475 173.07 12S11 -0.559 -O.COi C.Q03 10.792
0756 18.1897 -19.699 说7942 187.473 139,854 -1-452 -0.0G4 0.87 10.6M

279E+说 Q.54 12.6 -32.98 32J4 S1.184 60.563 ■037 -g2 0.004 14.426

3.49E+06 0.675 1&61 -36M 26.2 128.242 95.668 -4.945 -G.016 0.831 12.171

3.와£+06 0.756 17.74 -37.1 18,34 144.536 107.324 -9.13 -0.023 0.G46 W.363

4.53E+M D.S77 21.1 -39S4 14 .M 1S0.5S9 142.187 -12.6 -0.023 0.&47 9.149

745E+05 0.177 0,7745 Q22D9 0.6186 1513 1.129 042 0.019 -0.01g 8205

이 실험은 10개의 입력 파라미터들의 Ct에 대한 영 

향도를 평가하여 영향도가 낮은 파라미터를 찾아내어, 

그 파라미터를 제거하여 다시 GP 학습을 진행한다. 

영향도가 낮은 입력 파라미터가 제거된 학습결과를

한국CAD/CAM학회 논문집 제 14 권 저| 6호 2009년 12월



386 이경호, 박종훈, 한영수, 최시영

다시 평가하여 파라미터가 제거되기 전과의 결과와 

비교하는 방법으로 실험을 진행하였다.

3丄2 trimaran 모형선 실험에서의 영향도 평가 전의 데 

이 터 마이닝 도구의 학습결과

추후 진행 할 영향도 평가 결과와의 비교를 위하여 

입력 파라미터의 영향도를 측정하기 전의 학습 데이 

터를 데이터 마이닝 도구를 통하여 학습시켰다.

trimaran 모형선 실험의 경우 총 50건의 데이터 중 

학습 40건과 테스트 10건, 세대 수 1,500으로 수행하

같은 U-Matrix를 얻었으며 이것을 분석하여 영향도가 

낮은 파라미터로 Zf, 瓦, Sink를 찾을 수 있었다.

Fig. 4. 영 향도 평 가 전의 trimaran 데 이 터 학습 결과.

Fig. 6. 영향도 평가 후의 trimaran 데이터 학습 결과.

실험 시행 후 테스트 데이터의 결과는 Fig. 4에 보 

여지고 있으며 이것은 RMSE 방법으로 GP 학습 실 

험의 결과를 평가한 것으로 예측 값과 실제 값의 차 

이가 나는 정도를 나타내며 그 값은 0.9829로 나타 

났다.

Fig. 5. Effect evaluation of Input parameters for trimaran 
Data by using SOM.

이 결과를 토대로 학습데이터를 변경하여 실험을 

진행하였다. 새로운 학습 데이터는 기존의 것에서 Zf, 

Hs, Sink를 제외한 Rn, Fn, Rt, Za, EHP, Trim 등 

의 7개의 입력 파라미터를 데이터로 갖도록 구성하 

여 데이터 마이닝 도구를 통하여 학습 후의 결과를 

도출하였다（3.1.2절의 실험방법과 동일한 조건으로 

실험 수행）.

Fig. 6은 영향도 평가후의 데이터 마이닝 도구의 학 

습 결과를 나타낸 것이다.

이 그림으로부터 GP 학습 후 영향도 평가를 수행, 

학습 데이터에서 입력 파라미터의 개수를 줄여주는 

것으로 실제 값과 예측 값의 차이를 나타내는 RMSE 

가 Fig. 4에 비해 0.9829에서 0.9047로 작아진 것을 

확인할 수 있었다.

Table 3. GP학습에 사용된 Cb data set

3.1.3 trimaran모형선 실험에서의 SOM을활용한 영향 

도 평가후의 데이터 마이닝 도구의 학습결과

SOM을 이용한 영향도 평가를 진행하여 Fig. 5와
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3.2 주요목을 통해 COT(Crude Oil Tanker)의 

Cb를 구하는 실 험

3.2.1 실적선의 방형계수(Cb)와추정식을 이용한계산, 

GP 학습을 이용한 결 과와의 비 교

Table 3은 Tribon을 이용하여 생성한Oil Tanker의 

Cb 실험 데이터 70건을 나타내고 있다. 조선사들의 보 

안 등의 이유로 실적 데이터를 구하는 것이 매우 힘들 

기 때문에 실적선들의 주요목을 기초로 Tribon에서 실 

적 데이터를 추출하여 사용하였다.

학습에 사용된 파라미터로는 수선간 길이 (Lbp), 설 

계 속도(Design Speed), 선폭(Beam), 깊이(Depth), 
흘수(Draft), Froude수(Fn), 재화중량(DWT) 의 7개를 

이용하여 Cb를 추출하였다.

Table 4는 Tribon에서 생성된 Cb와 Yamagata의 추 

청식(Fig. 7)으로 계산된 Cb를 비교한 표이다.

Table 4. 실제 Cb와 추정 식 의 Cb 비교

THb이1으로 섕섣햔 값 Yamagata의 Cb 추점식
0,83 0.81
0.82 0.80

0,85 0.82

0,86 0,82
0.85 0.82
0.84 0,81
0.84- 0.81
0,86 0.82
0.86 0.82
0.85 9,82
0.86 0.82
0.85 0.82
0.85 0,82
0.86 0.82

0.85 0,81

0.85 0.82
0.86 0.82
0,86 0.82
0.80 0.79

위와 같은 방법으로 얻어진 두 종류의 값을 비교한 

결과 예측한 값(Yamagata 추정식으로 얻은 값)과 실 

제 값(Tribon으로 얻은 값)이 평균적으로 얼마나 떨어 

져 있는가를 의미하는 RMSE의 값이 0.03124로 나오 

는 것을 알 수 있었다.

O> = 1.036- 1.46 • Pn, Ri < 0.24
=3.116- 10.15 - Pa, Fn>Q.24
—0>40 Pn > 0.267

Fig. 7. Yamagata의 Cb 추정 식.

앞에서 Tribon으로 생성한 데이터 70건을 바탕으로 

PLM-GP를 사용하여 개체수 500에서 60건의 학습데 

이터와 테스트 데이터 10건을 이용하여 데이터 마이 

닝을 수행하였다. 실험을 수행한 후 나온 테스트 데이 

터의 결과는 Fig. 8과 같다.

실험 수행 결과 Yamagata 추정 식과 Tribon으로 생 

성한 Cb값과의 차이인 RMSE=0.03124에 비해서 데 

이터 마이닝의 수행결과 RMSE=0.008로 줄어든 것을 

확인하였다.

Fig. 8. 실제Cb 데이터로 학습한 결과.

이것은 기존의 추정식을 사용한 설계 파라미터의 

추정보다 GP학습을 이용한 추정 이 실적선의 값에 보 

다 가깝게 나온 것을 의미한다.

Fig. 9. Cb 영향도 평가 결과.

3.2.2 SOMS 적용한 입 력 파라미 터의 영 향도 평가

GP의 학습결과로 SOM을 이용한 영향도 평가를 한 

결과가 Fig. 9에 나타나 있다. 이 결과를 분석하여 

DWT가 높은 영향도를 갖는 것으로 Fn이 낮은 영향 

도를 갖는 것을 확인할 수 있었다.

3.2.3 영향도평가후의 데이터 마이닝 학습결과

Fig. 10은 SOM 결과에서 얻은 영향도가 낮은 입 력 

파라미터 Fn을 제거하여 입력 파라미터 개수를 줄인 

후 다시 GP를 이용하여 학습시킨 결과이며, 입력 파 

라미터를 제외한 학습 설정은 3.2.1 절과 같다.

실험결과 RMSE=0.0049로 영향도 평가 전 RMSE
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=0.008에 비해 감소되어 예측 값과 실제 값이 더 가 

까워진 결과를 얻을 수 있었다.

0.873

0,863

0.8B3

亨 0,843

O.S33

0.823

0.813
G.8W 0.930 0.8BO 0.870

예측設

Fig. 10. 영 향도 평 가를 적 용한 후의 학습결과.

3.3 실험결과 및 고찰

앞선 연구를 통해 데이터 마이닝 도구를 개발하였 

고, 입력 파라미터의 많은 개수와 입력 데이터의 적은 

수로 인해 발생하는 문제점을 해결히기 위해 입력 파 

라미터의 영향도를 평가하여 파라미터를 개수를 제어 

하는 방법을 도입하였다. 이러한 방법으로 3J절과 3.2 

절의 실험을 진행하여 각각 Ct와 Cb를 얻기 위해 초 

기 입력 파라미터의 영향도를 평가하였다. 영향도 평 

가의 결과는 U-M曲ix가시화 방법을 사용하여 표현하 

였으며, 그 결과 3.1 절의 실험에서는 Zf, Hs, Sink 가 

제거되었고 3.2절의 실험에서는 Fn을 제거하여 실험 

을 진행하였다. 영향도가 낮은 파라미터들을 제거한 

후에 진행한 실험에서 RMSE(Root Mean Square 
Error)가 3.1, 3.2절의 실험에서 각각 약 0.004-0.09 
작게 나타나 실제 값과 예측 값과의 차이가 줄어든 것 

을 확인할 수 있었다.

4. 결론 및 향후 과제

조선 산업에서 경험식은 매우 중요하다. 조선 산업 

의 특성상 대형 선박한 척당 가격 이 수 천만 달러에서 

십 수억 달러에 이르기도 하는 선박의 설계에 가장 큰 

영향을 미치는 것이 바로 경험식에 의해 얻어진 선박 

설계 파라미터들이다. 초기 설계 단계에서 경험식에 

의해 결정된 주요 파라미터를 통해 설계를 진행하여 

선박 등의 해양구조물을 생산한다. 만약 설계 혹은 생 

산을 진행하는 과정에서 파라미터를 수정해야 할 경 

우 그 시간과 비용이 엄청나게 클뿐더러 대외적 신임 

도 또한 크게 영향을 받기 때문에 초기 파라미터 선정 

이 매우 중요하다,

현재 선박의 초기 설계는 과거의 실적 선박을 토대 

로 만들어진 경험식에 의존하여 설계 파라미터를 추 

정한 후 그 파라미터들을 기준으로 설계를 진행한다. 

하지만 과거에는 없던 고부가가치를 가진 신개념의 

선박들이 개발되어 건조되고 있는 상황에서 과거의 

실적선박을 기반으로 한 기존의 경험식을 새로운 선 

종 및 선형에 적용하여 사용하기 매우 어렵다.

그렇기 때문에 새로운 선종의 선박 설계 시, 설계 

파라미터를 추정하기 위해 새로운 경험식이 요구되며 

실적 데이터를 이용하여 새로운 경험식을 얻을 수 있 

는 방법론이 꾸준히 요구되어 왔다.

지난 연구에서는 데이터 마이닝 개념을 적용하여 

설계 파라미터의 추정을 돕는 도구를 개발하기 위해 

지난 연구에서는 Genetic Programming에 기반한 조 

선 설계용 데이터 마이너를 개발하였다•

하지만 조선 설계현장에 적용하였을 때 그 설계 특 

성상 적은 양의 학습 데이터로도 경험식 생성이 가능 

해야 하는 것과 적은 양의 데이터 사용으로 인한 오버 

피팅에 대한 문제가 예상되어 본 연구에서는 그 대책 

으로 SOM(Self Organizing Map)을 도입하였다.

데이터의 수가 부족하고 그에 비해 상대적으로 입 

력 파라미터가 많은 조선 산업의 경우 SOM을 이용한 

영향도 평가를 거쳐 영향력이 적은 입력 피라미터를 

줄여 줌으로써 데이터 마이닝 도구가 좀 더 정확한 학 

습을 할 수 있도록 개선하였으며 앞서 진행한 실험들 

에서 보여지듯 데이터 마이닝 도구의 학습에 개선된 

결과를 줄 수 있다는 것을 확인할 수 있었다.

또한 현재 SOM을 구현하여 U-matrix를 보여주기 

위해 Matlab을 활용하여 별도로 구현하였지만図, 이 

과정에서 복잡한 조작이 필요하게 된다. 그렇기 때문 

에 좀더 용이한 사용을 위해 SOM 프로세스를 데이터 

마이너에 내장하여 시스템을 통합하는 연구를 진행할 

것이다.
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