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 요약

본 논문에서는 일반화된 캐스 이드 코릴 이션 학습 알고리즘과 일반화된 순환 캐스 이드 코릴 이

션 학습 알고리즘의 결합을 통한 새로운 알고리즘을 소개한다. 이 새로운 알고리즘은 패턴분류문제

(pattern classification  problem)의 신속한 해결을 하여 비순환 뉴런이 유리한지 순환 뉴런이 유리한지 

는 수직성장이 유리한지 수평성장이 유리한지 고민할 필요 없이 후보뉴런의 학습 에 네트워크의 구성

을 스스로 결정한다. 이 알고리즘의 성능평가를 하여 학습 알고리즘에서 요한 기  문제(benchmark 

problem) 의 하나인 콘택트 즈 문제(Contact lens problem)와 밸런스 스 일 문제 (Balance scale 

problem)에 하여 실험하 고 기존의 캐스 이드 코릴 이션 알고리즘  순환 캐스 이드 코릴 이션 

알고리즘과 성능을 비교 하 다. 이 실험에서 활성화 함수는 일반 으로 많이 사용하는 시그모이드 함수

(sigmoidal function) 와 하이퍼볼릭탄젠트 함수(hyperbolic tangent function)를 사용하 다. 이 새로운 

알고리즘은 학습을 통하여 기존의 알고리즘보다 은 수의 은닉뉴런을 생성하여 보다 빠른 학습 속도를 

보여주었다.
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Abstract

This paper presents a combination of the generalized Cascade Correlation and generalized 

Recurrent Cascade Correlation learning algorithms. The new network will be able to grow with 

vertical or horizontal direction and with recurrent or without recurrent units for the quick 

solution of the pattern classification problem. The proposed algorithm was tested learning 

capability with the sigmoidal activation function and hyperbolic tangent activation function on 

the contact lens and balance scale standard benchmark problems. And results are compared 

with those obtained with Cascade Correlation and Recurrent Cascade Correlation algorithms. By 

the learning the new network was composed with the minimal number of the created hidden 

units and shows quick learning speed. Consequently it will be able to improve a learning 

capability.
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I. 서 론

캐스 이드 코릴 이션(Cascade Correlation(CC)) 

네트워크는 학습 에 스스로 네트워크를 형성하므로 

문제해결을 하여 문가가 미리 네트워크를 설계할 

필요가 없는 특징을 갖고 있다[2]. 기 CC 네트워크는 

은닉뉴런과 은닉층 없이 다만 입력뉴런과 출력뉴런의 

완 한 연결에 의하여 구성된다. CC 학습알고리즘에서 

은닉뉴런은 네트워크에 한 번에 한 개씩 추가되고 선택

된 가 치의 값은 변화하지 않는다. 여기에서 추가할 

뉴런의 출력과 네트워크의 잔여오차의 상호 계값

(correlation value)의 극 화를 시도한다. 새로운 한 은

닉뉴런의 생성을 하여, 후보뉴런(candidate unit)이 

학습할 수 있는 시그 은 네트워크의 모든 입력과 이미 

존재하고 있는 모든 은닉뉴런들과의 연결들을 통하여 

달된다. 여기에서 이 후보뉴런의 출력은 아직 네트워

크와는 연결되지 않은 상태이다. 네트워크는 주어진 패

턴들에 하여 한 번의 학습 후에 후보뉴런들의 입력가

치(input weight)를 수정한다. Si의 극 화를 한 수

정은 다음과 같이 정의 한다. Si는 한 후보뉴런 i에서 생

성된 값 c와 모든 출력뉴런 o에서 측정된 잔여출력오차 

Eo의 상호 계(correlation)의 합계로 나타낸다.
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식 (1)에서 Epo는 패턴 p에 한 출력뉴런 o에서의 

오차이고 cpi는 패턴 p에 한 후보뉴런 i의 출력이다. 

c
i 는 모든 패턴들에 한 후보뉴런 i의 평균출력이고 

E
o는 모든 패턴들에 한 출력뉴런 o에서의 평균오차

이다.

후보뉴런 i의 입력을 한 연결에서의 가 치 wij에 

한 Si의 편미분의 유도식은 다음과 같다:
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식 (2)는 다음과 같이 쓸 수 있다.
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따라서 Si의 편미분은 다음과 같다:
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식 (3)에서 σ o 는 후보뉴런 i에서 패턴 p에 한 출

력cpi와 출력뉴런 o에서 패턴 p에 한 오차 Epo와의 

상호 계 값의 부호를 나타낸다. ′ƒ
p 는 net pi에 한 

후보뉴런 i의 활성화함수의 미분이고 I pi는 패턴 p에 

한 후보뉴런 i의 입력을 의미한다. Si의 극 화를 

한 후보뉴런의 학습과 오차수정을 한 출력뉴런의 학

습은 quickpropagation 알고리즘을 이용한다[2].

순환 스 이드 코릴 이션(Recurrent Cascade 

Correlation(RCC) 네트워크에서의 학습은 CC 네트워

크에서의 학습과 동일하고, 다만 후보뉴런이 생성될 때

마다  [그림 1]과 같이 부가 으로 순환 연결이 이루어

져서 출력 값이 다시 뉴런의 입력 가 치로 사용된다

[3][6].
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그림 1. 순환 연결 가중치를 갖고 있는 후보뉴런

따라서 후보뉴런 i의 출력은 다음과 같이 계산되어진다.



일반화된 캐스케이드 코릴레이션 알고리즘과 일반화된 순환 캐스케이드 코릴레이션 알고리즘의 결합을 통한 학습 능력 향상 99

⎟
⎟
⎠

⎞
⎜
⎜
⎝

⎛
−+= ∑

j

k

ii

k

i

k

ijjact

k

i wtowtoto
)()()()( )1()( )(

여기에서 가 치
)(k

ijw 와 
)(k

ii
w 에 따른 출력의 미분

은 다음과 같다.

∂

∂

∂

∂w

o t net o t

w

o t w

ii

k i

k

act i i

k

ii

k i

k

ii

k

( )

( ) ( )

( )

( ) ( )( ) ( ) ( ) ( )= ′ − + −
⎛

⎝
⎜

⎞

⎠
⎟ƒ 1 1
  

)( ji ≠

∂

∂

∂

∂w
o t net o t

w
o t w

ij

k i

k

act i j

ij

k i

k

ii

k

( )

( )

( )

( ) ( )( ) ( ) ( ) ( )= ′ + −
⎛

⎝
⎜⎜

⎞

⎠
⎟⎟ƒ 1
  

                             

)()( )1( k

ij

k

i wto ∂∂ − 의 값은 이 의 학습에서 생성

된 것이 재의 학습에서 다시 사용된다. 따라서 RCC 

네트워크에서는 뉴런의 활성화 값 )1()(
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치 값들의 장이 부가 으로 필요하다.  

CC와 RCC는 새로운 뉴런이 각 층에 한 뉴런만 첨가

되므로 학습과정 동안 매우 깊은 네트워크를 형성하게 

되어 은닉뉴런의 높은 fan-in의 요인이 된다. 따라서 네

트워크의 학습에서 풀(pool)에 수평 성장 할 수 있는 후

보뉴런을 추가하고 병렬 학습을 시행하여 좀 더 빠른 

학습효과를 가져올 수 있는 은닉뉴런이 선택될 수 있는 

기회를 제공한다. 이 게 하여 구성된 일반화된 CC는 

참고문헌 [9]에 그리고 일반화된 RCC는 참고문헌 [10]

에 더욱 자세히 기술되어 있다. 본 논문에서는 이 두 알

고리즘을 결합하여 네트워크가 자동으로 수평 는 수

직 그리고 순환 는 무순환으로 주어진 조건에서 모든 

가능한 방향으로 성장할 수 있도록 구조를 개선하 다. 

이 게 하면 벤치마크 문제의 특성과 여러 모델을 통한 

다수의 실험 결과를 비교 할 필요 없이 직  

G-CC-RCC 알고리즘을 이용하면 되는 편리한 이  있

다. 이어서 II장에서 알고리즘의 일반화에 련한 내용

을  간략하게 설명하고, III장에서 이 두 알고리즘을 결

합한 새로운 알고리즘의 구성을 제안하며, IV장에서 시

뮬 이션을 통하여 새로운 알고리즘의 성능을 평가한 

후에 V장에서 결론을 맺는다.

II. 알고리즘의 일반화

1. 캐스케이드 코릴레이션

캐스 이드 코릴 이션 네트워크의 일반화를 하여 

풀(pool)에 있는 후보뉴런들을 두 그룹으로 나 다[9]. 

첫 번째 그룹에 있는 후보뉴런들은 모든 입력뉴런과, 

바이어스와 이미 생성된 모든 은닉뉴런과 연결한다. 두 

번째 그룹에 있는 후보뉴런들은 모든 입력뉴런과, 바이

어스와 그리고 같은 층에 있지 않은 모든 은닉뉴런과 

연결한다. 기회균등의 원칙에 의하여 두 그룹은 같은 

수의 후보뉴런들로 구성되어야 한다. [그림 2]는 그러한 

한 로서 각 그룹에 네 개의 후보뉴런들이 나열된 상

태를 보여 다. 여기에서 v로 표시한 후보뉴런은 수직 

성장을 하여 그리고 h로 표시한 후보뉴런은 수평성

장을 하여 학습한다.  

    

v v v v h h h h

그림 2. 한 풀에 정렬되어 있는 후보뉴런들

같은 그룹에 있는 모든 은닉뉴런들은 같은 입력시그

을 받으며 각 패턴들로 부터 원인이 된 같은 잔여오

차를 갖고 있다. 그들은 서로 아무런 향을 주고받지 

않고 학습하는 동안 네트워크에도 향을 주지 않기 때

문에 풀에서 병렬로 학습한다. 더 이상의 학습이 진행

되지 않을 때에는, 즉 뉴런의 학습 횟수가 주어진 라

미터값에 도달 했을 때 가장 큰 상호 계값(correlation 

score)을 갖고 있는 한 후보뉴런이 은닉뉴런으로 선택

되어 네트워크에 첨가되고 다른 뉴런들과 연결된다. 그

때마다 네트워크의 성장이 결정된다. 만약 후보뉴런이 

첫 번째 그룹에서 선택되었다면 네트워크는 수직성장

을 하고 두 번째 그룹에서 선택되었다면 수평성장을 한

다.

[그림 3]은 수직성장 는 수평성장의 학습을 한 

후보뉴런 k의 입력을 보여주기 한 이다. 여기에서 

j, i, g는 이미 생성된 은닉뉴런을 나타낸다. 수직성장을 

해 뉴런 k는 뉴런 j, i 그리고 g로 부터 입력시그 을 

받고 수평성장을 해서는 뉴런 j와 i로부터 입력시그
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을 받지만 뉴런 g로 부터는 아무런 향도 받지 않는다.
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그림 3: (a): 이전의 학습단계에서 이미 생성된 세 은닉뉴런 

j, i, g. 현재 학습단계에서 (b): 네트워크의 수직성

장을 위한 후보뉴런 k의 입력 (c): 네트워크의 수평

성장을 위한 후보뉴런 k의 입력 

수직성장과 수평성장을 한 뉴런 k의 출력은 다음

과 같다.
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수직 는 수평 성장할 수 있는 CC를 일반화된 

CC(Generalized CC)라 하고 G-CC라고 표기하기로 한

다[9].

2. 순환 캐스케이드 코릴레이션

순환 캐스 이드 코릴 이션 네트워크의 일반화를 

하여 풀(pool)에 있는 후보뉴런들을 두 그룹으로 나

다[10]. 첫 번째 그룹에는 후보뉴런들이 모든 입력뉴

런과, 바이어스와 그리고 이미 생성된 모든 은닉뉴런과 

연결한다. 두 번째 그룹에는 후보뉴런들이 모든 입력뉴

런과, 바이어스와 그리고 같은 층에 있지 않은 모든 은

닉뉴런과 연결한다. 여기에서 두 그룹은 같은 수의 후

보뉴런들로 구성된다. [그림 4]는 한 로서 각 그룹에 

네 개의 후보뉴런들이 나열된 상태를 보여 다. 여기에

서도 v로 표시한 후보뉴런은 수직 성장을, 그리고 h로 

표시한 후보뉴런은 수평성장을 하여 학습한다.

..... .....vv v v h h h h

그림 4. 한 풀에 정렬되어 있는 후보뉴런들

순환 캐스 이드 코릴 이션 알고리즘의 일반화에서

도 G-CC 알고리즘에서와 같은 방법으로 학습하여 가

장 큰 상호 계 값을 갖고 있는 한 후보뉴런이 은닉뉴

런으로 선택되어 네트워크의 수직성장과 수평성장이 

결정된다. [그림 5]는 수직 는 수평성장의 학습을 

한 후보뉴런 k의 입력을 보여주는 이다. 여기에서 j, 

i, g는 이미 생성된 은닉뉴런을 나타낸다. 수직성장을 

해 뉴런 k는 뉴런 j, i 그리고 g로 부터 입력시그 을 

받고 수평성장을 해서는 뉴런 j와 i로부터 입력시그

을 받지만 뉴런 g로 부터는 아무런 향도 받지 않는

다.
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그림 5. (a): 이전의 학습단계에서 이미 생성된 세 은닉뉴런 

j, i, g. 현재 학습단계에서 (b): 네트워크의 수직성

장을 위한 후보뉴런 k의 입력 (c): 네트워크의 수평

성장을 위한 후보뉴런 k의 입력 

수직성장과 수평성장을 한 뉴런 k의 출력은 다음

과 같다:

수직성장을 한 후보뉴런 k의 출력: 

o t ƒ o t w o t wf

k

act l

k

fl

k

f

k

ff

k

l j

g

( ) ( ) ( ) ( ) ( )( )( ) ( )= + −
⎛

⎝
⎜

⎞

⎠
⎟

=

∑ 1
  

수평성장을 한 후보뉴런 k의 출력:

o t ƒ o t w o t wf

k

act l

k

fl

k

f

k

ff

k

l j

i

( ) ( ) ( ) ( ) ( )( )( ) ( )= + −
⎛

⎝
⎜

⎞

⎠
⎟

=

∑ 1

수직 는 수평 성장할 수 있는 RCC를 일반화된 

RCC(Generalized RCC)라 하고 G-RCC라고 표기하기

로 한다[10].

III. G-CC와 G-RCC 알고리즘의 결합

본 논문에서 제안하는 G-CC와 G-RCC를 결합하기 

하여 후보뉴런의 풀을 다음과 같이 구성한다. 

v v v v h h h h.....

.....

.....

.....

1 2

3 4

v v v v hh hh

그림 6. 한 풀에 정렬되어 있는 후보뉴런들

이 네트워크의 성장과 학습도 G-CC와 G-RCC에서

와 같은 방법과 학습알고리즘으로 진행이 되고 후보뉴

런의 풀에서 수직 는 수평, 순환 없이 는 순환 있게 

약된 후보뉴런 에서 선택되어 네트워크의 성장이 

결정 된다. 이러한 네트워크를 G-CC-RCC(Generalized 

CC and RCC)라고 표기하기로 한다. [그림 7]은 네트워

크 구성을 한 기 상태를 나타내고 [그림 8]은 네트

워크의 첫 번째 성장의 두 가지 상태를 보여 다.
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그림 7. G-CC-RCC의 초기 상태
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그림 8. G-CC-RCC의 첫 번째 성장, (a): 무순환, (b): 유순환
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[그림 9]는 첫 번째 성장 이후에 선택된 은닉뉴런을 

통하여 가능한 (a)~(d)의 네 가지 형태의 네트워크 구성

을 보여 다. 
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그림 9. G-CC-RCC의 두 번째 성장, (a): 무순환과 수직

성장, (b): 유순환과 수직성장, (c): 무순환과 수평

성장, (d): 유순환과 수평성장

IV. 실험 및 성능평가

본 논문에서 제안하는 G-CC-RCC 알고리즘과 CC 

 RCC 알고리즘과 실험을 통하여 비교평가 하기 하

여 벤치마크문제(benchmark-problem)인 콘택트 즈 

문제를 선택했다. 이 문제는 한 환자에게 어떠한 종류

의 콘택트 즈가 알맞은지 구분하는 것이다. 여기에는 

9개의 실험 규칙이 있고 실험 정보는 다음과 같다.

- 경우의 수: 24

- 속성의 수: 4

- 속성에 한 정보:

 (1) 환자의 나이: ① 어린이, ② 노안  단계, ③ 노안 

 (2) 안경 착용: ① 근시, ② 원시

 (3) 난시: ① 있음, ② 없음

 (4) 물 생산 비율: ① 어 듬 ② 보통

- 3개의 클래스

 (1) 환자에게 하드 콘택트 즈가 당 함

 (2) 환자에게 소 트 콘택트 즈가 당 함

 (3) 환자에게 콘택트 즈가 당하지 않음

- 클래스 분포

 (1) 하드 콘택트 즈: 4

 (2) 소 트 콘택트 즈: 5

 (3) 콘택트 즈가 당하지 않음: 15



일반화된 캐스케이드 코릴레이션 알고리즘과 일반화된 순환 캐스케이드 코릴레이션 알고리즘의 결합을 통한 학습 능력 향상 103

콘택트 즈 문제의 실험데이터는 참고문헌 [7]에서 

얻을 수 있다. 실험을 한 기본 시뮬 이터(Simulator)

는 Stuttgart Neural Network Simulator (SNNS)를 이

용하 다[8]. 실험 결과에서 은닉뉴런과 후보뉴런을 

한 활성화함수는 ‘*’와 함께 그리고 네트워크의 출력뉴

런을 한 활성화함수는 ‘‧’와 함께 표시했다. 그림에서 

원안의 숫자는 은닉뉴런들의 생성된 순서를 나타낸다. 

실험에 사용한 활성화함수는 일반 으로 많이 사용하

는 시그모이드(sigmoid) 함수와 하이퍼볼릭 탄젠트

(hyperbolic tangent) 함수이다.
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그림 10. 학습오차와 생성된 은닉뉴런 수의 비교
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그림 11. 학습을 완료한 후 각 은닉층에 뉴런들이 나열된 상태
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그림 12. 학습오차와 생성된 은닉뉴런 수의 비교
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그림 13. 학습을 완료한 후 각 은닉층에 뉴런들이 나열된 상태

실험 결과에 의하면 G-CC-RCC는 시그모이드 함수

에서 CC에 비해서 7개, RCC에 비해서 3개의 은 수의 

은닉뉴런이 생성 되었다. 하이퍼볼릭 탄젠트 활성화 함

수를 사용한 실험에서는 CC와 RCC에 비해서 1개씩 

은 수의 뉴런이 생성되었다. 특히 후보뉴런에 하이퍼볼

릭 탄젠트 함수를 사용한 경우에는 시그모이드 함수에 

비해서 약 50% 은 수의 뉴런이 생성되었다.

표 1. 콘택트렌즈 문제 해결을 위하여 생성된 뉴런의 수, 생

성된 은닉층의 수, 순환된 뉴런수의 비교

네트워크 활성화 함수
은닉층의 
수

은닉 
뉴런수

순환된 
뉴런수

CC sigmoid*,  sigmoid∙ 20 20 0

RCC sigmoid*,  sigmoid∙ 16 16 16

G-CC-RCC sigmoid*,  sigmoid∙ 9 13 8

CC tanh*,  sigmoid∙ 8 8 0

RCC tanh*,  sigmoid∙ 8 8 8

G-CC-RCC tanh*,  sigmoid∙ 5 7 4

본 논문에서 두 번째 선택한 벤치마크 문제는 밸런스 

스 일 문제(Balance Scale Problem)이다. 실험 데이터

는 심리학 실험에서 생성되었고, 막 기의 앙을 기

으로 거리 값과 무게 값을 곱해서 막 기가 오른쪽 

는 왼쪽으로 기울었는지, 아니면 균형을 이루었는지를 

결과로 분류한다. 왼쪽과 오른쪽에 한 무게 값과 거

리 값은 1~5의 값을 가진다. 실험에 사용한 625개의 데

이터 에서 49개는 균형을 이룬 경우이고 288개는 왼

쪽으로 기운 경우이며 288개는 오른쪽으로 기운 경우

이다. 이에 한 실험 결과는 [그림 14]에서 보여주고 

[그림 15]는 학습 후에 만들어진 네트워크의 은닉뉴런 

구성을 나타낸다. 한 [표 2]는 학습 후에 생성된 은닉

층의 수, 은닉 뉴런의 수  순환된 은닉뉴런의 수를 나

타낸다.
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그림 14. 학습오차와 생성된 은닉뉴런 수의 비교
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그림 15. 학습을 완료한 후 각 은닉층에 뉴런들이 나열된 상태

표 2. 밸런스 스케일 문제 해결을 위하여 생성된 뉴런의 수, 

생성된 은닉층의 수, 순환된 뉴런수의 비교

네트워크 활성화 함수
은닉층의 
수

은닉 
뉴런수

순환된 
뉴런수

CC tanh*, sigmoid∙ 22 22 0

RCC tanh*, sigmoid∙ 24 24 24

G-CC-RCC tanh*, sigmoid∙ 9 19 9

실험결과에서 G-CC-RCC는 CC에 비해서 3개 RCC

에 배해서 5개의 은 은닉뉴런 수를 생성하 다. 이 실

험에서도 첫 번째 실험과 비슷한 성능 향상을 보여 다.

V. 결론 및 향후 과제

일반화된 캐스 이드 코릴 이션과 일반화된 순환 

캐스 이드 코릴 이션 알고리즘의 결합을 통하여 네

트워크가 자동으로 가능한 모든 방법으로 성장할 수 있

도록 구성하 다. 본 논문에서 제안한 알고리즘의 성능

평가를 하여 콘택트 즈 문제와 밸런스 스 일 벤치

마크문제를 채택하 다. 실험 결과에서 G-CC-RCC는 

CC와 RCC에 비해서 은 수의 은닉뉴런을 생성하여 

학습 능력이 향상되었음을 확인 하 다. 향후에는 더욱

더 학습능력을 최 화 시킬 수 있는 좋은 후보뉴런의 

구성과 선택을 하여 유 자 알고리즘(genetic 

algorithm) 등을 이용한 최 화  시키기 한 방법의 연

구가 필요하다.
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