
Journal of Korean

Data & Information Science Society

2005, Vol. 16, No. 4, pp. 815∼821

Improved Learning Algorithm with 

Variable Activating Functions1) 

Ro Jin Pak2)

Abstract

Among the various artificial neural networks the backpropagation 
network (BPN) has become a  standard one. One of the components in a 
neural network is an activating function or a transfer function of which a 
representative function is a sigmoid. We have discovered that by updating 
the slope parameter of a sigmoid function simultaneous with the weights 
could improve performance of a BPN. 

Keywords: Activating function, Backpropagation neural network, Delta 
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1. 서 론

다층 퍼셉트론은 입력층과 출력층 사이에 하나 이상의 은닉층이라고 불리는 중간층

을 갖는 인공신경망으로, 은닉층과 출력층의 입력 값에 대한 출력 값을 제어하는 활

성화 함수 (또는 전이함수)를 갖고 있는데, 대표적인 활성화 함수로서 시그모이드 함

수

f(x) =
1

1+ e
-λ x

가 사용된다. 

λ는 함수의 경사도를 결정하는데, λ= 1인 경우가 가장 일반적으로 사용되고 있다. 

본 논문에서는 시그모이드 함수의 기울기  λ의 조정을 통해서 오차제곱을 줄이는 방

향으로 다층 퍼셉트론의 성능을 보다 향상시킬 수 있을 것이라는 생각에서 출발한다. 

실례를 통해서 기울기가 변할 수 있는 시그모이드 함수를 사용하는 경우가 그렇지 않

1) 본 논문은 2004년도 단국대학교 교내연구비에 의한 연구임. 
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   E-mail : rjpak@dankook.ac.kr
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은 경우보다 적합력이 뛰어남을 알 수 있었다. 또한, 학습이 안정된 상태에 도달하면, 

기울기는 1에 접근함을 확인할 수 있었다. 

2. 기울기 변화를 통한 학습 

본 논문에서 사용할 다층 퍼셉트론은 입력층, 은닉층과 출력층을 각각 하나씩 갖고 

있는 대표적인 형태로 입력층은 N개의 노드를, 은닉층은 L개의 노드를, 출력층은 

M개의 노드를 갖는다고 하자. 은닉층과 관련된 노드, 활성화함수에는 첨자 h를, 그

리고 출력층과 관련된 노드, 활성화 함수에는 첨자 o를 붙이겠다. 이제, P번째 데이

터 세트 (데이터 패턴)가 주어졌을 때, 필요한 수치들의 표식은 Freedman (1994)의 

형식을 따라 아래와 같이 표시하겠다.

입력 자료; x P1,…,x PN     관찰 자료: y P1,…,y PM

입력층에서 은닉층으로의 가중치: w hji; j=1,…,L, i=1,…,N

은닉층에서 출력층으로의 가중치: w okj; k=1,…,M, j=1,…,L

출력층 활성화 함수의 기울기: λ
o
1,…,λ

o
M

은닉층 활성화 함수의 기울기: λ h1,…,λ
h
L

은닉층의 입력치: net pj h= ∑
N

i=1
w hjix pi  ; j=1,…,L

출력층의 입력치: net pk o= ∑
L

j= 1
w
o
kji pj, i pj= f

h
j ( net pj h ) ; k=1,…,M

은닉층에서의 출력치: f
h
j( net pj h ); j=1,…,L

출력층에서의 출력치: o pk= f
o
k( net pk o ); k=1,…,M

제곱오차: E= ∑
P

p= 1
E p
, E p=

1
2 ∑

M

k= 1
δ 2pk , δ pk=(y pk-o pk)  

제곱오차를 활성함수를 사용하여 표시하면 E p=
1
2 ∑

M

k= 1
(y pk- f

o
k ( net pk o ))

2와 같

다.

E p를 최소화하도록 기울기와 가중치를 순차적으로 조정함으로 학습효과를 증대시

키는 방법을 생각해 보자. 강도 조정을 위해 기울기 강하 기법과 델타규칙을 응용하

는 방법을 아래 <그림 1>에 그려 보았다. 
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<그림 1> 기울기와 가중치 조정에 대한 개념도
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단계 0: 기존의 역전파 알고리즘 (backpropagation algorithm)의 학습 결과에 의한 

가중치의 조정은 아래와 같은 식을 통해 이루어진다.

w okj(t+1)=w
o
kj(t)+ηδ

o
pki pj와 w

h
ji(t+1)=w

h
ji (t)+ηδ

h
pjx pi  

여기서, ∂( net
o pk
) / ∂w

o
kj= i pj이다. 물론, 가중치는 기울기 λ의 함수로 볼 수 있고 

E p를 최소화하도록 조정된 기울기를 가중치 계산에 대입한다. 활성화함수가 기울기 

λ의 함수임을 보이기 위해, f
h
j(λ

h
j , net pj h )와 f

o
k(λ

o
k, net pk o )로 표시하겠다.

단계 1: 기울기 λ h와 λ o에 대한 E p의 편미분을 구한다. 

∂E p

∂λ ok
=-(y pk-o pk)

∂f ok( λ
o
k, net pk o )

∂λ ok

∂E p

∂λ hj
=-

∂f hj(λ
h
j , net pj h )

∂λ hj
∑
M

k=1
(y pk-o pk)f

o
k'( λ

h
k, net pk h )w

o
kj

단계 2: 활성화 함수의 기울기에 대한 편미분을 구한다.

f
o
k'( λ

o
k, net pk o )=λ

o
ko pk(1-o pk )와 f

h
j'(λ

h
j, net pj h )=λ

h
jo pj(1-o pj )  

여기서, ∂f ok( λ
o
k, net pk o ) / ∂λ

o
k= f

o
k '(λ

o
k, net pk o )와 

∂f hj( λ
h
j, net pj h ) / ∂λ

h
j= f

h
j '(λ

h
j, net pj o )이다.

단계 3: 은닉, 출력 유니트를 구한다.

δ
o
pk=(y pk-o pk)f

o
k'(λ

o
k, net pk o )와 δ

o
pj= f

h
j '(λ

h
j, net pj h ) ∑

M

k= 1
δ
o
pkw

o
kj
 

단계 4: 학습률 η λ를 곱해 기울기 조정값을 구한다.
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λ okj(t+1)=λ
o
kj (t)+η λδ

o
pk
와 λ hji(t+1)=λ

h
ji (t)+η λδ

h
pj
 

단계 5:  조정된 기울기들을 반 하여 가중치를 조정한다. 학습률은 η w라고 하자.

w
o
kj(t+1)=w

o
kj(t)+η wδ

o
pki pj와 w

h
ji(t+1)=λ

h
ji (t)+η wδ

h
pjx pi  

여기서, ∂( net
o pk ) / ∂w okj= i pj이다.

기울기의 수렴성

활성화함수 기울기 λ okj에 대한 조정의 경우를 생각해보겠다. (편의상 위, 아래 첨자를 

생략하겠다.) 단계4에서 반복 계산을 통한 기울기 조정은

g(λ)=λ+ηδ o( λ)=λ+η(y- o)f' o(λ, net o )

라고 할 때, 식 λ( t+1)= g(λ ( t))을 반복적으로 푸는 것과 동일하다. 

λ( t+1)= g(λ( t))를 만족하는 수열 {λ( t) }의 수렴여부는 g(λ)= λ를 만족하는 고정

점을 구하는 수치 해석적  방법을 의미한다 (박기성, 2000). 고정점과 관련되어 존재

의 유일성 여부는 함수 g(λ)의 일차 미분값의 절대값이 1보다 작은 상수에 의하여 

유계가 됨을 보이면 된다. 

즉, |g'(λ)|= |1+ηδ' o(λ)|≤β< 1이 되는 상수 β가 존재함을 보이면 된다. 

이제, δ o(λ)= (y- o)f' o(λ, net o )  그리고 o= f o(λ, net o )로부터 δ o(λ)의 λ에 

대한 일차미분 한 결과는

δ'
o
(λ)=

-λ net oE - λ net
o

(1+E - λ net
o

)

( 1+E
-λ net o

)
3 +(y-o)f''

o
(λ, net )

와 같다. 관측값( y)과 출력값( o)의 차이의 변화가 정확히 알 수 없는 상태에서 δ'
o

의 범위를 결정할 수 없다. 그러나, 학습이 진행되어 신경망이 안정 상태에 도달하는 

경우가 연구자들의 관심이 대상임을 고려할 때, (y-o)≈0로 놓는 것에 크게 무리가 

없다고 여겨져서

δ' o(λ)=
-λ net oE - λ net o(1+E - λ net o )

( 1+E - λ net
o

) 3

 
를 이용하여 논의를 계속하겠다.

아래 <그림 2>에 학습률이 2.0인 경우의 그래프 |g'(x)|, x=λ net를 그려 보았다. 

그래프는 지나치게 크지 않은 양의 η값에 대하여 x축의 양의 값에서 1보다 작고 0

보다 큰 값을 갖는다. 그래프에서 확인할 수 있듯이 λ net > 0  이면 |g'(x)|≤β< 1인 

β가 존재하여 기울기 λ에 대한 고정점이 존재함을 알 수 있다. net는 시그모이드 
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함수의 출력값의 선형결합으로 양수이기 때문에 λ가 양수이기만 하면 기울기의 고정

점이 존재한다고 하겠다. 은닉층의 활성화함수의 기울기에 대한 고찰도 위와 같이 시

그모이드 함수의 미분 함수들의 유계성을 이용하여 가능하겠다.

 

<그림 2> 그래프: |g'(x)|= |1-2xe- x(1+e- x )/(1+e- x) 3|

 

3.  실 증 예 제

T-C 판별 문제에 제시된 9가지 자 모양 <그림 3>을 1000번씩 랜덤 추출하여 신

경망에 적용한 결과를 <표 1>에 정리하 다. 은닉층의 노드 수와  학습률에 따른 목

표치와 출력치의 차를 이용한 평균제곱오차 (MSE)와 학습에 근거한 정분류율을 계산

하 다. 기존의 방법과 가변 전이함수를 사용하는 경우에 있어서 판단의 근거가 되는 

수치들이 작게는 5%에서 크게는 15%정도의 감소 (평균제곱오차) 또는 증가 (정분류

율)하며 가변 전이함수를 사용하는 경우의 수치들이 기존의 방법을 사용할 때 보다 

일관되게 (평균제곱오차에서) 작거나 (정분류율에서) 큰 것은 분명히 의미가 있다고 

하겠다. 학습과정에서의 기울기 변화를 <그림 4>에 그려 보았다. 학습률이 본 논문의 

주 관심사가 아니라서, 편의상 η λ와 η w는 같게 놓았다. <그림 4>에서 보듯이 학습

초기에 다소간의 기울기의 변동이 감지되나 반복수가 400회 정도 되면서 MSE도 거

의 0에 접근하고, 결국 대표적인 경우인 λ= 1로 접근함을 알 수 있다. <그림 4-(a)>

에서 확인 할 수 있는 것처럼 기울기가 고정점에 수렴하고 그 값은 λ= 1이 되고, 

<그림 4-(b)>를 보면 λ가 1에 접근하는 시점이 오차제곱이 작아지기 시작하는 시점

과 거의 일치함을 관찰 할 수 있다. 학습이 진행되어 안정 상태에 도달하는 시점과 

기울기가 1에 수렴하는 시점이 거의 일치함을 볼 수 있다. 
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<그림 3> T-C 판별 문제에 사용된 입력 그림들이다. 각 문자는 3×3격자위에 그려

져 있고 진한 것은 0.9로 색칠이 없는 것은 0.1로 표현된다. 목표 값의 경우 C는 0.1, 

T는 0.9로 표현했다.

(a) 기울기 변화

200 400 600 800 1000

0.9

0.95

1.05

1.1

(b) MSE 변화

200 400 600 800 1000
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0.2

0.3

0.4

0.5

<그림 4> 학습에 따른 기울기와 MSE변화 (은닉층 노드수=5, 학습률=2.0)

4. 결 론

시그모이드 활성화 함수의 기울기를 변화시키면서 다층 퍼셉트론을 훈련시키는 경

우 다소간의 효과가 있음을 알 수 있었다. 또한, 충분히 안정된 네트워크라면 기울기

를 1로 고정하여 사용하는 것이 타당함을 보일 수 있었다.
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<표 1> 기존의 방법과 가변 활성화함수 방법을 이용한 결과의 비교

은닉층 노드수 학습률 신경망 방법론 평균제곱오차 정분류율(%)

3 0.5
기존 0.1223 71.4

가변 0.1059 76.0

3 1.0
기존 0.0523 86.5

가변 0.0495 88.5

3 2.0
기존 0.0282 93.2

가변 0.0280 93.6

5 0.5
기존 0.0747 84.6

가변 0.0723 85.7

5 1.0
기존 0.0461 88.6

가변 0.0426 90.1

5 2.0
기존 0.0259 94.9

가변 0.0221 94.8
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