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본 논문에서는 한국어 연결 숫자음 인식을 위한 최대 사후 eigenvoice을 사용한 자기적응 기법을 제안한다. 제안된 최 

대 사후 eigenvoice 기법은 eigenvoice 계수에 대한 확률 밀도 함수를 가정함으로 구성된다. 제안된 알고리즘은 기존 

eigenvoice 추정 과정에 선 분포 모델을 포함하는 일반적인 해를 제공하는 구조를 갖는다. 인식할 한 문장만을 사용하 

는 자기 적응 시스템을 위해 매우 강인한 특성을 갖는 최대 사후 eigenvoice 적응 기법을 사용하였다. 한국어 연결 숫 

자음에 대한 일련의 자기 적응 실험결과 제안된 알고리즘의 성능은 매우 적은 량의 적응 데이터에 대해 기존 

eigenvoice 알고리즘에 비해 우수한 성능을 나타냈었다.

핵심용어: 최대 사후, 화자적응. 자기적응, 음성인식

투고분야: 음성처리 분야 (2.5)

This paper presents a new self-adaptation algorithm based on maximum a posteriori (MAP) eigenvoice for 
Korean connected digit recognition. The proposed MAP eigenvoice is developed by introducing a probability 
density model for the eigenvoice coefficients. The proposed approach provides a unified framework that 
incorporates the prior model into the conventional eigenvoice estimation. In self^adaptation system we use 
only one adaptation utterance that will be recognized, we use MAP eigenvoice that is most robust 
adaptation. In series of selFadaptation experiments on the Korean connected digit recognition task, we 
demonstrate that the performance of the proposed approach is better than that of the conventional 
eigenvoice algorithm for a small amount of adaptation data.

Keywords- Maximum a posteriori, Speaker Adaptation, SelFadaptation, Speech Recognition

ASK subject classification Speech signal processing (2.5)

I.서론

현재 다양한 화자 적응 기술들은 음성인식의 학습과 

인식 환경 사이의 불일치 (mismatch) 문제를 풀기 위해 

많은 연구가 진행되어 왔다[1]. 실제 음성인식 시스템을 

사용하기 위해서는 적은 량의 적응 데이터를 가지고 시 

스템을 적응하는 빠른 적응 기법이 필요하다⑵. 많은 모
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델기반 적응 기법들은 새로운 화자의 음향학적 특성들을 

더 잘 일치시키기 위해 연속 밀도 은닉 마코프 모델 

(CDHMM： continuous-density hidden Markov model) 

을 적응한다⑴. 일반적으로 모델기반 화자 적응 기법은 

3가지 기법으로 분류된다[1丄 최대 사후 (Maximum a 

posteriori : MAP) 적응 기법⑶, maximum likelihood 

linear regression (MLLR)을 포함한 변환기반 적응 기 

법⑷, 그리고 eigenvoice[5]와 같은 화자 공간 (speaker 

space) 기법으로 분류된다. Kuhm[2] 등은 이러한 분류 

에 따라 빠른 적응 기법들에 대해 고찰하였고 화자 공간 

기법들에 대해 자세히 기술하였다.
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MLLR는 새로운 화자나 환경에 CDHMM 파라미터를 

적응하기 위한 효율적인 빠른 적응 기법 중에 하나이다. 

MLLR는 maximum likelihood (ML) 기준에 의해 추정 

된 선형 regression 함수의 집합에 의해 CDHMM 파라 

미터가 적응되는 변환 기반 적응 기법이다[4,6]. 그러나 

가용한 적응 데이터의 량이 매우 제한되어 있는 경우 많 

은 수의 파라미터를 강인하게 추정하는 것이 매우 어렵 

다 이러한 문제를 극복하고 MLLR 적응 기법을 향상하기 

위해 변환 파라미터에 대한 선 분포를 가정함으로 MAP 기 

준에 의한 maximum a posteriori linear regression 

(MAPLR)[7] 기법이 제안되었다.

빠른 적응을 위한 다른 기법으로는 eigenvoice와 같은 

화자 공간 기법이 있다. Eigenvoice 기법은 학습과정 중 

에 많은 화자종속 (SD：speaker-dependent) 모델로부터 

서로 직교하는 기본 벡터들을 구해서 화자사이에 존재하 

는 변이의 가장 중요한 성분들을 표현한다[5]. Eigen- 

voice는 적응될 모델이 적은 수의 기본 벡터들의 선형 

결합에 의해 표현되宣로 적응 데이터로부터 추정될 파라 

미터 수를 상당히 줄인다.

최근에 eigenvoice 기법을 Bayesian 적응 구조로 확 

장하기 위해 은닉 공간 모델 (latent variable models) 

에 근거하여 화자 공간 모델 (speaker space model)이 

라 불리는 빠른 화자 적응 기법이 소개되었다B9]. 또한 

eigenspace-based MLLR2]- MAPLR 기법들은 기존 

principal component analysis (PCA)[10]와 probabilistic 

principal component analysis (PPCA)을 사용하여 학 

습 화자와 관련된 변환 매트릭스을 분석함으로 제안되었 

다 [&1U.

여러 가지 실험을 통해 eigenvoice 기법이 매우 적은 

량의 적응 데이터가 주어지는 빠른 적응에 대해 매우 뛰 

어난 성능을 나타냈었다. 특히 1 문장만을 적응 데이터 

로 사용한 고속 화자적응 4연 숫자 문장인식률에서 1.6% 

의 성능향상을 보이며 다른 고속 화자 적응 방법보다 좋 

은 성능을 보였다[12]. 그러므로 매우 적은 량의 적응 데 

이터가 주어지는 실제 환경에서는 eigenvoice와 같은 빠 

른 적응 기법이 요구된다. 특히 유선 전화나 무선 전화 

환경 하에서 한국어 연결 숫자 음을 인식하는 시스템이 

많이 개발되어 있다. 이와 같은 실제 환경에서는 사용자 

의 불편함 때문에 많은 적응 데이터를 요구할 수 없으므 

로 빠른 자기-적응 (self-adaptation) 기법이 요구된다. 

자기-적응 시스템은 인식되어질 발음 문장을 가지고서 

적응 데이터로 사용하여 음향 모델을 적응한다. 일반적 

으로 자기-적응의 성능은 교사학습 화자적응에 비해 화 

자 독립 인식기의 성능에 따라 감소한다. 그러므로 신 

뢰 (confidence) 척도에 으〔해 비교사 (unsupervised) 적응 

에서 사용되는 데이터를 적당히 선택하여 사용해야 한다.

이 논문에서는 MAPLR 기법과 같이 eigenvoice 계수 

에 대해 선 확률 분포를 가정함으로 eigenvoice의 성능 

을 향상시키는 MAP eigenvoice 기법을 제안한다. 

Eigenvoice 계수 값들의 분포를 모델링 하는 선 확률 밀 

도를 갖게 되면 매우 적은 량의 적응 데이터가 주어지는 

경우에 Eigenvoice 계수에 대한 강인한 추정이 가능하 

다. Nguyen[13]은 MLLR의 변환 행들과 eigenspace 계 

수에 대한 가우시안 특성을 언급하였다. 이를 기반으로 

eigenvoice의 계수를 random 변수라 취급하고 임의의 

확률 밀도 함수을 갖는다고 가정한다 이러한 경우 

eigenvoice 계수에 대한 추정은 MAP 기준에 의해 기존 

eigenvoice 추정 과정을 포함한 일반적인 해를 갖게 된 

다. 이 기법의 성능은 적절한 선 분포의 모델링과 선 분 

포의 선택에 밀접하게 관련된다. 이 분포들은 전체 학습 

데이터로부터 적절히 선택되어 훈련되어 진다.

본 논문 구성은 다음과 같다. 먼저 2장에서는 

eigenvoice 알고리즘에 대해 서술한다. 그리고 3장에서 

는 제안된 MAP eigenvoice 알고리즘과 선 확률 분포 선 

택에 대해 제시한다. 4장에서는 자기-적응 구조와 신뢰 

척도에 대해 설명한다. 5장에서는 실험 환경에 결과에 

대해 기술하고 마지막 6장에서 결과를 요약한다.

II. Eigenvoice

Eigenvoice 적응 기법은 새로운 화자 모델을 기준 화 

자 공간의 선형 결합에 ,의해 표현함으로서 화자 적응을 

수행하는 효과적인 적응 기법이다[5]. Eigenvoice 기법 

을 사용하기 위해 두 가지 과정을 거친다. 첫 번째 단계 

에서는 eigenvoice를 학습하고, 두 번째 단계에서는 새 

로운 화자에 대해 적응된 새로운 모델을 구한다. 학습 

단계에서는 먼저 학습 화자들에 대해서 화자 종속 모델 

을 학습한다. 그리고 화자 종속 모델의 평균 파라미터를 

연결함으로 supervector슬? 민든다. 이러한 supervector 

들을 가지고서 PCA를 사용하여 기본 벡터들을 구한다. 

이렇게 만들어진 PCA 공간을 화자 공간 (Speaker-space) 

또는 eigenspace라 흐｝며, 각각의 기본 벡터를 eigenvoice 
라 한다. 두 번째 적응 과정에서는 적응 데이터가 주어 
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지고, maximum likelihood eigen-decomposition 

(MLED)[5] 기법을 사용하여 eigenspace 내에서 새로운 

화자의 위치를 구하여 적응하게 된다.

새로운 화자가 시스템에 주어지는 경우, 화자 적응 시 

스템은 적응 데이터 아…, T 로부터 화자 적응 

된 화자 종속 모델을 구한다. 이때 m 번째 Gaussian 

mixture 평균 성분에 대한 갱신된 평균 벡터는 다음과 

같다.

卩m =公歸Ume (1)
e

여기서 m은 Gaussian mixture index, 推 eigenvoice 

index 그리고 w느 e 번째 eigenvoice 熨二의 계수이다 

계수 糾을 추정하기 위해서는 expectation maximi­

zation (EM) 알고리즘을 사용한다. Eigenvoice에 대한 

보조 함수 Q는 다음과 같이 정의된다⑺.

必(t)( "外 (2)

■R)n(。t - 乏： ?시e U e)

여기서 7成。)는 시간 t에서 Gaussian mixture 성분 m 

에 대한 occupation 확률이고, 兄는 Gaussian mixture 

성분 m에 대한 precision 행렬이다. Gaussian mixture 

성분 秫에 해당하는 eigenspace의 한 부분에 해당하는 

DxE eigenvoice 행렬을 다음과 같이 정의하자.

Um =[就「臨，…，UE(m)] (3)

그러면 Q-함수는 다음과 같이 다시 쓰여 진다.

Q= -~2 Ot - Um w) TRn[ ot - Um w)

(4)

여기서 曲나m,…,mE]，는 eigenvoice의 계수 벡터이 

다. 위 식을 기반으로 하여 계수 w 를 구하기 위해 祯 

에 대해 미분 값을 취하여。으로 놓으면 다음과 같다.

一序=一 U；R”( ot - Um w) = 0. (5)
a W m,t ' 

그러면 최종적으로 eigenvoice에 대한 계수 벡터 就에 

대한 해는 다음과 같이 주어진다.

"—(為7，”(/) U* 7?” ””) * (6)

(U” Rm °,)

Eigenvoice 계수를 구한 후 이 계수를 이용하여 새로 

운 화자에 대한 적응된 평균 벡터는 식 ⑴을 이용하여 

구하게 된다.

III. 최대 사후 Eigenvoice

3.1. 최대 사후 Eigenvoice 유도
Eigenvoice 알고리즘은 ML 기준을 사용하여 화자 공 

간 내에 위치하는 해를 구한다. 그러나 匝에 의한 추정 

은 파라미터 四에 대한 어떤 제약 조건도 주어지지 않으 

며, 단지 화자 공간과 적응 데이터 Ot 만을 이용하여 적 

응시키는 알고리즘이다. 그러므로 eigenvoice의 성능을 

향상시키기 위해 계수 制의 가능한 값에 대한 제약 조건 

을 주는 것이 바람직흐]다. 이를 위해 계수 四가 random 

변수라고 가정하고 어떤 선 확률 밀도 함수, P( 两에 

의해 기술된다고 가정한다. 이러한 제약 조건이 주어진 

경우 eigenvoice 계수에 대한 추정은 MAP 기준

邳甘11^ F(이 两尸( 四)을 人]용함으로서 할 수 
W

있다, 본 논문에서는 선 분포 P( Q가 다음과 같은 

Gaussian 분포를 갖는다고 가정한다！기.

P(iv) ^-1exp( —-|-( w— w) -1( w—紗)) (7)

여기서 曲,，는 random 변수 w에 대한 평균 벡터와 

공분산 행렬이며, 공분산 행렬 万은 대각 행렬이라고 가 

정한다. 그러면 MAP 추정을 위한 EM 알고리즘의 보조 

Q-함수는 다음과 같이 정의된다.

Q= ( 0/ - um^TRm - ⑻

(Of - ^We ye) + logR 如 

위 식에 식 ⑺에 정의된 的에 대한 선 분포를 대입하
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여 전개한 후, 계수 w에 대해 Q-함수를 최대화하기 위 

해 a이 a w = 0라 놓고 해를 구하면 다음과 같다.

W MAP = ( /) Um R* Um +，) , (9)

(UmrRm ot + wj

기존 eigenvoice 해 식 ⑹과 비교하면, MAP 

eigenvoice는 계수에 대한 선 확률 분포 모델을 기존 

eigenvoice 추정 과정에 포함하는 통합된 형태의 구조를 

보임을 위식을 통해 알 수 있다. 만약 "가 고정되고 

알려지지 않은 상수라 하면, w에 대한 어떤 정보도 주 

어지지 않게 되며 이는 noninformative prioir 또는 

improper prior, 즉 F( s)= 상수라고 가정하는 것과 같 

다. 이러한 가정하에 MAP추정은 ML 추정과 같게 되며, 

결국 MAP eigenvoice 해 ⑼는 ML에 의한 해 식 ⑹을 

구하는 것과 같게 된다. 그러므로 MAP eigenvoice은 기 

존 eigenvoice을 포함하는 일반적인 적응 기법임을 알 

수 있다.

3.2. 선 확률 밀도 선택

MAP 기준을 따라 파라미터를 추정하는 경우 알고리 

즘의 성능은 선 확률 밀도 분포의 적절한 선택과 매우 

밀접한 관계가 있다. 일반적으로 ML丄日의 변환 행렬에 

대한 선 확률 분포 R W0은 matrix variate normal 선 

분포를 사용한다[7]. 그리고 eigenvoice 계수 w는 추 

정 과정 중에 가우시안 특성을 갖으며, mutigaussian 

선 분포 사용을 제안하였다[13].

본 논문에서는 계수 8에 대한 선 확률 밀도 함수는 

계산과 모델링을 간단히 하기 위해 single Gaussian 함 

수라 가정한다. 선 밀도 함수를 모델링하기 위해 

eigenvocie 학습에 사용된 학습 화자의 데이터로부터 

Gaussian 분포의 파라미터를 추정한다. 모든 학습 화자 

의 여러 학습 문장으로부터 단지 한 문장씩만을 사용한 

교사 eigenvoice 적응 기법을 사용하여 계수 "에 대한 

값들을 구한다. 이렇게 구한 s에 대한 값들을 가지고 

각각의 학습 화자에 대한 single Gaussian에 대한 파라 

미터 값을 추정한다.

비교사 적응 과정 중에는 적응 데이터를 이용하여 

eigenvoice 계수를 구하고 이 계수와 가장 가까운 

Gaussian 모델을 현재 화자에 대한 선 밀도 함수로 선 

택한다. 가장 가까운 Gaussian을 선택하기 위한 거리 척 

도로서 추정된 계수와 Gauissian 분포사이의 Mahalanobis 

거리 척도를 사용하였다.

IV. 자기-적응 시스템

4.1. 자기-적응 구조

자기-적응 시스템은 인식되어질 발화를 사용하여 먼 

저 인식하고 인식된 결과와 인식 문장을 사용해 음향 모 

델을 적응하는 구조를 갖는다. 일반적으로 자기-적응 시 

스템은 2-pass 탐색 구조를 갖는다. 첫 번째 pass 탐색 

은 화자 독립 모델을 사용하여 탐색 과정을 수행하여 

phone 정렬 정보와 적응 과정 동안에 필요한 통계 데이 

터 정보를 구한다. 첫 번째 pass 탐색에서 얻어진 정렬 

정보와 통계 데이터 정보를 이용하여 원하는 적응 기법 

을 사용해 특정 화자 모델을 얻게 된다. 그리고 두 번째 

pass 탐색에서는 적응 과정에서 얻어진 적응된 특정 화 

자의 음향 모델을 가지고 다시 탐색 과정을 수행하여 최 

종적인 인식 결과를 얻게 된다.

본 실험에서 사용되는 인식기는 한국어 4연 숫자음을 

인식하는 시스템이다. 그러므로 인식과 적응 과정에서 

사용 될 데이터는 4개의 연결 숫자음으로 구성된 단 한 

발화이다. 인식 대상 발화를 사용하여 먼저 화자 독립 

1-pass 탐색을 이용하여 4연 숫자음에 대한 인식 결과 

를 얻게 된다. 그러나 이 결과는 첫 번째 pass 탐색기의 

성능에 따른 인식 오류를 갖게 된다. 오류를 포함한 정 

보를 이용하여 적응을 수행하게 되면 잘못 적응된 모델 

을 얻게 되므로 적응 과정 동안에 성능을 향상시키기 위 

해 신뢰 척도를 이용하여 오류가 없는 데이터를 선택해 

야 한다. 그러나 이런 경우 유용한 적응 데이터의 량은 

점점 줄어들게 된다. 이와 같이 매우 적은 량의 적응 데 

이터가 주어지는 자기-적응 환경 하에서 시스템은 빠르 

고 강인하게 잘 동작하는 적응 알고리즘이 필요하게 된 

다. 그러므로 이 논문에서 제안된 MAP eigenvoice 기법 

은 이와 같은 자기-적응 환경에 매우 적합한 알고리즘이 

라 할 수 있다.

4.2. 신뢰 척도 (Confidence Measure)
자기-적응의 경우 비교사 적응을 수행하기 때문에 적 

응 성능은 화자 독립 인식기의 성능이 저하됨에 따라 감 

소하게 된다. 특히 인식 결과가 많은 오류를 포함하게 
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되면 적응 성능은 현저하게 떨어진다 그러므로 적응 과 

정 동안에 사용될 오류가 없는 신뢰성있는 인식 데이터 

를 신뢰 척도에 의해 선택해야 한다. 이를 위해 신뢰 척 

도를 위한 시스템 구성이 필요하게 된다.

본 논문에서 신뢰 척도를 위한 구조는 다음과 같다. 

먼저 tri-phone score 와 anti-phone score 사이의 

log-likelihood ratio (LLR)을 신뢰 척도로 정의한다. 

Anti-phone을 정의하기 위해 phone 에 따라 cohort 집 

합을 정의한다. Cohort 집합에 따라 다양한 수의 

mixture을 가지는 anti-phone을 만들었다. 신뢰 값을 

얻기 위해 서로 다른 수의 mixture을 가지는 anti- 

phone과 비교하기 위해 anti-phone 血xtur중에 12개 

의 활성화된 mixture룰 사용하였다.

적응을 위해 임계치보다 더 큰 신뢰 값을 가진 데이터 

만을 적응 데이터로 선택했다. 임계치 값은 오류가 최소 

가 되도록 경험적으로 설정하였다. 최상의 임계치 값을 

구하기 위해 학습 데이터로부터 LLR 분포를 살펴서 각 

각의 tri-phone에 대해 임계치를 결정하였다.

V. 실험 및 결과

5.1. 실험 환경 및 데이터 베이스

실험은 한국어 4연 숫자 음으로 구성된 두개의 다른 

데이터베이스를 가지고 수행되었다. 실험 1에서는 동일 

한 유선 전화선 채널을 통해 294명의 화자로부터 얻어진 

데이터베이스가 사용되었다. 각 화자 당 데이터는 200 

문장 내외로 구성되었다. 245 화자의 약 50,000 문장이 

학습을 위해 사용되었고, 나머지 49 화자의 약 10,000 

문장을 가지고 테스트를 하였다.

실험 2에서는 다양한 곳에서 발신한 유선/무선 전화와 

이동 전화 환경에서 2,800명의 화자로부터 모아진 데이 

터베이스가 이용되었다. 이동 전화 환경에서 모아진 데 

이터베이스는 5가지 다른 이동 전화 채널을 통해 다양한 

환경 하에서 수집되었다. 각 화자 당 30개 내외의 문장 

이 발성되었다. 학습은 2,600명의 화자가 발성한 약 

70,000 문장으로 훈련하였고, 테스트는 200명의 화자가 

발성한 약 4,600 문장을 사용하였다.

실험 1에서는 다양한 화자간의 불일치에 대한 적응 실 

험을 수행하고 실험 2에서는 화자뿐 아니라 환경에 대한 

불일치에 대한 적응 실험을 수행하였다.

특징 벡터로는 일반적인 mel-frequency cepstral 

coefficient (MFCC)을 사용하였다. 각 특징 벡터는 C0 

을 포함한 13차 cepstral 계수, 1차 미분치 그리고 2차 

미분치로 구성된 39차의 성분으로 구성되었다.

CDHMM 음향 모델은 한국어 숫자음에서 관찰된 342 

개의 tri-phone과 두 개의 묵음 모델을 가지고 학습하 

였다 각 tri-phone CDHMM은 5개의 상태와 6개의 

mixture 성분을 가지며, 묵음 CDHMM은 1개의 상태와 16 

개의 mixture 성분을 각각 갖는다. 그러므로 eigenvoice 

를 위해 각 supervector는 401,388개의 파라미터 수를 

갖는다.

화자 종속 모델을 얻기 위해 전체 변환 MLLR과 MAP 

이 결합된 적응 기법을 사용하였고 supervector는 각각 

의 화자 종속 모델로부터 구성되었다. 각 supervector로 

부터 공분산 행렬을 만들고 이에 PCA을 적용하여 K개의 

eigenvoice를 얻었다.

실험 1에서는 학습 화자 중 화자종속 모델을 훈련하기 

에 충분한 화자 244명으로부터 244개의 화자 종속 모 

델을 훈련하고, 훈련된 화자 종속 모델로부터 20개의 

eigenvoice을 얻었다. 실험 2에서는 매우 많은 학습 화 

자와 다양한 채널과 배경 잡음이 존재한다. 그러므로 

26,000명의 학습 화자로부터 최대한 많은 화자 종속 모 

델을 훈련하고, 이로부터 eigenvoice를 구하는 것이 다 

양한 주변 환경을 적응 하는데 유리하게 된다. 그러나 

훈련에 사용된 화자 중에는 화자 종속 모델을 훈련하기 

에 충분한 데이터를 가지지 못하는 화자가 상당수 포함 

되어 있다. 그렇기 때문에 훈련 화자 중 800명의 화자를 

선택하여 화자 종속 모델을 훈련하고, 훈련된 화자종속 

모델로부터 20개의 eigenvoice을 구하였다.

실험 2에서는 추가로 multi-path 탐색에 대한 화자적 

응 실험을 수행하였다. 첫 번째 pass decoder에서는 남 

자와 여자의 각각 다른 음향 모델을 갖는 두 개의 

decoder를 人］용하였다. 이러한 multi-path decoder을 

위해 남자와 여자의 학습 화자로부터 남, 녀 각각 다른 

20개의 eigenvoice을 구하였다. 첫 번째 pass 탐색에서 

는 acoustic score에 의해 어떤 모델이 맞는 모델인지 

결정하였고 이 결과를 바탕으로 해당된 모델을 eigenvoice 

로 학습하였다. 그리고 두 번째 pass 탐색에서는 적응된 

모델을 가지고 최종 결과를 탐색하였다.

5.2. 실험 결과

실험 1에 대한 결과는 그림 1에 주어졌다. 그림은
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그림 1. 동일한 유선 전화선 환경에서의 eigenvoice와 MAP eigenvoice 
를 사용한 자기적응 실험 결과

Figure 1. The experimental results of self-adaptation with 
Eigenvoice and MAP Eigenvoice in same telephone 
line environment.

80
Baseline EV EV+CM MAPEV MAPEV+CM

eigenvoice와 제안된 MAP eigenvoice 알고리즘을 문장 

인식률에 따라 비교하였다.

그림에서 "Baseline”은 화자 독립 모델을 사용하는 경 

우의 성능이다. ”EV”는 첫 번째 pass의 결과가 정확하 

다는 가정 하에 모든 데이터를 적응을 위해 사용한 

eigenvoice에 근거한 비교사 적응 실험의 결과이다. 

"EV + CM”는 신뢰 척도에 의해 적응을 위한 데이터를 

선택하는 eigenvoice 기반 비교사 적응 실험에 대한 결 

과이다. 일반적인 eigenvoice (EV) 화자적응 방법에 의 

한 성능은 기본 성능에 대해 12.2%의 error reducation 

rate (ERR) 성능 향상을 나타내었다. "MAPEV"와 

"MAPEV+CM"은 제안된 MAP eigenvoice 기법과 신뢰 

척도를 각각 사용한 실험에 대한 결과이다. 신뢰 척도를 

사용함으로서 eigenvoice에 비해 1%의 ERR 성능개선을 

나타내었다. MAP eigenvoice를 사용하는 경우에는 일 

반적인 eigenvoice에 비해 1.1%〜1.5%의 향상된 ERR 성 

능향상을 나타내었다.

실험 2에서 데이터베이스는 사무실, 집, 공중전화, 거

리, 지하철 등 다양한 환경 하에서 유무선 전화를 사용 

한 공중망과 5개의 이동 통신 전화망을 통해 수집되었 

다. 이러한 데이터베이스를 사용한 실험 결과는 그림 2 

에 주어졌다. 다양한 채널 변이에 의해 기본 시스템의 

성능은 실험 1에 비해 저하되었다. 일반적인 eigenvoice 

(EV) 화자적응 방법에 의한 성능은 기본 성능에 대해 

10.1%의 ERR 성능향상을 나타내었다. 제안한 MAP 

eigenvoice에 비해 의 ERR의 향상을 보이면

서 동일한 환경에서의 성능개선과 동일한 성능 개선을 

나타내었다.

실험 3에서는 시스템의 성능 향상을 위해 좀 더 정교 

한 음향 모델을 사용하였다. 첫 번째 pass 탐색에서는 

남자와 여자 모델을 각각 사용하였다 Multi-path 탐색을 

통해 기본 성능으로 "%의 향상된 문장 인식률을 얻었다. 

이와 같은 시스템을 기반으로 신뢰 척도를 갖는 

eigenvoice을 사용하는 경우 4.37%의 ERR 향상을 얻을 

수 있었다. 일반적으로 eigenvoice의 첫 번째 계수는 성 

별 특성을 나타내는 걸로 알려졌다 그러므로 남녀 음향 

모델을 사용하는 multi-path시스템에서의 eigenvoice 

화자적응을 통한 ERR 향상 정도는 화자 독립 시스템에 

서의 eigenvoice 화자적응을 통한 ERR 향상 정도 보다 

낮게 나타났다. 이 실험에서는 MAP eigenvoice가 기존 

eigenvoice에 비해 2.4%의 향상된 ERR 성능 향상을 나 

타내었다.

VI. 결 론

본 논문에서는 고속 화자적응 방법 중 성능이 가장 우 

수 하였던 eigenvoice의 성능을 향상시키기 위해서 선 
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그림 2. 다양한 유무선 및 이동 통신 환경하에서 eig아ivoice와 MAP 
eigenvoice을 사용한 자기•적응 실험 결과

Figure 2. The experimental results of self-adaptation with 
Eigenvoice and MAP Eigenvoice in various mobile and 
telephone line environment
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그림 3. Multi-path 탐색을 통한 다양한 유무선 및 이동 통신 환경에서 

eigenvoice와 MAP eigenvoice의 자기-적응 실험 결과

Figure 3. The experimental results of self-adaptation with 
Eigenvoice and MAP Eigenvoice in various mobile and 
telephone line environment with multi-path decoder.
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확률 밀도를 가지고 eigenvoice의 계수를 추정하는 

MAP eigenvoice 기법을 제시하였다. MAP eigenvoice 

는 기존 eigenvoice 추정 기법에 선 모델 특성을 반영하 

도록 하는 일반적인 형태의 구조를 갖는다. 제안된 알고 

리즘은 한국어 4연 숫자 인식을 위한 자기-적응 시스템 

에 고속 화자 적응 기법으로서 적용되었다. 실험 결과 

MAP eigenvoice 기법은 단 한 문장의 적응 데이터가 주 

어지는 자기-적응 환경에서 기존 eigenvoice 화자적응 

방법보다 1.1%~1.5% 정도의 ERR이 향상 되었다. 또한 

유선, 무선 및 이동 통신 환경에서도 기존 eigenvoice보 

다 좋은 성능을 나타내었다.

앞으로 본 논문에서 사용한 선 확률 밀도 함수보다 정 

교한 선 확률 밀도 함수에 대한 연구를 통하여 더욱 개 

선된 MAP eigenvoice 기법에 대한 연구를 수행할 예정 

이다
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