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본 논문에서는 인식 단위로서의 개개의 은닉 마코프 모델 (HMM： Hidden Markvo Model)에 대응하는 가중치를 도입하여 

HMM 출력 스코어는 HMM 출력 확률과 HMM 가중치의 곱으로 표현된다고 가정하고 기존의 최소 분류 오류 훈련 방법과 

유사하게 HMM 가중치를 반복적으로 훈련하는 방법을 제안하였다. 제안된 방법은 오인식 척도에 대해 차분 (delta) 계수를 

정의하고 이를 이용하여 HMM 가중치를 반복하여 훈련하는 방법이다. 이러한 방법은 HMM 가중치의 합을 HMM 개수의 

총합으로 제한함으로써 기존의 파라미터 추정 방법과 비터비 (Viterbi) 알고리즘에 큰 변화없이 음성 인식에 효과적으로 

적용될 수 있다. 제안된 방법은 기존의 분할 (segmental) 최소 분류 오류 훈련 방법과 비교하여 추정하는 파라미터의 개수가 

감소되었으며 훈련 모델의 최적 상태열을 이용한 경도 계산 과정이 포함되지 않음으로써 계산량을 효과적으로 단축할 수 

있다. HMM 가중치를 이용한HMM 기반의 음성 인식기의 성능 평가를 위해서 단독 숫자음 인식 실험을 실시하였다. 실험적 

결과들은 HMM 확률 보정을 이용한 음성 인식 시스템이 베이스라인 시스템보다 음성 인식 성능이 더 우수함을 보여준다. 

제안된 방법은 기존의 최소 분류 오류 훈련 방법에 비하여 구현하기 간편한 반면에 더욱 우수한 음성 인식 성능 향상을 

보여준다.

핵심용어: 은닉 마코프 모델링, 최소 분류 오류 알고리즘, HMM 확률 보정, 차분 계수

투고분야: 음성처리 분야 (2.5)

In this paper, assuming that the score of speech utterance is the product of HMM log likelihood and HMM weight, 

we propose a new method that HMM weights are adapted iteratively like the general MCE training. The proposed 

method adjusts HMM weights for better performance using delta coefficient defined in terms of misclassification 

measure. Therefore, the parameter estimation and the Viterbi algorithms of conventional HMM can be easily applied 

to the proposed model by constraining the sum of HMM weights to the number of HMMs in an HMM set. Comparing 

with the general segmental MCE training approach, computing time decreases by reducing the number of parameters 

to estimate and avoiding gradient calculation through the optimal state sequence. To evaluate the performance of 

HMM-based speech recognizer by weighting HMM likelihood, we perforin Korean isolated digit recognition experiments. 

The experimental results show better performance than the MCE algorithm with state weighting.

Keywords： Hidden Markov modeling, Minimum classification error, HMM likelihood weight, Delta coefficient

ASK subject classification： Speech signal processing (2,5)

I.서론
은닉 마코프 모델 (HMM： Hidden Markov Model)은
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음성 인식에서 음성의 특징을표현하는데 매우 널리 사용 

되고 있다. 은닉 마코프 모델은 통계적인 기반 위에서 

음성의 특징을 모델링하는 일을 HMM 상태의 확률 분포 

추정 방법으로 귀결시킨다. 이러한 상태 확률 분포 추정 

방법으로써 가장 널리 사용되는 방법은 ML (Maximum 

Likelihood) 추정 방법이다[1,2].
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二L러나 ML 추정 방법은 훈련 데이터의 확률 분포에 대 

한 성확한 정보를 알아내는 일이 매우 어려우며 유사 음 

성들 사이의 구분되는 정보를 모델링하기가 거의 불가능 

하다. 패턴 인식 문제에서 위와 같은 확률 분포 추정의 

단검을 보완하기 위한 방법으로 분별 훈련 방법이 많이 

연구되어 왔다[2-4].

특히 음성 인식기의 성능은 인식기의 평균 인식 에러율 

로 성의되며 최적의 인식기는최소의 인식 에러율을나타 

내는 인식기이다. 이러한 관점에서 주로 연구되어 온 분 

별 훈련 기법이 GPD (Generalized Probabilistic Descent) 

알]리즘에 기반한최소분류오류 (MCE： Minimum Classi- 

ficetion Error) 훈련 방법이다 최소 분류 오류 훈련 방법은 

春적으로 인식 오류의 최소화 관점에서 접근하며 특징 추 

줄 음향모델링 기법 음향모델의 정밀도가 고정된 상태에 

서 혼합성분 (mixture) 가중치, 평균, 표준편차 등의 HMM 

기본 파라미터들을 조절해 줌으로써 음성 인식의 성능 향상 

을 달성할 수 있음이 이미 연구되어 욌대5-9]. 최소 분류 

오투훈련 방법의 확장된 방법으로써 HMM 상태 확률에 내재 

해 있는 음성들 사이의 구분되는 정보를 이용하여 인식기를 

최직화하기 위해서 상태 가중치를 도입하는 방법이 연구되 

었데0]. 최소분류오류 훈련 기법은주로ML 훈련 기법과 

병힝하여 행해지고 있으며 ML 훈련 방법에 의해 추정된

보다 우수한 성능을 보인다. 그러나 분할 GPD 알고리 

즘에 기반한 최소 분류 오류훈련은훈련 클래스에 의한 최적 

상태열을 구하는 과정과 HW을 구성하는 파라미터에 대한 

경도. 계산이 요구된다 이러한과정은그 계산량이 많이 소요 

되。연속어를 이용한훈련에 적용하기에 아직 어려움이 있 

다. 다라서 훈련 데이터에 대한 인식 오류를감소시키기 위하 

여 칙적 상태열을구하는과정 및 경도계산과정이 생략되고 

보匸 • 감소된 HMM 파라미터를 훈련하여 음성 인식 성능향상 

을 드모한다면 보다 효율적일 것이다 따라서 본 논문에서는 

歆 인식 단위 집합을 구성하는 각각의 HMM에 대응하는 

가중치를 도입하고 HMM 확률보정을 이용한음성 인식 성능 

향*을  도모하며 이러한 방법은 파라미터 감소와 최적 상태 

열으 계산 및 경도 계산의 미수행에 따른 계산량의 감소가 

이투어지므로 효과적으로 음성 인식 성능 향상을 도모할 수 

있己. 본 논문은 2장에서 먼저 분할 GPD 알고리즘에 기반한 

최소 분류 오류 훈련 기법에 대하여 논의하고, 이러한 최소 

분류 오류 훈련 방법의 단점을 보완하기 위하여 3장에서는 

珈M 상태 확률 보정 기 법을 고찰하고, 4장에서는 보다 효과 

적으로훈련하기 위한HMM확률보정 기법을제안한다 5장 

에人 는 실험적 결과를 통하여 제안된 방법의 타당함 및 

훈屯 데이터 및 인식 데이터 인식률 상승의 일관성을 논 

의하며 6장에서는 제안된 방법과 실험적 결과들에 대한 

분석을 통하여 결론을 도출한다.

II. 최소 분류 오류 훈련 기법

최소 분류 오류 훈련 기법의 목적은 데이터의 확률 분 

포를 추정하여 모델을 얻는 것이 아니고 최고의 인식 결 

과를 위해서 HMM의 관측 데이터를 구분하는 것이다. 본 

장에서는 최소 분류 오류 알고리즘을 간략히 설명하고 

에러 확률의 합리적인 추정치를 나타내는 최적화 범주에 

대하여 논의한다[6-8].기본적인 HMM 기반의 음성 인식 

기에서 패턴 인식을 위해 클래스 /에 대한 분별 함수는 

다음 식 ⑴과 같이 정의된다.

g/(X;A) = log{g,(X0A)}

= 孙°瞄/昭씽3이 E이 ⑴

여기에서, q = ( 卽, 幻, 4,/r)는 클래스 /에 대해 

조인트 상태열-관측열 확률함수 g, ( X. Q； 人)를 최대 

화하는 최적의 상태열이고, 知는 상태 /에서 상태 项로 

천이하는 상태 천이 확률을 의미한다.

饥( X ')는 상태 /•에서 관측벡터 X，를 관측하는 확률 

밀도 함수를 나타낸다. 연속적인 다변수 혼합성분 가우 

시안 HMM에서는 상태 출력 분포는 다음과 같다.

M
。诉泗，£扁) Q)

여기에서, M •)는 다변수 가우시안 밀도 함수를 표기하 

며 灼”는 상태 j, 혼합성분 m에서의 평균 벡터이고 

2，”는 상태 j, 혼합성분 %에서의 상관행렬이다.

입력 음성에 대하여 클래스 결정 규칙이 사용되며 입 

력 음성 X에 대한 클래스 C( X)는 다음과 같은 규칙에 

의해 결정된다.

C(X) = q if i = arg max g必；A) (»

여기에서, C,는 분별함수에 의해 입력 음성 또는 관측벡 

터열에 대해 결정된 클래스를 의미한다.

먼저 연산적인 결정 규칙 ⑶을 함수 형태로 표현하는 

것이 필요하다. 패턴 인식기의 파라미터 세트 厶의 연속 

적 인 함수로서 결정 규칙을 함축하는 클래스 오인식 척도 

는 다'음과 같이 정의된다.
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<Z,(X; A) - A) + log -i- 2 exp[方(X;A)"]”

N (4)

여기에서, T는 양의 상수이고 N은 N-best 오인식 클래 

스들의 개수이다. 클래스 z•에 해당하는 음성 X에 대해, 

di( X)约0는 오인식을 의미하며 di( X)<0는 정확한 

인식을 의미한다.

완전한 손실함수는 부드러운 이진 손실함수의 형태로 

서 오인식 척도에 관하여 정의된다.

4<x；A)= /(d(x)) (5)

부드러운 이진 손실함수는 임의의 연속적인 이진 함수 

로 정의될 수 있으나보통 다음과같은S자형의 (sigmoid) 

함수가 사용된다.

Kd、l + exp[-rrf+0] (6)

여 기 에서, 0는 영 또는 영보다 다소 작은 값으로 설정되 

고 r은상수값이다.

마지막으로 미지의 음성에 대하여 인식기 성능은 평균 

손실함수로써 평가된다.

M
/(X;A)= 2 4(X;A)1(XGQ)

/,=| (/丿

여기에서, K • )는 지시 (indicator) 함수이다.

최적의 모델 파라미터는 평균손실을 최소로 하는 모델 

파라미터이며 평균 손실을 최소화하기 위해서 GPD 알고 

리즘이 주로 사용된다. GPD 알고리즘은 다음과 같이 주 

어진다 [7,8].

= An-enUnVAX；A)|A = A/j (8)

여기에서, U는 양으로 정의된 행렬, 弓는 학습 비율 또는 

조절의 단계 크리 (step size)이고 는 시각 〃에서 모 

델 파라미터 세트이다.GPD 알고리즘은 제한조건이 없는 

최적화 기술이다. 그러나 확률 모델로서의 HMM 구조를 

유지하기 위해서는 어떠한 제약조건이 주어져야만 한다. 

복잡한 제약조건을 갖는 GPD 알고리즘을 사용하는 대신 

에 GPD 알고리즘을 변환된 HMM 파라미터에 적용하였 

다. 파라미터 변환 과정은 변환된 공간에서 어떠한 제약 

조건이 없으며 원시 공간으로의 변환시 HMM 제약조건이 

만족 되어야 한다. 다음과 같은 HMM 파라미터에 대한 

제약조건이 원시 공간에서 유지되어야 한다.

2产ij = \ and a少 근 0, ^kcjk = \ and cjk a 0, o#/근 0 (9)

식 ⑼와 같은 원시 공간에서의 파라미터 제약조건을 

만족시키기 위해서 다음 식 (10)과 같은 파리미터 변환 

과정이 파라미터 훈련 전후에 사용된다.

ay -土瓦j where a厂詐｝ (7业扌诙)

cjk f ^jk where cjk = eCjk《2妁勺')

顷一神d = y-jkl^jkl
5 f "Tog財 ')

III. 상태 확률 보정 기법

HMM 상태 출력 확률에 내재해 있는 구별되는 정보를 

이용하기 위해서 각 상태는 가중치를 갖게 되며 각 상태 

출력 스코어는 상태 출력 확률값과상태 가중치의 곱으로 

표현된다[10]. 기본적인 음성 인식 단위로써 M개의 HMM 

을 가지고 있고 개개의 인식 단위는 J개의 상태로 구성된 

다고 가정하자. 기본 인식 단위로는 보통 음소 또는 단어 

모델이 사용된다.

전통적인 HM皿에서는 클래스，에 대한 분별 함수가 

식 ⑴에 의해 정의된다. 이와유사하게 상태 가중HW에 

서 클래스 에 대한분별함수는 다음 식 (U)에 의해 정의 

된다.

여기에서, 1聲 는클래스 网서 시간 /에 대한 최적상태 

의 가중치이다.

초기값 1로 설정된 상태 가중치의 훈련은 앞에서 언급 

된 식 ⑷〜⑻과 동일한 과정을 통해 다음 식 (12)로 표현 

된다.

‘如+E加矽(X/)戚》如)

j (LZ 丿

식 ⑼와 유사하게 상태 가중치에 대한 제약조건은 원 

시 공간에서 성립되어야 한다. 즉, 음성 인식 단위 내의 

상태 가중치는 식 (13)에 의하여 제약되어야 한다.

i = 0<Wj<J
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df(X; A) = -gj(X;A)十 log 丄 2 exp[g丿(X; A)』

N *3 (18)

클래스 /에 대한 HMM 가중치 조절을 위해서는 클래스 

，에 대한 HMM 가중치가 변화되어야 하는 비율을 설정해 

야 하며 이러한 비율을 차분 계수라고 정의하고 △ 硏로 

표기한다. 클래스，에 대한 HMM 가중치 조절을 위한 

차분 계수는 오인식 척도와 훈련 음성의 클래스 /에 대한 

분별 함수의 값을 이용하여 다음 식 (19)와 같이 정의한다

旦으£쓰 
FXA) (19)

초기값 1로 설정된 클래스 /에 대한 HMM 가중치의 흔 

련은 클래스 오인식 척도를 감소시키기 위해 요구되는 

클래스 z•에 대한 HMM 가중치에 대한 차분계수 △ 奶를 

이용하여 다음과 같은 식 (20)을 이용하여 반복적으로 훈련 

한다.

Wj(n + 1) = - en - Wj(h). A Wj (20)

HMM 집합에 대한 HMM 가중치의 합이 HMM 집합 내 

의 HMM 총 개수가 되는 HMM 가중치 에 대한 제약 조건을 

만족시키기 위해서 다음 식 (21)과 같이 파라미터 변환 

과정을 HMM 가중치에 적용한다[7,8].

where 吗=e"； / (以/初)wi (21)

여기에서, 无는 원시 공간에서의 클래스 /에 대한 

HMM 가중치 奶에 대응하는 변환된 공간에서의 HMM 

가중치이 다.

4.3. 인식 알고리즘

연속 음성 인식을 위한 인식 알고리즘은 비터비 탐색 

과정에서 각각의 HMM 가중치를 고려하여 계산함으로써 

다음과 같이 구현될 수 있다.

V[0][y] = 0，丿=“0

坯。1[丿]=-8 ”阜"0

h

次丿)=Wk if ye Hk, k = 1,2,A , M (22)

여기에서, 卩[珀力는 시간 t어서 상태 丿,까지의 누적된 

스코어이고, 知는 초기 상태를 의미하며 Hl는 为번째 

HMM을 의미하고 log 果罰는 상태 丿•에서 관측벡터 

犯를 관측할 log 확률값을 의미하며 糾는 为번째 HM应에 

대한 HMM 가중치를 의미한다.

4.4. 임베디드 HMM 가중치 추정

훈련 음성에 대한 클래스 /가 K개의 HMM으로 구성 

되어 있다고 가정하자. N-best 탐색 과정에 의해 오인식 

척도를 구하고 오인식 척도가 양 또는 영 인 경우 오인식 

척도가 감소하도록 훈련 클래스에 대한 스코어를 조절해 

주기 위해서 차분 계수를 구하고 이를 훈련 클래스를 구 

성하는 개개의 HMM 가중치에 반영하여야 한다. 따라서 

식 (23)과 같은 과정에 의해 훈련 클래스를 구성하는 

HMM 가중치를 훈련한다.

祁(0 + 1)权(〃)-£〃 "4°3"% k= 1,2,A ,K (23)

여기에서, 以''는 클래스 /를 구성하는 为번째 HMM에 

대한 가중치이고, △ "，•는 클래스 /에 대한 차분 계수이 

고, j은 力번째 반복훈련 과정에서의 학습 비율이다. 이 

와 같이 훈련된 HMM 가중치는 식 (2令에 의해 주어지는 

HMM 가중치 에 대한 제약 조건을 만족시 키도록 파라미 터 

변환 과정에 의해서 조정한다.

Wk f 初 where 咬=* / ( 2产 j ^4)

인식 오류를 최소화하기 위한 HMM 가중치 훈련을 위 

한 간단한 블락 다이어그램은 그림 1에 보여진다.

다음 장에서는 실험적 결과를 통해서 상태 확률 보정과 

제안된 HMM 확률 보정을 이용한 음성 인식의 성능 향상 

을 평가한다.

Speech

그림 1. HMM 가중치 추정의 블락도

Fig. 1. Block diagram of HMM weight estimation.
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여기에서, 紿는 기본 인식 단위인 HMM 내의 상태 顶에 

대한 상태 가중치이고 7는 인식 단위 내의 상태의 총 개 

수이다 끝으로 파라미터 변환은 다음 식에 의해 주어진다.

Wj -» Wj where wy = (赤邺) (]4)

여기에서, 而는 糾의 변환된 파라미터 공간에서의 상태 

가중치이다. 일반적으로 최소 분류 오류 훈련에서는 오 

인식된 음성을 이용하여 파라미터 적응 훈련을 하므로 

최소 분류 오류 훈련에 사용되는 즉, 오인식 되는 훈련 데 

이터의 양이 너무 적다면 훈련 데이터에 대한 과적응 문 

제가 발생하게 되어 훈련 데이터와 인식 데이터 사이에 

인식 성능의 차이가 발생하게 된다. 따라서 이 러한 훈련 

데이터와 인식 데이터의 인식 성능 차이를 극복하기 위한 

방법이 요구되며 이를 위해서 부드러운 이진 손실 함수를 

대신하여 대체 손실 함수를 고려한다. 이를 위해 오인식 

척도를 구하는과정에서 훈련 음성의 스트링 모델의 확률 

값에 가중치를 두어 오인식 척도에 더함으로써 오인식 

척도를 확장하고 이를 확장된 선형 손실 함수로 선택할 

수 있으며, 이러한 확장된 오인식 척도를 S자형의 함수에 

대 입함으로써 S자형의 이진 손실 함수를 선택할 수 있다. 

훈련 음성의 스트링의 확률값에 가중치를주어 더해 주는 

오인식 척도에 대한 확장은 다음 아래의 식 (15)와 같이 

정의된다[町

2

A) - - ft(X; A) + log £ exp[g丿(X;A)”] N

如 X; A) = d,・(X; A) - k- g/(X; A) (15)

= -(l + k) g/(X;A) + k>g 土 & exp[g丿(X;A)，J ”

여 기 에서 , 片 추가로 더 해주는 확률값의 계수이고 훈련 

데이터에 대한 인식 오류를 증가시켜 주고 훈련 음성의 

스트링 모델에 대한 확률값의 HMM 파라미 터 에 대한 미 

분값을 증가시켜 주는 효과가 있다.

IV. HMM 확률 보정 기법

4.1. HMM 확률 보정

유사한 음성을 구분해 주기 위해서 HMM 출력 확률에 

내재해 있는 구별되는 정보를 이용하기 위해서 각각의 

HMM에 가중치를 주어 오인식 척도가 영이 되는 방향으 

로 반복하여 훈련함으로써 음성 인식 오류의 감소를 기대 

할 수 있다. 이를 위해서 HMM의 출력 스코어는 비터비 

탐색 과정에 의한 HMM 출력 확률값과 HMM의 가중치의 

곱으로 표현한다. 수식적인 설명을 위하여 단어 모델을 

이용한고립 단어 인식의 경우를 가정하여 기본적인 음성 

인식 단위로서 M개의 HMM을 설정하고 각각의 인식 단위 

는 J개의 상태로 구성된다고 가정하자.

HMM 기반의 패턴 인식은 클래스 /에 대한 분별 함수 

를 이용한 클래스 결정 규칙에 의해 패턴 인식이 이루어 

지게 된다. 이와 같은 패턴 인식 과정에 있어서 클래스 

/에 대한 분별 함수는 식 ⑴에 의해 정의된다. 이와 유사 

하게 확장된 HMM 기반의 패턴 인식 과정에 있어서 클래 

스，에 대한 분별 함수는 다음 식 (16)에 의해 정의된다.

g,(X;A)= 叫」¥]{10诚七0 +10吧火)} + 1。邸삐

-+ 明-log數知)}+ 阡k>g嚟 (16)

여기에서, 糾는 클래스 z•에 대한 HMM의 가중치이다.

인식에 사용되는 HMM 집합에 대한 HMM 가중치의 합 

은 다음 식 (17)과 같이 HMM의 총 개수로 제한되어야한다.

M
，捋=0 V 啓 V M

(1/丿

HMM 가중치가 1로 설정되었을 때 N-best 스트링 모 

델을 기반으로 한 인식 알고리즘이 동일한 결과를 도출 

하도록 HMM 가중치에 대한 제한 조건을 주는 이유는 

기존의 파라미터 추정 방법과 비터비 탐색 알고리즘에 

의한 확률값의 큰 변화없이 용이하게 인식 과정을 수행 

하기 위함이다.

4.2. HMM 가중치 추정

보통 훈련 데 이 터 에 대한 인식 오류의 개수를 감소시 키 

기 위한 빙一법으로 N-best 스트링에 기반한 분할 GPD 알 

고리즘이 사용된다. 그러나 경도 계산에 의한 계산량 증 

가를 피하기 위하여 위하여 HMM 가중치에 대한 손실 함 

수의 미분값을 계산하는 대신에 우리는 훈련 데이터에 

대한 오인식 척도를 감소시키기 위해서 요구되는 HMM 

가중치의 변화량을 도입하였다. 이러한 HMM 가중치의 

변화량은 간단한 나눗셈 연산을 통하여 매우 간단하게 

구할 수 있다.

훈련 클래스 모델과 경쟁하는 N개의 클래스 모델과의 

확률적 거리 척도는 다음 식 (18)과 같다.
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V. 실험 결과 및 고찰

EMM의 상태 확률 보정과 HMM의 확률 보정을 통한 

음성 인식의 성능향상을 평가하기 위하여 단독숫지음을 

이옹한 실험을 실시하였다. 단독 숫자음 DB는 조용한 사 

무실 환경에서 녹음되었으며 500명 (남성 250명, 여성 

250명)의 음성으로구성되었고, 400명 (남성 200명, 여성 

20C명)의 음성이 훈련에 사용되었고 100명 나성 50명, 

여싱 50명의 음성이 인식에 사용되었다. 본 실험에서는 

11.C25 KHz DSP 보드 상에서의 음성 인식기 구현을 위해 

서 16 KHz 로 샘플링 된 음성을 11.025 KHz 로 다운 샘플링 

하있다. 특징 벡터로는 log 에너지를 포함하여 13차 켑스 

트리 계수 13차 1차 미분 계수, 13차 2차 미분 계수를 

이용하여 총 3 스트림, 39차 특징 벡터를 구성하였다. 모 

든 상태 출력 확률 분포는 8 혼합성분 다변수 가우시안 

분포를 사용하였다. 베이스라인 실험으로써 ML 훈련 방 

컵어 의해서 3개의 상태, 3개의 스트림, 8개의 혼합성분 

으로 구성된 모델을 생성하였다. HMM 가중치를 훈련하 

는 가정에서 오인식 척도를 계산하기 위해 3개의 가장 

경징 적인 스트링을 사용하였다 (N=3).).1. 최소 분류 오류 훈련

톤 실험에서는 4가지의 손실 함수 (오인식 척도에 기인 

한 이진 손실 함수, 확장된 오인식 척도에 기인한 이진 

昊 함수, 오인식 척도, 확장된 오인식 척도)를사용하여 

IM4 기본 파라미터를 최소 분류 오류 훈련하여 인식 실 

험을 실시하였다. 표 1은 훈련 데이터 인식률이 최대가 

티었을 경우 훈련 및 인식 데이터에 대한 단어 인식률을 

扌타낸 것이다. 훈련을 반복함에 따라 훈련 데이터 인식 

룰은 점차적으로 증가하나 인식 데이터에 인식률은 거의 

변회 가 없음은 켑스트럼 계수에 대한 상태 확률 분포가 

후련 데이터에 과적응 되어가는 과정임을 의미한다.52 상태 확률 보정 기법

HMM 기반의 음성 인식기에서 HMM상태 가중치를 훈

:11. 일반 HMM 인식 시스템에서의 손실함수에 따른 단어 인식률 

(%)
i able 1. Word classification rate (%) for loss functions in 

conventional HMM recognition system.

Data MLE SIG SIG+WL 니 N LIN+WL

Training 98.40 98.58 98.58 98.58 98.71

Tessting 98.00 98.00 98.00 98.00 98.00

SIG： sigmoid loss f니fiction
..IN： inear loss hmction

M： weighted likelihood of correct class

련한 음향 모델링의 성능 평가를 위해서 앞에서 언급된 

4가지 손실 함수를 사용하여 반복하여 훈련함에 따른 인 

식 성능의 변화를 비교 평가하였다. 훈련 과정에서 확률 

모델로서의 HMM구조를유지하기 위해서 파라미터 변환 

과정을 통해서 상태 가중치를 조절해 주었다. 표 2는 인식 

데이터에 대한 단어 인식률이 최대가 되었을 경우, 훈련 

데이터 및 인식 데이터에 대한 인식률을 나타낸다.

그림 2는 S자형의 손실 함수를 사용하여 반복하여 훈 

련함에 따른 훈련 및 인식 데이터의 인식률 변화를 보여 

준다. 훈련을 반복함에 따라 초반에는 훈련 데이터의 인 

식률이 증가하는 경향을 보이나 최소 분류 오류 훈련에 

사용되는 훈련 데이터에 대한 과적응으로 인하여 인식률 

의 감소가 초래됨을보여준다. 그림 3은 *=0.005 인 경

표 2. 상태 가중치를 이용한 HMM 인식 시스템에서의 손실함수에 

따른 단어 인식률 (%)

Table 2. Word classification rate (%) for loss functions in 

state-weighted HMM recognition system.

Data MLE SIG SIG+WL 니 N LIN+WL

Training 98.40 98.54 98.54 98.44 98.56

Tessting 98.00 98.17 98.58 98.00 98.50
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그림 2. 상태 가중치 훈련 (SIG) 

Fig. 2. State weight training (SIG).
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그림 3. 상태 가중치 훈련 (SIG+WL) 

Fig. 3. State weight training (SIG+WL).
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Fig. 4. State w미ght training (LIN).
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그림 5. 상태 가중치 훈련 (LIN+WL)

Fig. 5. State weight training (LIN+WL).

우에 훈련 음성에 대한훈련 음소열의 확률값에 가중치를 

두어 확장된 오인식 척도를 구하고 이로부터 S자형의 손 

실 함수를 구하여 훈련함에 따른 인식률의 변화를 보여준 

다. 반복함에 따라 훈련 데이터의 인식률 감소와 더불어 

인식 데이터 인식률이 진동함을 볼 수 있다.

그림 4는 知= 0 인 경우의 선형 손실 함수를 사용하여 

상태 가중치를 훈련한 결과는 훈련 데이터 및 인식 데이 

터에 대해서 일관성 있는 인식 성능 향상을 보여주지 못 

함을 나타낸다. 그림 5는 为 =0.005인 경우의 훈련 음성 

에 대한 훈련 음소열의 확률값에 가중치를 주어 얻어진 

확장된 선형 손실 함수를 사용하여 훈련한 결과는 훈련 

데이터는물론 인식 데이터에 대하여도 일관된 인식 성능 

향상을 보여준다. 5.2.1 절에서는 为값의 변화에 따른 인 

식률의 변화에 대하여 논의한다.

5.2.1. 확장된 선형 손실함削서为의 변화에 따른 인식를 

변화 (Weighted linear loss function)
5.2절에서 훈련 음성에 대한 훈련 음소열 모델의 확률 

값에 가중치를 주어 얻어진 확장된 선형 손실 함수를 사

표 3. 훈련 음소열 모델의 가중치 k값에 따른 단어 인식률 (%) 

Table 3. Word classification rate (%) for different weighting 

factor k of correct string model.

k 0.001 0.002 0.003 0.004 0.005

Training 98.54 98.63 98.48 98.67 98.56

Tessting 98.17 98.25 98.25 98.25 98.50

용함으로써 훈련 데이터와 인식 데이터에 대한 일관된 

인식률의 향상을 논의하였다. 따라서 이번 절에서는 선 

형 손실 함수에서 훈련 음소열 모델의 확률값에 곱하는 

가중치 에 따른 훈련 데이 터와 인식 데이터 의 인식률 변화 

를 실험하였고, 인식 데이터에 대한 인식률이 최대가 되 

었을 경우의 인식 결과는 다음 표 3과 같다.

훈련 음성 에 대한 훈련 음소열 모델의 확률값에 가중치 

碍 주어 오인식 척도에 더한 확장된 오인식 척도를 사용 

하는 것은 훈련 데이터에 대한 인식 오류를 증가시켜 주 

는 효과를 가져오며, 아울러 상태 가중치에 대한 선형 손 

실 함수의 미분값을 (1 + 为) 배만큼 증가시켜 주는 효과 

가 있다. 따라서 为값을 적절히 조절해 줌으로써 훈련 데 

이터와 인식 데이터 인식률이 일관되게 향상되는 결과를 

얻을 수가 있다.

5.3. HMM 확률 보정 기법

다음 그림 6은 4장에서 제안한 방법에 따라 훈련 데이 

터를 이용하여 15번 반복하여 훈련함에 따른훈련 데이터 

와 인식 데이터의 변화 과정을 보여준다. 최소 분류 오류 

훈련 방법의 원리와동일하게 반복 횟수가증가함에 따라 

훈련 데이터와 인식 데이터에 대한 인식률이 일관성 있게 

상승됨을 보여준다. 그림 1에서 훈련 데이터 인식률이 인 

식 데이터에 대한 인식률보다높게 나타나는 경우는 훈련

----------------- trai n I ng data - -- -- -- testing data

그림 6. 확를 보정 HMM 인식 시스템에서 반복 훈련에 따른 단어 

인식률 (%)

Fig. 6. Word classification rate (%) versus the number of 

iterations in HMM-weighted HMM recognition system.
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표 4. HMM 음성 인식 시스템에서 훈련 방법에 따른 단어 인식률 

(%)
Tatle 4. Word classification rates (%) for training methods 

in HMM recognition system.

Data K MCE
State 

Westing
HIW내

W엲햐龍 ing

■raining 98.40 98.71 98.56 98.81

'_essting 98.00 98.00 98.50 98.92

데이터에 부정확한발음이 포함된 데에 기인하며 이러한 

음성은 HMM 상태 가중치 훈련에 사용하지 않았다. HMM 

확률 보정 기법은 상태 확률 보정 기법에 비하여 훈련 데 

이터에 대한 과적응에 덜 민감한 특성을 보이며 오인식 

척드 자체를 차분 계수를 이용하여 HMM 가중치에 직접 

반영함으로써 가중치 훈련을 보다 효과적으로 할 수 있는 

장검이 있다.

5.4. 훈련 방법에 따른 단어 인식률

븐 장에서의 실험은 훈련 데이터에 대한 오인식률을 최 

소화함으로써 궁극적으로 음성 인식 성능 향상을 도모하는 

실힏으로써 HMM 기본 파라미터의 최소 분류 오류 훈련 

상티 확률 보정 기법, HMM 확률 보정 기법의 세가지 실험 

을 실시하였고 인식 데이터 인식률이 최고일 경우 훈련 및 

인스 데이터 인식률을 표 4에 나타내었다. 표 4에서 볼 수 

있듯이 HMM상태 보정 기법은 최적 상태열 및 경도 계산을 

슈향하지 않고도 가장 높은 인식 성능 향상을 보여준다.

VI. 결 론

5상에서의 실험적 결과들은 HMM 기반의 음성 인식 시 

스턷 에서 훈련 음성에 대한훈련 음소열의 확률값에 가중 

Z］를 주어 얻어진 확장된 선형 손실 함수를 사용하여

상태 가중치를 훈련함으로써 훈련 및 음성 데이터 

네 더한 인식 성능이 일관성 있게 증가함을 보여준다. 또 

한, 세안된 방법인 HMM 가중치를 차분 계수값을 이용하 

叫 반복적으로 훈련함으로써 기본 파라미터의 최소 분류 

2류 훈련 방법 및 상태 확률 보정 기법에 비해 더욱우수 

난 읃성 인식 성능 향상을 얻을 수 있었다. 음성 인식기의 

舌극적인 목적인 인식 오류의 최소화의 관점에서 이러한 

뎔과는 매우 바람직한 결과이며 HMM 확률 보정 기법을 

나용함으로써 최적 상태열과 경도 계산을 하지 않고도 

在과적으로 음성 인식 성능 향상을 도모할 수 있었다. 실 

冃 긑 과에서 HMM 확률 보정 기법은 인식 데이터에 대해 

吋 28% 오인식률을 감소시킬 수 있었으며 HMM 확률 보 

정 기법은 음성을 구별하여 인식기를 최적화하는데 매우 

효과적임을 볼 수 있었다.
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