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데이터베이스 마케팅 전략을 수립하고 집행함에 있어서 고객에게 접근하기 위한 촉진 매체로

써 직접우편(Direct Mail)과 텔레 마케팅 등의 직접반응매체를 주요 수단으로 하는 경우 이를 다이

렉트 마케팅이라고 한다. 다른 마케팅 전략들과 마찬가지로 다이렉트 마케팅에서도 마케팅 자원이

효과적으로 사용될 수 있도록 고객 데이터베이스를 세분화하는 작업을 수행한다. 리스펀스 모델링

(Response Modeling)은 다이렉트 마케팅분야에서 고객리스트를 세분화하고 각 세그멘트별로 고객

의 반응(구매행위)을 예측하는 기법을 말하며 RFM(Recency, Frequency, Monetary), 로지스틱 , 신

경망은 리스펀스 모델링을 위해서 가장 널리 사용되고 있는 기법이다. 과거에 이들 방법은 고객 

데이터베이스 전체에 단독 모델로 적용되어 왔으나 이러한 단독 모델을 고객 데이터베이스에 적

용하는 것이 정당화 되려면 고객들이 동일한 방식으로 반응한다는 전제가 필요하다. 그러나 일반

적으로 고객의 반응방식에는 상당한 이질성이 존재한다. 예컨대 직업, 나이, 소득, 성별 등이 같다

고 해서 같은 구매패턴을 보이지는 않는다는 것이다. 즉 고객A의 구매행위는 회귀선에 의해서 잘 

설명되는 반면에 고객B는 신경망이나 RFM으로 잘 설명될 수 있는 경우가 존재하는 것이다. 이러

한 구매행위의 이질성을 반영하기 위해서 최근에는 두개 이상의 방법을 결합하여 사용하는 결합 

리스펀스 모델링 방법도 시도 되어 왔다. 그러나 결합 리스펀스 모델링에 관한 기존 연구들은 상

관관계가 낮은 모델들을 결합함으로써 세분화의 효과를 단독 모델을 사용할 때 보다 개선할 수 

있다고는 하였으나 구체적으로 어떤 모델들이 서로 낮은 상관관계를 갖는지는 보여주지 못하였다. 

본 논문에서는 RFM 방법을 모델 내에서 사용하는 변수와 이를 이용한 모델링 방법상의 차이로 

인하여 다른 두 방법(로지스틱, 신경망)과 매우 낮은 상관관계를 갖는 방법으로 제시하고 RFM과 

다른 두 방법간의 낮은 상관관계를 이용하여 결합하는 경우 모델의 예측효과를 상당히 개선할 수 

있음을 사례분석을 통해서 보이고자 한다. 
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1. 서론 

 

1.1 연구의 배경 

마케팅전략은 기업의 경영환경의 변화와 괘를 같이하며 변화해 왔다. 표1 은 이러한 마케팅 

전략의 변천과정을 요약적으로 보여주고 있다. 오늘날의 마케팅은 고객을 더 이상 집단 속의 개

인이 아닌 자신만의 특별한 욕구를 지닌 개인으로 간주하고 있다. 이러한 인디비쥬얼 마케팅의 

개념은 개인단위의 데이터를 대용량으로 취급할 수 있는 정보기술의 발전에 힘입어 발전해 왔

다. 

표1. 마케팅 전략의 변화 (Arakawa Damaki,1995) 
연 대 사회정세 소비환경 마케팅 전략 

1960   고도성장기     동질적 욕구       매스 마케팅 

1970   안정성장기     이질적 욕구       타겟 마케팅 

1980     성숙기     개성적 욕구       니치 마케팅 

1990    초성숙기    부가가치 욕구 인디비쥬얼 마케팅 

 

다이렉트 마케팅은 이러한 인디비쥬얼 마케팅의 개념을 잘 반영하고 있는 마케팅 전략이라

고 할 수 있는데 왜냐하면 다이렉트 마케팅은 고객 개인별 반응을 기초로 제반 마케팅 활동을 

전개하기 때문이다. 일반적으로 다이렉트 마케팅과 관련된 마케팅 활동으로는 세분화, 4P의 결

정, 판매예측, 적정재고의 결정, 메일 매니지먼트를 들 수 있는데 이중에서 세분화 및 판매예측

은 다른 활동의 기초가 되는 의사결정사항이라고 할 수 있다 (Zahavi and Levin,1995). 

 리스펀스 모델링은 다이렉트 마케팅에서 세분화와 판매예측을 모델링하는 기법을 말하며, 

따라서 리스펀스 모델링은 다이렉트 마케팅의 성패를 가늠할 수 있는 중요한 부분이며 지속적

인 연구와 개발이 요구되는 분야라고 할 수 있다. 블랫버그(Blattberg)는 다음과 같은 문구로 리

스펀스 모델링이 다이렉트 마케팅분야에서 중요한 연구 영역임을 시사하였다 (Blattberg,1987). 

 

The purpose of such models is to predict the probability that an individual will 

buy from a new offering, given specific historical data about that individual. 

The modeling problem is to design techniques that can improve upon current 

methods. 

Are there methods which can be designed for the specific problems direct marketers 

face that predict better than regression or AID?  

 

1.2. 연구의 목표 
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리스펀스 모델링에 관한 기존의 연구들은 고객 데이터베이스 전체를 효과적으로 세분화 할 

수 있는 단독 모델의 개발에 치중해 왔으며 이러한 단독 모델은 고객의 구매행위에 이질성이 

존재하는 경우 효과적인 세분화 방법이 될 수 없다는 한계를 갖는다 (Wiersema,1987; 

Ramaswamy, Desarbo, Robinson and Reibstein,1993). 이러한 이질성을 반영하기 위해서 두 가

지 이상의 모델을 결합해서 사용하는 연구가 시도되었다. 그러나 결합 리스펀스 모델링에 관한 

기존연구는 상관관계가 낮은 두 방법을 결합해서 사용하는 경우 세분화 효과를 개선할 수 있다

고는 하였으나 구체적으로 다음과 같은 4가지 질문에 대한 답을 제시하지 못하고 있다. 

 

1. 서로 낮은 상관관계를 갖는 모델들은 어떤 것들이 있는가? 

2. 이들 모델들이 낮은 상관관계를 갖는 이유는 무엇인가? 

3. 상관관계가 낮은 모델들의 결합은 보다 나은 세분화를 보장하는가? 

4. 상관관계가 낮은 경우 결합 리스펀스 모델의 세분화 효과는 어느 정도인가? 

 

따라서 본 연구의 목표는 실제 사례를 분석하는 과정을 통하여 위의 4가지 질문에 답을 구

하는 것이며 이를 위하여 우선 RFM 방법을 모델 내에서 사용하는 변수와 이를 이용한 모델링 

방법상의 차이로 인하여 다른 두 방법(로지스틱, 신경망)과 매우 낮은 상관관계를 갖는 방법으

로 제시하고 실험을 통하여 그 당위성을 확인하고자 한다. 

 

2. 문헌고찰 

 

2.1 리스펀스 모델링 절차 

그림1은 리스펀스 모델링의 일반적 절차를 보여주고 있다. 일반적으로 다이렉트 마케팅은 

기존제품을 판매하고자 하는 경우와 신제품을 판매하고자 하는 경우로 나누어진다 (Zahavi and 

Levin,1995). 기존제품을 판매하고자 하는 경우는 고객 데이터베이스에 고객별 거래기록이 남아 

있으므로 테스트 단계를 거치지 않고도 리스펀스 모델링이 가능하나 신제품을 판매하고자 하는 

경우에는 그 제품에 대한 거래기록이 없으므로 그림1의 우측처럼 랜덤샘플을 추출하여 메일링 

테스트 하는 과정을 거쳐야 리스펀스 모델링이 가능하게 된다. 

그림1로부터 리스펀스 모델링에 의해서 세분화가 이루어짐을 알 수 있는데 모델링에 사용되

는 제반 기법들은 나름대로의 방법으로 세분화를 수행하게 되며 이 경우 세분화별로 고객반응

의 차이가 크다면 좋은 모델링 기법이라고 할 수 있다. 예컨대, 10%의 반응을 갖는 10개의 세

그먼트 보다는 50%의 반응을 갖는 세그먼트 2개와 반응이 0%인 8개의 세그먼트로 나눈 경우

가 잘된 세분화이라고 할 수 있으며 극단적으로  100%의 반응을 보이는 세그먼트 1개와 반응

이 0%인 9개의 세그먼트로 나눈 경우 가장 잘된 세분화라고 할 수 있다 (Kim, J.,1997). 왜냐하
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면 나머지 9개의 세그먼트는 손익분기분석절차에 의해서 마케팅활동을 전개하지 않게 되므로 

이와 관련된 제반비용을 줄일 수 있을 뿐만 아니라 기업의 역량을 한곳으로 집중할 수 있기 때

문이다.  

이러한 세분화의 예상 반응율은 실제로 마케팅을 수행하고 난 후의 결과와 비교되고 다시 

리스펀스 모델에 반영된다. 즉 각 세그먼트별 예상된 반응율이 실제 반응율과 같거나 비슷하다

면 리스펀스 모델은 수정되지 않는다. 그러나 현격한 차이를 보인다면 리스펀스 모델은 그 결과

를 반영하여 수정되거나 다른 기법으로 변경되며 그 결과 고객리스트는 다시 세분화 된다. 이처

럼 리스펀스 모델링은 고객리스트 세분화와 판매예측의 핵심적인 부분이다. RFM, 로지스틱 , 

신경망 등의 기법들은 자신의 방법이 이러한 모델링을 가장 효율적으로 수행할 수 있는 방법이

라고 본다. 

             그림1 리스펀스 모델링 절차 (Zahavi and Levin,1997) 

 

2.2 리스펀스 모델링 기법 

고객 데이타베이스 

활성고객명단 

신제품인가? 

마케팅의사결정 

 무작위 표본의 추출 

테스트 메일의 발송 

반응확인 

 리스펀스모델 구축 

데이터베이스 세분화 

실행단계 

테스트단계 
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리스펀스 모델링을 위해서 많은 기법들이 개발되고 사용되어 왔다. 앞에서 언급한 것처럼 

리스펀스 모델링의 목적은 고객 리스트를 세그먼트별로 고객의 반응의 차이가 크도록, 그리고 

그 결과가 실제 마케팅활동을 수행한 후 나타나는 세그먼트별 반응율과 같거나 또는 비슷하도

록 세분화를 하는 것이다. 리스펀스 모델링을 위해서 사용되는 기법들은 모두 이러한 목적으로 

사용되는 것이며 이에는 앞에서 언급한 바 있는 RFM (Hughes,1998; Wang and Baker,1996), 로

지스틱, 신경망 (Widrow, Rumelhart and Lehr,1994) 이외에도 AID, CHAID (Blattberg and 

Vitale,1986; Magidson,1998), CART,  다중회귀분석 등의 통계적 방법 (Ben and Lerman,1985; 

Berger and Magliozzi,1992; Shepard,1995) 이 사용되고 있으며 실무적으로 RFM과 로지스틱  

그리고 신경망이 사용상의 편리함과 뛰어난 예측력으로 인하여 가장 널리 사용되고 있다 

(Hughes,1998; Zahavi and Levin,1997). 위에서 언급한 기법을 사용하여 실제 데이터를 대상으로 

각 방법들의 효과성을 측정한 여러 논문들이 있으나 그 결과는 상이하다. 또한 고객 리스트전체

를 한가지 방법으로 세분화 한다는 것은 모든 고객이 동일한 방식으로 반응한다는 것을 전제로 

하고 있으므로 이는 합리적 가정이라고 볼 수 없다. 최근에는 이러한 불합리한 가정을 극복함과 

동시에 예측력을 높이고자 여러 기법들을 두 가지 이상의 조합으로 사용하고자 하는 시도가 도

입되고 있다 (Jain and Neg,1997; Zahavi and Levin,1997). 본 연구에서는 이를 결합 리스펀스 모

델이라고 하겠다. J. Zahavi는 상관관계가 낮은 두 방법을 결합하는 경우 어느 한 가지 모델링기

법을 사용했을 때 보다 좋은 결과를 가져올 수 있음을 시사하였고 두 가지 모델을 결합하는 방

법으로 15가지의 휴리스틱 메서드를 제시했다 (Zahavi and Levin,1997). 다음은 Zahavi 가 제시

한 휴리스틱 메서드이다. 

1. Min (Output of M1, Output of M2) 

2. Min (Output of M1, 2*Output of M2) 

3. Min (Output of M1, 3*Output of M2) 

4. Min [SQRT (Output of M1), SQRT (Output of M2)]  

5. Min [SQRT (Output of M1), 2*SQRT (Output of M2)]  

6. Min [SQRT (Output of M1), 3*SQRT (Output of M2)] 

7. Output of M1 + Output of M2 

8. 2*Output of M1 + Output of M2 

9. 3*Output of M1+ Output of M2  

10. 4*Output of M1 + Output of M2 

11. SQRT (Output of M1) + SQRT (Output of M2) 

12. 2*SQRT (Output of M1) + SQRT (Output of M2) 

13. 3*SQRT (Output of M1) + SQRT (Output of M2) 
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14. 4*SQRT (Output of M1) + SQRT (Output of M2) 

15. Upper 50% Output of M1 and Upper 50% Output of M2 

 

그러나 Zahavi의 실험은 상관관계가 낮은 경우 결합 리스펀스 모델링을 이용하여 예측결과

를 개선할 수 있음은 제시 하였으나 상관관계가 낮은 경우 얼마나 예측결과가 개선될 수 있는

지는 보여주지 못하였으며 상관관계가 낮은 방법으로 어떤 방법간의 결합이 있는지도 제시하지 

않았다. 본 연구에서는 RFM을 로지스틱이나 신경망과 상관 관계가 낮은 방법의 하나로 제시하

며 RFM과 다른 두 방법을 결합함으로써 상관관계에 따른 결합효과를 사례분석을 통해서 살펴

보고자 한다. 

 

3. 분석방법론  
 

3.1. 연구에 사용될 모델 

본 연구를 위해서 사용할 리스펀스 모델은 RFM, 로지스틱, 신경망이며 각 모델에 대하여 간

단히 설명하면 다음과 같다. 

 

3.1.1. RFM 

RFM은 Recency, Frequency, Monetary의 이니셜을 따서 만든 명칭이며 다이렉트 마케팅 실

무자들 사이에 30여년 동안 널리 사용되던 모델이다. 여기서 R값은 최근구매 일자를 의미하며 

F값은 일정기간 동안의 구매횟수를 그리고 M값은 일정기간 동안의 구매금액을 의미한다 

(Hughes,1996; Jen,1995; Park,C.,1996). RFM은 이 3가지 변수만으로 고객 데이터베이스를 세분

화하게 되는데 우선 R값에 가장 큰 가중치를 두고 세분화를 수행하고 다음으로 F값, M값 순으

로 가중치를 두고 세분화를 수행한다. 아래 그림 2는 RFM 모델에 의한 세분화의 간단한 예를 

보여주고 있다. 

            그림 2 RFM을 이용한 세분화 
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그림 2에서 고객 데이터베이스는 우선 R값에 의해서 5개의 세그먼트로 나뉘게 되고 이렇게 

나뉘어진 5개의 세그먼트는 F값에 의해서 다시 5개의 세그먼트로 나뉘어진 후 M값에 의해서 

다시 5등분되어 결국 125개의 세그먼트로 분할됨을 알 수 있다. 

 

3.1.2. 신경망 

신경망은 인간의 신경 조직인 뉴런을 모방한 구조를 가지며 그림 3은 신경망의 기본구조를 

보여주고 있다. 그림 3에서 신경망은 입력노드로부터 입력 값을 받아서 그 값과 입력노드와 출

력노드 사이의 연결가중치(Connection Weight)를 곱한 값을 출력노드로 보내면 출력노드는 이렇

게 들어온 입력노드로 부터의 가중 합을 자신을 활성화 함수(Activation Function)로 변환하여 출

력 값을 내게 된다. 이 출력 값은 실제 신경망에 의해서 생성된 값 이므로 이를 목표 값과 비교

하여 차이가 큰 경우 이를 연결가중치를 조절하여 목표 값에 수렴시키는 과정을 거치게 되는데 

신경망에서는 이 과정을 학습과정(Learning Process) 라고 한다 (Rumelhart, Widrow and Lehr, 

1994; Lee,J.,1996). 여러 가지 학습 알고리즘이 있으나 가장 널리 사용되는 학습알고리즘은 

Backpropagation 알고리즘 이며 오늘날 신경망을 사용하는 많은 어플리케이션들은 대부분 이 

알고리즘으로 학습된 것이다 (Rumelhart and McClleland,1986). 

 

 

 

 

 

 

         그림 3 신경망의 기본조직 

 

한편 위와 같은 입력노드와 출력노드로 구성된 단순한 신경망으로는 비선형 문제를 풀 수 

없다는 논리가 제시되면서 비선형 문제를 해결하기 위해 제시된 신경망의 구조가 Multi-Layer 

Perceptron이며 그림 4는 Multi-Layer Perceptron의 구조를 보여준다 (Lee,J.,1996).  

그림 4에서처럼 은닉노드(Hidden Nodes)를 도입함으로써 고객의 반응과 같은 비선형 문제를 

해결할 수 있게 된다. 

   

N-1 

X0 ~ XN-1 : The values of input nodes (between 0 to 1) 

W0 ~ WN-1: Connection weights 

y : Output value (between 0 to 1) 

θ : offset 



한 국 마 케 팅 저 널   제1권 제2호 

1999. 3                               결합리스펀스모델링에  의한 고객세분화  
 

26 

                         그림 4 Multi-Layer Perceptron 의 구조 

 

3.1.3. 로지스틱 리그레션 

로지스틱 리그레션의 개념은 일반 다변량 회귀분석과 다를 것이 없다 (SAS Institute 

Inc,1991). 일반적으로 종속변수가 바이너리 값이나 서수 값처럼 비연속적인 값을 갖는 경우 일

반 회귀선보다는 로지스틱을 사용하는 것이 효과적이라고 한다 (Sung,N.,1996). 로지스틱의 개

념을 이해하기 위해서는 다음과 같은 용어에 대한 이해가 요구 된다. 

l Probability 

l Odds 

l Logit 

l Odds ratio 

l Log Odds 

Odds는 아래식에서 알 수 있는 것처럼 어떤 사건이 발생할 확률이 발생하지 않을 확률에서 

차지하는 정도라고 할 수 있다. 

)1/( ppodds −=  

위식에 자연로그를 취하면 아래식이 유도되며 이 값을 로짓이라고 한다. 

)1ln()ln()1/ln()ln( ppppyes −−=−=  

로지스틱은 위에서 구해진 로짓 값을 회귀선의 종속변수로 사용한다. 따라서 로지스틱의 회

귀선은 다음과 같이 표현될 수 있다 (Jeon,C., Jung,M. and Lee,H.,1998; Shepard,1995). 

 

Xppit 10)1/ln(log ββ +=−=
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회귀선이 구해진 후에 로짓 값은 아래식처럼 Exponential Function에 의해서 다시 확률 값으로 

변환되는데 이 확률 값은 고객을 평가하는 수치로 해석된다. 

   

3.2. 실험방법 

결합 리스펀스 모델링에 관한 Zahavi의 실험은 로지스틱과 신경망을 이용한 것이며 결합방

법은 위에서 제시한 15가지 휴리스틱 메서드 였으며 순서를 고려하지 않았다. 그러나 위의 15

가지 방법 중에서 1, 4, 7, 11 번은 결합순서에 상관없이 같은 결과를 가져오나 나머지 방법들은 

결합순서에 따라 서로 다른 결과를 가져온다. 따라서 결합순서를 고려하는 경우 다음과 같은 

11개의 결합방법이 추가 되어야 한다. 

16. Min (Output of M2, 2*Output of M1) 

17. Min (Output of M2, 3*Output of M1) 

18. Min [SQRT (Output of M2), 2*SQRT (Output of M1)]  

19. Min [SQRT (Output of M2), 3*SQRT (Output of M1)] 

20. 2*Output of M2 + Output of M1 

21. 3*Output of M2+ Output of M1  

22. 4*Output of M2 + Output of M1 

23. 2*SQRT (Output of M2) + SQRT (Output of M1) 

24. 3*SQRT (Output of M2) + SQRT (Output of M1) 

25. 4*SQRT (Output of M2) + SQRT (Output of M1) 

26. Upper 50% Output of M2 and Upper 50% Output of M1 

 

또한 Minimun을 선택하는 방법인 1 ~ 6 번의 경우는 수치가 작을수록 우선순위가 높은 것으

로 평가 하였는데 본 연구의 결과에 의하면 우선순위를 큰 수에 두는 경우가 훨씬 뛰어난 예측

을 하는 것으로 평가되었다. 따라서 본 연구에서는 이러한 문제점을 보완하여 3가지 서로 다른 

결합모델( RFM+신경망, 신경망+로지스틱, 로지스틱+RFM)에 대하여 결합순서를 고려한 위의 

26가지의 결합방법에 대해서 분석했으며 1 ~ 6 번의 방법에 대해서는 큰 수에 우선순위를 두고 

평가하였다. 또한 신경망과 로지스틱이 확률 값을 산출해 내는 반면 RFM은 순서 값(Ordinal 

Value)을 갖게 되므로 이를 해결하기 위해  RFM의 각 value를 상응하는 랜덤 확률 값으로 변

환했는데 이는 확률 값으로 변환된 후에도 같은 순서를 그대로 유지함으로 합리적 방법이라고 

할 수 있다. 

 

3.3.  분석절차 

)).exp(log1/()exp(log ititp +=
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본 연구의 사례 분석을 위해서 사용할 자료는 C골프클럽의 3개월간의 거래자료 및 고객 

1580명의 신상자료이며 자료를 구성하고 있는 총변수의 수는 27개이다. 이들 27개의 변수 중에

서 리스펀스 모델의 입력값으로 선택된 변수는 각 모델별로 다음과 같다.  

 

l RFM 

RFM 방법에 입력 값으로 제공된 변수는 최근구매일자(R), 3개월간의 구매횟수(F), 3개월간의 

구매금액(M) 이다. 우선 고객 데이터베이스는 R값에 의해서 5등분되었으며 이렇게 분할된 5개

의 각 세그먼트는 F값에 의해서 2등분되고 그리고 다시 M값에 의해서 2등분됨으로써 최종적으

로는 세그먼트 522부터 111까지의 20개의 세그먼트로 분할되었다. 물론 RFM 방법에서는 세그

먼트 522를 가장 반응율이 좋을 것으로 기대하나 이 세그먼트 속하는 고객들의 차이는 표현하

지 못한다. 즉 RFM은 세그먼트 단위의 출력 값을 산출하며 동일한 세그먼트에 속한 고객은 동

일하게 평가된다. 다른 모델들이 고객개인별 반응을 확률의 형태로 표현함에 비하여 RFM은

522, 521, 322 등의 서수 값을 각 세그먼트에 부여하기 때문에 다른 모델과 결합에 문제가 된

다. 이러한 문제를 해결하기 위해서 RFM에 의해서 나누어진 각 세그먼트에 이에 상응하는 확

률 값을 부여할 필요가 있다.  

본 연구에서는 0에서 1사이의 값을 20등분하여 각 세그먼트의 우선순위에 따라 차등있게 랜

덤 확률 값을 부여하였다. 즉 세그먼트 522에는 0.95 ~ 1 사이의 확률 값을 랜덤하게 부여했으

며 세그먼트 521 과 520 에는 각각 0.90 ~ 0.95와 0.85 ~ 0.90 사이의 확률 값을 랜덤하게 부여

하였고 이런 절차는 마지막 세그먼트인 세그먼트 111에 까지 적용되었다. 이처럼 세그먼트별로 

차등적인 랜덤 확률 값을 부여하는 것은 동일한 세그먼트에 속하는 고객은 동일하게 평가한다

는 RFM 방법의 메커니즘을 그대로 유지한다. 

 

l 신경망과 로지스틱 

신경망과 로지스틱의 입력 값으로는 나이, 골프장과 거주지사이의 거리, 직업, 소득, 회원 가

입일, 회원권 명의변경일의 6개 변수가 공통적으로 사용되었으며 신경망과 로지스틱은 이 입력 

값을 받아서 고객이 상위 20%내에 들어갈 확률 값을 각 고객별로 산출한다. 특히 신경망의 경

우 신경망의 구조에 따라서 매우 상이한 결과를 산출하기 때문에 수많은 신경망을 만들어 놓고 

이를 학습 데이터 셋에 적용한 후 가장 효율적이라고 판정된 신경망을 선택하는 것이 일반적이

나 최적화된 신경망을 찾는 것이 연구의 목표가 아니므로 본 연구에서는 150개의 신경망을 구

성한 후 학습 데이터 셋에서 가장 좋은 결과를 나타낸 신경망 (6개의 입력노드, 10개의 은익노

드 1개층, 1개의 출력노드) 을 선택하였다.  

사례분석을 위한 중요한 하나의 가정은 고객의 반응에 관한 가정이며 본 사례에서는 매출액 

상위 20%의 범위 안에 드는 고객을 반응한 고객으로 본다는 것이다. 따라서 각 모델의 성능은 

매출액 상위 20%안에 드는 사람들을 얼마나 정확히 구분해 내는 가로 결정된다. 분석 대상자료
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는 동일한 크기의 학습 데이터와 테스트 데이터로 랜덤하게 나누어졌으며 다음과 같은 절차를 

거쳐서 진행되었다. 

1. 학습 데이터 셋 분석 

절차1. 각 방법을 독자적으로 사용하는 경우 학습 테이터 셋에 적용한 결과를 산출한다. 

절차2. 절차1의 결과로부터 각 방법의 상관 관계를 도출한다. 

절차3. 학습 데이터 셋에 대해서 26가지 결합방법을 적용한 결과를 산출한다. 

절차4. 절차1번의 결과와 절차3번의 결과를 비교한다. 

절차5. 절차 4번의 비교를 통해서 예측력이 가장 뛰어난 것으로 판명된 결합 리스펀스 모델

을 선정한다. 

2. 테스트 데이터 셋 분석 

절차6. 각 방법을 독자적으로 테스트 데이터 셋에 적용한 결과를 산출한다. 

절차7. 절차5에서 선택된 결합 리스펀스 모델을 테스트 데이터 셋에 적용한 후 결과를 산출 

한다. 

절차8. 절차6과 절차7의 결과를 비교하여 결합 리스펀스 모델의 개선효과를 확인한다. 

그림 5는 이상과 같은 절차를 도식화하여 보여주고 있다. 

                 <학습 데이터 셋>                   <테스트 데이터 셋> 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                  그림 5 사례분석 절차 
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각 모델을 단독으로 

 적용한 결과 산출 

26 가지 결합방법을 

적용한 결과 산출 

결합모델의 성능평가 

모델간의 상관계수 

 산출 

학습 데이터셋의 결과와 

테스트 데이터셋의 결과

비교 

단독 적용시의 결과와 

26가지 결합결과 비교 
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4. 사례분석 
 

4.1. 학습 테이터 셋 분석 

본 연구에서 제시한 분석절차와 이에 따른 결과는 다음과 같다. 표2는 절차1에 의해서 각 

방법을 독자적으로 학습 데이터 셋에 적용한 결과를 보여준다. 

 

          표2. 절차1의 결과 

Methods Correct Incorrect Percent 

RFM 78 80 49 

NN 87 71 55 

Logistic 61 97 39 

 

결합 리스펀스 모델을 사용하지 않는다면 위의 결과로부터 신경망을 선택함으로써 가장 좋

은 예측결과를 얻게 될 것으로 기대하게 된다. 표3은 절차2에 의해서 구해진 각 방법간의 상관

관계이다. 

 

          표3. 절차 2의 결과 

Methods RFM NN Logistic 

RFM 1 0.32 0.27 

NN 0.32 1 0.62 

Logistic 0.27 0.62 1 

 

위의 표로부터 RFM과 로지스틱의 상관관계가 가장 낮으며 신경망과 로지스틱은 상대적으

로 높은 상관관계가 있음을 알 수 있다. 표4는 각 결합모델을 학습 데이터 셋에 적용한 결과를 

요약한 것이다. 

 

        표4. 학습 데이터 셋에서의 결합결과 요약표 

결합순서 개선된 결과 개선되지 않은 결과 

RFM, NN 26 0 

RFM, Logistic 20 6 

NN, Logistic 1 25 

합계 47 31 
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위의 결과로부터 RFM과 신경망을 결합하는 경우 모든 결과는 각 모델을 단독 적용 할 때 

55% 적중률을 보임으로써 상대적으로 우수한 모델로 판정된 신경망보다 좋은 결과를 가져오는 

것을 알 수 있다. 그러나 RFM과 로지스틱을 결합하는 경우 상관관계가 가장 낮음에도 불구하

고 6개의 결과는 단독 적용시에 상대적으로 좋은 결과를 보인 RFM (49%) 과 비교할 때 개선효

과가 전혀 없거나 오히려 나쁜 결과를 초래하였다. 이러한 결과는 낮은 상관관계가 결합모델의 

개선효과를 보증하는 것은 아니라는 사실을 잘 보여준다. 신경망과 로지스틱을 결합한 경우는 

한 개의 결과만이 개선되었음을 보여주는데 이는 신경망과 로지스틱 사이의 높은 상관관계 때

문에 나타난 결과라고 볼 수 있다. 학습 데이터 셋의 결과로부터 다음과 같은 결론을 추론할 수 

있다. 

 

1. 단독모델을 사용하고자 하는 경우 55% 의 적중률이 예상되는 신경망이 선택될 것이다 

2. 결합모델을 사용하고자 하는 경우 RFM과 신경망을 결합방법 2번에 의해서 결합하여 사

용할 것이다. 왜냐하면 이 경우 최상의 결과 (75% 의 적중률)를 보이기 때문이다. 

3. 상관관계가 낮은 두 모델을 결합하는 것이 개선효과를 보증하지는 않는다. 결합방법에 따

라서 나쁜 결과를 초래할 수도 있다. 

 

4.2. 테스트 데이터 셋 분석 

 

표5은 절차6에 의해서 각 방법을 독자적으로 테스트 셋에 적용한 결과를 나타내고 있는데 

RFM과 로지스틱은 학습 데이터 셋에서의 결과와 비슷한 결과를 보여주는 반면에 신경망의 경

우는 학습 데이터 셋으로 부터의 기대치인 55%에 훨씬 못 미치는 결과를 보여주고 있다. 이는 

신경망이 오버핏팅된 결과 일수도 있으나 본 연구의 목적이 최적화된 신경망을 찾는 것이 아니

라 각 방법의 상관관계에 따른 결합효과를 보여주는 것이므로 신경망의 최적 네트웍을 찾기 위

한 더 이상의 노력은 생략하였다. 

            

             표5. 절차6의 결과 

Methods Correct Incorrect Percent 

RFM 79 79 50 

NN 57 101 36 

Logistic 57 101 36 

 

표6은 테스트 데이터 셋에서의 각 모델간의 상관관계를 보여준다.  
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             표6. 테스트 데이터 셋에서의 상관관계 

Methods RFM NN Logistic 

RFM 1 0.29 0.33 

NN 0.29 1 0.66 

Logistic 0.33 0.66 1 

 
테스트 셋에서의 상관관계는 학습 셋에서의 상관관계와 거의 비슷한 결과를 보여주고 있다. 

학습 셋에서 RFM과 로지스틱이 가장 낮은 상관관계를 나타냈던 반면에 테스트 셋에서는 RFM

과 신경망이 가장 낮은 상관관계를 갖는 것으로 나타났으며 신경망과 로지스틱은 오히려 조금 

높아진 상관관계를 보여주고 있다.  표 7은 26가지의 결합방법을 테스트 데이터 셋에 적용한 

결과를 요약한 것이다. 

 

           표7. 테스트 데이터 셋에서의 결합결과 요약표 

결합순서 개선된 결과 개선되지 않은 결과 

RFM, NN 19 7 

RFM, Logistic 20 6 

NN, Logistic 24 2 

합계 63 15 

 

테스트 데이터 셋에서 가장 낮은 상관관계를 갖는 것으로 나타난 RFM과 신경망을 결합한 

경우 7개의 결합방법은 두 모델 중 테스트 데이터 셋에서 상대적으로 좋은 결과를 산출할 것으

로 기대되는 RFM (50%의 적중률)보다 나쁜 결과를 가져오는 것으로 판명되었으며 RFM과 로

지스틱을 결합하는 경우도 6가지 결합방법은 RFM을 단독으로 사용하는 경우보다 나쁜 결과를 

보였다. 이는 결합되는 모델간의 상관관계가 낮다고 해서 무조건 좋은 결합효과를 기대할 수는 

없다는 것을 의미한다. 마지막으로 비교적 높은 상관관계를 갖는 두 모델인 신경망과 로지스틱

을 결합한 경우 학습 데이터 셋의 결과와는 달리 거의 대부분의 결과가 개선 되었으나 그 개선

효과는 5% 미만의 매우 미미한 개선임으로 결합의 효과가 뚜렷하다고는 말할 수 없는 수준의 

개선이었다. 테스트 데이터 셋에 26가지 결합방법을 적용한 결과는 부록에 표11, 표12, 표13으

로 별도 첨부하였다. 테스트 데이터 셋의 결과로부터 다음과 같은 결론을 추론할 수 있다. 

1. 단독모델을 사용하고자 하는 경우 50% 의 적중률이 예상되는 RFM이 선택될 것이다 

2. 결합모델을 사용하고자 하는 경우 RFM과 신경망을 결합방법 3번에 의해서 결합하여 사

용할 것이다. 왜냐하면 이 경우 최상의 결과 (69% 의 적중률)를 보이기 때문이다. 

3. 상관관계가 낮은 두 모델을 결합하는 것이 개선효과를 보증하지는 않는다. 결합방법에 따

라서 나쁜 결과를 초래할 수도 있다. 
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학습 데이터 셋에서의 결과와 테스트 데이터 셋에서의 결과를 종합해 볼 때 상관관계가 낮

은 두 모델을 결합하여 사용하는 결합 리스펀스 모델이 단독모델을 사용하는 경우 보다 많은 

경우에 있어서 좋은 결과를 산출할 수 있음을 확인할 수 있었다. 그러나 이러한 개선효과는 상

관관계 뿐만 아니라 결합방법에 의해서도 크게 영향을 받으며 결합방법에 따라 단독모델을 적

용할 때 보다 나쁜 결과가 생성될 수 있다는 사실도 확인 할 수 있었다. 그러나 학습 데이터 셋

과 테스트 데이터 셋에서 동시에 좋은 결과를 보인 모델과 결합방법을 선택하는 것은 단독모델

의 예측력을 크게 개선시킬 수 있는 좋은 대안이 될 수 있을 것이다. 예를 들면 RFM과 신경망

을 2번의 결합방법으로 결합하는 경우 학습 데이터 셋과 테스트 데이터 셋에서 모두 37% 정도

의 개선효과를 확인 할 수 있었다. 

 

5. 결론 및 향후 연구방향 
 

본 연구를 통해서 다이렉트 마케팅분야에서 실무적으로 가장 널리 쓰이는 방법이라고 할 수 

있는 RFM 방법이 신경망이나 로지스틱과 상관관계가 매우 낮은 방법임을 확인할 수 있었다. 

이는 RFM 방법이 신경망이나 로지스틱이 모델링을 위한 변수로 사용하는 것과 RFM 방법이 

모델링을 위해서 사용하는 변수와 그 변수를 이용한 모델링 방법이 서로 다르기 때문에 필연적

으로 발생하는 결과라고 할 수 있다. 또한, 본 연구에서는 리스펀스 모델링 기법으로 가장 많이 

쓰이는 세가지 방법인 RFM, 신경망, 로지스틱을 단독으로 사용하는 경우와 결합하여 사용하는 

경우로 비교함으로써 다음과 같은 사실을 확인 할 수 있었으며 이 사실들은 연구목표에서 제시

했던 4가지 질문에 대한 답변이라고 할 수 있다. 

 

첫째,  RFM은 신경망이나 로지스틱과의 상관관계가 매우 낮은 방법이다. 

둘째,  RFM은 로지스틱이나 신경망이 사용하는 변수와는 다른 변수들을 사용하며 모델링 

알고리즘이 그들과 달라 결합하는 경우 상관관계를 낮출 수 있다. RFM은 소비자행동에 입각한 

경험적 세분화 방법이며 신경망과 로지스틱은 실제 값과 목표 값 사이의 차이를 최소화 하고자 

하는 방법이라고 할 수 있다. 

셋째, 낮은 상관관계가 개선효과를 보장하는 것은 아니다. 결합방법에 따라서 나쁜 결과를 

초래할 수도 있다. 

넷째,  상관관계가 낮은 두 방법을 결합하는 경우 대부분의 결과는 상당히 개선된 결과를 보

여주었으며 본 논문의 실험에서는 최대 37%의 개선효과를 확인할 수 있었다. 

 

그러나 본 연구는 어떤 결합방법이 왜 좋은 결과를 가져오는지는 설명하지 못하고 있으며 

따라서 본 연구의 결과 좋은 결합방법으로 나타난 결합 리스펀스 모델을 다른 데이터 셋에 적

용하는 경우에도 마찬가지로 좋은 결과를 가져온다고는 말할 수 없다. 또한 이러한 결합방법은 

본 연구에서 제시된 방법 외에도 수 많은 방법이 있을 수 있으며 각 데이터셋 마다 여러 가지 
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결합방법을 적용해본 후에 좋은 결과를 기대할 수 있는 하나의 방법을 선택하여 사용하여야 할 

것이다. 만일 어떠한 데이터셋에도 공통적으로 적용할 수 있는 결합방법을 제시 할 수 있다면 

이는 한층 더 진일보한 결합 리스펀스 모델이 될 것이다.  
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