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요 약

본 논문은 희귀신경망을 이용한 음성인식에 관한 연구이다. 예측형 신경망으로 음절단위로 모델링한 후 미지의 입력음 

성에 대하여 예측오차가 최소가 되는 모델을 인식결과로 한다. 이를 위해서 예측형으로 구성된 신경망에 음성의 시변성을 

신경망 내부에 흡수시키기 위해서 희귀구조의 동적인 신경망인 회귀예측신경망을 구성하고 Elman과 Jordan이 제안한 회 

귀구조에 따라 인식성능을 서로 비교하였다. 음성DB는 ETRI의 샘돌이 음성 데이터를 사용하였다. 그리고, 신경망의 최적 

모델을 구하기 위하여 예측차수와 은닉충 유니트 수의 변화에 따른 인식률의 변화와 문맥층에서 자기회귀계수를 두어 이 

전의 값들이 문맥충에서 누적되도록 하였을 경우에 대한 인식률의 변화를 비교하였다• 실험결과, 최적의 예측차수，은닉층 

유니트수, 자기회귀계수는 신경망의 구조에 따라 차이가 나타났으며, 전반적으로 Jordam망이 Elman망보다 인식률이 높았 

으며, 자기회귀계수에 대한 영향은 신경망의 구조와 계수값에 따라 불규칙하게 나타났다.

ABSTRACT

In this paper, we investigates a reliable model of the Predictive Recurrent Neural Network for the speech recognition. 

Predictive Neural Networics are modeled by syllable units. For the given input syllable, then a model 心ch gives the 

minimum prediction errOT is takm as tiie xecognitioa result The Predictive Neural Networic which has the structure of 

recurrent netwcxk was composed to give &e dynamic feature of the speech pattern into the network. We have compared 

with the recognition ability of the Recurrent Neural Network proposed by Elman and Joidan. ETRI's SAMDORI has been 

used for the speech DB. In order to find a reliable model of neural networks, the changes of two recognition rates were 

compared one another in conditions of: (1) changing prediction order and the number of hidden units; and (2) 

accumulating previous values with self^loop coefficient in its context The result 아lows that the optimum prediction order, 

the number of hidden units, and self-loop coefHcient have differently responded according to the structure of neural 

network used. However, in general, the Jordan's recurrent network shows relatively higher recognition rate than Elman's. 

The effects of recognition rate on the self-loop coefficient were variable according to the structures of neural network and 

their values.

I. 서 론

최근 다양한 구조의 신경망으로 패턴인식, 시스템 모 

델링, 비선형 예측둥과 같은 분야에 널리 사용되고 있다. 

특히 MLP는 정적패턴의 인식에는 우수한 성능을 보이지 

만, 음성과 같이 시간에 따라 특성이 변화하고 동일화자 

라도 발성속도에 따라 시간축 길이가 다른 동적 패턴의 

인식에는 적합하지 못하였다. 따라서 이러한 시계열 동적 

패턴을 음성인식에 적용하기 위한 몇 가지 신경망이 제 

안되었다.

정적인 패턴분류를 위해서는 주로 정적구조의 MLP를 

사용하여 구성하며, 메모리가 없는 처리요소를 사용한다.

MLP는 패턴을 분류하기 위한 임의의 식별곡선을 형성할 

수 있을 뿐만 아나라, 오류역전파(Error Back-Propagation) 

라는 강력한 학습규칙이 존재하기 때문에 많은 분야에서 

뛰어난 성능을 발휘하고 있다. 반면에 음성과 같은 시계 

열 동적 패턴인 경우에는 동적 신경망으로 망 내부에 어 

떠한 형태로든 메모리를 갖게 하여서 과거의 이력이 현 

재의 출력에 영향을 주게 하여 입력신호의 문맥을 학습 

할 수 있도록 하여야 한다. 이것은 다시 전향^ 의한 것 

과 회귀에 의한 것으로 나뉘어지며, 널리 알려진 

TDNN(Time-Delay Neu血 Network)의 경우는.전자에 해 

당한다. TDNN은 MLP로 구성된 전향 신경망에 시간지연 

개념을 도입한 것으로서 음소인식 및 신호예측에 적용한 

예가 보고되고 있다. 이와 유사한 것으로 최근에 보고된 

ATNN(Adaptive Time-Delay Neural Network)■& TDNN°1 

고정된 지연을 갖고 있음에 착안하여 가변지연을 구현한 



회귀신경망을 이용한 음성인식에 관한 연구 63

것으로서 신호예측에 적용하여 TDNN보다 향상된 결과를 

얻고 있다何

이와는 다르게 회귀신경망으로 동적 신경망을 구성할 

경우에는 출력층과 은닉충의 활성화 값을 회귀시키는 구 

조를 취하여 메모리를 구성하고 있다. 회귀신경망은 Hop- 
field망12'을 효시로 하여 Jordan망1叫과 Elman啰'이 대표적 

이며, 이를 일반화시킨 Williams-Zipser망51을 비롯한 많 

은 종류가 있다.

본 논문에서는 다양한 길이를 가진 음성과 같은 동적 

패턴의 인식을 위해서 예측신경망世edictive Neural Network) 

과 회귀예측신경망(Predictive Recurrent Neural Network) 
을 구성하여 패턴예측기로 사용하고 숫자음에 대한 인식 

결과를 CHMM에 의한 인식결과와 비교하여 각 신경망 

모델에 대한 인식성능을 서로 비교하였다.19"미

II. 예측신경망⑹⑺

그림 1은 MLP에 의한 음성패턴의 예측기를 보여 주 

고 있다. 입력유니트에 음성특징벡터 为一匸. . 을 순 

차적으로 입력시킴으로서 예측된 특징벡터 翁를 출력하 

도록 하는 것이다. 7는 음성특징벡터의 프레임 번호를 

나타내며, 다층 신경망의 입출력간의 관계는 식(1), (2)와 

같다.

xt= wQht (2)

여기서, w飢叽 • • ,，糾온 가중치 행렬을 나타내며' 知 

는 은닉충의 출력벡터,/【分는 시그모이드함수로 벡터 X 

의 각 요소에 대한 출력을 결정한다.

신경망의 학습규칙은 BP 알고리즘을 이용하였으며, 예 

측된 특징벡터인 分는 입력되는 음성특징벡터와 비교하 

여 이의 유클리디안 거리의 자승인 lx-xt\ 2°1 예측 

오차값이 된다. 인식결과는 이러한 예측오차값의 평균이 

최소가 되는 모델로 한다.

회귀신경망은 회귀 구조에 따라 여러 가지 형태가 있 

으며, 학습 알고리즘도 시간에 따라 오차역전파 학습, 

RTRL(Real-Time Recurrent Leaning)'”등이 있다. 또한 

회귀형태에 따라 출력충의 활성치를 회귀시키기 위해 문 

맥충을 마련한 Jo噸망以과' 은닉충의 활성치를 희귀시키 

기 위해 문맥충을 마련한 Elman망可등이 있다.

3.1 Eknan형 회귀예측신경망
그림 2는 Ehnan형 회귀예측신경망의 구조를 나타내고 

있다. 이 신경망은 입력충과 출력충 사이에 은닉층을 삽 

입하고, 은닉충의 모든 유니트는 문맥층으로 회귀연결되 

는 다층구조이다. 출력층에는 선형출력함수, 은닉층에는 

비선형함수인 시그모이드 함수를 사용한다.

그림 2. Ehnan형 회귀예측신경망
Fig. 2. Elman Predictive Recurrent Neural Network.

ST= |s(l),….s(T)| 를 음성의 발성시간，동안의 

음성패턴이라 할 때、3) = "心),“・,珈(们는 시각 问 

서의 N차원의 특징벡터이다. 시각 C에서의 교사벡터를 

s(f) 라 할 때 예측차수가 경우, 입력벡터

x(£) = 区(力,(如는 s(f—1), …, s(t—C의 r 

개의 벡터를 연결한 벡터이다. 은닉충의 전체입력값들로 

이루어진 벡터를 n(d-[W1(f), -,nM 은닉충의 출 

력벡터를 h(t)-S(f),…，标(t)], 출력충의 출력벡터를 

•••，。泰£)1라 하면, 교사벡터 心)에 대한 

예측벡터 5(f)는 출력벡터 o(t)와 같다. n(d, h(f). 

。3)의 i, A번째 성분 唳f), 知3,。*(£)는  각각 다음과 

같다.

勺(£)=旗 i=l,…,H+M

姒。=丿侦冏) ,/f (3)

그림 1. MLP 예측신경망
Fig. 1. MLP Predictive Neural Network. 

아(£)= 切"矽) 鶴 =1l.N

III. 회귀예측신경망®

입력층 유니트에서 /번째 은닉충여기서 Wire /번째

유니트로의 연결 가중치이고, “%는，번째 은닉충 유니트 
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와 硯째 출력충 유니트로의 연결 가중치이다. 人)는 시 

그모이드 함수를 나타낸다.

그리고 召3는 시각 /에서 입력벡터 X。)와 시각 

f—l에서의 은닉충의 출력벡터 h(f—l)를 연결한 

H+N차원 벡터의 f번째 성분이다.

z«) = [^l(d ,

=[^!(<- D.—.Aj/f- l),Xi(d,—,Xjv,(d] (4)

= [Ci(/),—.c^d.x/d.—.xjvXd]

여기서, GU)는 문맥층의 벡터를 나타낸다.

시각，에서 교사벡터와 출력벡터 사이의 누적예측오 

차는 다음과 같다. .

人f)=4 言[아(垣2 (5)

여기서, e*(f)  = s*(t)  — 云 (f) = s*(t)- 아 (t) 는 *번째 

유니트의 예측오차, 즉 교사값과 실제 출력값 사이의 오 

차를 나타낸다.

한편, 신경망 학습이 시작시각 而에서 시작하여 최종 

시각 7에서 종료된다고 가정하면，최종누적 예측오차 E 

는 다음과 같다.

E=，切《) (6

예측오차 궤적을 최급강하법에 적용하면 가중치벡터, 

W는 의 음(negative)의 값으로 수정되어진다. 이 기울 

기는 각 단계마다 예측오차 궤적을 따라 의 값을 

누적함으로 계산되어진다. 신경망에서 어떤 특정 가중치 

凹와 에 대한 전체 가중치 변화는 다음과 같다•

△ 岫)= - a 으씮 = a 爵心)-읔씂 ⑺

△ £)= — a 응鷲 = a e(  f) o/ f) h 、f) (8)* *

여기서 a는 학습률을 나타낸다. .

신경망의 초기상태는 가중치에 대해서 함수적으로 독 

립이라고 가정하기 때문에 초기조건식은 다음과 같다.

그•리고 회귀조건식은 다음과 같다.

하伏 t+1)
dwa

=广( M t))[客3扩쯯쓶+福 2X 分 ] (10)

그러므로 각 시각 闵 대해서 가중치 변화식은 아래 

와 같다.

味 <+!)= Wy,<d+ (11)

f + 1) = W#、D f) (12)

3.2 Jordan형 회귀예측신경망
JoiHam형 회귀예측신경망의 구조는 출력충의 모든 유 

니트가 문맥충으로 회귀연결되는 구조이다. 그리고 그림3 

문맥충에 회귀계수를 적용한 Jordam형 희귀예측신경망의 

구조를 나타내고 있다.

그림 3. Jordam형 회귀예측신경망
Fig. 3. Jordan Predictive Recunent Neural Network.

문맥층에서 회귀계수를 적용하는 수식은 식(13)과 같다.

GU+D = 心J) + 0언)

=“((“8-1) - 0//-D) + 0団 (13)

=玄“-03 (G(0) = 0)
r=0

여기서, “는 자기희귀계수이며。~1사이의 값을 설정한다.

IV. 인식실험 및 조건

4.1 음성 DB 및 분석조건

숫자음 데이타는 ETRI의 샘돌이 데이타중에서 “영，일, 

이삼/육,칠,팔,구” 10개의 음성을 사용하였다. 이는 

남성화자 20명이 10개 숫자음을 4회 발성한 총 800개의 

데이터중에서 처음 3회분은 학습용(600개)으로 나머지 1 
회분은 평가용(200개)으로 사용하였으며 분석조건은 표1 

과 같다
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표 1. 음성데이타의 분석조건
Table 1. An쇼ysis method of speech data.

Filtering LPF, 7KHz
A/D 데이터 16KHz, 16bit, signed
프레임 간격 3.75 ms
분석창 길이 16 ms

특징 파라메터 10 차 LPC Melcepstrum

4.2. 예측차수에 따른 패턴의 설정

그림 4는 예측차수에 따라 입력패턴과 교사패턴을 설 

정하는 방법을 나타낸다. 처음과 마지막 프레임이 교사 

패턴과 입력패턴으로 참여할 수 있게 하기 위해서 처음 

과 마지막 프레임을 복사하여 패턴을 설정한다. 이러한 

전후 프레임에 대한 패턴설정 방법의 차이에 따라서도 

인식률에 큰 변화가 있음이 보고되어 있다.'"'

이와 같이 설정되어진 패턴은 한 프레임씩 순차적으로 

이동하면서 전음절구간에 대하여 신경망의 입력패턴과 

교사패턴으로 사용된다.

그림 4. 예측차수에 따른 패턴 설정 방법

Fig. 4. Extension of patten according to prediction order.

4.3 인식실험

신경망의 구조는 예측차수가 1차, 2차, 3차, 4차 일때 

입력충은 각각 10, 20, 30, 40 유니트로 하은닉층은 

5,10,15,20 유니트로 변경하면서 실험하고 출력충은 10 

유니트로 하여 한 프레임을 예측하도록 하였다. 그리고 

회귀 연결한 Eknan형과 Jordaii형 모두 문맥충에서 회귀 

계수를 적용한 경우의 실험을 추가하였다.

[방법 1] MLP 예측신경망
[방법 2] Jo噸형 희귀예측신경망

[방법 3] Elman형 회귀예측신경망
[방법 4] Joi紀m형 회귀예측신경망

+ 문맥층에 회귀계수 적용

[방법 5] Elman형 회귀예측신경망
+ 문맥충에 희귀계수 적용

이들 신경망 모델은 각 입력에 대한 교사패턴을 그 다 

음의 프레임으로 설정하고 예측궤적을 학습한다. 매 순간 

의 회귀입력은 음성의 시변성에 따라 결정되고 예측오차 

는 매 순간마다 누적된다. 인식실험은 모든 네트워크들에 

입력을 인가하여 평균예측오차가 가장 최소가 되는 모델 

을 인식결과로 하였다.

V. 실험결과 및 고찰

실험결과 평가용 데이터에서 CHMM은 5상태 4출력분 

포의 경우 99.0%(198/200)로 인식하였다. Jgy형 회귀 

예측신경망은 자기희귀계수를 설정하지 않은 경우 은닉 

충 유니트 20, 예측차수 4차에서 98.5%(197/200), 자기회 

귀계수를 설정하였을 경우에는 "가 0.4이고 은닉충 유니 

트수 20, 예측차수 3차에서 99.0%(198/200)으로 CHMM 

과 같은 인식결과를 나타내었다.

각 신경망 모델에 따른 인식성능은 예측차수와 은닉층 

유니트의 개수에 따라 불규칙적인 변화를 보였다. 은닉충 

의 변화에 대해서 MLP 예측신경망과 Jordam형 회귀예측 

신경망은 은닉충의 유니트 수가 증가함에 따라 인식률이 

향상되었다. 이것은 은닉층의 과도적인 정보가 문맥층으 

로 회귀되어 현재의 예측에 반영하는 Elman형 구조보다 

는 이전 출력충의 예측된 정보가 회귀되어 현재의 예측 

에 반영하는 Jordm형 :구조가 신경망의 예측능력 향상에 

유리하기 때문인 것으로 사료된다. 그러나 예측차수의 증 

가에 따라서는 두드러진 인식률의 향상을 보이지 않았다.

자기회귀계수의 변화에 따른 인식률은 신경망의 모델에 

따라 불규칙하였다. 그러나나 전반적으로 자기회귀 계수값 

이 0쇼인 경우는 Ehnan망에서 우수하였으며, 자기희귀 계수 

값이 0.5인 경우는 Jordan망에서 우수한 인식률을 보였다.

표 2. CHMM에 의한 숫자음 인식를(%)

2. Recognition rate of Predictive Neural Network.

표 3. MLP 예측신경망 인식결과[%]

Table. 3. Recognition rate of CHMM for isolated digits.

상태수 학습 평가

4 98.7 98S
5 100.0 99.0
6 993 98.0
7 99.8 98.0

예측차수 1 2 3 4

은닉충수 5 10 15 20 5 10 15 20 5 10 15 20 5 10 15 20

학습 89.6 97.0 98.0 975 89.2 97.2 98.8 99.3 89.5 98.5 98.7 99.5 90.3 97.8 99.3 97.8

평가 86.0 94.5 96.0 96.0 88.5 94.0 98.0 97.0 88.0 97.0 97.5 97.5 89.0 96.5 96.0 95.0
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표 4. 자기회귀계수를 적용하지 않은 회귀예측신경망 인식결과 

Table 4. Recognition rate of Recurrent Predictive Neuial Network.

예측차수 1 2 3 4

은닉충수 5 10 15 20 5 10 15 20 5 10 15 20 5 10 15 20

학습

Jordan 885 985 98.0 985 88.3 97・2 98.7 99.2 90.2 98.3 98.5 99・2 90.0 97・2 99.5 99.7

Elman 875 96.8 98.7 98.0 87.3 96.8 98.7 99.0 90.0 97.2 99.0 99.0 905 9&2 98.3 99.3

평가
Jordan 885 97.0 95.0 965 87.0 93.0 97.0 97.5 875 955 97.0 97.0 87.5 945 95.0 985

Elman 87.0 913 945 93.0 87.0 94.0 95.5 95.0 89.0 95.5 955 94.Q 885 97.5 955 95.0

표 5. 희귀예측신경망 인식결과]%] ("-0.4)
Table 5. Recognition rate of Recurrent Predictive Neural Network (^-0.4).

예측차수 1 2 3 4

은닉충수 5 10 15 20 5 10 15 20 5 10 15 20 5 10 15 20

학습

Jordan 885 872 932 94.5 90.2 93.8 95.3 95.7 89.8 96.7 985 99.0 91고 99.0 99.7 99.7

Flman 865 96.0 98.3 97.8 89.3 9&2 98.8 98.8 893 97.3 97.7 98.7 91.0 98.0 99.5 99.2

평가

Jordan 87.0 87.0 915 975 87S 95.0 94.0 97.0 885 95.0 97.0 99.0 88.0 975 955 97.0

fHman 87.0 93.0 98.0 95S 87.0 96.5 955 96.5 875 945 95S 95.0 875 97.0 95.0 97.0

표 6. 회귀예측신경망 인식결과]%] ("-05)
Table 6. Recognition rate of Recurrent Predictive Neural Network (/尸0.5).

예측차수 1 2 3 4

은닉충수 5 10 15 20 5 10 15 20 5 10 15 20 5 10 15 20

Jordan 88.3 96.7 96.8 97.7 90.8 97.2 97.7 99.0 90.2 96.2 99.2 99.5 90.2 98.5 99.5 993
학슙

Elman 875 95.8 983 98.2 895 98.7 992 99.2 89.5 98.0 96.7 993 90.8 97.5 983 98.7

평가
Jordan 85.0 94.0 925 965 87.0 97.0 955 98.0 87・5 92.0 97.0 965 88.5 96.5 96.0 96.5

Elman 855 92.0 96.0 93.0 88.0 96.0 97.0 96.5 87S 94.0 945 965 875 94.5 94.0 945

표 7. 회귀예측신경망 인식결과[%](P-0.6)

Table 7. Recognition rate of Recurrent Predictive Neural Network (^r-0.6).

예측차수 1 2 3 4

은닉충수 5 10 15 20 5 10 15 20 5 10 15 20 5 10 15 20

학습
Jordan 88.7 93.8 955 96.3 91.2 97.5 97.3 98.7 90.3 96.0 98.7 98.7 90.3 97.8 99.0 99.2

Elman 87.3 96.0 97.7 975 89.0 98.2 98.7 96.2 89.3 97.2 98.2 98.5 90.7 96.7 98.3 99.0

평가
Jordan 84.0 90.5 94.0 95.5 87.5 96.5 95.5 98.0 885 93.0 96.0 955 88.5 96.0 96.5 96.0

Elman 855 93.0 96.0 94.0 88.0 96.5 96.5 93.0 88.5 92.5 95.5 96.5 88.0 95.0 95.0 95.5
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VI. 결 론

본 논문에서는 한국어 숫자음의 인식을 위하여 MLP 

예측신경망, JoiHm형과 Ebnan형 회귀예측신경망을 사용 

하여 예측차수와 은닉층의 유니트수의 변화와 자기회귀 

계수에 따른 인식성능을 연속분포 HMM과 비교하였다.

실험결과 예측차수, 은닉충 유니트수, 자기회귀계수는 

신경망의 구조에 따라 인식률은 서로 다르게 나타났으며, 

전반적으로 Jordm망이 뫼man망 보다 인식률이 양호하였 

다. 자기회귀계수의 변화에 따른 인식률은 신경망의 모델 

에 따라 불규칙적으로 변하였다. 그러나 전반적으로 •자기 

회귀 계수값이 0.4인 경우는 Elman망에서 우수하였으며, 

자기희귀 계수값이 0.5인 경우는 Jo血망에서 우수한 인 

식률을 보였다.

회귀예측신경망으로 각 음절에 대하여 모델링 할 경우 

HMM과 유사한 인식률을 얻을 수 있었다. 이는 추후 연속 

음성에 대한 신뢰할 만한 음절단위의 분할이 이루어진다 

면 신경망올 이용한 연속음성인식에 적용 가능할 것이다.
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