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요 약

Training 벡터 집합이 Cluster를 이루는 경우, 벡터 양자화에서 영상과 음성의 압축에 사용되는 코드북의 코드벡터는 

Cluster의 중심벡터로 간주된다. 본 연구에서는 Training 벡터 간의 Euclidean 거리가 최소가 되는 벡터를 찾는 과정에서 

얻어지는 Eu시idean 거리분포를 관찰하여 적절한 Cluster수와 그 증심벡터를 결정할 수 있는 방법을 제시하고, 제안된 방법 

이 기존의 LBG 알고리즘이나 Competitive 학습 알고리즘에 의한 영상 압축보다 약 4[dB] 이상 향상된 SNR을 얻올 수 있 

음을 보인다.

ABSTRACT

In the case where the set of training vectors constitute clusters, the codevectors of the codebook which is used to 

compression for speech and images in the vector quantization are regarded as the central vectors of the clusters 

constituted by given training vectors. In 나lis work, we consider the distribution of Euclidean distance obtaining in 

the process ot searching for the minimum distance tetween vectors, and propose the method searching for the 

proper number of and the central vectors of clusters. And then, the proposed method 아lows more than the about 4 

[dB] SNR than the LBG algorithm and the competitive learning algorithm

I .서 론

음성이나 영상 압축의 한 방법으로 주목받고 있는 

벡터 양자화(vector quantization)는 음성이나 영상 

데이타를 수개의 성분을 갖는 벡터로 재구성하고, 적 

절히 설계된 코드북(codebook)에서 가장 근사한 코 

드벡터(codevector)를 찾아 그 벡터에 부여된 첨자 

(index)를 전송하므로 이루어진다[1].

벡터 양자화에 의한 압축 성능은 코드북 설계에 의 

해 좌우되며, 코드북 설계 방법으로는 LBG(Linde, Bu- 

zo, and Gray) 알고리즘이 보편적으로 사용된다[2]. 

LBG 알고리즘은 국소 최적 코드북(locally optimal 

codeb샤。k) 만을 보장하며, 학습(learning)에 사용할 

Training 벡터 집합에는 일반적으로 다수의 국소 최 

적점이 존재하기 때문에 초기(initial) 코드벡터 결정 

이 설계된 코드북 성능에 중요한 영향을 미친다[3]. 

이미 알려진 초기 코드벡터 결정 방법으로는 Ran

dom codes, Splitting, PNN(pairwise nearest nei

ghbor) clustering[4] 등이 있다. Training 벡터 집 

합이 Cluster를 이루는 경우, 설계된 코드북을 구성 

하는 코드벡터는 각 Chistei의 중심벡터가 될 때 최 
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적의 코드북이 된다.

최근에는 신경망(口eural networks) 적용의 한 방 

법으로 Competitive 학습 알고리즘에 의 한 벡터 양자 

화 방법이 제안되고 있으며, Competitive 학습 알고 

리즘에서 발생할 수 있는 Underutilization 문제를 고 

려한 FSC(frequency sensitive competitive) 학습 

알고리즘이 발표된 바 있다［5丄

LBG 알고리즘과 Competitive 학습 알고리즘은 

주어진 Training 벡터 집합의 Cluster 분포에 무관하 

게 임의로 결정된 수의 코드벡터를 찾는 방법으로써, 

LBG 알고리즘은 초기 코드벡터를, Competitive 학 

습 알고리즘은 초기 가중치(weights) 벡터를 적절히 

선택한 경우에 두 알고리즘에 의해 얻어지는 코드벡 

터는 Cluster의 중심벡터가 된다. 두 알고리즘을 사 

용하여 보다 우수한 코드북을 설계하기 위해서는 학 

습 전에 Training 벡터 집합이 이루는 Cluster의 수 

를 아는 것과, 각 Cluster 근처의 초기 코드벡터 혹은 

초기 가중치 벡터를 선택해야 하는데, 이것은 두 알 

고리즘의 적용 시 어려운 문제이다.

본 연구에서는 Training 벡터 집합이 Cluster를 이 

루는 경우, 임의의 한 Cluster에 속하는 벡터들간의 

Euclidean 거리는 •작고, 각 Cluster 중심벡터 간 거 

리는 크다는 점에 기초하여 Training 벡터 간의 Eu

clidean 거리를 구한다. Training 벡터 간의 Euclidean 

거리가 최소가 되는 벡터를 찾게되면, Cluster 내에 

서의 Euclidean 거리는 작게 나타나고, Cluster 외에 

서의 Euclidean 거리는 크게 나타나기 때문에 이러한 

Eli시ideaii 거리분포를 관찰하므로써 적절한 Cluster 

수와 그 중심벡터를 결정할 수 있다.

U•이 론

1. LBG 알고리즘
스칼라 양자화를 위한 Lloyd-Max 알고리즘［6］을 

일반화한 LBG 알고리즘은 초기 코드북의 선택에 크 

게 영향을 받고, 국소 최적 코드북 만을 보장함에도 

불구하고 벡터 양자화의 코드북 설계에 가장 널리 사 

용되는 방법이며, 그 과정은 다음과 같다［2］.

(a).  Training 벡터 집합, N개의 초기 코드벡터 Xj 

(0), X2(이, X3(이, … xn(0)로 구성된 초기 코드 

북 X(0), 가능한 큰 값으로 초기화된 모든 Tra

ining 벡터 집합에 대한 평균 왜곡(average dis

tortion) D(0), 가능한 작은 값을 갖는 임계값 £, 

최대 반복 학습 회수 L = M이 주어졌을 때,

(b).  식(1)과 같은 Euclidean 거리를 사용하여 임의 

의 한 Training 벡터 y를 모든 코드벡터와 비교 

하여 최소 거리가 되는 코드벡터를 찾아 두벡터 

의 중심벡터를 구한다. 모든 Training 벡터에 대 

하여 동일한 방법으로 1회 반복으로 새로운 코 

드북 X(l)을 얻는다. 이러한 과정은 최대 반복 

회수에 의하여 X(M)이 구해지거나, 식⑵가 만 

족될 때 종결된다.

d(x，(D,y)=J+ 詩5 ⑴

d(l)~d(l+i)
(2).D(L)

--------------ME

.1 f d(Xi(L), y) 

i= 1
(3)

식(1)에서 欧와 必는 각각 L 번째 반복 학습 시 i 번째 

코드벡터 xJL)와 임의의 한 Training 벡터 y의 k번 

째 성분이다.

2. Competitive 학습 알고리즘

n개 성분을 갖는 Training 벡터 집합으로 부터 N 

개의 코드벡터를 구하기 위해 n개의 노드(nodes)를 

갖는 입 력층(input layer)과 N 개의 노드를 갖는 출 

력층(output layer), 그리고 두 층을 연결하는 가중 

치로 구성된 신경망을 사용하여 Competitive 학습 알 

고리즘을 적용할 수 있다. L 번째 반복 학습 시 출력 

층의 i 번째 노드에 연결된 가중치 벡터를 WJL)라하 

면, ［번째 노드의 출력 값 Zi는 다음과 같이 계산된다.

d(X, Wi(L)) Md(X, Wj(L)) 일 경우, 3 = 1

d(X, Wi(L))〉d(X, Wj(L)) 일 경우, 3 = 0

(4)

여기서, 3勺, 2, …, N이고, d(X, Wj(L))는

식(1)과 같이 입력 벡터 X와 가중치 벡터 Wi(L) 간 

의 Euclidean 거리이며, 새롭게 변화된 가중치 벡터 

는 다음과 같이 계산된다［5］.

Wj(L + D=Wi(L)+*X —W(L))Zi (5)
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여기서, 〃는 학습률(learning rate)로써 학습이 진행 

함에 따라 일반적으로 0으로 단조 감소(monotonical 

decrease)하는데, 본 논문에서는 0.01 값으로 고정하 

였다.

식(4)와 (5)로부터 반복 학습이 진행되는 동안 입 

력되는 Training 벡터와 가장 근사한 가중치 벡터만 

입력 벡터 방향으로 변화하고 나머지 가중치 벡터는 

변화하지 않는 것을 알 수 있다. 학습이 종결된 후 출 

력층의 각 노드에 연결된 가중치 벡터는 구하고자 하 

는 코드북의 코드벡터가 된다.

3. 제안된 방법

영 상을 구성하는 벡터들의 중복성 (redundancy)은 

벡터 양자화에 의한 압축의 근거가 되고, 벡터 양자화 

에서의 코드벡터는 압축하고자 하는 영상의 구성 벡 

터들 중 서로 유사한 벡터를 대표한다. 따라서 코드 

북을 구성하는 코드벡터의 수는 일반적으로 압축하 

고자 하는 음성이나 영상의 구성 벡터수보다 적다. 

코드벡터를 얻기 위해 사용되는 Training 벡터 집합 

은 서로 유사한 벡터로 구성된 여러개의 Cluster를 

갖고, LBG 알고리 즘이나 Competitive 학습 알고리 

즘 등으로 얻게 되는 최적인 코드벡터는 이러한 Clu

ster 의 중심벡터가 된다.

그러나 두 알고리즘의 적용 시 Training 벡터 집합 

의 Cluster 수에는 무관한 코드벡터 수를 가정하며, 

초기 코드벡터나 초기 가중치 벡터는 Cluster 분포에 

무관하게 선택되기 때문에 주어진 Training 벡터집 

합에 대하여 최적의 코드벡터를 기대하기 어렵다.

임의의 한 Cluster를 구성하는 벡터들은 그렇지 않 

은 벡터와 비교하여 서로 더 가까운 거리에 위치하기 

때문에 식(1)에 주어진 Euclidean 거리로써 임의의 

한 벡터가 어느 Cluster에 소속될 지를 결정할 수 있 

다. 다음은 본 연구에서 제안한 방법으로써 주어진 

Training 벡터 집합의 Cluster 수와 중심벡터를 구하 

는 절차이다.

(a) . 2 = m = q = r=k=s = 0인 정수, E_max，《 1

인 실수, d(0, X)>d(0, yD인 초기 벡터 X를 가 

정, 여기서, i = l, 2, P이고, 方는 i 번째 

Training 벡 터 이 다.

(b) . P개의 Training 벡터에 y에 대하여 d(x, y；) <

d(x, yj) (단, i白)인 경우, 

dist=d(x, y；), m = m+1,

(c) . d(x, yD M E_max'인 경우, ck = x + yi, x = yi,

dist=dist + d(x, y», C= £+ 1

(d) . 22 1 인 경우, Ck = Ck/C, k = k + l

(e) . m<P인 경우 (b)~(d) 과정을 반복, m = P일

때 벡터 ci, c2，…, cb로 구성된 B개의 벡터 C를 

결정

(f) . 선택된 벡터 C에 대한 거리 dist 값의 분포에 따

라 E_max'를 E_max로 재조절

(g) . d(0, z)〉d(0, cQ인 초기 벡터 z를 가정, 여기

서, k = l, 2，…, B이다.

(h) . B개의 벡터 C에 대하여 d(z, Ci) <d(z, C)) (단,

i#j)인 경우, q = q + l,

(i) . d(z, Ci)wE_jnax인 경우, es = z + Ci, z, c1( r

= r + l

(i). r > 1인 경우, es = ejr, s = s + l

(k). q<B인 경우 (h)~(j) 과정을 반복, q = B일 때 

벡터 ej, e2, eN으로 구성된 N 개의 벡터 E

를 결정

단계 (a)에서 부등식 d(0, X)>d(0, y、)는 두 벡터 

X와 y의 원점으로부터 거리를 비교하는 부등식으로 

써, 하나의 초기 벡터 X의 크기가 모든 Training 벡터 

防의 크기보다 큰 초기 벡터 X를 결정한다. 따라서, 

단계 (a)에서 결정되는 하나의 초기 벡터 X는 Train

ing 벡터 공간에서 원점으로 부터 가장 멀리 떨어진 

벡터가 된다. 단계 (b)에서 부등식을 만족하는 벡터 

防는 반복되는 다음 조사에서 제외되고, 주어진 모든 

Training 벡터에서 벡터 간 최소 거리를 갖는 벡터를 

찾게되므로 E_max' 값은 Cluster의 중심 부근에서 의 

거리를 의미한다. 제안된 과정은 Cluster 중심에서의 

구성 벡터 간 거리는 짧은 반면, Cluster간 거리는 크 

게 나타나는 특성을 이용한다.

皿. 실험 및 결과 고찰

본 실험에서는 참고문헌［기에서 제안한 방법에 의 

해 실험에 필요한 벡터를 구한다. 즉, 주어진 영상을 

2X2 블럭(block)으로 나누고, 각 블럭의 평균치와 

편차(deviation)를 사용하여 새로운 벡터를 얻는다.

X；=(y；-w%)/s (6)

I 4

羽=2 E,効 ⑺
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1 4

<Ti2 =—立(Yk-mi)2
4

(8)

여기서 缶는 i 번째 블럭의 표준 편차이고, 毗는 i 번 

째 블럭의 평균치이며, 匕는 i 번째 블럭의 벡터로써 

4개의 성분을 갖는다. X,는 식(6)에 의해 새로 얻어 

진 벡터이다. ■匕의 4개 성분은 0부터 255까지의 그레 

이 레벨(gray level)을 갖지만, 새로운 벡터 X,•는 0에 

서 절대값 약 1~2 범위의 값을 갖게 된다. 따라서 벡 

터 공간에 위치하는 벡터들의 분포는 동일한 수의 경 

우, Yi 보다는 X,가 보다 분명한 Cluster 분포를 갖게 

된다. 본 연구에서 고려한 2X2 블럭 대신 4x4 블럭 

을 적용하는 경우, Training 벡터의 성분수가 4에서 

16으로 증가되므로 보다 분명한 Cluster 분포를 얻기 

위해서는 2X2 블럭을 사용할 때 보다 큰(혹은 많은) 

Training 영상을 사용하여야 한다.

영상 1(a)는 Training 벡터 집합을 얻기 위해 사용 

한 512X512 화소(pixel) 256 그레이 레벨의 영상으 

로써 식 (6)〜식 (8)에 의해 4개 성분으로 구성된 65536 

개의 Training 벡터를 얻을 수 있다. 각각 girl, LBT, 

Lena로 불리우는 영상 Kb), 1(c), 1(d)는 설계된 코 

드북의 성능을 실험하기 위해 사용한 128X128 화소 

256 그레 이 레 벨 영 상으로써 동일한 방법 에 의해 4개 

성분으로 구성된 4096개의 벡터로 각각 구성됨을 알 

수 있다.

그림 1(a), 1(b), 1(c)는 E_max'을 각각 0.01, 0.02, 

0.03으로 정한 경우, 영상 1(a)에 적용한 식(6)~식 

(8)로부터 얻어지는 Training 벡터 간 Euclidean 거 

리분포를 나타내고, 제안된 방법의 e 단계에서 벡터 

C를 각각 981, 3578, 4041개 얻는다. 그림 2(a), 2 

(b), 2(c)는 각각 girl, LBT, Lena 영상에 대하여 

Competitive 학습 알고리즘, LBG 알고리즘, 본 연 

구에서 제안한 방법 등에 의해 설계된 코드북의 성능 

을 비교하여 보여준다. 여기서 횡축과 종축의 RATIO 

와 SNR는 각각 다음과 같이 주어진다.

코드벡터의 수 %、
"770= 시험 영상의 벡터수(4096 개)

SNR=20 logw(255/RMSE) (10)
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그림 1. Training 벡터에 대 한 Eu이idean 거리 

Fig. 1. Euclidean distance vs. Training vector
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0.00 0.05 0.10 0.15 0.20 0.25

(c) RATIO

그림 2. RATIO에 대한 SNR[dB] (a)girl, (b)LBT, (c) 

Lena

— O— : Competitive 학습 알고리즘,

-□- :LBG 알고리즘, 一△一 :E_max' = 0.01,

-V- :E_max, = 0.02, -O- :E_max'=0.03 

Fig. 2. SNR[dB] vs. RATIO (a)girl, (b)LBT, (c)Lena 

一 O — ： Competitive learning algorithm,

—□— : LBG algorithm, 一: E_max' = 0.01, 

一: E_max' = 0.02, -◊一 ： E_mwx'= 0.03 

그림 3. E_max에 대 한 RATIO

-O- : E_max' = 0.01, -□- : E_max' = 0.02,

-△一 ：E_max' = 0.03

Fig. 3. RATIO vs. E_max

-O- :E_max' = 0.01, -□- :E_max' = 0.02,

— A— : E_max' = 0.03

식(11)에서 와 豹는 각각 원영상과 설계된 코드 

북에 의해 압축 후 복원된 영상의 i 번째 행(row)과j 

번째 열 (column) 의 화소값이다. 식(9)에서 코드벡터 

의 수는 Competitive 학습 알고리 즘과 LBG 알고리 

즘의 경우에는 50~1000까지 50 간격으로 가정하였고, 

본 연구에서 제안한 방법의 경우는 그림 2(a)~2(c) 

에서 Ejnax 값을 0~0.5 까지 변화하면서 코드벡터 

를 얻었으며, 그 결과는 그림 3에 주어진다. Ejnax 

가 0.2 이하일 때 E_max' = 0.01 그래프는 E_max' = 

0.02, 0.03 그래프와 차이를 보인다. 그림 2에서 알 수 

있듯이 girl, LBT, Lena 영상 모두에 대하여 Com

petitive 학습 알고리즘과 LBG 알고리즘에 의해 설 

계된 코드북 성능보다 본 연구에서 제안한 방법 에 의 

해 설계된 코드북 성능이 우수함을 보인다. RATIO 

가 증가할수록 Ejnax'= 0.02, 0.03인 경우 기존 두 

방법보다 제안된 방법에 의한 복원력이 큰폭으로 향 

상됨을 보인다. RATIO가 약 0.15 이하에서 E_max， 

= 0.01 인 경우가 E_max' = 0.02, 0.03인 경우보다 복 

원력이 우수함을 보이고, RATIO가 약 0.15 이상에 

서는 E_max' = 0.02, 0.03인 경우가 복원력이 우수함 

을 보인다. 영상 2는 Lena 원영상과 제안된 방법에 

의해 RATIO가 약 0.24이고, Ejnax'= 0.01 일때의 

복원된 영상의 확대된 영상을 보여준다.
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영상 1. (a)Training 영상(512X512 화소 256 그레이 레벨)

(b) girl 영상(128X128 화소 256 그레이 레벨)

(c) LBT 영상(128x128 화소 256 그레이 레벨)

(d) Lem 영상(128X128 화소 256 그레이 레벨) 

Image 1. (a)Training image(512x512 pixel 256 gray level)

(b) girl image(128x128 pixel 256 gray level)

(c) LBT image(128x128 pixel 256 gray level)

(d) Lena image(128x128 pixel 256 gray lev아)

(a) (b)

영상 2. Lena 영상의 확대된 영상

(a) 원영상

(b) E_max'=0.01 :E_max=0.01, RATIO = (X24, SNR[dB] = 34.50 

Image 2. The zoomed image for Lena image

(a) The original image

(b) E_max'=0.01 : E_max=0.01, RATIO = 0.24, SNR[dB] = 34.50
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IV. 결 론

벡터 양자화에 있어서 적절히 설계된 코드북의 코 

드벡터는 코드북 발생을 위해 사용되는 Training 벡 

터 집합이 이루는 각 Cluster의 중심벡터가 된다. Clus- 

ter는 서로 유사한 특성의 벡터 모임으로서 Euclidean 

거리를 사용하여 임의의 Training 벡터의 Cluster 소 

속 여부를 결정할 수 있다. 코드북 발생을 위해 일반 

적으로 사용되는 LBG 알고리즘이나, 신경망에서의 

Competitive 학습 알고리즘은 Training 벡터 집합이 

이부는 Cluster 분포에 무관하게 임의로 결정된 수의 

코드벡터를 찾는 방법이다. 두 알고리즘 적용으로 얻 

어지는 코드북의 성능은 충분한 Training 벡터수와 

학습 시간이 주어진다면 초기 코드북의 선택에 의해 

좌우된다. Training 벡터 집합이 Cluster 분포를 이 

루는 경우, 두 알고리즘 적용으로 보다 우수한 코드 

북 발생을 위해서는 가정된 초기 코드벡터의 수가 

Cluster의 수와 일치해야 하고, 초기 코드벡터가 될 

수 있는 한 각 Cluster 주위에 위치해야 한다. 이러한 

두가지 점은 두 알고리즘에서 실현하기 어렵다.

임의의 한 Cluster에 속하는 벡터들 간의 Euclidean 

거리는 그렇지 않은 벡터와의 거리에 비하여 작기 때 

문에 이러한 거리를 관찰함으로써 Cluster의 수와 Clus- 

ter의 중심벡터를 구할 수 있다. 제안된 방법은 주어 

진 E_max' 보다 작은 거리를 갖는 벡터를 찾고, 선택 

된 벡터의 거리를 구하여 Cluster 수를 구하는 방법 

으로서 크게 두 단계로 나눌 수 있다. 첫째, E_max'은 

주어진 모든 Training 벡터 간 최소 거리에 근사한 

값으로서 Cluster의 중심 부근에서의 거리를 의미하 

고, E_max' 보다 작은 거리를 갖는 벡터들의 중심벡 

터와 거리를 구한다. 둘째, 첫 단계에서 선택된 벡터 

와 그 벡터의 거리분포에 따라 E_max'를 재조절하여 

(Ejnax) 첫 단계와 동일한 과정을 거쳐 각 Cluster 

의 중심벡터를 구한다.

실험 결과 RATIO가 약 0.05 이상에서 기존의 두 

알고리즘보다 제안된 방법에 의해 설계된 코드북 성 

능이 우수함을 보이고, E_max'=0.02, 0.03에서는 RA- 

TI。가 증가할수록 기존의 두 알고리즘보다 복원력 

이 크게 향상되는 코드북을 얻을 수 있음을 보인다. 

본연구에서는 1개의 512x512 화소 영상을 사용하여 

2X2 블럭을 적용하고 각 블럭의 평균치와 편차를 이 

용해 새로운 벡터를 구함으로써 보다 분명 한 Cluster 

분포를 얻고, 코드북을 얻기 위한 학습 시五•을 단축 

하였다. Training 벡터 집합이 보다 분명 한 Cluster 

를 이루기 위해 벡터수는 많아야하고, 벡터의 성분수 

와 각 성분의 범위는 적어야한다. Cluster 분포를 보 

다 분명 히하기 위해 벡터수를 증가시 킬 때 코드북 설 

계를 위한 학습 시간이 증가되며, 벡터의 성분수를 

줄이는 경우 압축을 행할 입력 영상의 블럭수가 증가 

하여 압축에 의한 영상 전송이나 복원 시간이 증가된 

다. 큰 영상에 대한 압축시간을 단축하기 위해 블럭 

을 크게 잡을 경우, 분명 한 Cluster 분포를 얻기 위해 

서는 보다 많은（혹은 큰） Training 영상을 사용해야 

하고, 따라서 코드북을 얻기 위한 학습시간을 증가한 

다. 그러므로 압축할 영상의 크기에 따라 압축에 의 

한 영상 전송이나 복원시간, 그리고 코드북을 얻기 

위한 학습시간 등을 고려한 적절한 Training 영상의 

개수（혹은 크기）와 블럭 의 크기 선택 이 요구된다.
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