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요 약

본 논문에서는 패턴 매칭 방법에 근거하여 인식 단위가 음소인 음소 기반 인식 시스템을 구성하였다. 선택한 신경망 구조 

는 생불학적 신경망인 코호넨 (T. Kohonen) 의 SOFM (Self-Organizing Feature Map) 으로 패턴 매칭 과정 중 클러스터러 

(clusterer)로 사용하였다. SOFM 신경망은 신호 공간에 대해서 최적의 국소(局所) 해부적 사상(local topographical map

ping)^ 의한 자기 조직화 과정을 수행하며, 그 결과 인식 문제에 있어서 상당히 높은 정확도를 나타낸다. 따라서 SOFM 신 

경망은 음소 인식에도 효과적으로 웅용될 수 있다. 또한 음소 인식 시스템의 성능 향상을 위해 K-means 클러스터링 알고리 

즘이 결합된 학습 알고리즘을 제안하였다.

제안된 음소 인식 시스템의 성능을 평가하기 위해 먼저, 인식 대상 음소는 모음군 17개, 자음의 경우 파열음 9개, 마찰음 3 

개, 파찰음 3개, 유음 및 비음 4개, 음소의 성질이 다른 종성 7개의 음소군으로 모두 43개의 음소를 대상으로 실험하였으며, 

각 음소군에 대한 특징 지도를 구성하여 레이블러(labeler)의 기눙을 수행하게 하였다. 화자 종속 인식 실험 결과 87.2%의 

인식률을 보였으며 제안한 학습법 의 빠른 수렴성과 인식률 향상을 확인하였다.

ABSTRACT

In order to construct a feature map-based phoneme classification system for speech recognition, two procedures 

are usually required. One is clustering and the other is labeling. In this paper, we present a phoneme classification sys

tem based on the Kohonen*s  Sey~Organizing Feature Map(SOFM) for clusterer and labeler. It is known that the SOFM 

perforins self-organizing process by which optimal local topographical mapping of the signal space and yields a 

reasonably high accuracy in recognition tasks. Consequently, SOFM can effectively be applied to the recognition of 

phonemes. Besides to improve the performance of the phoneme classification system, we propose the learning algor

ithm combined with the classical K-means clustering algorithm in fine-tuning stage.

In order to evaluate the performance of the proposed phoneme 이assification algorithm, we first use totaly 43 

phonemes which construct six intra-class feature maps for six different phoneme classes. From the speaker-dependent 

phoneme classification tests using these six feature maps, we obtain recognition rate of 87.2% and confirm that the 

proposed algorithm is an efficient method for improvement of recognition performance and convergence speed.
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I.서 론

음성 인식 의 방법은 주로 패턴 정 합(pattern mat
ching) 방법에 근거를 두고 있으며, 최근에는 애널로 

그, 디지틀 VLSI 제조 기술의 발전으로 병렬 처리가 

가능해짐으로써 인간의 두뇌를 모방한 신경 회로망 

(Neural Network) 을 이용한 음성 인식 기술이 대두 

되고 있다[15].
한편, 음성 인식의 최종 목표는 (1)불특정 화자 

(speaker independence) (2) 연속 음성 (3) 대 어휘 의 

실현으로 볼 수 있는데 대어휘 연속 음성 인식 시스 

템에서는 어휘 수가 많아짐에 따라 기억해야 할 데이 

타의 수가 많아지고 인식시 계산량이 많아지는 문제 

롤 피하기 위해 단어 단위의 모델링(modeling)을 피 

하고 변이음(allophone), 음소(phoneme), 다이폰(di
phone), 음절 (syllable) 둥의 단어 하부 단위 (sub-word 
wit)로 모델링 하게 된다. 특히 형태소의 결합 유형 

에서 볼 때 (W. von Humboldt) 교착어(agglutinat
ive language)에 속하는 한국어는 그 어형 성법에 있 

어서 굴절, 파생, 합성 세 가지 모두를 널리 사용하므 

로[12] 그 필요성이 더욱 요구된다고 하겠다.

본 논문에서는 음소(phoneme)를 인식 단위로 하 

는 음소 기반 인식 시스템을 구현함에 있어서 패턴 

정합(pattern matching) 기법을 사용하였고 클러스 

터 링 (clustering)에 의한 표준 패턴 (reference pat
tern) 생성시 기존의 반복적 (iterative) 기법인 K-me
ans 알고리즘의 제약을 해결하고자 클러스터 러 (clu- 
sterer) 로 T. Kohonen의 SOFM (Self-Organizing 
Feature Map) 신경 회로망을 사용하였으며 cluster- 
er의 성능 향상을 위해 K-means 학습을 결합하였다. 

본 논문에서 구현한 시스템의 궁극적인 목적은 음성 

신호(signal)를 음운학적 기호(symbol) 인 유사-음소 

열(quasi-phoneme sequence)로 변환시키는 레이블 

러 (labeler) 의 역할을 수행하는 것이다.

口. 패턴 인식과 신경 회로망

패턴 인식에 관한 연구는 인간이나 동물의 패턴 인 

식 능력 자체를 탐구하는 분야와 특정 한 응용을 위해 

주어진 인식 작업이 가능한 인식기를 설계하는 이론 

및 기술 개발 분야의 두 가지로 나뉠 수 있으며 공학 

적 관점에서의 패턴 인식 과정은 외계의 사상(event) 
을 관측, 해석함으로써 이미 자기 내부에 형성된 정 

보 모델에 따라 주어진 패턴에 분류 표시를 하여 그 

것이 속하는 부류(class/category)의 명칭을 출력하 

는 과정이라고 정의할 수 있다.

패턴 인식은 접근 방법에 있어서 전통적으로 중요 

한 확률적 (statistical) 또는 결정 이론적 (deterrnini- 
stic/decision theoretic) 방법과 구조 해석적 (syntat- 
ic) 방법의 두 가지가 있어왔다. 최근에 각광받는 신 

경망(Neural Networks) 기술은 그 세 번째 접근 방 

법으로서 기존의 패턴 생성 메카니즘(mechanism)을 

모델링하는• 것을 피하고 대신에 입/출력으로부터 또 

는 블랙 박스의 관점에서 문제를 다루는 것이다. 즉, 

인간의 두뇌는 입/출력 특정을 정 량화하는 자세한 알 

그리즘 세트가 없이도 지능적인 동작(패턴 인식과 분 

류를 포함하는)을 관찰하고 흉내낼 수 있다는 사실로 

부터 좋은 블랙 박스 모델이 된다.

음성 인식을 위한 신경 회로망의 구조는 크게 구조 

상 지연(delay) 요소, 피드백 (feedback) 연결이 없 

는 비희귀(nonrecurrent) 형태로 정적(static) 구조 

인 다충 인식자(MLP, Multilayer Perceptron) 와 

SOFM (Self-Organizing Feature Map) °] 있으며, 

전방향 연결선 외에 시간적으로 현재 입력에 대해 과 

거 시점에서의 상태를 반영해 신경 희로망의 출력을 

결정하는 동적 (dynamic) 구조가 있다.

m. K-means 알고리즘이 결합된 SOFM 신경 

회로망

인간 두뇌의 정보 처리 과정을 살펴보면 특별한 교 

사 신호(teacher)없이도(unsupervised) 외계의 정 

보 신호에 따라서 그것을 뇌 속에 표현하는 메 카니즘 

을 지니고 있다는 사실이다. 예를 들면 외계 신호 공 

간의 정보 구조를 2차원인 신경장(fields, layer, slab) 
으로 사상(mapping)하여 표현하는 자기 조직 화(self- 
organization)과정의 결과로 정보를 국소(局所)적 (lo- 
cal)으로 표현하는 것을 볼 수 있다. 이러한 자기 조 

직화 과정은 레이블링 되지 않은 데이타를 부분 집합 

으로 분할(partitioning) 하는 넌파라메트릭 (nonpara- 
metric) 접근법에 해당한다.

3.1 클러스터링 알고리즘

생물학적 신경망에서 수행되는 자기 조직화 과정 

은 클러스터링과 같은 개념으로 유클리드 공간에서 

점들로 간주되는 패턴 벡터들 간에 유사도(similarity) 
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를 계산함으로써 그들 간의 근접도(proximity)에 따 

라 '군집(clusters)을 이루게 하는' 과정이다. 결과적 

으로 군집 영역은 서로 다른 패턴 부류로 해석될 수 

있으며 주어진 패턴 세트의 부류를 결정하는 것은 결 

국 해당되는 군집을 찾는 것으로 귀결된다. 이러한 

클러스터링 특성은 거리 개념을 기초로 한 분류기 

(distance-based pattern classification) 의 성능에 

중요한 역할을 한다.

3.2 유사도 계산(similarity measure)
일반적으로 다음과 같은 계산이 필요하다.

d(x, X))

= - 크다':r,와 xj 가 다른 클러스터에 속한 경우

一 . '작다' %,와 Xj 가 같은 클러 스터 에 속한 경우

(3.1)

3.3 K-means 알고리즘
패턴 유사도 계산이 선택되면 주어진 데이타를 클 

러스터 영역들로 분할하는 절차를 구체화해야 하는 

문제에 직면하게 된다. 클러스터링 알고리즘은 크게 

반복적(iterative) 접근법과 계충적(hierachical) 접 

근법으로 분류되며 계층적 접근법은 클러스터의 합 

병 (merging) 또는 클러 스터 의 분리 (splitting)로 세 

분화된다.

계층적 전략은 데이타 분할에 있어서 모든 경우를 

고려하지 않는 특성을 가지므로 탐색 계산량이 상당 

히 감소되는 점에서 매력적이지만 표본의 수가 커지 

면 부적절한 것으로 알려져있다. 반복적 접근법의 경 

우 클러스터링 평가 함수(criterion function) 또는 

성능 지수(performance index)의 최소화/최대화에 

기초하여 스스로 반복적인 절차를 통해 주어진 데이 

타에 내재하는(underlying) 자연적인 그룹들(natu
ral groups/clusters)을 발견하게 된다. 이러한 접근 

법의 대표적인 것이 K-means 알고리즘이다. 여기서 

K란 단순히 부류의 갯수를 가리킨다.

평가 함수의 역할이 중요함을 먼저 살펴보자. n개 

의 벡터를 K개의 부분 집합으로 다음과 같이 분할 가 

능하다.

1 k i^n
节「£ kG( -1)-〃끄 (3.2)A! K!

예를 들면, n=100의 벡터들과 K = 5인 경우 근사 

적으로 5i°°/5! Q1068의 분할이 가능하다. 이러한 탐 

색은 명백히 비실제적이므로 효율적인 계산 방식으 

로 분할(partition), P를 찾아야 할 필요가 있음을 알 

수 있다. 따라서 다음을 만족하는 클러스터링 평가 

함수 J(P) 를도입한다.

J(Pmin)=RninU(F)) (3.3)

가장 일반적으로 사용되는 평가 함수 J(P)의 정의 

는 다음과 같다. 주어진 훈련 세트(Su)에 N개의 표 

본(X)이 존재할때 표본 평균(mean/centroid) 벡터 

를 m이라 하면

이고, 평가 함수 J(P)를 오차의 제곱-합(Sum of Squ
ared Error, SSE) 으로 정의 한다.

Jsse(、P、) = £ E II2 (3.5):r 드 Sp

따라서 JSSE는 주어진 분할에 대해서 전체 '분산 

(variance)'1- 의미한다. 여기서 집합 Su의 분할, P 
는 Su의 분리된 부분 집합들로 이루어진 집합이다. 

즉 Si=P = {Si, S2) Sk} 이다.

K-means 알고리즘의 절차는 다음과 같다.

1. K개의 초기 클러스터 중심 ”如(1).......mK

(1)을 선택한다. 이 들은 주어진 표본 집합의 첫 

번째 K개 표본으로, 임의로 선택된다.

2. k 번째 반복 스텝에서 다음의 관계를 이용하여 

K 클러스터 영역내의 표본 {x}를 분배한다.

xeSyU) if ||x-wy(^)||< ||x-wU) II (3.6)

모든 i = l, 2, K에 대해서 注顶이고 Sj(k)는 클 

러스터 중심이 mjk)인 표본들의 집합을 가리킨다. 

여기서 유사도 계산은 유클리드 거리 II. II이다.

3. 스텝 2의 결과로 부터 Sj(k)의 모든 점들로부터 

새로운 클러스터 중심까지의 거리 제곱-합이 최 

소가 되는 새로운 클러스터 중심 mj(k + l)을 

계산한다. 여기서 j=l, 2, K 이다. 바꿔 말 

하면 새로운 클러스터 중심 in(k + l)은 평가
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함수의 최소화를 만족한다.

Jj= E llr-m；(^+l)||2 (3.7)
xesj(i)

여기서, mj(k + l)은 단순히 표본 평균(mean)이 

며, 새로운 클러스터 중심은 다음과 같이 주어진다.

一 E X,顶=1, 2, K (3.8)
Nj xesjtk)

여기서, N는 Sj(k)안의 표본 수이다.

4. 만일 m■心+l)=fz"), 顶 = 1, 2, ...» K이면 알 

고리즘은 수렴 (convergence) 되었고 종료한다. 

그렇지 않으면 스텝 2로 간다.

한편, K-means 알고리즘은 다음 네 가지의 제약을 

지니고있다.

(1) 명시되는 클러스터 중심의 갯수, K
(2) 초기 클러스터 중심의 선택

(3) 표본이 취해지는 순서

(4) 주어진 데이타의 통계학적 분포(확률 분포 함수) 

특성

여기서 (1)과(2)는 '클러스터 유효성(validity)'의 

연구 분야로서 흥미있는 주제가 되고 있다［1L 본 논 

문에서는 이러한 네 가지 제약성을 SOFM 신경 회로 

망［3］을 통해 해 결하고자 한다.

3.4 SOFM(Self-Organizing Feature Map) 신경회로망
인식 세포 혹은 특징 추출 세포가 자기 조직에 의 

하여 형성되는 것을 신경 회로망 모델로서 유도하여 

컴퓨터 시뮬레이션(simulation)으로 이러한 자기 조 

직 이 가능함을 제시 한 것은 von der Malsberg(1973) 
였다［4丄 그 후 T. Kohonen(1987)［5］은 보다 단순화 

된 모델을 기초로 대규모 컴퓨터 시뮬레이션을 하였 

다. Grossberg의 적응 공명 이론(Adaptive Reson
ance Theory) 이나 Fukushima의 Cognitron, Neo- 
cognitron도 같은 자기 조직 기능을 기반으로하여 학 

습 능력을 갖는 살용적인 패턴 인식 장치를 만들려고 

하는 정밀한 모델이다［14］. 이제 외계 신호 공간에 

있어서 신호의 상관 관계를 표현하는 위상(topology) 
SOFM 신경망은 입력 정보를 2차원의 신경장에 국 

소화(localization)시켜 웅답하게 하는 메 카니즘인 경 

쟁 학습을 통해 입력 패턴 내에 존재하는 어떤 구조 

를 발견하는 특징 검출기의 역할을 한다. 본 논문에 

서 사용한 SOFM 신경 회로망의 구조는 그림 3.1 과 

같은 2차원의 평면 위상(planar topologyX 형성하 

는 노드의 연결 구조를 갖는다.

! = (71, /：. .•- It)

그림 3.1 2차원 평면 위상 형태의 SOFM 신경 회로망

Fig. 3.1 A two-dimensional planar topology of SOFM

물론 3차원과 그 이상의 차원을 갖는 위상도 가능 

하지만 P. Brauer 등의 연구［6］에 의하면 2차원 위 

상보다 성능이 떨어지는 것으로 보고되었다. 그 위상 

에 관계 없이 각 노드는 병 렬로 입 력 패턴 八= (标, 让, 

材)을 받아들인다. 선택된 노드들의 위상학적 배열 

(topological ordering)< 고려함으로써 d차원의 특 

징 공간(feature space)은 2차원의 특징 지도상에 사 

상된다. 즉 자기 조직 화 특성 이 갖는 장점 인 차원 축 

소(dimensionality reduction)［기가 이루어지며 축 

소된 차원 공간(constraint surface) 에서 좌표축은 

노드들간의 유사도 관계菖 반영하며 지도상에서의 

위상학적 거리는 비유사도(dissimilarity)에 비례한 

다. 선택된 지도의 차원은 또한 네트웍의 학습 시간 

에 영향을 주게된다. 그러나 효과적인 결과는 단지 1, 

2 차원 위상을 사용함으로써 얻어진다는 사실에 유의 

할 필요가 있다.

본 논문에서 유사도 계산을 위해 유클리드 노름 

(Euclidean Norm)을 사용하였고, 유클리드 거리 계 

산을 위해 취하는 제곱근을 벗기면 다음과 같이 전개 

될 수 있다



SOFM 신경희로망을 이용한 한국어 음소 인식 105

成仃, 而 = ||/一1끼|2

= [ 게2+||四|2_2<0, W〉]

= 2(1—cosfl) (3.9)

여기서, 입력 벡터와 연결 강도 벡터의 정규화의 

근거를 발견할 수 있으며 COS0 항은 입력 벡터와 연 

결 강도 벡터의 상관(correlation)을 반영하며 정규 

화된 정합(normalized matching)을 나타낸다. 즉 cos
ine 거리 [10]가 된다. 위의 식을 보면 오차의 제곱 

(Squared Error)으로 표현되는데 여기서 입력 신호 

를 통계적으로 정적 (stationary) 이라고 가정하면 입 

력 신호 집합에 대한 이들 값의 합은 평균값(aver
se, mean value/expectation value)°fl 비 례 하므로 

d2(l, W)는 오차의 제곱 평균(Mean-Square-Error, 
MSES] 되며 학습은 결국 이 값을 최소화하는 LMSE 
(Least-Mean-Square-Error) 문제와 일치함을 알 수 

있다. 또한 이것은 입력 벡터 I를 목표(target) 출력 

으로 보았을 때의 Delta Rule(Widrow-Hoff Rule)과 

동일하며 이 Delta Rule이 최소 제곱 평균(LMS) 또 

는 기울기 급강하법 (Gradient-descent Rule) 임을 기 

억하면 연결 강도 벡터 W는 그 자신과 입력 벡터 I사 

이 의 오차를 그림 3.2[9]과 같이 가장 급한 기울기 방 

향으로 줄여 가는 것을 알 수 있다. 따라서 식 (3.9) 
는 네트웍의 연결 강도 수정을 위한 오차 함수(error 
function)로 해석되며, 학습은 연결 강도 값의 최적 

화(optimization/relaxation) 문제로 귀결 된다.

위에서 언급한 바와 같이 SOFM 신경 회로망의 학 

습은 오차의 제곱 평균(MSE)을 최소화시키는 과정 

으로 해석할 수 있다. 그러나 실제로 학습 과정을 중 

지시키는 판단 기준은 학습률 계수 « 또는 반복 횟수 

가 되며 물론 이것은 네트웍이 충분히 훈련(학습)되 

었음을 보장해 주지 않는다. 예를 들면 학습 패턴 세 

트가 적절히 부류를 나타내지 못하는 경우 출력 충의 

연결 강도 벡터는 정확한 중심점을 찾아내지 못하게 

되므로 결국 충분한 훈련이 되지 않았음을 의미한다. 

이러한 상황이 그림 3.3에 나타나있다. 즉 W洪 부류 

2의 올바른 중심점을 학습하지 못함으로 인해 패턴 

X2는 실제적으로 W1 에 더 가까우며 부류 1로 오분류 

(misclassification)된다. 따라서 특징 지도의 자기 

조직화 특성(locality)을 보존하면서 연결 강도 벡터 

를 재조정 (retuning)할 필요가 있다[11].

그림 3.3 국부 최소점 문제에서 기인하는 오분류의 예

Fig. 3.3 Example of misclassification resulted from local 

minima problem

그림 3.2 기울기 급강하법 에 의 한 연결 강도 조정

Fig. 3.2 Visualization of the gradient -descent rule

본 논문에서는 K-means 클러스터링에서 도입했던 

오차 제곱의 합(SSE) 평가 함수를 최소화하도록 특 

징 지도의 연결 강도 벡터를 미세 조정함으로써 국부 

최소점 (local minima) 문제를 해결 하고자하였다.

즉 특징 지도의 오차 제곱의 합 또는 전체 '분산 

(variance)'을 다음과 같이 정의 하고

^SS£= t E 11/-^ II2 (3.10)
at zesp

VssE가 국부 최소점으로 부터 탈출할 수 있도록 다 

음의 K-means 방법을 이용하여 연결 강도를 재조정 

한다.

1. 학습 패턴 세트 Sp를 훈련된 특징 지도의 각 노 

드에 할당하고 분할된 각 Sp(p = l, 2, …, K)에 

대해서 유클리드•거리가 최소인 노드를 선택한다.

2. 선택돤 각 노드의 연결 강도를 해당하는 분할 패
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턴 세트 Sp의 중심점 (centroid)으로 바꾼다.

w»(i,，) = 4- E I (3.11)
Np /gs,

여기서, i, j 는 M*M 인 특징 지도상의 노드 인덱 

스 (index) 이고
iMi, ,MM 이다.

3. 1 M 力 M K에 대해 스텝 1, 2를 반복한다.

위의 K-means 학습은 제곱 평균(MS, mean-squ
are)^] 의미에서 수렴(convergence)을 만족한다. 좀

Procedure FeatureMapJ^aming()

/• 크1력 층 노트의 연겨 강도 호:기화 •/

for ( i •- 1 : i £ CXrtputNodesNumber ； i ♦- i*l  )(
tor ( j *-  1 : j M InpuNodesNumber ; j ♦- j+1 ) { 

Wi j ■*-  random ()
)

tor ( « > 0 && nl M Iteration ) {

/• 학音 패턴 W터 입력 •/

心 ( Sp 芸 ( 학습 세트. Su } ) {

/• 거릭 4산 비
for ( i *-  1 ； i S OutputNodesNumbef ; i •- i*l  ) ( 

distance (i) — 0
Ax ( j — 1 ; j M Inpu^odesNurreer ； j 4- j*])  1 

distance (!) — distance (i) ♦ d(li . W^)
}

/• 승리 뉴런 찾기 •/

k •- i
for ( i *-  1 ； i S OulputNodesNumber ; i •- i*l  ) ( 

it ( distance (i) < distance (k))
k - i

}

/- 연결 강도 조정 */

/ ( K-means lYaining )

皿-击,?s/

else
for ( NeishborOc) ) (

for ( j *-  1 : j £ JnptMNodesNumber : j *-  j*l  ) ( 
Wkf - £ 비 /f”)

}

/• 파라미터 조정 •/

# ( t 4 T)
e *-  «,• e
Ne^ibor ( ) *-  aw*  Neighbor () 
TacpnM **

)/• for Sp •/
K ( K-means Trauinng )

QUIT Iteration Loc$)

}/» Iteration •/

그림 3.4 K-means 클러 스터 링 이 결합된 SOFM 학습 절차

Rg. 3.4 Learning procedure of SOFM combined with K- 

means clustering 

더 엄격한 의미에서 수렴은 주어진 학습 절차가 사상 

(mapping)(여기서는 입력 과 연결 강도 벡터간의) 

을 적절히 포착(capture)하는 능력을 갖는지 분석하 

는 수단이 된다. 따라서 K-means 학습은 유용하다고 

할 수 있다.

네트웍의 전체적인 학습 절차는 그림 3.4와 같다.

IV. 시뮬레이션 결과 및 고찰

4.1 우리말의 음소

한 언어에서 사용되는 모든 음성들이 언어적으로 

유의미한 기능을 가지는 것은 아니며, 따라서 어떠한 

단위가 언어적으로 유의미한 변별적 기능을 갖는가 

를 관찰할 필요가 있다. 여기서는 그 단위로 음소(ph
oneme) 를 선택하였다. 음소 분석은 간단하지 않으며 

어떤 방식으로 분석 원리를 취하느냐에 따라 약간씩 

달라질 수도 있으므로 음소 목록의 선*과  음소의 수 
도 다소간 차이가 있을 수 있다. 또感 시대적 차이, 

방언적 차이, 연령적 차이, 계층적 차이에 의해서도 

음운 체 계 상의 변동이 다소간 있을 수 있다 본 논문 

에서 인식 대상으로 선정 한 음소 목록은 표 4.1 과 같 

다. 음소의 분류 기준은 자음의 경우 조음 방식(man
ner of articulation)에 따라 파열음(stop 또는 plos
ive), 마찰음(fricative), 파찰음(affricative), 유음 

(liquid), 비음(nasals)으로 나뉘며, 모음의 경우 단 

모음(monophthong) 과 복모음(diphthong)으로 분 

류하여 각 음소군에 대한 특징 지도를 구성하였다. 

본 실험에서는 음소의 성질이 다른 종성과 초성을 구 

별하였으며 초성의 경우 파열음은 무성음만 고려하

표 4.1 한국어 음소군

Table 4.1 Korean phoneme classes

음소군 

조음방식
종 류 갯수

파 평음 电匸，-I 3

열 경음 BB, IX, 끼 3
O 격음 立，E,刁 3

유, 비음 口，」，a(l/r), ( o ) 4

마찰음 人, 从, 중 3

파찰음 不，夂 3

모 단모음 아, 어, 오, 우, 으, 이, 에 7
O 복모음 야, 여, 요, 유, 예, 와, 워, 의, 우』, 위 10

종 내파음 r,匸，H 3

성 유, 비음 口, J 른, ° 4

전채 인식대상음소 43
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였다. 모음은 단모음의 /에/, /애/는 통합하였고, 복 

모음의 /왜/, /웨/, /외/와 /예/, /얘/도 동일 모음으 

로 취급하였다. 그 결과 인식 대상 음소의 수는 모두 

43개로 정리되었다.

4.2 신경망 입력을 위한 전처리 및 특징 추출

음성 신호는 다음의 전처리 및 특징 추출 과정을 

거쳐 신경망의 입력 벡터로 사용하였다.

1. 대 역 통과 필터 : 70Hz~3.4KHz

2. A/D 변환: 8KHz 샘플링 (sampling), 16 비트 양

자화 (resolution)
3. Pre-emphasis : H(z) =1—0.95z-1
4. Hamming 창(분석) : W(n) =0.54-0.46

여기서 N = 100, 프레임(frame) 길이 = 10ms
5. 12차 LPC 계수
6. 12차 LPC cepstrum 계수 (ci~ci2)
7. —1~1 로 정규화(normalization)
음소 학습 및 테스트용 특징 추출 환경은 다음과 

같이 작성하였고 각 음소의 지속 시간 길이와 유효 

특징 추출 구간 정보를 이용하예 13] 수동으로 잘라 

내어(segmentation) 실험하였다. 하나의 동일한 음 

소가 전,후의 음소에 의하여 음성 파형으로서의 물리 

적 특성(스펙트럼, 지속 시간 둥)이 다르게 실현되는 

현상을 조음 결합(coarticulation) 이라 하는데, 음소 

중 특히 자음은 음소 환경에 따라 광범위하게 변화하 

는 사실을 감안하여 되도록 이러한 조음 결합의 영향 

이 작은 환경에서 단음절 (CWCf) 데이타 베이스를 

구성하였고, 화자의 수는 1인으로 발음했다.

1. 초성 자음 (C，V 음절,(】 = 0)을 위 한 음절 구성 

초성 자음(U) 19개단모음 (V) 7개 5희 발성 

= 665음절
* *

2. 모음 ( V, C\ Cf = 0)
(1) 단모음 7개  25회 발성 =175음절*

(2) 복모음 10개 25 회 발성 =250음절*
3. 종성 (VC，음절, 0 = 0)
단모음(V) 7개 *종성(Cf) 7개 *5 회 발성 = 245음절 

따라서 음소 추출을 위한 음소 환경은 모두 1335음 

절이다.

4.3 SOFM 신경망 학습을 위한 파라미터 설정

1. 연결 강도의 초기화

107

Kohonen은 0.45-0.55 사이의 값으로 초기화 하였 

다[5]. 본 논문에서는 0~1사이로 초기화 하였다.

2. 경쟁 충의 노드 수

각 패턴 부류간의 경계선을 명확히 하기위해 충분 

한 갯수의 노드가 필요하다.

본 실험에서는 6*6( 자음군), 8*8( 모음군)의 정 

사각형 구조를 사용하였다.

3. 학습률 계수 a(t)
0 < a< 1을 만족하도록 초기 값 a(0) =0.3으로 하 

였으며 시간이 지남에 따라 선형적으로 감소하도록 

a(t)=a(0)(l-〒W—)를 적용하였으며 선형 시간

1 segment

구간 Ti = 1000으로 하였고, 丁의 증가율은 5, 학습률 

감소율은 0.2로 주었다. 이렇게 함으로써 연결 강도 

의 진동(weight bouncing재정규화 문제를 최소화 

하고자 하였다.

4. 이웃(neighborhood) 의 범위 NEJt)
이웃의 범위가 너무 작으면 위상학적 배열이 이루 

어지지 않을 수도 있으므로 NEc(O)는 경쟁 층의 한 

변의 길이의 1/2로 하였으며 선형 시간 구간 Ti에서 

는 0.5의 축소율로 학습시켰고 그 이후에는 NEc를 1 
로 고정시켰다.

5. 반복 횟수(Iteration)
전체적으로 반복 횟수는 2000번으로 설정하였다. Ko- 

honen은 전형적으로 10,000〜100,000번의 반복을 권 

한다.

그림 4.1 에 학습 파라미터 a(t)와 NEc(t)을 나타내 

었다.

그림 4.1 학습 파라미 터a(t)와 NEJt)

Fig 4.1 Learning parameter «(t) and NEc(t)
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Clustering

■스-

그림 42 제안된 음소 인식 시스템의 블럭도

Fig 12 Block diagram of the proposed phoneme recog-

nition systen

(a)

a. 3 A/4 우捋 으 ■흐

오 오/우 우 우씌 O. 으 으

오 우 息 으 으 으

오 오/우 우 호 으 으 O.

어 버 여 ? 어 이 이 이

어 여 여 ? 히 히 이 이

이사 어쏴 ? ? 이 ? ?

바 바 바 아 이 ? ?

a우 2冷 우 우，어 요, 오

a. a* 오冷 4- 오 으

우 4- a. 으

a. 화후 + 오 •호 오 2.

서 하 여 어 히 히 허 이

여 어 어 어 어 이 이 이

버사 어/아 어사 어 ? •1 ? 넥

바 아 아 아 ? 이 ? 엑

(b)

(d)

그림 4.3 K-means 학습 전후의 음소•지도의 예

(a) K-means 학습 전의 단모음 지도

(b) K-means 학습 전의 /日, 匸,「기 지도

(c) K-means 학습 후의 단모음 지도

(d) K-means 학습 후의 /너, 匸,「기 지도

Fig 43 The phonotopic maps before and after K-means training

(a) The monophthong map and

(b) 나］e /B, D, G/ map before K-means training

(c) , (d) maps after K-means training
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4.4 K-means 학습 결과

그림 4.2는 제안된 음소 인식 시스템의 블럭도를 

나타낸다. 그림 4.3에 학습이 끝난 후에 경쟁 충 노드 

의 음소 지도(Phonotopic map)가 나타나 있다. 각 

노드에 대 응하는 음소 이 름은 학습이 끝난 후에 연결 

강도 값과 입력 벡터를 비교하여 수동으로 레이블링 

(labeling) 하였다. (a) 는 단모음의 음소 지도며 (b) 
는 /H, 匸, r/의 음소 지도이다. (c)와 (d)는 K- 
means 학습에 의해 지도의 경계선이 분명해짐을 보 

여 준다. 이것은 학습이 불충분한 노드의 연결 강도 

를 재조정한 K-means 알고리즘의 유용성을 증명해 

준다. 따라서 인식 성능의 향상과 빠름 수렴성을 가 

져오는 역할을 하게된다. 그림 4.3에서 ? 표시는 노드 

의 연결 강도가 최 적 화되지 않았음을 의미 한다.

4.5 각 음소군 별 인식 결과 및 고찰

각 음소군에 대 한 인식 실험은 화자 종속(speaker- 
depend囱t)으로 이루어졌으며 음소군내(intraclass) 
에서의 음소 상호간의 거리는 매우 가깝기 때문에 선 

택한 신경망의 패턴 분류 능력을 시험하기에 적절하 

다고 볼 수 있다. 음소군 별 인식 결과는 표 4.2와 같다.

인식 대상으로 한 전체 음소 토큰(token) 의 수는 

모두 1396개 였으며 , 이 중 약 30%인 407개는 학습에 

사용하였으며 학습에 참가하지 않은 나머지 70%인 

989개를 테스트 대상으로 하였다. 학습 토큰의 경우 

모음군에 대해서는 5개로 하였고, 자음의 경우 후 모 

음과의 조음 결합을 고려하여 14개(단모음 7개* 2회 

발성)를 학습 데이타로 선정하였다.

실험 결과 모음군에 대해서는 전체적으로 95.9%로 

분류 능력이 우수했으며, 특히 단모음의 경우 인식이 

잘 되 었다. 복모음의 경우 /요/를 /여/로 /의/를 /위/ 

로 오인식하는 문제가 생겼는데 이는 학습 패턴 선정 

시의 부주의로 여겨진디-. 자음군에 대해서는 전체적 

으로 82.6%의 낮은 인식률을 보였으며 파열음의 경 

우 후 모음과의 조음 결합이 심해서 전반적으로 각 

음소의 유효 특징 구간(steady-state segment)을 잡 

아내기가 어려웠다. 짧게는 1프레임 미만인 것부터 

길게는 3프레임 길이까지 분포 영역이 다양했다. 실 

험시 선택한 파열음의 특징 구간은 시단에서 2프레임 

으로 정하였다. 실험 결과82.7%의 인식률을 얻었다. 

유음 및 비음의 경우 특징량으로 선택한 켑스트럼 (cep- 
strum)의 문제점이 보였는데, /口/, ［니같은 비강과 

구강의 공진 특성을 갖는 비음의 경우 구강(vocal 
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tract)만을 모델링하는 특징 계수 자체의 문제점으로 

인해서 I니과 /玄⑴/의 경우 조음점(articulation 
point)이 유사한 관계로 흔동이 심했다. 한편, /e(r)/ 
의 경우 분류 능력이 우수했는데(95.2%), 이는 혀굴

표 42 각 음소군에 대한 음소 인식 결과

(a) 모음 전체 (b) 파열음

(c) 유, 비음/마찰음/파찰음 (d) 종성/전체

Table 4.2 Korean phoneme recognition results for each 

class

(a) Vowels (b) Plosives

(c) Liquids, nasals/fricatives/affricatives

(d) Final consonants and the whole

(a)

음 소
토큰 수

에러수 인 식 률
학습 테스트

단 모 음

아 5 20 0 100%

100%

어 5 20 0 100%

오 5 20 0 100%

우
5 20 0 100%

으 5 20 0 100%

이 5 20 0 100%

에 5 20 0 100%

복 모 음

야 5 20 1 95%

93%

여 5 20 1 95%

요 5 20 5 75%

유 5 20 0 100%

예 5 20 0 100%

와 5 20 2 90%

워 5 20 1 95%

의 5 20 4 80%

웨 5 20 0 100%

위 5 20 0 100%

모 음 전 체 95.9%

토큰 수음소I학습「터金I에러치 인 식 률

파 열 음

14 21 3 85.7%

匸 14 21 4 81%

14 21 3 85.7%

고: 14 56 8 85.7%

e 14 56 14 75%

14 56 9 83.9%

HH 14 21 2 90.5%

14 21 4 81%

TI 14 21 4 81%

(b)
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유, 비음, 마찰음, 파찰음

口 14 21 5 76.2%

79.8%
14 21 6 71.4%

e(l/r)
1/14 21 5 76.2%

r/14 21 1 95.2%

人 14 21 4 81%

82.5%从 14 21 5 76.2%

14 21 2 90.5%

二z 14 21 2 90.5%

95.2%7入 14 21 1 95.2%

X 14 21 0 100%

(c)

종 성

~1 14 21 4 81%

78.6%

匚 14 21 5 76.2%

14 21 6 (1.4%

1_ 14 21 3 85.7%

a 14 21 6 71.4%

口 14 21 3 85.7%

O 14 19 4 71.4%

(d)

전 체

토큰 수
에러수 인식률

학 습 테스트

407 989 127 87.2%

림 소리 특징을 잘 포착한 것으로 보여진다. 마찰음 

군의 경우 특히 /人/과 /从/의 분류 능력이 떨어졌는 

데, 두 음소의 지속 시간 길이가 대부분 겹치고 특징 

계수의 패턴이 유사해 흔동이 심했다. 그러나 /君/의 

경우 분류 능력이 우수했는데(90.5%), 기음의 특징 

패턴이 앞의 두 음소와는 현저히 다름에서 기인한 것 

으로 생각된다. 파찰음군의 경우는 특징 계수 패턴을 

관찰한 결과 지속 시간 길이 정보는 5프레 임•〜11프레 

임의 7프레임 길이에서, 특징 계수 추출은 Ci〜C5의 

정보가 인식에 유효함을 알 수 있었다. 파찰음의 경 

우 95.2%의 인식률을 보여 분석 결과가 타당함을 확 

인하였다. 종성의 경우 비교적 지속 시간 길이가 긴 

八一, a, n,。/의 경우 유음 및 비음의 경우처럼 /a, 
이과］니의 흔동이 심혔으며, 내파음(implosive)인 

/-I, 匸, H/의 경우 지속 시간 길이도 비교젹 짧고, 

앞 모음에서 페쇄되는 과정으로의 전이 구간(transi
ent region)이 길어 유효 특징 구간 설정 이 힘들었다. 

실험시 설정한 특징 구간을 종단에서 3프레임으로 하 

였는데, 전이 구간을 포함시켜 실험한 결과 분류 능 

력이 현저히 떨어짐을 확인하였다. 실험 결과 78.6% 
의 인식률을 얻었다.

각 음소군별 전체에 대한 인식 결과 평균 시스템의 

성능은 87.2%의 인식률을 보였으며 다음과 같은 결 

론을 얻었다.

V. 결 론

첫째, 본 네트웍은 다층 인식자(Multilayer Perce- 
ptron)가 패턴 공간을 무리하게 구분지으•려는데서 

문제를 일으키는것 (overspecialization) 과는 달리 구 

분적 선형 (piecewise linear)식별 함수를 형성하면서 

도 분류 능력 이 우수하다는 점,

둘째, 특징 추출 단계에서 얻어진 특징량에는 그것 

이 인식에 유효한 특징이라는 적극적 의미가 부여되 

지는 않으므로 앞으로는 사용하는 특징량에 대한 세 

밀한 분석을 통해 우리말 인식에 필요한 특징을 선택 

할 필요(feature selection)가 있다는 점(예, 파찰음 

군 인식 실험 결과)

셋째, 유사 음소군내(intraclass)에서만 인식 실험 

을 할 때에 는 각 음소의 유효 특징 구간(steady-state 
segment) 정보가 중요하지만 다른 음소군간(inter- 
class) 테스트시에는 자음의 경우 조음 결합에 따른 

전이 구간(transient region)의 정보가 식별에 중요 

한 요소가 되므로 우리말 음소의 특징 패턴을 명확히 

규명하는 작업이 선행되어야 할 필요가 있다는 점,

넷째, 현실적으로 각 음소군간의 겹침 (overlap)에 

따른 인식 불능(reject) 영역이 존재하므로 신호 레 

벨에서 100%의 인식률을 기대하기는 어렵다는 점,

다섯째, 모든 신경망 접근법이 그렇듯이 네트웍 학 

습시 사용되는 학습 패턴설정 이 분류 성능을 좌우하 

므로 음소 학습 패턴의 경우 구분화(segmentation) 
단계에서 주의가 필요하다는 점 이다. 본 논문에서 구 

현한 신경망은 자기 연상(autoassociation)을 수행하 

는 대표적인 네트웍이므로 그 중요성이 크다고 하겠 

다.

음성 인식의 최종 목표인 높은 인식 성능, 대 용량 

어휘, 화자 독립, 연속 음 성 인식을 수행하는 첫 번 

째 단계는 인식 성능의 개선이다. 특히 음소를 기반 

으로 하는 인식 시스템은 음소 분류 능력이 좋아야 

한다. 물론 음소 인식 단 계에서 100%의 인식률을 기 

대할 필요는 없는 것으로 보인다［16］. 왜냐하면 인 

간은 개개의 음소 인식를이 완전하지 않더라도 문맥 
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둥의 상위 차원 정보를 이용하여 문장을 '이해'하고 

있기 때문이다.

본 연구에서는 우리말 인식에 대한 기초 연구로서 

먼저 인식의 변별 단위 로서 음소를 정의, 분류하고 

이를 각각의 음소군으로 분리 한 뒤 SOFM 신경 망으 

로 인식하는 실험을 하였다. 각 음소군 별로 전체 인 

식률은 비교적 높게 나타났으며 테스트 데이타에 대 

한 화자 종속 실험 결과 87.2%의 비교적 높은 인식률 

을 얻어 음소 인식의 가능성을 보였다. 그러나 귀의 

능력만으로는 인식, 이해가 불가능하므로 앞으로는 

，두뇌，의 능력, 즉 상위 차원에서 하부의 오류를 흡수, 

교정할 수 있는 우리말 음운 현상의 체계를 규칙 

(rule)화한 규칙 베이스(Rule-Base)와의 결합을 통 

해 해결해야 할 것이다.
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Neural network, Speech recognition 
& synthesis, Speech signal proces
sing 등
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현재 : 광운대학교 컴퓨터공학과 교수 

한국음향학회지 13권 6호 참조.


