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요 약

계충형 신경망은 패턴 분류를 위해 사용되어 왔다. 이것은 주어진 교사패턴들의 학습으로 원하는 입력一출력간의 매핑을 

할 수 있기 때문이다.

신경망은 타겟트 패턴이 입력 패턴의 카테고리에 일치할때 타겟트 패턴을 학습하므로서 사후확률을 근사화할 수 있다.

그리고 입력공간을 부분공간으로 나누어 학습 데이타들의 비율로서 만든 타겟트 벡터들로 학습한 신경망은 확률밀도함수 

를 나타낼 수 있다.

본 연구에서는 역전파 학습법을 이용한 계층형 NN과 코드북으로서 사후확률과 확률밀도함수의 측정방법을 제안하였다.

VQ로 추정 한 사후확률과 확률밀도함수를 이용하여 학습이 필요없는 RBF network의 일종인 PNN으로 모음匂식을 수행 

하였다.

인식 실험에서 PNN의 결과는 역전파 학습법을 이용한 3층 신경망과 VQ의 평균 인식율과 비교되었다. VQ-PNN의 인식 

율이 다른 것보다 우수하게 나타났다.

Abstract

A feed forward neural network has been used for the pattern classification. It has the capability of representing a 

desired input-output mapping through the training of a given set of teaching patterns. The neural network can ap­

proximate a posteriori probability through Baye's theorem, by training it with binary vectors as target patterns cor­

responding to the categroies of input patterns.

And Also, the network, trained with target vectors made from ratios among numbers of training data in a partial 
input space, can represent the probability density function of input data.

In this study, An estimation method of a posteriori probability and probability density function is proposed by 

making use of a feed forward neural network utilized back propagation and that of condebook. And the vowel recog­

nition was performed by PNN, which does not need training, using a posteriori probability and probability density 

function by VQ. In 나le vowel recognition, the average recognition rate of PNN compared with that of a 3 layer feed 

forward neural network using back propagation algorithm and that of vector quantization each other.
Finally, it was found that VQ-PNN was 나!© hightest recognition rate among them.

I•서 론

음성 정보처리의 한 분야인 음성인식의 연구는 

1970년대부터 DTW(Dynamic Time Warping), 

HMMfHidden Markov Model)에 의해 계속되어 
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왔다. 또 수년간 신 경망에 의 한 음성처리 의 연구가 

진행되어 좋은 결과를 보여 주고 있다.

신 경 망의 연구는 1943년 McCulloch Pitts의 뉴런 

모델의 연구를 시작으로 1957년 Rosenblatt에 의한 

퍼셉트론(Perceptron) 연구로서 활성화 되었다.

1969년 Minsky-Papert등이 퍼셉트론의 후!■계에 극牛 

한 연구 후 침체상태에 접어 들었으며 1986느4 Rume- 

Ihart등이 계층형 신경망에 대한 역전파학습법 을上고 

리즘을 정식화하였다•⑴

이러한 계층형 신경망은 패턴인식, 로보트 제어 및 

시계열 예측등의 응용분야에 적용되어 제품화가 본 

격화되었匸卜. 계층형 신경망은 이론적으로 중간층의 

unit수를 충분히 많게 하면 3층의 신경망에서 임의의 

함수를 근사화할 수 있으며 학습데이타에 대해서는 

평균 자승오차가 최소인 신경망의 구성이 가능하다 

고 발표되었다.⑵

또 종래의 역전파학습법의 결점인 많은 학습시간 

과 Local Minima의 문제점을 개선한 신경망도 발표 

되어있다⑹

RBF(Radial Basis Function) 회로망의 일종인 

PNN(Probabilistic Neural Network)은 신겅망의 

구조가 계층형 신경망과 유사하나 차이점은 시그모 

이드 활성함수가 지수를 포함한 함수들의 한 분류로 

대체된다는 것이며 학습이 필요없으므로 전체 계산 

시간이 수십만배 빠르게 수행된다는 것이다.⑺

본 연吁에서는 계층형 신경망과 벡터 양자화로서 

사후확률과 확률밀도함수를 추정하는 방법을 제안, 

비교하였으며, 이것들을 이용하여 모음인식을 수행 

하였다.

인식 실험에서는 벡터 양자화에서 구한 사후확률 

과 확률밀도함수를 이용하여 학습이 필요없는 PNN 

으로 모음인식을 하였으며, 역전파학습법을 이용한 3 
층 신경망과 벡터 양자화에 의한 인식과 비교한 결과 

VQ-PNN이 우수하였다.

H. 사후 확률과 확률 밀도 함수의 추정

2.1 신경망에 의한 사후 확률의 추정

계충형 신경망은 입력신호와 교사신호간의 집합인 

학습패턴으로 학습을 행하여 출력신호와 교사신호간 

의 자승오차가 최소가 되는 신경망의 파라메터를 결 

정한다.

학습된 신경망은 구조의 제약하에서 시그모이드 

함수를 이용한 비선형의 사상을 재현한다. 제약이 없 

는 경우의 최적인 사상은 다음식으로 주어진다.

y (x)= [ tP(t |x)dt (1)

여기서 x는 입력벡터, f는 교사벡터, p(E|x)는 입 

력벡터가 X일때의 교사벡터 £의 확률 밀도 함수이다.

패턴인식 문제에서 교사벡터의 요소 以, 成…,tk를 

각 카테고리에 대웅한 값으로 한 경우의 최적인 변환 

은 식⑵와 같다.

y(x)-v tkp(tk|x) ⑵
k = I

여기서, P(니x)는 입력이 X일 때의 카테고리 Ck에 

속하는 확률로서 Bayes의 정리에 의한 사후 확률에 

해당한다. 교사벡터의 각 요소를 입력벡터가 속하는 

카테고리에 해당하는 경우에는 1, 다른 카테고리의 

겅우는 0으로 하면 입 력 벡터 X,에 대응하는 출력벡 

터 의 k번 째 의 요소 y* 는 다음식 이 된다.

恥=£ P(니X,) =P(顷 = 11为) (3)

이것은 입력벡터 Xi의 값으로서 교사벡터의 k번째 

의 요소가 1이 되는 확률이다. 그러므로 어느 카테고 

리에서 발생하는지 알고 있는 입력샘플을 몇개 준비 

하고 입력샘플을 발생한 카테고리에 해당하는 출력 

unit에는 교사신호 1을, 그 외의 카테고리에는 0을 부 

여 하는 학습패 턴을 만든다.

이 학습패턴을 신경망에 부여하여 역전파학습법으 

로 학습한다. 학습된 신경망에 평가샘플로서 입력 데 

이타를 부여하면 이 데이타가 각 카테고리에 어느 정 

도의 확률(사후 확률)어】 속하는지를 출력한다.

2.2 벡터 양자화에 의한 사후 확률의 추정

입력 데이타의 공간을 부분공간으로 나누어 데이 

타의 발생 빈도를 조사하여 사후 확률을 추정할 수 

있다.

벡터 양자화에 의 한 사후 확률의 추정은 다음 순서 

로 구한다.

1) 벡터 양자화를 이용하여 학습데이타의 코드북으 

로 작성한다.

2) 전학습 데이타를 코드워드에 따라 분류한다.

이것은 입력데이타의 공간을 부분공간으로 분류 

하는 것이다.
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3) 각 코드북의 인덱스에 포함된 학습 데이타 수를 

카테고리 와 인덱스마다 구한다.

그리고 인덱스 i에 포함된 카테고리 k의 데이타 수 

를 Nk로 하면 인덱스 i에 분류된 데이타 X가 카테고 

리에 속하는 확률(사후확률)은 식(4)가 된다.

NriP(이 x)=------- 으一- (4)
£ Nkl 
k= I

여기서 추정된 사후 확률은 이산확률 분포이다.

2.3 확률 밀도 함수의 추정⑴世)

확률 밀도 함수의 추정은 입력 데이타의 공간을 부 

분공간으로 나누어 데이타의 발생 빈도를 조사하여 

구해진다.

벡터 양자화에 의한 확률 밀도 함수의 추정은 다음 

과 같다.

1) 벡터 양자화를 이용하여 학습데이타의 코드북을 

작성한다.

2) 전학습 데이타를 코드북 수에 해당하는 부분공 

간으로 분류한다.

3) 각 카테고리마다 부분공간에 포함된 데이타 수 

를 전데이타 수로 나누어 확률 밀도 함수를 구한 

다.

1를 포함한 부분공간에 포함된 카테고리 C의 전학 

습데이타 수를 N。라 하면 카테고리 C의 i번째 부분 

공간에 분류된 데이타 X의 이산 확률 분포 P(x|c) 는 

식 (5)와 같다.

P(i|c)=一牛—- (5)
t卜絹 

j= I

식(5)에서 구한 값은 이산확률 분포의 확률밀도 함 

수이지만 이것을 신경망의 교사신호로서 학습시키면 

신경망의 스무딩 능력으로 입력데이타를 발생한 원 

래의 확률 밀도 함수로 근사화 할 수 있다.

이것은 이산 확률 분포에서 연속 확률 밀도 함수를 

추정할 수 있기 때문이다.

그러므로 학습데이타의 입력데이타를 코드북에 따 

라 분류하고 분류된 부분공간의 확률 밀도 함수를 교 

사신호로서 사용하여 학습 패턴을 만들어 신경망으 

로 학습시킨다.

2.4 사후 확률과 확률 밀도 함수의 추정실험

및 검토

추정된 사후 확률과 확률 밀도 함수의 예(모음/a/) 

를 그림 1(a), (b)에 각각 보인다. 벡터 양자화를 이용 

하여 얻은 확률들은 코드북의 크기가 256이며 그림1 
의 횡축은 VQ의 코드북의 인덱스를 나타내며 각 인 

덱스의 centroid벡터를 신경망에 부여한 경우의 확률 

을 나타내고 있다. 이 인덱스는 VQ에 의해 얻어진 값 

을 큰 순서로 sort하여 나타내었다.

그림 1(a)에서 신경망과 VQ에 의한 추정치는 다소 

차이가 있지만 거의 근사화 되어 있음을 알 수 있으 

며 차이는 이산적인 분포와 연속적인 분포의 차이로 

생각 되어진다.

그림 1(b)에서 신경망과 VQ에 의한 추정치의 차이 

느는 3층의 신경망이 임의의 분포를 재현할 수 있다는 

이론에 약간의 모순을 보여주고 있다.

사용 가능한 중간 unit의 수가 계산기의 계산속도 

및 메모리 양 등의 이유로 제한된 현재의 실험에서 

임의의 정도로 완전히 확률 밀도를 학습하는 것이 어 

렵다는것을 알 수 있다. 그러나 완전히 학습할 수 없 

다는 것은 역으로 스무딩 능력을 갖고 있다고 할 수 

있다. 중간 unit수를 적 게하면 부드러운 (smo。나］) 분 

포가 되고, 중간 unit수를 크게하면 교사신호를 정확 

히 재현할 수가 있으나 학습이 어렵게 되는 문제가 

발생하였다.
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그림. 1.

DI. PNN⑴a”)

패턴을 분류하기 위해 사용되는 결정 규칙이나 정 

리들이 형태는 expected risk를 최소화하는 것이다.

Bayes의 정리는 여러 다른 카테고리를 갖는 문제 

들에 적용할 수 있다.

학습벡터가 Xi, X?,…Xm으로 주어질때

Specht는 확률 밀 도 함수를 다음 식 과 같은 Gaussi­

an Kernel로서 추정하였다.

쓰"쓰) ] (6)
2(7 」

여기서 1는 패턴수, m은 학습패턴의 총수, X는 카 

테고리에서 1번째 학습패턴,。는 스무딩 파라미터 및 

p는 측정 공간에서 의 차원이다.

그림2는 두 카테고리로 입력패턴들 X의 분류를 하 

는 신경망 구조를 보인다.

그림2에서 입력 unit들은 단지 모든 패턴 unit에 동 

일한 입 력 값들을 공급하기 위 한 distribution unit들이 

다. 각 패턴 unit들은 입력패턴 X와 가중치 벡터 W의 

내적으로 이루어진다.(그림3)

Z】=X・Wi (7)

그리고 가산 unit에 그것들의 활성 level을 출력 하 

기 전에 Zi에 식 (8)의 비선형 변환함수를 사용한다.

g(Z J - exp【(Z( 서)/ ? 1

그림 3. 패턴 Unit

g伝)=e*  [(Zj-1)/(T1 2] (8)

1 1 n, rP(x)=72^ m S，exp[

X와 Wi를 단위길이로 정규화 하면 식(9)가 된다.

g(x) =e 部—W 一河㈣一 X)/2 事] (9)
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이것은 식(6)의 지수함수항과 같은 형태이다. 그러 

므로 내부의 연결들에서 수행되는 내적은 뉴런 활성화 

함수(지수적인 함수)에 따르며 가산 unit들은 선택된 

학습패턴에서 카테고리에 일치하는 패턴 unit들에서 

입 력 들을 간단히 더 한다. 식 (引의 스무 딩 파라메 타。 

는 상수이므로 임의의 스무딩 밀도 함수로 근사화할 

수 있으나 <7의 적당한 범위를 찾기위해 많은 시간이 

소요되는 단점이 있다. 그러므로 MQ를 사용하여 학 

습샘플들을 임의의 부분공간(Si, S^Sk)으로 분류 

하여 각 부분공간에 포함된 학습샘플들의 스무딩 파 

라메 터 (variable)로서 확률 밀도 함수를 구할 수 있다.

미 1 = 1 M
P(X)= e、既 L----------exp

(2z广” k = i ＜가＞ m
(X-Xk)l(X-Xk)

2%

(10)

여 기서 Nk와 Xk 는 각각 부분공간 Sk에 포함된 학습 

샘플의 수와 학습샘플벡터들의 평균 벡터이다. 그리 

고 <7K = a a*,  <诚는 Sk에서 샘플들의 분산값이며 a 

는 임의의 상수이다.(실험 값 a = 1/3)

본 연구에 서 식(6) 의 방법 은 전 카테고리 에 동일 한 

분산값을 할당하여 수행한 경우이므로 VQ-PNN(a 

= constant), 그리고 식(10)의 방법은 각 카테고리 

에 해당하는 분산값을 할당하여 수행 하였으므로 VQ- 

PNN (a = variable) 이 라부른다.

N. 실험결과 및 검토

4.1 음성자료 및 분석조건

표1의 음성자료는 6명 의 화자가 발생한 음절 음성 

에서 모음만 취 한것이다.

(예 :/ba/—/a/)

음성분석 조건은 표2와 같으며 특징 파라메터는 10 

차 mel cepstrum 계수를 이 용하였다.

표 1. 음성 데 이타 수

/a/ /i/ /u/ /e/ /o/ 합계

학습 데이타 1380 1072 1740 846 1668 6706

평가 데이타 400 518 248 421 422 2009

표 2. 음성의 분석조건

샘플링 주파수 12KHz

창함수(해 밍 창) 21.33ms(256 points)

프레임 주기 5ms(60 points)

분 석 14 차 LPC 분석

특징 파라메타 10차 LPC mel cepstrum 계 수

4.2 인식결과 및 고찰

표3과 4는 각각 사후 확률과 확률 밀도 함수를 이 

용한 경우의 모음인식 결과들을 보인다. 표3, 4의 코 

드북 수에서 *5 는 5개의 모음에 대해 각각의 코드북 

을 작성한 것이다. 예로서 16*5  = 80 즉 코드북 수는 

80개를 나타낸다.

표3, 4에 서 NN은 10 입 력 units (10 mel cepstrum 계 

수), 15 중간 units, 5 출력 units(5 모음)의 3층 신 경 

망으로 역전파학습법을 이용한 것이다.

그리고 VQ-PNN에서 PNN은 10 입력 units(10 mel 

cepstrum계수), 6706 중간 units(학습 데이타 수), 1 

출력 unit의 신경망을 이용하였다.

표3, 4에서 VQ-PNN으로 인식한 결과는 평가데이 

타에서 다른방법들보다 우수하게 나타났으며, 각 카 

테고리에 해당하는 분산값으로 수행한 VQ-PNN(。 

= variable)의 경우가 전 카테고리에 동일한 분산값

snoothing paraneter G

그림 4. VQ와 PNN에 의 한 모음인식율
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을 할당하여 수행한 VQ-PNN((t = constant)의 경우 

보다 약간 인식율이 좋게 나타났다.

그리고 코드북 256*5 의 경우가 128*5 의 경우보다 

인식율이 낫은 이유는 코드북의 인덱스와 평가데이 

타와의 유크리드거리의 차이로 인해 카테고리를 잘 

못 찾은 것으로 사료된다.

표3, 4에서 사후 확률의 경우가 확률밀도 함수보다 

으扌간 우수하게 인식되었다. 그림4는 코드북 수가 256 
일때 확률민도 함수를 이용한 VQ와 PNN(ff = con- 

stant)의 모음 인식율을 보였匸］■. PNN(ff-= constant) 

은 b를 0.01 에서 10까지 변화시킨 경우이며 인식율이 

가장 좋은 경우의 스무딩 파라메터 값은。= ().2로 나 

타났다.

표 3. 사후 확률을 이용한 모음인식 결과 (%)

Vowel recognition result using posterior probility

방 법 코드북 수 학습 데이타 평가 데이타

VQ

16 80.35 60.98

32

64

83.84

86.25

67.40

69.74

128 88.68 76.31

256 89.22 76.51

NN 91.28 78.99

VQ

16*5 88.46 77.75

32*5 90.86 79.99

64*5 92.13 78.00

128*5 93.60 79.54

256*5 95.39 77.50

VQ-PNN 

(tr = constant)

16*5 89.32 79.19

32*5 90.93 81.73

64*5

128*5

91.89

93.05

81.53

82.23

256*5 93.86 81.43

VQ-PNN 

3 = variable)

16*5 88.68 79.89

32*5 89.93 81.83

64*5 90.80 81.78

128*5 91.44 82.38

256*5 92.26 81.38

표 4. 확률 밀도 함수를 이용한 모음인식 결과 (%)

Vowel recognition results using probability density 
function

방 법 코드북 수 학습 데이타 평가 데이타

VQ

16 79.83 68.09

32 83.49 75.31

64 85.55 71.08

128 88.65 77.25

256 89.02 77.60

NN 89.10 76.41

16*5 88.40 77.60

VQ

32*5 90.89 80.19

64*5 91.96 78.50

128*5 93.56 79.59

256 * 5 95.30 77.70

VQ-PNN 

(<t = constant)

16*5 88.85 78.65

32*5 91.04 80.70

64*5 91.84 80.84

128*5 92.41 80.49

256*5 93.07 79.89

VQ-PNN 

(<r = variable)

16*5 89.34 79.49

32*5 90.58 81.48

64*5 91.07 81.58

128*5 91.63 81.09

256*5 92.25 80.79

V. 결 론

본 연구에서는 역 전파학습법을 이용한 3층 신경망 

과 양자화의 코드북을 이용한 사후 확률과 확률밀도 

함수의 추정능력을 검토하였으며 벡터 양자화에 의 

해 추정된 사후 확률과 확률밀도 함수를 PNN에 적 

용하여 모음 인식실험을 수행하였다.

3층 신경망에 의한 사후 확률의 추정 능력은 벡터 

양자화에 의한 것과 거의 근사하였으나 확률 밀도 함 

수의 경우는 3충의 신 경망이 이산적 인 분포에서 연속 

적인 분포를 재현할 수 있다는 이론에 약간의 모순이 

나타났다. 그리고 인식 실험에서 평가 데이타에 대한 

인식율은 사후 확률을 이용한 VQ-PNN(a = varibale) 

의 인식율이 역전파학습법을 이용한 3층 신경망과 벡 

터 양자화의 인식결과보다 우수하게 나타났다.
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향후 LVQ（learning vector quantization） 의 코드 

북을 이용하여 여러가지 신경망에 대한 인식실험을 

수행할 예정이다.

본 논문은 한국과학재단 1992년 후반기 Post-doc 연수 

지원비에 의하여 연구되었음.
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