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1. 서론

세계적인 고령화와 생활 습관의 변화로 인해 실

명을 초래할 수 있는 안질환의 발생률이 급격히 증

가하고 있다[1]. 미국 국립 안과 연구소는 자국 내

황반변성 환자 수가 2021년 기준 약 207만 명에서,

2050년에는 544만 명으로 증가할 것으로 예상한다

[2]. 이러한 상황에서 인공지능과 딥러닝 기술의 발

전은 안질환 진단의 정밀성과 효율성을 크게 향상시

킨다. 특히, Convolutional Neural Network(CNN)

모델과 같은 딥러닝 기법은 이미지 내 특징을 세세

히 분석하여 다양한 안질환을 높은 정확도로 분류한

다[3]. 이러한 기술적 진보는 안과 전문의들의 진료

부담을 줄이고, 보다 일관성 있는 진단을 통해 환자

의 삶의 질 향상에 기여한다.

본 연구에서는 딥러닝 기반 안저검사의 적용성을

높이기 위해 다양한 공용 안질환 분류 데이터셋으로

훈련된 다중 안질환 분류 모델을 제안한다. 이는 다

수의 공용 데이터셋으로 학습된 CNN 모델에

Conventional Fundus Image (CFI) 내 질병 여부를

파악하는 방식이다. 모델학습에 다수의 데이터셋을

다루는 것으로 다양한 임상 환경에서의 활용을 목표

로 한다. 이를 통해 기존의 단일 데이터셋만을 활용

하는 딥러닝 모델들의 낮은 일반화 성능을 극복하

고, 보다 신뢰성 있는 진단 결과를 제공할 수 있을

것으로 예상한다.

2. 관련 연구

의료 영상처리 분야에서 딥러닝 모델은 의료 이

미지의 세부 특징을, 보다 정밀하게 학습하여 높은

정확도로 의료 영상 내 특이사항을 확인한다.

Rayees Ahmad et al.[4]은 CNN 모델을 활용하여

흉부 Computer Tomography, Magnetic Resonance

Imaging (MRI), 3D Mammography 등의 의료 영상

에서 유방암을 진단한다. Khairandish et al.[5]은

support vecter machine을 활용하여 뇌 MRI에 있는

종양을 감지하고 종류에 따라 분류한다.

딥러닝 기법을 활용한 CFI 내 안질환 진단도 우

수한 성능을 보인다. Jinke Lin et al.[6]은 Graph

Convolutional Network 기반의 MCGS-NET으로 다

중 안질환 진단에서 F1-score 89.66%, Kappa

57.65%로, ResNet-50, DenseNet-121과 같은 CNN

모델보다 우수한 성능을 보인다. Jiaqi Wang et
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요 약
고령화로 인해 실명을 유발하는 안질환의 발병률이 지속적으로 증가하고 있다. 이에 본 연구는 딥러
닝 기반의 안저사진 분석을 통해 다중 안질환 분류 모델의 적용성을 향상시키고자 한다. Ocular
Disease Intelligent Recognition (ODIR) dataset과 같은 다양한 공용 데이터셋에 순환학습과
regularization 기법을 적용하여 녹내장, 백내장, 황반변성 등의 질환을 효과적으로 분류를 돕는 기법
을 제안한다. 이를 통해 안질환 진단의 정확성을 높이고, 임상에서 활용가능한 신뢰성 있는 안질환
진단 모델을 구축하고자 한다.
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al.[7]은 6개의 공용 데이터셋, 2개의 사유 데이터셋

분류에 Vision Transformer을 사용하여 4가지 클래

스에 대해 평균 분류 정확도 97%를 보인다.

Murugan과 Roy[8]는 새로운 CNN 모델인

MicroNet으로 CFI 내 미세동맥류 자동 검출을 통한

당뇨성 망막병증 진단에서 Area Under the Curve

(AUC) 92%의 성능을 보인다.

3. 데이터셋 및 모델학습

3-1. 데이터셋

CFI는 망막을 비롯한 눈 내부 구조를 포괄적으

로 보여주는 이미지 자료로, 시신경, 혈관 등의 상태

를 확인할 수 있다. 이를 통해 망막의 손상 여부, 눈

혈관의 구조적 변화, 시신경의 크기 및 위치를 분석

함으로써 안질환 여부를 진단할 수 있다.

연구에는 다중 안질환 진단 정보를 포함한 4개의

공용 CFI 데이터셋을 다룬다. 2019년 베이징 대학의

Intelligent Eye 대회에서 공개한 Ocular Disease

Intelligent Recognition (ODIR) 데이터셋, 3종의 안

저 카메라로 촬영한 CFI에 2명의 전문의가 주석을

단 Retinal Fundus Multi-Disease image Dataset

(RFMiD), 여러 망막 질환 탐지 간 이미지 품질 보

장을 위해 후처리 과정을 거친 Multi-Label Retinal

Disease (MuReD) 데이터셋, Kaggle에서 제공하는

Eye Disease Classification (EDC) 데이터셋을 사용

하며, 데이터셋별 이미지, 레이블 수는 표 1과 같다.

ODIR RFMiD MuReD EDC
CFI

(장)
8,000 3,200 2,208 4,217

레이블

(개)
8 46 20 4

<표 1> 다중 안질환 분류 데이터셋

3-2. 모델학습

딥러닝 모델로는 ResNet-50[9]을 사용한다.

ResNet-50은 각 레이어에서의 residual learning으로

깊은 네트워크에서 복잡한 패턴을 학습할 때 발생할

수 있는 성능 저하를 효과적으로 완화한다. 특히,

shortcut connection으로 입력 데이터를 출력층까지

직접 전달하여 네트워크가 깊어지더라도 정보 손실

을 최소화하고, 안정적인 학습을 진행한다. 이를 통

해 안저사진 내 혈관, 피부조직 등의 특징을 효율적

으로 포착하는 것으로 CFI 내 안질환 진단 간 우수

한 성능을 보인다.

모델의 순환학습에는 ODIR, RFMiD, MuReD 데

이터셋을 사용한다. 3가지 데이터셋을 각각 train,

validation, test set으로 나누어 활용한다. RFMiD는

데이터 분할 간 일부 레이블의 데이터가 10장 미만

으로 그 양이 매우 적다. 이러한 데이터 불균형은

모델학습 시 overfitting으로 인한 성능 저하를 유발

할 수 있다. 이를 방지하고자 해당 이미지들을 제외

하여 전체 레이블 46개 중 26개에 해당하는 데이터

만을 활용한다.

모든 CFI를 224x224 픽셀 크기로 리사이징하여

크기를 통일한다. 그림 1과 같이 딥러닝 모델에 각

데이터셋을 순차적으로 학습시켜 여러 데이터셋의

이미지 특징 축적 및 재사용한다. 위 과정의 반복을

통해 CNN 모델이 안저사진 내 다중 안질환 진단에

필요한 정보를 순차적으로 학습하여 학습 안정성을

높인다. 학습 간 하이퍼파라미터는 batch size 4,

epoch 30, learning rate 0.0001로 설정한다.

4. 실험 결과

본 연구는 순환학습 기반 다중 안질환 진단 모델

의 성능을 Area Under the Curve(AUC)로 확인한

(그림 1) 딥러닝 모델의 순차적 데이터셋 학습 구조
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다. AUC는 모델이 양성 및 음성 클래스 간의 구분

을 얼마나 잘 수행하는지를 평가하며, 값이 클수록

성능이 우수함을 나타낸다. 순환학습 활용에 따른

성능 향상 확인을 위해 ODIR 데이터셋으로만 학습

한 CNN 모델, 각종 regularization 기법을 적용한

CNN 모델의 성능을 제안기법의 것과 비교한다.

학습을 마친 모델들로 EDC 데이터셋을 분류한

다. 모델학습에 사용한 데이터셋 3개는 EDC 데이터

셋의 백내장, 당뇨성 망막병증, 녹내장, 질병없음 크

래스를 모두 포함한다. 각 모델을 활용한 EDC 데이

터셋 분류 결과는 표 2와 같다.

No. 구성 AUC

1 ResNet-50 0.8708

2 ResNet-50 + Dropout 0.8790

3 ResNet-50 + Label smoothing 0.8669

4 ResNet-50 + Early stopping 0.8743

5 ResNet-50 + 순환학습 0.9157

<표 2> 모델 구성에 따른 다중 안질환 분류 결과

ResNet-50으로 EDC 데이터셋을 분류한 결과

AUC 0.8708의 성능을 보인다. 모델학습 간

overfitting 방지 기반 학습 능력 향상을 위한

dropout, label smoothing, early stopping을 적용한

모델의 성능은 ResNet-50의 것보다 우수하다. 본

연구에서 다룬 순환학습 활용은 AUC 0.9157로 기본

CNN 모델 대비 약 5.16% 향상된 성능을 보인다.

5. 결론 및 향후 계획

본 논문은 CFI 내 다중 안질환 분류의 적용성

향상을 위해 CNN 모델인 ResNet-50에 여러 공용

데이터셋의 순환학습을 적용한다. 해당 구성의 성능

확인을 위해 동일한 환경에서 CNN 모델,

regularization 기법에 대한 다중 안질환 분류 실험

을 진행하였고, 제안기법이 가장 높은 AUC 수치를

보인다. 이는 딥러닝 모델 기반 CFI 분류에서 데이

터셋 순환학습의 성능이 우수함을 보인다.

향후 연구에서는 모델의 순환학습 및 테스트에

보다 다양한 CNN 모델과 다중 안질환 분류 데이터

셋을 활용할 것이다. 이를 통해 모델의 일반화 성능

을 더욱 향상시킴으로써 임상 환경에서 신뢰성 있고

실용적인 안질환 모델을 구축할 수 있을 것이다.
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