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1. 서론

뇌 연령은 뇌 건강을 평가하는 중요한 지표로 사

용되고 있다[1]. 특히 알츠하이머와 같은 신경퇴행성

질환이나 인지 저하를 판단하는 바이오마커로 흔히

사용되고 있다[2]. 따라서, 뇌 연령을 예측하는 방법

에서 뇌 구조의 변화를 파악하는 것은 매우 중요하

며, 특히 회백질(gray matter)과 백질(white matter)

은 예측 모델의 성능을 향상시키는 데 도움을 준다

[3].

임상적인 관점에서, 회백질은 신경 세포로 구성

되어 있어 근육 제어와 감각 인지와 같은 주요 기능

을 수행하며, 백질은 신경 섬유로 뇌의 다양한 영역

간 신호 전달을 담당한다. 이러한 회백질 및 백질은

나이가 들수록 정상조직의 면적이 감소하거나, 미세

구조와 대규모 구조가 모두 변화하게 된다. 이러한

변화를 인지하고 파악하는 것은 바이오마커로서 역

할을 할 수 있으며, 모델의 예측 정확도를 높이는데

중요한 바이오마커로 활용될 수 있다.

뇌 연령 예측에서 T1 이미지 외에 회백질, 백질,
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성별 정보가 중요한 기여를 한다는 사실을 증명하는

연구는 활발하게 진행되고 있다. Joo et al.[4]에서는

제안된 모델에 성별 정보를 추가로 학습시켰을 때,

우수한 성능을 보였으며, Sun et al.[5]에서는 회백질

의 특정 위치와 상호 작용이 나이에 따라 동적으로

변한다는 사실을 확인하였다.

하지만, MRI 데이터는 촬영된 장비, 셋팅 파라미

터, 방사선사에 따라 해상도 및 정렬에 차이가 크기

때문에 촬영 후 전처리는 필수적으로 수행되어야한

다. Dular et al.[6]은 전처리 과정을 통해 광범위한

데이터셋에서 일관된 이미지를 생성 후 학습한 모델

이 기존보다 더 높은 성능을 얻었다. Sun et al.[7]

역시 다양한 장비와 프로토콜로 수집된 MRI 데이터

간의 차이를 최소화하고, 데이터의 일관성을 유지하

기 위해 전처리 과정이 필수적임을 밝혔다. 또한, 기

존 연구[8]에서 회백질과 백질 정보를 이용한 연령

예측이 우수함을 증명하는 연구는 있지만, T1 이미

지와 결합한 연구는 많지 않다.

따라서, 본 연구에서는 전처리된 T1 영상을 기반

으로 회백질 및 백질 정보를 추출한 후, 이들을 결
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요 약
뇌 연령은 신경퇴행성 질환과 인지 저하를 예측하는 중요한 바이오마커로 주목받고 있으며, 이를 통
해 개인의 뇌 건강 상태를 보다 정밀하게 확인할 수 있다. 특히, 회백질과 백질은 뇌 구조와 기능을
평가하는 데 핵심적인 역할을 하며, 뇌 구조적 변화를 분석함으로써 뇌 연령 예측의 정확도를 높일
수 있다. 또한, 특정 데이터셋만 활용될 경우 일반화된 성능을 기대하기 어려워 뇌 연령 예측에 다양
한 데이터셋을 활용한 연구가 필요하다. 따라서, 본 연구에서는 다중 모달 MRI 데이터를 결합한 3D
CNN 기반 뇌 연령 예측 모델을 제안한다. 제안된 모델은 회백질과 백질의 특징을 전처리된 T1 이
미지에 결합하여 더욱 풍부한 뇌 구조 정보를 학습할 수 있도록 설계하여, 뇌 연령 예측의 정확성을
향상시켰다. 실험 결과 회백질과 백질 정보를 추가로 활용한 모델이 T1 이미지만을 사용한 기존
CNN 및 ResNet 모델보다 MAE(Mean Absolute Error) 평가지표에서 더 우수한 성능을 보였으며,
이를 통해 회백질과 백질 정보가 뇌 연령 예측에 중요한 기여를 한다는 사실을 확인하였다.
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합한 뇌 연령 예측 모델을 제안하고자 한다.

2. 데이터셋

본 연구에서는, 공개된 T1 MRI 데이터를 사용하

였으며, 상세 정보는 표 1과 같다. 총 7,320장의 이

미지와 6,163명의 환자 데이터를 활용하였으며, 연령

분포는 6세에서 96세까지 다양하게 분포되어 있다.

OASIS 데이터셋의 경우 동일 환자가 여러 샘플을

보유하고 있는 예도 있어, 학습과 검증에 중복된 환

자가 존재하지 않도록 데이터를 분리 진행하였다.

Dataset Sample Subject Age range
Gender

(female/male)

ABIDE[9] 1,102 1,102 6.0 – 64.0 163/939

BGSP[10] 1,570 1,570 19.0 – 35.0 905/665

CoRR[11] 1,378 1,378 6.0 – 88.0 684/694

IXI[12] 562 562 19.98 – 86.32 312/250

OASIS[13] 2,214 1,057 42.47 – 95.57 588/469

SALD[14] 494 494 19.0 – 80.0 307/187

Overall 7,320 6,163 6.0 – 95.57 2,959/3,204

<표 1> 데이터셋 분포

2.1. 데이터 전처리

수집된 다양한 MRI 데이터셋들의 일관성을 유지하

기 위해, MRI 데이터는 MATLAB의 SPM 패키지[15]

를 사용하여 전처리를 수행했다. 전처리는 SPM 패키지

에서 제공하는 MNI152_T1_1mm.nii 템플릿을 활용하였

으며, MNI 공간으로 비선형 정합 및 재샘플링을 수행

하였다. 각 이미지는 SPM의 정규화 절차를 거쳐 2mm³

해상도로 변환하였으며, 피질하 구조 분할을 통해 회백

질과 백질을 추출하였다. 시상면, 횡단면, 관상면 3축에

서 전처리된 T1 이미지, 회백질, 백질 정보는 그림 1과

같다.

(그림 1) 전처리된 데이터

3. 제안 모델

뇌 연령 예측을 위해 삼차원(three dimension,

3D) CNN 기반 모델을 적용하였다[그림 2].

(그림 2) 제안 모델 아키텍처

본 연구에서는 전처리된 T1 이미지, 회백질 및 백

질 정보를 모델 입력으로 사용하고, 성별에 따른 뇌

의 구조적 특징을 활용하기 위해 성별 정보를 이후에

결합하는 방법으로 구성하였다.

입력 데이터의 크기는 전처리된 3D 볼륨

(79x95x79)으로 T1 이미지, 회백질 및 백질로 구성

되며, 각 이미지는 독립적인 3D CNN Backbone 구

조를 가진다. CNN Backbone은 64, 128, 256, 512 필

터 크기를 갖춘 4개의 층(Convolution, ReLU, Batch

Normalization, MaxPooling)으로 구성되어 있으며,

이를 통해 각 MRI 데이터의 공간적 특성을 단계적

으로 학습한다.

회백질과 백질의 특징은 Fusion Module을 통해

각 CNN Backbone 구조를 거쳐 나온 데이터를 결

합하고 늘어난 채널을 다시 축소하는 방법으로 진행

된다. 이렇게 결합된 정보를 T1 이미지에서 추출된

특징과 합쳐 새로운 특징을 생성한다. 성별 정보의

경우, 2차원 입력에서 32차원의 특징으로 변환되며,

이 성별 특징은 결합된 이미지 특징과 함께 최종 출

력층으로 전달되어 성별에 따른 뇌 노화 차이를 반

영한다.

4. 실험 결과

뇌 연령 예측 성능 평가는 평균 절대 오차(MAE,

Mean Absolute Error)와 피어슨 상관 계수(PCC,

Pearson Correlation Coefficient)를 사용하였고, 연구

의 일반화 성능을 확보하기 위해 5겹 교차 검증

(5-fold cross-validation)을 적용하였다.

회백질과 백질 정보가 성능 평가에 중요한 역할

을 하는지 판단하기 위해 T1 단일 이미지만을 사용

한 CNN, ResNet 모델 및 Joo et al.[4]와 회백질과
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백질 정보를 결합한 다중 모달 방식의 CNN,

ResNet 모델로 구성하여 성능 평가를 진행하였다.

표 2는 모델별 성능 평가 결과를 나타내고 있다.

제안 모델은 단일 이미지 기반 CNN 모델보다 모든

데이터셋에서 우수한 성능을 보였다. 다중 모달 방

식에서도 ResNet 모델보다 유의미한 성능 향상을

보였지만, BGSP 데이터셋에서는 단일 이미지 기반

ResNet 모델이 가장 높은 성능을 보였다.

BGSP 데이터셋의 경우 단일 이미지를 적용한

ResNet 모델이 더 높은 성능을 보였으나, 전반적으

로 회백질과 백질을 결합한 다중 모달 모델이 더 우

수한 성능을 보였다. BGSP 데이터셋의 경우, 다른

데이터셋과 달리 MAE가 높게 나오는 반면, 피어슨

상관계수가 상대적으로 현저하게 떨어짐을 확인할

수 있었다.

제안된 다중 모달을 통해 회백질과 백질 정보를

결합하는 것이 뇌 연령 예측에서 중요한 역할을 시

사함을 확인할 수 있었다.

5. 결론

본 연구에서는 다양한 공개 데이터셋에서 수집한

T1 다중 MRI 데이터를 활용한 3D CNN 구조로 뇌

연령 예측 모델을 제안하였다. 다양한 공개 데이터

셋 간의 일관성을 유지하기 위해 MRI 전처리 과정

을 거쳤으며, 회백질과 백질 정보를 추가로 활용하

였다. 이는 회백질과 백질 정보를 포함하지 않는 모

델 대비 더 높은 예측 성능을 보여, 뇌 연령예측 시

회백질과 백질의 중요성을 확인할 수 있었다. 하지

만, 모든 데이터셋을 동일한 크기로 정규화하는 과

정에서 이미지 크기가 축소되어, 이로 인해 일부 중

요한 정보가 손실되었을 가능성이 있음을 확인할 수

있었다.

향후 연구에서는 이미지 크기 문제를 효과적으로

해결할 수 있는 모델을 고려할 예정이다. 이를 위해

전이 학습이나 연합 학습 방법을 진행하여 각 데이

터셋의 고유한 특징을 최대한 보존하는 방법을 적용

할 것이며, 최종적으로 뇌 연령예측의 성능을 고도

화할 예정이다.
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