
1. 서 론

인터넷의 발달은 정보 생산자와 수용자 사이의

경계를 허물고 사람들은 원하는 정보에 쉽게 접근하

고 얻을 수 있게 되었다. 그러나 과도한 정보량에

따라 정보를 효과적이고 효율적으로 획득하는 것이

중요한 문제가 되었다. 이를 위해 인공지능이 활용

되고 있으며 문서 요약이 대표적이다. 원본 문서가

가지는 의미는 유지하는 동시에 문서의 복잡도는 줄

이고 원본 문서보다 길이가 짧은 문서를 추출 또는

생성하는데 주목적을 가진다[1]. 문서 요약은 생성

요약과 추출 요약으로 구분된다. 생성 요약은 원문

서에 대한 이해를 바탕으로 원문서에는 없는 단어

혹은 구를 활용하여 요약문을 생성한다. 추출 요약

은 원문서의 문장들을 스코어링하고 이 가운데 가장

중요한 문장을 식별하여 요약문을 만든다. 추출 요

약은 생성 요약과 달리 원문서의 문장을 그대로 가

져오기 때문에 잘못된 정보 생성의 가능성이 적다.

또한 구조화된 글에 대해서는 효율적으로 요약문을

생성할 수 있다.

* 교신저자

최근 한국어로 사전 학습된 언어 모형들은 활발

하게 구축되고 있다. 특히 트랜스포머 기반 인코더

(BERT, Bidirectional Encoder Representation from

Transformers)[2][3]가 다양하게 개발되어 배포되고

있으며 우수한 성능을 보여주고 있다. 본 논문에서

는 여러 트랜스포머 기반 인코더들을 활용하여 추출

요약에 관한 성능을 비교했다.

2. 문서 요약

2.1 사전학습 언어 모델

사전학습된 언어 모델로 알려진 BERT, RoBERTa,

ELECTRA, BigBird를 한국어로 학습한 KoBERT,

KLUE-RoBERTa, KoELECTRA, KoBigBird를 중심으로

본 논문의 실험을 위해 사용하고자 한다.

1) BERT는 Transformer 아키텍쳐 기반으로 텍스

트의 양방향 컨텍스트를 동시에 고려하는 특징을 가

지고 있다. KoBERT는 한국어 위키 54,000,000개의

단어 및 5,000,000개의 문장으로 학습되었으며
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효율의 측면에서 중요한 요구사항이 되었다. 문서 요약은 자연어 처리의 한 분야로서 원본 문서의
핵심적인 정보를 유지하는 동시에 중요 문장을 추출 또는 생성하는 작업이다. 이 중 추출요약은 정
보의 손실 및 잘못된 정보 생성의 가능성을 줄이고 요약 가능하다. 그러나 여러 토크나이저와 임베
딩 모델 중 적절한 활용을 위한 비교가 미진한 상황이다. 본 논문에서는 한국어 사전학습된 추출 요
약 언어 모델들을 선정하고 추가 데이터셋으로 학습하고 성능 평가를 실시하여 그 결과를 비교 분석
하였다.

ACK 2023 학술발표대회 논문집 (30권 2호)

- 518 -

mailto:toiquen419@gmail.com
mailto:qkswnr0924@gmail.com
mailto:warmpark@t3q.com
mailto:shinsy@hanyang.ac.kr


Vocab의 크기는 8,002이다.

2) RoBERTa는 BERT에서 마스킹 방식을 동적 마

스킹 방식으로 바꿨으며 배치 사이즈를 확장해 학습

했다[4]. KLUE란 한국어 모델의 성능을 평가하기

위한 일련의 데이터셋으로, 이를 통해 RoBERTa를

사전 학습했다.

3) ELECTRA는 Replaced Token Detection이라는

학습 방식을 제시해 BERT의 학습 방식을 비용 효

율적으로 개선한 모델이다. 이는 Generator가 마스

킹된 토큰을 예측하고, Discriminator는 Generator가

생성한 토큰이 원본 문장의 토큰과 일치하는지 판별

하는 방식의 학습법이다. 결과적으로 BERT에 비해

더 적은 파라미터와 훈련 시간으로 높은 성능을 달

성한다[5]. KoELECTRA는 한국어 뉴스, 위키, 나무

위키, 신문, 메신저, 웹에서 말뭉치를 모아 34GB의

한국어 텍스트를 학습했다.

4) BigBird는 BERT의 512개의 제한된 입력 시퀀스

를 극복하기 위해 기존의 트랜스포머 모델과는 다른

어텐션 메커니즘이 제안된 모델이다[6]. 기존의 페어

와이즈 어텐션은 문장의 길이에 따라 계산 복잡도가

제곱으로 증가하므로 긴 문서의 처리에는 비효율적이

다. BigBird는 Sparse-attention을 기반으로 동작하며

Global Attention, liding Window Attention, Random

Attention 세 가지 어텐션 패턴을 조합해 사용한다.

BigBird는 최대 4,096개의 토큰을 입력 시퀀스로 받을

수 있다. 한편, KoBigBird는 모두의 말뭉치, Common

Crawl, 뉴스 등의 다양한 한국어 데이터로 학습되었

다.

2.2 추출 요약

추출 요약은 텍스트에서 중요한 텍스트 세그먼트

를 추출하여 요약하는 기법이다. 이는 원문의 내용

을 변형하지 않고, 원래 문장의 순서와 구조를 유지

하면서 요약을 생성한다.

입력 시퀀스는 토큰화 과정을 거친 후 [CLS]와

[SEP]토큰으로 감싸져 WordPiece 임베딩을 통해 벡

터로 변환되며 이를 input ids라고 한다. 이는 위치

임베딩 attention mask, 세그먼트 임베딩 token type

ids와 함께 트랜스포머 레이어로 전달된다.

레이어를 통해 문장의 깊은 표현이 학습되면 출

력된 [CLS]토큰은 문장의 전체 의미를 함축하고 있

다. 이를 pooler output 벡터라고 한다. pooler

output벡터를 추출 요약 레이어를 통해 스코어링하

여 문장의 중요도를 점수로 할당한다. 이 점수를 기

반으로 나열된 순위에 따라 상위 n개의 문장을 선택

해 요약이 생성된다.

추출 요약은 세 가지의 목표 과제가 제시된다. i.

문서 내에서 중요한 문장을 판별하는 것은 주관적일

수 있으므로, 모델이 일관성 있게 중요한 정보를 판

별할 수 있어야 한다. ii. 중요한 정보가 여러 문장에

반복되어 나타날 수 있으므로, 중복된 정보를 효과

적으로 제거해야 한다. iii. 문장 간의 관계나 문맥을

고려하여 요약이 연속적이면서 의미가 모호하지 않

게 해야 한다.

3. 실 험

3.1 문서 요약 데이터셋

본 논문에서는 AI hub 문서 요약 데이터셋 중

신문기사와 사설 데이터셋을 사용하여 추가 학습을

진행했다. 신문기사 데이터셋은 총 243,977개, 사설

데이터셋은 56,760개의 문서로 이루어져 있다. 신문

기사 1개의 문서는 평균 14개 문장, 221개 단어로

구성되어 있고, 사설의 경우 평균 20개 문장, 273개

단어로 구성되어 있다. 정답으로 주어지는 추출 요

약 문장은 신문기사 및 사설의 특성에 따라 (그림1)

과 같이 앞쪽 문장으로 라벨링 되어 있다. (그림1)은

원문의 몇 번째 문장에 정답 요약문이 얼마나 많이

위치하는지 보여주는 분포 그래프이다.

총 데이터 가운데 신문기사와 사설 각각 10,000

개, 20,000개의 문서로 학습 데이터를 구축했다. 데

이터에 포함된 html 혹은 url 등의 정보와 특수문자,

정답값이 누락된 데이터는 제거하였다.

(그림 1) 신문기사(좌)와 사설(우)의 라벨링된 요약문의 문장

위치 분포

3.2 BERTSUM
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BERTSUM 모델은 BERT를 추출 요약에 맞게

파인튜닝(fine-tuning)한 모델이다. BERT를 이용하

여 입력 데이터를 임베딩하고, 추출용으로 기능하도

록 추가한 층에 입력으로 사용된다. 문서 요약에 특

화된 BERTSUM에서는 임베딩 단계에서도 기존의

BERT와 다른 형태로 데이터 입력을 받는다. 입력

데이터의 맨 앞에만 [CLS] 토큰을 추가한 기존

BERT와는 달리, 각각의 문장 앞에 [CLS] 토큰을

추가하여 각 문장들의 특징을 해당 토큰에 담을 수

있도록 수정했다. 또한 두 개 이상의 문장에 대해서

도 세그먼트 임베딩을 진행할 수 있도록 했다. 이를

통해 문서 단위 입력에 대한 이해를 높인다. BERT

임베딩을 거치고 나면 각각의 문장 표현을 담은

[CLS] 토큰을 출력값으로 얻게 되고 이를 상단에

추가된 요약용 층에 입력한다. 요약층에서는 문장

간의 관계를 파악하기 위해 입력값에 각 문장의 위

치를 나타내는 포지셔닝 임베딩을 더해주고, 시그모

이드 함수를 통해 각 문장별로 요약에 포함할지를

결정한다[7].

본 논문에서는 임베딩 단계에서 한국어로 사전

학습된 KoBERT, KLUE-RoBERTa, KoELECTRA,

(그림2) BERTSUM 모델의 내부 구조

KoBigBird 모델과 그리고 카카오에서 배포한 문서

추출 요약 모델인 Pororo와 비교 실험하였다. 각 사

전학습 모델별로 호환되는 토크나이저를 사용한 것

이외에는 동일하게 학습을 진행했다. 학습의 경우

20,000개의 학습 데이터셋에 평균 문장 수를 곱하고

20 epoch로 나누어 배치 사이즈와 스텝을 선정하였

다. 이후 <표1>과 같은 20,000개 데이터셋을 학습한

결과 중 우수한 결과를 달성한 모델에 대해 <표2>

와 같이 신문 기사 243,977개 및 사설 56,760개로 이

루어진 300,737개 전체 데이터셋을 학습하고 비교실

험하였다.

4. 성능 평가

문서 요약의 성능 평가를 위해서 가장 많이 사용

되는 ROUGE(Recall-Oriented Understudy for Gisting

Evaluation)를 이용하였다. ROUGE-1과 ROUGE-2 는

각각 모델의 요약 결과와 정답 값 간 겹치는

unigram과 bigram 수를 보는 지표다. ROUGE-L은

LCS 기법을 이용해 최장 길이로 매칭되는 문자열을

측정한다[8]. 본 논문에서는 rouge-score 라이브러리

를 사용하여 ROUGE 점수를 측정했다. 또한 한국어

기반 측정을 위하여 Mecab 형태소 분석을 사용했

다.

<표1>의 결과에서 LEAD는 뉴스 기사의 특성상

글의 앞쪽에 중요 정보가 있다는 가정을 기반으로,

뉴스 기사의 첫 3문장을 정답 요약문으로 작성한 경

우이다. ORACLE은 greedy하게 추출된 정답 요약문

이다. 이는 존재하는 대부분의 데이터셋이 생성 요

약을 기준으로 작성되었기 때문에 추출 요약 학습에

사용하기 위해 ROUGE-2를 최대화하는 문장을 자

체적으로 생성한 것이다[7].

<표1> 사전학습 모델별 BERTSUM 결과-1

(20,000개 데이터셋 학습한 실험군)

<표2> 사전학습 모델별 BERTSUM 결과-2

(300,737개 데이터셋 학습한 실험군)

KoBERT은 <표1>의 20,000개의 데이터셋으로

학습시킨 시킨 결과에서는 ROUGE 점수는 높게 나

왔으나 휴먼 검증을 거치는 요약의 질적 평가에서는
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성능이 다소 낮았다. <표2>의 전체 데이터셋으로

학습한 경우 ROUGE는 다소 낮았으나 요약의 질은

우수하였다. 이는 BERT의 입력 형식상 512개의 토

큰을 넘을 수 없는데, 학습은 문서 단위로 입력되기

때문에 전체 문장을 표현하는 [CLS] 토큰의 개수가

전체 문장 수보다 적게 형성됨을 확인했다.

<표1>의 성능 결과중 KLUE-RoBERTa는 허깅

페이스에서 배포한 모델이며 base와 large 모두

KoBERT 토크나이저와 동일한 것을 사용한다. 측정

된 ROUGE 점수는 KoBERT 보다는 낮았지만, 요약

의 질은 더 높았다. 이는 RoBERTa가 기존에

BERT에서 사용되던 NSP 학습을 제거하고 최대

512개의 토큰 제한을 극복한 것을 확인하였다.

Pororo는 RoBERTa를 베이스로 하는

brain-RoBERTa를 사전학습한 모델을 사용하고 있

으며 추출 요약을 포함하여 20개 이상의 기능을 제

공하는데, 원하는 문장 수만큼 추출 가능하다.

KoELECTRA는 BERT의 MLM 학습을 제거하

고 RTD(Replaced Token Detection task)를 이용하

여 학습을 진행하였다. <표1>의 실험 결과에서는

KoBERT와 유사한 수준의 성능을 보이고 있으나,

기존 BERT 보다 효율적인 학습이 가능하고 성능이

좋다고 알려진 것처럼[5] <표2>의 실험 결과에서는

우수한 성능을 보여주고 있다.

KoBigBird의 경우, 문서 단위의 데이터셋을 입력

가능하고 BERT의 512개 토큰의 개수 제한의 한계

를 극복하고 문장을 표현하는 [CLS] 토큰의 누락이

없이 최대 토큰을 적용할 수 있어 우수한 성능을 확

인할 수 있었다.

5. 결 론

본 논문에서는 트랜스포머 기반 인코더를 적용한

BERT에 다양한 사전학습 언어 모델을 활용하여 한

국어 문서 추출 요약을 진행하고 ROUGE를 이용하

여 성능을 평가하여 그 결과를 비교하였다.

KoBERT의 경우 BERT 모델의 제한된 토큰 개

수로 인해 문서 단위 입력에 있어 정보 누락이 발견

되었으나, KLUE-RoBERTa, KoELECTRA,

KoBigBird는 BERT의 토큰 제한 한계점을 극복하면

서 성능이 향상됨을 확인할 수 있었다. 특히,

KoBigBird의 경우는 최대 토큰 개수를 4,096개까지

늘리면서 문장 개수가 많은 문서에 대해서도 추출 요

약이 가능하며 성능 평가에서도 상대적으로 높음을

확인하였다. 본 논문에서는 ROUGE를 이용하여 성능

평가를 실시 하였으나 ROUGE는 문장 간 겹치는 단

어를 수치적으로 판단하여 점수를 내기 때문에 실제

추출 요약문이 의미적으로 원문서의 중요 정보를 추

출했는지를 판단하기에는 여전히 어려움이 있다. 따

라서 향후 계획으로 요약문의 성능을 평가하기에 더

효율적인 지표를 발굴하고 분석하고자 한다.
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