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요       약 

최근 GPT-3 와 LLaMa 같은 생성형 거대 언어모델을 활용한 서비스가 공개되었고, 실제로 많은 사

람들이 사용하고 있다. 해당 모델들은 사용자들의 다양한 질문에 대해 유창한 답변을 한다는 이유

로 주목받고 있다. 하지만 LLMs 의 답변에는 종종 Inconsistent content 와 non-factual statement

가 존재하며, 이는 사용자들로 하여금 잘못된 정보의 전파 등의 문제를 야기할 수 있다. 이에 논문

에서는 동일한 질문에 대한 LLM 의 답변 샘플과 외부 지식을 활용한 Hallucination Detection 방법

을 제안한다. 제안한 방법은 동일한 질문에 대한 LLM 의 답변들을 이용해 일관성 점수(Consistency 

score)를 계산한다. 거기에 외부 지식을 이용한 사실검증을 통해 사실성 점수(Factuality score)를 

계산한다. 계산된 일관성 점수와 사실성 점수를 활용하여 문장 수준의 Hallucination Detection 을 

가능하게 했다. 실험에는 GPT-3 를 이용하여 WikiBio dataset 에 있는 인물에 대한 passage 를 생성

한 데이터셋을 사용하였으며, 우리는 해당 방법을 통해 문장 수준에서의 Hallucination Detection 

성능이 baseline 보다 AUC-PR scores 에서 향상됨을 보였다. 

 

1. 서론 

최근 GPT-3[1], LLaMa[2]와 같은 생성형 거대 언어모델

(Generative Large Language Model)들이 공개되었고, 해당 

모델들은 여러 사용자들의 다양한 질문에 대해 유창하고 

사실적인 답변을 생성한다는 이유로 많은 관심을 받고 있

다. 또한, 이러한 모델들은 정보 검색, 문서 요약 등 다양한 

분야에서 활용되고 있다.  

비록 LLMs 가 유창하고 사실적인 답변을 생성한다고 

하지만, LLMs 의 답변에는 종종 Inconsistent content 와 

non-factual statement 가 포함되는 경우가 있다. 이는 사용

자들로 하여금 잘못된 지식을 받아들이고 전파하게 되는 

등의 문제를 야기할 수 있다.  이로 인해 발생하는 피해를 

예방하기 위해서는 LLMs 의 답변에서의 Hallucination 
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Detection 에 관한 연구가 필요하다.  

Inconsistent content 란 생성된 답변에 있는 문장들의 내

용이 서로 연관성이 없는 경우를 말한다. 이러한 답변의 

Inconsistency 는 동일한 질문을 사용하여 계속해서 답변을 

 생성하고, 생성된 답변을 샘플로 활용하여 일관성 점

수를 계산하고 이를 통해 일관되지 않은 내용의 문장을 검

출할 수 있다. 하지만 이러한 일관성 확인 방법은 외부 지

식(External Knowledge)을 사용하지 않기 때문에 답변의 

사실성에 대해서는 판단하기 어렵다. 따라서 사실이 아닌 

내용을 포함하는 non-factual statement 의 검출을 위해서는 

외부 지식을 활용한 사실 검증이 필요하다.  

이에 본 연구에서는 문장 수준의 Hallucination Detection

을 위해 일관성 확인과 외부 지식을 활용한 사실 검증을 
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동시에 진행하는 방법을 제안한다. 

 

먼저, 문장 수준의 일관성 확인을 통해 답변에서 각 문

장들의 일관성 점수(Consistency score)(그림 1. b)를 계산

한다. 그런 다음 외부 지식을 활용해 사실성 점수

(Factuality score)(그림 1. a)를 계산하고, 각각의 점수를 가

중합한다. 계산된 점수를 문장 수준의 Fact Score 로 사용

하여 Hallucination Detection 을 진행한다.  

 

2. 관련 연구 

2.1 Hallucination Detection for Large Language Model 

Text generation 분야의 다양한 task 에서의 Hallucination

에 관한 연구와 조사는 활발히 진행되고 있다[3]. Manakul 

et al. (2023) [4]은 zero-resource black-box approach 를 통한 

Hallucination Detection 연구를 진행했다. 해당 접근법은 

외부 지식없이 동일 질문에 대해 생성된 답변들을 샘플링

하고, 해당 답변에서의 일관성을 계산한다. 하지만 이러한 

방법은 외부 지식을 사용하지 않기 때문에 생성된 답변이 

실제로 사실인지 판단하지 못하는 문제가 있다. 

 

2.2 Fact Verification 

외부 지식을 활용하여 생성된 답변의 Hallucination 을 

검증하는 것은 사실 검증(Fact Verification task)과 유사하

다. Wadden et al. (2022) [5]은 해당 연구에서는 사실 검증

을 위해 사용하는 외부 지식 토큰의 개수가 512 를 초과하

는 경우가 있었기 때문에 Longformer model [6]을 encoder

로 사용하여 full-context encoding 을 진행하였다.  

본 연구에서 외부 지식으로 사용하는 데이터 또한 512

개 이상의 토큰을 가지는 데이터(Section 4.1)가 존재하기 

때문에 Longformer model 로 full-context encoding 을 진행

하였다. 

 

 

3. 방법 

Notation. 𝑅 은 사용자의 질문을 통해 LLM이 생성한 답

변을 의미한다. 앞과 동일한 질문을 사용하여 추가적으로 

생성한 𝑁  개의 답변 샘플들은 {𝑆1,  𝑆2,  … ,  𝑆𝑁}으로 표기

한다. 또한, 𝑖번째 문장에 대한 문장 수준의 hallucination 점

수 𝑆HALLUCINATE(𝑖)는 𝑆HALLUCINATE(i) ∈ [0.0,  1.0]의 범위를 

가지며 𝑖번째 문장이 hallucination 된 문장이라면 𝑆(𝑖) →

1.0가 되도록 설계되었다. 

 

 

 

3.1. Sentence-level Consistency Score 

ℬ(. , . )는 두 문장 사이의 BERTScore 를 의미한다. 

BERTScore 를 이용하여 추가적으로 생성된 샘플들의 

문장 중 가장 점수가 높은 문장들의 평균 점수를 계산

하고 이를 일관성 점수(𝑆Consistency(𝑖))로 사용한다(그림 

1. b). 

 

  𝑆Consistency(𝑖) =
1

𝑁
∑ 𝑚𝑎𝑥

𝑘
(ℬ(𝑟𝑖 , 𝑠𝑘

𝑛))𝑁
𝑛=1            (1) 

 

𝑟𝑖는 𝑅에 있는 𝑖번째 문장을 나타내고, 𝑠𝑘
𝑛은 𝑛번째 샘플 

𝑆𝑛의 𝑘번째 문장을 나타낸다. (1)은 일관성 확인을 통해 𝑟𝑖

가 포함하는 정보가 여러 번 생성된 답변에서 일관되게 나

타난다면 해당 정보는 사실일 것이라 가정한다. 반대로 해

당 정보가 생성된 답변에서 일관되지 않고 서로 다르게 나

타난다면 해당 문장이 hallucination 되었을 거라 가정한다.  

 

3.2. Sentence-level Factuality Score 

𝓒(. , . )는 코사인 유사도를 의미한다. 𝑟𝑖와 full-context 

encoding 이 진행된 외부지식 벡터 𝐾사이의 코사인 유사

도를 계산하고, 이를 사실성 점수(𝑆𝐹𝑎𝑐𝑡(𝑖))로 사용한다(그

(그림 1) 제안된 Hallucination Detection 구조 
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림 1. a). 

 

𝑆𝐹𝑎𝑐𝑡(𝑖) = 𝒞(𝐾,  𝑟𝑖)                           (2) 

 

3.3. Sentence-level Hallucination Score 

식 (1)을 통해 계산된 일관성 점수(𝑆Consistency(𝑖))에는 외

부 지식이 사용되지 않기 때문에 해당 문장이 실제로 사실

인지 판단할 수 없다. 때문에 식 (2)를 통해 계산된 문장 수

준의 사실성 점수(𝑆Fact(𝑖) )를 일관성 점수와 가중합하여 

문장 수준의 Hallucination 점수(𝑆HALLUCINATION(𝑖) )를 계산

한다. 가중치(β1,  β2)는 각각 0.5, 0.5 로 설정하여 계산하였

다. 

 

𝑆𝐻𝐴𝐿𝐿𝑈𝐶𝐼𝑁𝐴𝑇𝐼𝑂𝑁(𝑖) = 1 − (β1 ⋅ 𝑆𝐶𝑜𝑛𝑠𝑖𝑠𝑡𝑒𝑛𝑐𝑦(𝑖) + β2 ⋅ 𝑆𝐹𝑎𝑐𝑡(𝑖)) (3) 

 

식 (3)을 통해 계산된 점수를 통해 최종적으로 문장 수

준의 Hallucination Detection 을 진행한다. 

 

4. 실험 

4.1. 데이터셋 

 

(그림 2) 데이터 주석처리 과정 

 

실험에는 Manakul et al. (2023) [4]의 연구에서 사용한 

데이터셋을 사용하였다. 사용된 데이터는 기본적으로 두 

단계를 거쳐 만들었다. 먼저 Wikibio dataset[7]에 있는 인

물에 대한 Wikipedia 형식의 글을 GPT-3 를 이용하여 생성

한다. 그 다음 일일이 문장 단위로 주석처리를 진행했다

(그림 2). 각 주석의 기준은 아래와 같다.  

 

⚫ Major Inaccurate (Non-Factual, 1) : 문장이 포함

하는 내용이 주제와 관련이 없는 경우 

⚫ Minor Inaccurate (Non-Factual, 0.5) : 문장이 포함

하는 내용 중 사실이 아닌 내용이 있지만, 전체

적으로 주제와 관련된 내용을 포함하는 경우 

⚫ Accurate (Factual, 0) : 문장이 포함하는 내용이 

사실인 경우 

 

실험에 사용한 외부 지식에는 <표 1>에서 볼 수 있듯이 

512 개 이상의 토큰을 가지는 데이터가 약 15.6%비율로 존

재하기 때문에 일반적인 transformer 기반의 언어 모델인 

BERT 나 RoBERTa 가 아니라 Longformer model 을 통해 

full-context encoding 을 진행했다. 

 

 

<표 1> Wikipedia text 데이터 통계 

#Passages Avg of tokens > 512 tokens 

238 376.6 15.6% 

 

 

4.3. 결과 

실험 결과에 앞서 먼저 본 연구에서 제안하는 방법이 

문장의 사실성을 파악하는 능력을 평가하기 위해 레이블

을 두 개의 클래스로 재 분류했다. Major-inaccurate 레이블

과 minor-inaccurate 레이블을 전부 non-factual 클래스로 묶

어주었고, accurate 레이블을 factual 클래스로 변경해주었

다. 

(그림 3)과 <표 2>에서 볼 수 있듯이 외부 지식없이 일

관성 점수만을 활용하여 문장 수준의 hallucination 

detection 을 진행한 경우 보다 제안하는 방법을 통해 문장 

수준의 hallucination detection 을 진행할 때 성능이 향상됨

을 알 수 있다. 특히, non-factual 클래스 검출에서의 성능 

향상이 factual 클래스 검출에서의 성능 향상보다 큰 것을 

보아 보다 정확한 hallucination detection 을 위해 외부 지식 

정보가 필요함을 알 수 있다. 

 

 

 
(그림 3) PR-Curve of detection non-factual and factual 

sentences 

 

<표 2> AUC-PR for sentence-level detection tasks. 

Method 
Sentence-level (AUC-PR) 

NonFact                  Factual 

Random 72.96 27.04 

w/o Knowledge 81.20 43.41 

w/   Knowledge 82.66 43.42 
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5. 결론 

본 연구에서는 LLMs 가 사용자의 질문을 받아 생성하

는 답변에서의 Hallucination 검출을 위한 방법을 제안한다. 

일관성 확인(Consistency-Check)방식을 통해 생성된 답변

들이 일관된 정보를 포함하는지에 관한 점수를 계산하고, 

추가로 생성된 답변이 가지고 있는 정보가 실제 지식과 비

교하여 얼마나 사실적인지를 나타내는 점수를 답변과 외

부 지식과의 유사도를 바탕으로 계산하여 이용함으로써 

일관성 확인 방식만을 사용한 Baseline 보다 AUC-PR score

에서 성능이 향상됨을 보였다.  
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