
1. 서론

최근 다양한 산업 분야에서 생성 모델이 활용이

되고 있다. 그중, Cycle GAN은 원본 이미지의 형태

를 유지하면서도 도메인만 변환하는 목적으로 의료,

자율 주행 등 다양한 분야에서 활용되고 있다.[1] 본

논문에서는 여러 분야에서 많이 사용되는 Cycle

GAN 모델의 성능 개선을 위해 다른 활성화 함수와

의미적 단계까지 고려한 새로운 손실 함수를 제안한

다. 특히 최근 예술 분야에서 생성 모델이 각광받는

만큼, 본 논문의 모델로 화풍 변환 모델을 제작해

성능 평가 및 예술 분야 발전에 기여하도록 한다.

2. 관련 연구

2.1 Cycle GAN

Cycle GAN은 단순히 loss만 줄이고 특정 mode에

강하게 쏠려 서로 다른 이미지에서 같은 이미지가

생성되는 Mode Collapse 문제를 방지하기 위해 [그

림 1]과 같은 순환 구조로 구현된 생성 모델이다.[2]

해당 모델의 생성자는 기본적으로 3가지 손실 함수

로 구성되어 있고, 활성화 함수는 ReLU를 이용했다.

[그림 1. Cycle GAN 모델 구조도]

2.2 VGG16

VGGNet은 이미지 분류 대회에서 준우승한 CNN

네트워크로 이미지 분류 및 특징을 추출할 수 있다.

본 논문에서는 VGG16을 이용해 의미적인 특징을

추출할 수 있도록 하였다.

3. 문제 제기

3.1 활성화 함수 ReLU의 문제점

원본 Cycle GAN에서는 활성화 함수로 ReLU를

이용했다. ReLU는 음수인 값들은 0으로 만들어 이

후 레이어에서 학습이 이루어지지 않는 현상이 발생

할 수 있다. 따라서 음수에서는 f(y)=0.01y를 따르는

Leaky ReLU를 이용해 해당 현상을 피하고자 한다.
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3.2 의미적인 손실 고려

Cycle GAN처럼 GAN 모델을 반전시킬 때는 입

력 이미지의 픽셀 값을 복원시키는 것 이외에도 의

미론적으로도 유의미하게 반전시켰는지 고려해야 한

다.[3] Cycle GAN이 나올 당시에는 픽셀 값만을 고

려해 손실 함수를 구성했었다. 본 논문에서는 의미

론적인 단계도 고려하도록 하였고, 이는 4. 제안 알

고리즘을 따른다.

4. 제안 알고리즘

- Feature Extractor를 이용한 Semantic loss 추가

Cycle GAN은 순환 구조를 통해 출력 이미지를

입력 이미지로 복원할 수는 있지만 픽셀 단계에 초

점을 두고 복원을 하는 방식이다. 본 논문에서는 아

래와 같은 수식을 기존 Cycle GAN 손실 함수에 추

가해 의미적인 단계도 같이 고려를 하도록 한다.

(1)

(2)

(3)

X, Y는 각각의 도메인에 해당되는 데이터 셋이다.

V는 VGG 모델을 이용한 Feature Extractor, G는 X

에서 Y 도메인으로, F는 Y에서 X 도메인으로의 생

성기이다. D는 각각의 도메인 데이터인지 판별하는

판별기이다. (1), (2)는 기존 Cycle GAN의 손실 함

수와 동일한 부분이다. (1)은 일반적인 GAN에서 사

용하는 loss이고, (2)는 순환 구조를 거쳐서 복원된

이미지가 처음 이미지와 동일한 지 평가하는 부분이

다. (3)은 본 논문에서 추가해 준 새로운 부분으로

아래와 같은 수식으로 구성되어 있다.

해당 수식을 통해 기존 이미지와 순환 구조를 거

치고 돌아온 이미지에 대해 VGG16을 이용한 특징

추출 값도 비교해 의미적인 단계도 고려할 수 있도

록 한다. 이를 통해 픽셀 레벨에서의 측면과 의미적

레벨 두 가지 측면에서 이미지 생성이 가능해진다.

5. 실험 결과

Origin

CycleGAN

Leaky

ReLU

Semantic

Loss
Hybrid

FID

Score
199.29 201.94 192.47 189.71

[표 1. 각 방식을 추가한 모델들의 FID Score 값]

모델의 정량적인 평가를 위해 모델로 사진을 고흐

의 화풍으로 변환하고 실제 고흐 그림과의 FID

Score를 계산했다. FID는 두 그룹의 이미지 분포 거

리를 계산한다. 따라서 일반적으로 FID의 수치가 낮

을수록 좋다. 실험 결과 Leaky ReLU와 Semantic

loss를 추가한 Hybrid 방식이 기존 논문 방식과 각

각 이용하는 것보다 최대 10점 정도 좋게 나온 것을

확인할 수 있다.

[그림 2. 원본, Cycle GAN, Hybrid 결과 비교 사진]

정성적인 평가 또한 Cycle GAN 모델을 그대로

이용한 가운데 사진보다 Hybrid 방식의 오른쪽 사

진이 하늘 부분의 노이즈 해결과 풀같은 원본의 질

감 특징을 더 많이 유지하면서 화풍도 잘 반영한 것

을 알 수 있다.

[그림 3. Hybrid 모델의 판별자, 생성자 Loss 결과]

학습 결과 판별자와 생성자의 Loss 그래프도 크

게 발산되지 않고 학습이 진행된 것을 알 수 있다.

6. 결론

본 논문에서는 기존과 다르게 의미적인 단계까지

고려한 개선된 Cycle GAN 모델을 제안해 생성된

이미지의 품질을 향상시켰다. 해당 도메인 외에도

제안된 모델을 통해 의료, 자율 주행 등 여러 도메

인에 적용시켜 성능 향상을 기대할 수 있을 것이다.

본 논문은 과학기술정보통신부 정보통신창의인재양성사업의

지원을 통해 수행한 ICT멘토링 프로젝트 결과물입니다.
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