
1. 서론

AI 분야에서는 거대 모델 및 대용량 데이터셋을

통한 성능 향상 시도가 이어짐에 따라 학습 시간 단

축이 중요한 과제로 떠올랐다. 이에 따라 멀티 GPU

환경에서의 동기식 분산 딥러닝이 표준적 방법으로

사용되고 있다. 멀티 GPU 환경에서 분산 학습을 적

용하는 경우 배치 사이즈 확장이 용이하며, 배치 사

이즈 선택에 따라 학습 속도 및 학습 모델 품질이

달라진다. 따라서, 본 연구는 배치 사이즈 변화가 동

기식 분산 딥러닝을 통한 모델 학습 시간 및 정확도

에 미치는 영향을 분석하고 실험을 통해 검증한다.

2. 동기식 분산 딥러닝 환경에서의 학습

분산 학습 방식으로 여러 노드에서 학습을 진행

하면 워커 노드의 수가 증가함에 따라 단일 GPU의

메모리 용량에 국한되지 않고 글로벌 배치 사이즈를

증가시킬 수 있다. 하지만 배치의 크기를 증가시킬

때의 정확도와 손실, 그리고 속도 간의 trade-off가

존재하기에 분산 학습 환경에서의 최적의 배치 사이

즈 탐색은 중요한 과제이다.

2.1 Horovod

본 연구의 실험에서는 동기식 분산 딥러닝 프레임

워크인 Horovod를 사용하였다. Horovod는 연산을

수행하는 모든 노드의 그래디언트 연산이 끝난 후 평

균이 종합되는 동기식 처리 방식이며, 노드간 상호

그래디언트 취합 및 반영이 이루어지는 Ring-

AllReduce 방식이다.

Ring-AllReduce 방식은 Horovod에서 사용하는

동기식 분산 학습 기법으로, 효율적인 대역폭 활용을

강점으로 갖는 링 토폴로지 상에서의 AllReduce 집

합 통신 기법이다. 자세한 방식은 그림 1과 같다.

(그림 1) Ring-AllReduce 방식 구조도
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요 약
동기식 분산 딥러닝 기법은 그래디언트 계산 작업을 다수의 워커가 나누어 병렬 처리함으로써 모
델 학습 과정을 효율적으로 단축시킨다. 배치 사이즈는 이터레이션 단위로 처리하는 데이터 개수를
의미하며, 학습 속도 및 학습 모델의 품질에 영향을 미치는 중요한 요소이다. 멀티 GPU 환경에서 작
동하는 분산 학습의 경우, 가용 GPU 메모리 용량이 커짐에 따라 선택 가능한 배치 사이즈의 상한이
증가한다. 하지만 배치 사이즈가 학습 속도 및 학습 모델 품질에 미치는 영향은 GPU 활용률, 총 에
포크 수, 모델 파라미터 개수 등 다양한 변수에 영향을 받으므로 최적값을 찾기 쉽지 않다. 본 연구
는 동기식 분산 딥러닝 환경에서 실험을 통해 최적의 배치 사이즈 선택에 영향을 미치는 주요 요인
을 분석한다.
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3. 실험

3.1 실험 배경 및 실험 환경

다중 워커로 분산 학습을 수행하는 환경에서 미니

배치 크기의 최적성에 영향을 미치는 요인을 워커 개

수, 실행 시간, 모델 정확도로 나누어 이 요인들 간의

상호 관계를 분석하는 것을 실험의 목적으로 하였다.

또한 모든 실험은 CIFAR-10 데이터셋을 통해

ResNet-18 모델을 학습하는 방식으로 수행하였다.

VM Instance Type GN7.XLARGE320

Number of vCPU 80
Memory 320GB
GPU 4*NVIDIA T4

Processor
Inter Xeon Cascade

Lake(2.5GHz)
Private Network

Bandwidth
25Gbps

Packets In/Out 5600k PPS

<표 1> 실험 환경 정보

표 1과 같은 환경에서 배치 사이즈를 8, 16, 32,

64, 128, 256 총 6단계로 나누어 실험을 진행하였다.

3.2 실험 결과 및 분석

(그림 2) 배치 사이즈 별 loss 추이

(그림 3) 배치 사이즈 별 accuracy 추이

학습 소요 시간은 8부터 256까지 배치 사이즈가

커질수록 14,892초에서 8,282초, 5,379초, 2,977초,

2,300초, 2,069초로 감소했다. 배치 사이즈 16은 8에

비해 학습 시간이 약 55.6% 소요되어, 가장 큰 폭으

로 감소했다. 학습 정확도는 배치 사이즈 8에서

0.3282, 16에서 0.9106으로 약 2.8배 증가하였다. 배

치 사이즈 32, 64, 128, 256에서는 각각 정확도

0.9381, 0.9464, 0.9465, 그리고 0.8907을 기록하였다.

데이터에 대한 모델의 오류를 나타내는 지표인 손실

률은 배치 사이즈 8에서부터 256까지 차례대로

1.7422, 0.2614, 0.1765, 0.1490, 0.1497, 0.3073 0.3073

을 기록하였다(그림 2).

배치 사이즈 16, 32, 64, 128, 256에서 각 단계별

로 1.03배, 1.01배, 1.0001배로 정확도의 증가 폭이

점차 줄었으며(그림 3), 배치 사이즈 128과 256은 증

가율이 1 미만(0.94), 즉 감소하였다. 정확도는 이터

레이션 횟수와 수렴률의 영향을 받아 결정되는데,

배치 사이즈 256에서의 정확도 감소는 이터레이션

횟수는 감소하였으나 수렴률 증가가 그 폭에 미치지

못하여 총 학습 정확도가 감소하였기 때문이다. 배

치 사이즈 128에서 256으로 증가 시 학습 손실률이

다시 증가하게 된 것도 같은 원인 때문이다.

4. 결론 및 향후 과제

동기식 분산 딥러닝 환경에서 배치 사이즈 별 GPU

이용률과 이터레이션 수 변화로 인해 학습 성능을 결

정짓는 정확도와 손실률, 그리고 학습 시간이 달라짐

을 밝혔다. 본 연구의 실험에서 배치 사이즈별로 성

능 증가 폭과 학습 시간의 감소폭에 차이가 있던 점

을 토대로 볼 때, 동기식 분산 딥러닝 환경에서 학습

진행 상황별로 최적의 배치 사이즈는 고정적이지 않

을 것이라는 결론을 내릴 수 있다. 따라서 학습 단계

마다 동적인 배치 사이즈 설정이 가능하도록 하여,

각 단계에서 최적의 GPU 사용과 학습 시간 단축

달성이 본 연구를 비롯한 동기식 분산 딥러닝 분야

에서의 향후 과제가 될 것이다.
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