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1. 서론

최근 폐기물 처리 문제는 전 세계적으로 증가하고

있는 문제 중 하나이다[1]. 이에 대한 대안으로 딥러

닝을 이용한 이미지 기반 폐기물 분류 시스템을 구

축하는 것이 제안되었다[2].

자동화 시스템을 구현하기 위해서는 객체 분류가

핵심적인 요소이다. 하지만 폐기물은 종류가 다양하

고, 수집 난이도가 품목마다 달라 데이터 불균형이

발생하여 모델 성능 저하 요소가 된다.

이러한 문제를 해결하기 위해, 본 논문에서는

VAE(Variational Auto-Encoder), GAN(Generative

Adversarial), Diffusion Model 기반의 증강방식을

실험함으로써 이미지 생성 모델 성능을 비교한다.

직접 수집한 이미지 데이터를 이용하여 학습 데이

터 셋을 구성하고, 다양한 형태를 가진 이미지를 생

성한다. 이후에 각 증강 방법에 대해 객체 분류 성

능 검증 및 평가를 진행하여 데이터의 불균형을 가

장 잘 해결한 생성 모델을 탐색한다. 이를 통해 데

이터 증강 과정에서 적절한 생성 모델을 이용한 데

이터 생성으로 다양한 객체와 모양을 가진 폐기물에

대한 인식 정확도 향상을 기대할 수 있다.

2. 관련 연구

2.1 객체 분류

객체 분류는 컴퓨터 비전 기술로, 데이터를 인공

신경망에 학습시켜 객체를 분류하는 방법이다. 최근

객체 분류를 사용하여 폐기물을 분류하려는 다양한

시도가 있었다[3].

ResNet은 깊은 신경망을 효율적으로 학습시키기

위한 분류 모델 중 하나로, Skip Connection을 이용

하여 기울기 소실 문제를 해결하였다[4]. 본 연구에

서는 폐기물 생성 이미지 성능 평가로 보편적으로

많이 사용되는 ResNet을 사용한다.

2.2 데이터 생성

데이터 생성은 기존의 데이터를 이용해 이미지를

다양한 방식으로 증가시켜 데이터 불균형을 해소하

는 방법이다. 최근 연구로 생성 네트워크 모델을 사

용해 데이터를 생성하여 모델의 일반화 성능을 향상

시키는 방법이 대두 되었다[5].

본 논문에서는 각 생성 네트워크 모델 중 성능이

뛰어난 VQ-VAE[6], BIGGAN[7], DDPM[8] 중 에

서 어느 모델이 객체 분류 모델의 성능 향상에 가장

큰 기여를 하는지 실험하고자 한다.
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요 약
이미지 기반 폐기물 처리시스템에서 품목별 상이한 수집 난이도로 인해 발생하는 데이터 불균형으
로 분류 모델 학습에 어려움이 따른다. 따라서 본 논문에서는 폐기물 분류 모델의 성능 비교를 통해
적합한 이미지 생성 모델을 탐색한다. 데이터의 불균형을 해결할 수 있도록 VAE(Variational
Auto-Encoder), GAN(Generative Adversarial Networks) 및 Diffusion Model을 이용하여 이미지를
생성한다. 이후 각각의 생성 방법에 따라 학습데이터와 병합하여 객체 분류를 진행하였다. 정확도는
VAE가 84.41%로 3.3%의 성능 향상을, F1-점수는 Diffusion Model이 91.94%로 6.14%의 성능 향상
을 이루었다. 이를 통해, 데이터 수집에서 나타나는 데이터 불균형을 해결하여 실 사용환경에 알맞은
시스템을 구축이 가능함을 확인하였다.
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3. 수집 데이터셋 및 전처리

데이터 생성 및 학습에 사용할 데이터는 직접 수

집한 폐기물 이미지를 사용하였다. 수집 데이터의

품목과 개수는 <표 1>과 같다.

아령, 전자레인지, 도마 품목은 다른 데이터에 비

해 적게 수집되어 데이터 불균형이 발생하였다. 데

이터 불균형 해결하기 위해, 데이터가 500개 이하

품목인 아령, 전자레인지, 도마에 생성 모델을 적용

하였다. 생성 모델이 이미지의 특징점을 원활하게

학습하기 위해, 학습 이미지를 128*128 pixel 크기로

통일하고, 정규화하는 전처리를 진행하여, 이미지 배

치의 일반화 성능을 향상시켰다.

4. 실험

4.1 데이터 증강

본 연구에서는 생성모델을 이용하여 이미지 데이

터를 생성한다. BIGGAN, VQ-VAE, DDPM과 <표

2>의 파라미터를 사용하여 생성 모델을 학습하였다.

(식1)은 DDPM의 확산 프로세스, (식2)는 역프로

세스로 (식1)을 이용하여 이미지에 가우시안 노이즈

를 추가하고, (식2)를 이용하여 초기 이미지의 확률

분포를 학습하였다[8].

(식3)

(식3)은 BIGGAN의 판별자의 손실 함수로 hinge

Loss을 사용한다[9]. 생성자가 생성한 가짜 이미지

와 판별자의 진짜 이미지에 대한 출력값에 따라 학

습 유무를 결정하여, GAN모델의 학습 불균형 문제

를 해결하였다.

(식4)

(식4)는 VQ-VAE의 손실함수로, 식을 이용하여

VQ-VAE의 인코더와 디코더를 학습하였다[6].

위의 파라미터와 수식으로 학습한 생성모델 이미

지는 (그림 1)과 같다.

4.2 분류 모델 학습

수집 데이터에 대해 8:2로 학습데이터와 검증데

이터로 분류하였으며, ResNet50 분류 모델을 이용하

여 학습을 진행하였다. 학습 횟수 30, 배치 크기는

128, 학습률은 0.1로 학습하였다. 학습 중의 손실 값

은 (그림 2)와 같다.

자전거 소화기 킥보드 빈화분 의자
헤어

드라이기 합계
1000 923 657 788 1000 823

도마 아령 가방 다리미
전자

레인지
선풍기

9,059
474 325 1000 951 493 625

<표 1> 수집한 데이터의 품목과 개수

Model VQ-VAE BIGGAN DDPM
ImageSize 128 pixel 128 pixel 128 pixel
Batch 32 32 64
Loss MSE hinge L1
learning

rate
0.0004

D 0.0002
0.0004

G 0.00005

<표 2> 생성모델 학습 파라미터
(그림 1) 생성된 폐기물 이미지 데이터 결과

(그림 2) ResNet 학습 손실 그래프

(식1)

(식2)
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검증 데이터셋에서 손실값은 원본데이터 0.005,

GAN 0.00479, DDPM 0.00453, VAE 0.0047로

DDPM이 가장 낮은 손실 값을 기록하였다. DDPM,

GAN, VAE의 증강 데이터셋은 학습시에 안정적으

로 손실 값이 수렴하는 모습을 확인할 수 있으나,

비증강 데이터셋은 간혈적으로 손실 값이 상승하는

현상을 발견할 수 있다.

4.3 학습 결과

학습 결과 검증 데이터의 정확도, F1-점수는

<표 4>와 같다.

정확도는 VQ-VAE를 활용한 증강이, F1-점수는

BIGGAN이 제일 높았다.

원본 데이터 학습 모델과 증강 데이터 모델의 차

이는 정확도가 최대 3.3%, F1-점수는 최대 6.14%로

정확도보다 F1-점수가 더 많이 차이 나는 것을 확

인할 수 있다. 생성 모델을 활용한 증강 방법이 모

델의 손실 값을 안정적으로 학습시킬 뿐 아니라, 데

이터 불균형 문제에 민감한 F1-점수에서도 높은 점

수 상승률을 보였다. 폐기물 데이터 불균형 문제에

대해서도 효과적인 학습 방법이 될 것으로 판단된

다.

5.3 결론

본 논문은 수집된 폐기물 데이터를 VQ-VAE,

BIGGAN, DDPM 모델을 활용하여 불균형 문제를

해결하고자 하였다. 실험에서 DDPM 모델이 분류

모델성능 비교에서 가장 뛰어난 성능을 보여주었다.

그 다음 BIGGAN, VAE 순으로 불균형 문제를 잘

해결하는 모델로 나타났다.

본 연구의 결과는 데이터 수집을 진행할수록 커지

는 객체 간의 데이터 불균형을 효과적으로 해결하는

데 의의가 있다. 하지만, 이미지 기반 폐기물 처리

시스템에 활용하기 위해서는 더 많은 종류의 객체를

안정적으로 분류할 필요가 있다. 추후, 후속 연구로

다양한 객체에 대한 학습 데이터를 추가 수집함으로

써 안정적으로 데이터를 분류하는 연구가 진행하고

자 한다.
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Model 정확도 F1-점수

Raw Data 81.16 85.8

VQ-VAE 84.41 86.97

BIGGAN 81.67 90.50

DDPM 84.16 91.94

<표 4> 학습의 정확도, F1-점수 결과
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