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요 약

지식 추적 (knowledge tacing)은 주어진 학습자의 과거 문제 해결 기록을 기반으로 학습자의 지식 습득 정도를 파악하

여 목표 문제에 대한 정답 여부를 예측하는 것을 목표로 한다. 이전 연구에서는 이진 분류 기반의 모델을 사용하여 정답

유무만 예측하였기 때문에 학습자의 답변에 존재하는 정보를 활용하지 못한다. 최근 연구에서는 이를 생성 태스크로

변환하여 컴퓨터과학 분야에서 프로그래밍 질문에 대한 지식 추정을 수행하는 open-ended knowledge tracing (OKT)

이 제안되었다. 하지만 최적의 OKT 모델에 대한 연구는 진행되지 않았으며 따라서 본 논문에서는 시간에 따라 변화하

는 학습자의 지식 상태에 따라 답변 생성을 조정하는 새로운 OKT 방법론을 제안한다. 실험을 본 논문에서 제안하는

방법론의 우수성과 효율성을 증명한다.

주제어: 지식 추적 (Knowledge tacing), 교육 AI, prefix-tuning, 코드 생성

1. 서론

지식 추적 (Knowledge Tracing)이란 주어진 학습자의 과거

문제 해결 기록을 기반으로 그들의 학습 성취도를 추적하여 목

표문제의정답여부를예측하는태스크이다.지식추적기술을

활용한 학습자별 맞춤형 피드백과 추천은 AI기반 교육 영역에

서 효과적인 도구로 다뤄지고 있다 [1].

일반적으로지식추적은두가지모듈,학습자의지식정도측

정 (knowledge estimation)와 답변 예측 (response prediction)

로 구성된다. 지식 정도 측정 모듈에서 모델은 학습자의 과거

문제 풀이를 기반으로 현재 학습자의 지식 정도에 해당하는

표상 (representation)인 지식 상태 (knowledge state)를 계산

한다.이후답변예측모듈에서모델은지식정도측정모듈에서

측정한 지식 상태를 기반으로 목표 문제에 대한 학습자의 정답

여부를 예측한다.

기존 지식 추적 연구들은 주로 이진 분류 (binary classifica-

tion) 기법을 사용하여 학습자가 목표문제에 대한 정답 유무를

예측한다[2, 3, 4]. 이러한 이진 분류 기반 방법론들이 지식 추

적에서 좋은 성능을 보이고 있지만 한계점이 존재한다. 모델이

학습자가 목표문제를 맞추는지 틀리는지 binary-value만 예측

하기 때문에 open-ended question과 같은 문제에서 학습자의

답변 내용은 무시한 채 정답유무만 예측하게 된다 [5]. 즉, 답

변에 포함된 현재 학생의 지식정도를 측정할 수 있는 중요한

정보를 활용하지 못한다.

이러한한계점을극복하기위해 open-ended question에대한

답변를 예측하는 동시에 학습자의 지식습득 추적을 수행하는

open-ended knowledge tracing (OKT)태스크가제안됐다 [5].

OKT는 컴퓨터과학 분야에서 프로그래밍 질문에 대한 지식 추

적을수행하며두가지주요챌린지가존재한다.첫째,학습자는

일련의 문제를 풀어나가면서 프로그래밍 지식을 향상시키는데

이 학습자의 지식 상태는 문제를 푸는 시점별로 계속 변하게

된다. 따라서 OKT 수행시 학습자의 변화하는 지식을 추적할

수 있는 모델이 요구된다. 두번째, 학습자가 작성한 코드는 학

습자의 지식 정도에 따라 종종 오류가 존재할 수 있고 다양한

형태의답변이생성될수있다.따라서답변예측모델은학습의

현재 지식이 반영된 코드를 생성할 수 있어야한다.

이를위해OKT를수행하는프레임워크 (framework)도함께

제안되었다 [5]. 해당 프레임워크에서는 문제 풀이를 진행하면

서변화하는학생의지식정도측정을위해전통적인 LSTM [6]

을 사용한다. 또한, 측정된 학생의 지식 정도를 기반으로 목

표 문제에 대한 학습자의 프로그래밍 코드 생성을 위해 pre-

trained text-to-code GPT2 [7] 모델을 사용한다. 학습자의 지

식 상태에 맞는 답변을 생성하기 위해 LSTM을 통해 예측한

학습자의 지식 상태 표상을 GPT2의 토큰 임베딩에 더해주는

방식으로 답변 생성을 수행한다. 하지만 최적의 OKT 프레임

워크에 대한 연구는 활발히 이루어지지 않았다.

따라서 본 논문에서는 효율적인 OKT 프레임워크를 위한

방법론을 제안한다. 본 논문에서 제안하는 방법론은 총 세가

지 모듈로 구성된다. 1) 지식 표상 (knowledge representation)

모듈은 텍스트 형태의 문제 프롬프트와 코드를 연속적인 표

상으로 변환하는 역할을 한다. 2) 지식 정도 측정 (knowledge

estimation) 모듈에서는 현재 학습자의 지식 상태를 예측하며
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그림 1. 제안하는 OKT 방법론의 학습과정.

예측 능력 향상을 위해 트랜스포머 인코더 [8]를 적용한다. 3)

답변 생성 (response generation)에서는 측정된 지식 상태에

의해서 학습자의 답변이 조정되게끔 controllable generation

방법론 중 하나인 prefix-tuning [9]을 적용한다. 본 논문에서는

성능 평가 및 비교 분석을 통해 제안하는 방법론의 우수성과

효율성을 증명한다.

2. 관련연구

binary-valued 지식 추적 (knowledge tracing) 연구는 학습

자의 지식 상태를 표현하는 방식에 따라 크게 두가지로 구분

된다. 베이지안 (Bayesian) 지식 추적 연구 [10, 11]에서는 학

습자의 지식을 binary-valued latent variable로 정의하여 특정

기술 (skill)에 대한 정답률을 계산한다. Factor analysis-based

지식 추적 연구 [12, 13]는 잠재 능력 파라미터 (latent ability

parameter)를 사용하여 학습자의 지식 상태를 모델링한다.

이후 딥러닝 기술의 발전에 따라 LSTM [6]를 사용하여 학습

자의 시간에 따라 변화하는 지식 상태를 표현하고 목표문제에

대한정답유뮤를예측하는 DKT [2]가제안되었다. DKT를기

반으로기억네트워크 (memory network) [14]를사용하여학습

자의변화하는지식상태를명시적으로표현하는 DKVMN [15]

방법론이 제안되었다. 또한 지식 정도 측정 모듈에서 어텐션

네트워크 (attention network)를 사용하는 AKT [3] 방법론등

딥러닝 기반 지식 추적의 다양한 연구들이 진행되었다. 하지만

이러한 방법론들은 학습자의 정답유무인 binary-value만 예측

하기때문에 open-ended question과같은문제에적용되는데는

한계가 존재한다.

이러한 한계점을 극복하기 위해 open-ended question에 대

한 지식습득 추적을 수행하는 open-ended knowledge tracing

(OKT) 태스크가 제안됐다 [5]. OKT는 학습자의 문제 풀이 기

록과 지식 표현을 기반으로 목표문제에 대한 학습자의 답변을

생성한다. 따라서 OKT을 수행하는 모델은 학습자의 변화하는

지식 상태를 파악하고 적절한 미완성 코드를 생성하는 능력이

요구된다.

3. 방법론

3.1 Knowledge Representation

지식 표상 (knowledge representation) 모듈의 목적은 문제

프롬프트와 해당 문제에 대한 학습자가 제출한 코드를 연속

된 표상으로 변환하는 것이다. 문제와 답변의 내용은 무시한

채 one-hot 벡터로 인코딩하여 사용하는 기존의 binary-valued

지식 추적 방법론과는 달리 문제 표상과 코드 표상 두가지를

사용한다.

문제에 포함되어 있는 중요한 정보를 포착하기 위해 GPT-

2 [7]를 사용하여 문제 프롬프트에 해당하는 표상을 구한다.

해당 문제에 대한 학습자의 코드 표상을 구하기 위해서 프로

그래밍 코드의 의미론적 및 구문론적 속성을 포착할 때 주로

사용되는 ASTNN [16]를 사용한다.

3.2 Knowledge Estimation

지식 정도 측정 (knowledge estimation) 모듈에서는 지난

문제와 학습자가 생성한 코드에 대한 표상을 기반으로 현재

학습자의 지식 상태(knowledge state), h를 예측한다. 본 논문
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에서는 LSTM [6]을 사용하는 전통적인 DKT [2] 방법론에서

벗어나 현재 학습자의 지식 상태를 세밀하게 이해하기 위해

트랜스포머 [8] 인코더를 사용한다. 비교적 장거리 종속성을

캡처하고 순차 데이터를 효과적으로 모델링하는 트랜스포머를

사용하여 변화하는 학생의 지식 상태에 대한 이해를 향상시키

는 것을 목표로 한다.

3.3 Response Generation

답변생성 (response generation)모듈에서는지식정도측정

모듈에서 예측한 지식 상태 표상을 기반으로 실제 학습자 코드

를생성한다.기존의 text-to-code데이터셋을사용하여 GPT-2

를 기반으로 코드 생성 모델을 fine-tuning한 모델을 답변 생성

모델로 사용한다. 지식 추적에서의 주요 챌린지는 현재 지식

상태를 기반으로 학습자의 코드를 생성하는 것이다. 즉, 코드

생성시 지식 정도 측정 모듈에서 추출된 지식 상태에 의해서

제어되는 것이 중요하다.

이를 위해서 본 논문에서는 prefix-tuning [9] 방법론을 사용

하여 지식 상태에 의해서 제어되는 학습자의 코드를 생성하는

것을 목표로 한다. prefix-tuning을 적용하기 위해 fine-tuned

GPT-2 모델의 파라미터는 고정한 뒤 prefix에 해당하는 파라

미터들만최적화한다.이때 prefix의첫번째에토큰에해당하는

임베딩 값은 지식 정도 측정 모듈에서 예측한 h로 초기화한다.

또한, prefix 파라미터의 범위가 성능에 미치는 영향을 조사하

기 위해 prefix 길이, p에 따른 코드 생성 성능을 평가한다.

4. 실험 및 실험결과

4.1 데이터

본 논문에서는 open-ended knowledge tacing 데이터셋인

CSEDM [17] 데이터셋을 사용한다. CSEDM 데이터셋은 246

명의 대학생들의 46,825개의 코드 제출 내역으로 구성되어 있

다.각샘플은문제프롬프트에해당하는텍스트와해당문제에

대한학생들이제출한코드들로구성되어있다. text-to-code생

성 모델 학습을 위해 Funcom [18] 데이터셋을 사용한다. Fun-

com 데이터셋은 2.1만개의 java 코드와 그에 해당하는 텍스트

설명들로 구성되어 있다.

4.2 평가지표

모델이 생성한 코드와 실제 학습자의 코드 간의 유사성을 측

정하기 위해 CodeBLEU [19]를 사용한다. 또한 OKT 모델이

학습데이터에서자주사용되는학습자의코드를단순히반복하

는것을피하기위해모델이생성한코드의다양성을측정한다.

이를위해 dist-N [20]를사용하며유니그램이프로그래밍코드

와 더 잘 호환되기 때문에 N=1로 평가한다.

표 1. 지식 정도 측정 모듈에 따른 OKT 모델의 답변 생성 성능

비교 결과.

Knowledge

estimation
CodeBLEU Dist-1

기존 OKT LSTM 0.681 0.423

ours
Transformer Enc 0.699 0.426

Transformer Enc

(Pretrained)
0.670 0.428

4.3 실험결과

4.3.1 Knowledge Estimation

지식 정도 측정 (knowledge estimation) 모듈에 따른 OKT

모델의 답변 생성 성능 비교는 표 1에 있다. 이진 값 분류로

사전 훈련된 트랜스포머 인코더 기반의 지식 정도 측정 모듈을

사용했을때 기존 LSTM 모델에 비해 성능이 저하된다. 또한

이 경우 코드 생성 성능 또한 저하되는 결과를 보인다. 반면에

트랜스포머 인코더 기반 지식 정도 측정 모듈을 멀티 태스킹

방식으로 학습시키면 기존 LSTM 모델에 비해 향상된 성능을

보인다. 이는 트랜스포머 인코더를 사용하여 정확한 지식 상태

를 추출하는 것이 현재 학생의 상태를 기반으로 하는 코드를

생성하는 데 도움이 됨을 나타낸다.

4.4 Response Generation

표 2. prefix 길이에 따른 OKT 모델의 답변 생성 성능 비교

결과.

Prefix length CodeBLEU Dist-1

기존 OKT x 0.681 0.423

ours

5 0.5378 0.3463

50 0.6825 0.3748

70 0.7155 0.4124

100 0.7190 0.4411

300 0.7067 0.4297

4.4.1 Response Generation

prefix 길이에 따른 OKT 모델의 답변 생성 성능 비교 결과

는 표 2에 있다. prefix의 길이가 증가할 수록 코드 생성 성능이

향상되는 경향을 보인다. 이는 모델 파라미터가 고정된 상태

에서 prefix에 해당하는 파라미터만 학습되기 때문에 prefix의
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길이가 길어질수록 학습자의 코드생성에 대해 학습되는 파라

미터의수가증가하기때문이다.그러나 prefix의길이가 300인

경우 모든 메트릭에서 성능이 저하된다. 그 이유는 전체 파라

미터의 0.1%만 미세 조정될 때 최적의 성능을 보이는 prefix-

tuning 방식의 특성 때문이다 [9]. 따라서 최대 시퀀스 길이를

1024로두었기때문에 prefix길이가 100일때가장좋은성능을

보이고, 그 값을 초과할때 성능이 저하되는 결과를 보인다.

5. 결론

본 논문에서는 open-ended knowledge tracing (OKT)을 향

상시키기 위한 새로운 방법론을 제안하였다. 제안된 방법론은

지식표상,지식정도측정,답변생성세가지모듈로구성되어

있으며, 이를 통해 학습자의 프로그래밍에 대한 지식 추적을

효과적으로 수행할 수 있다. 실험을 통해 제안된 방법론이 다

양한 지식 상태와 답변을 처리하는 데 우수한 성능을 보임을

보여주며, OKT 분야의 연구에 새로운 지평을 열어주었다. 앞

으로의 연구에서는 이 방법론을 활용하여 학습자의 개별적인

학습경험을더욱개선하고발전시킬수있을것으로기대된다.
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