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요 약
기후, 경영, 경제 등 여러 분야의 회귀분석에서 설명변수가 반응변수에 일정 시차를 두고 영향을 미

치는 경우들이 많다. 하지만 지금까지 대부분의 회귀분석은 설명변수가 반응변수에 즉각적으로 영향

을 미치는 경우만을 가정하고 있으며, 설명변수와 반응변수 간에 존재하는 시차를 탐색하는 연구는

거의 이루어지지 않았다. 그러나 보다 정확한 회귀분석을 위해서는 설명변수와 반응변수 간에 존재

하는 시차를 파악하는 것이 중요하다. 본 논문은 회귀분석 데이터가 주어졌을 때 설명변수와 반응변

수 간에 존재하는 시차를 파악하는 딥러닝 모델을 제안한다. 제안하는 딥러닝 모델은 설명변수의 과

거 값들 중 어떤 값이 현재 반응변수에 가장 큰 영향을 미치는지를 노드 간 가중치로 표현하고, 회귀

모델의 오차를 최소화하는 가중치를 탐색한다. 훈련이 끝나면 이 가중치들을 사용하여 각 설명변수

와 반응변수 간에 존재하는 시차를 파악한다. 실험을 통해 제안 방법은 시차를 고려하지 않는 기존

회귀모델에 비해 시차까지 고려함으로써 오차가 1/100 수준에 불과한 더 정확한 회귀모델을 찾을 수

있음을 확인하였다.

1. 서론

실생활에서 많은 사건들은 일정 시간을 두고 다

른 사건에 영향을 미치는 경우가 많다. 이때 어떤

사건이 다른 사건에 영향을 미치는 시간적인 차이를

시차라 한다. 예를 들어 날씨의 각 요소는 얼마간의

시차를 두고 강수량에 영향을 미치며, 광고 지출도

얼마간의 시차를 두고 판매 실적에 영향을 미친다.

이와 유사하게 생산액과 수출액도 얼마간의 시차를

두고 물가지수에 영향을 미친다. 이렇게 기후, 경영,

경제 등 여러 분야에서 발생한 데이터를 분석할 때,

원인을 나타내는 설명변수와 결과를 나타내는 반응

변수 간의 시차를 파악하는 것은 정확한 회귀분석을

위해 매우 중요하다.

하지만 지금까지 대부분의 회귀분석은 설명변수

가 반응변수에 즉각적으로 영향을 미치는 경우만을

가정하고 있으며, 설명변수와 반응변수 간에 존재하

는 시차를 파악하는 연구는 거의 이루어지지 않았

다. 본 논문의 선행 연구에서는 설명변수와 반응변

수 간에 존재하는 시차를 탐색하기 위한 딥러닝 모

델의 초기 아이디어를 제시하였다[1]. 하지만 [1]은

구체적인 방법을 제시하지 못했다는 한계가 있다.

따라서 본 논문에서는 설명변수 X1, X2, ..., Xn과

반응변수 Y로 구성된 회귀분석 데이터가 주어졌을

때 X1, X2, ..., Xn과 Y 간에 존재하는 시차를 파악하

는 딥러닝 모델을 제안한다. 제안하는 딥러닝 모델

은 X1, X2, ..., Xn 각각에 대해 그들의 최근 w개의

과거 값들 중 어떤 값이 현재 반응변수 값에 가장

큰 영향을 미치는지를 신경망 노드들 간의 가중치로

표현한다. 그리고 제안하는 딥러닝 모델을 훈련시켜

회귀모델의 오차를 최소화하는 가중치를 탐색한다.

훈련이 끝나면 이 가중치들을 사용하여 X1, X2, ...,

Xn 각각과 Y 간에 존재하는 시차를 파악한다. 본

논문의 실험에서는 시차를 고려하지 않고 생성된 회

귀모델과 제안 방법으로 파악한 시차를 고려하여 생

성된 회귀모델의 정확도를 비교하였다. 비교 결과

제안 방법으로 생성된 회귀모델은 기존 회귀모델에

비해 오차를 1/100 수준까지 줄임을 확인하였다.

본 논문의 구성은 다음과 같다. 2장에서는 본 논
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문에서 다루는 문제를 정의하고, 3장에서는 관련 연

구를 간략히 설명한다. 4장에서는 본 논문의 제안

방법을 구체적으로 설명한다. 5장에서는 가상 데이

터에 기반한 실험 결과를 제시하고, 마지막 6장에서

는 결론을 맺는다.

2. 문제 정의

본 논문에서는 입력으로 (그림 1)과 같은 회귀분

석 데이터가 주어졌다고 가정한다. (그림 1)에서 각

행은 하나의 데이터를 나타내며 X1, X2, ..., Xn는 설

명변수, Y는 반응변수를 나타낸다. 각 행 좌측에 표

시된 기호는 데이터 번호를 나타내며, Xi
(k)와 Y(k)는

각각 k번째 데이터의 Xi 값과 Y 값을 의미한다. 즉,

k번째 데이터는 (X1
(k), X2

(k), ..., Xn
(k), Y(k))로 표현된

다. 회귀분석은 설명변수 X1, X2, ..., Xn와 반응변수

Y 간의 관계를 나타내는 회귀모델 Y = f(X1, X2, ...,

Xn)를 찾는 문제로 표현할 수 있다.

(그림 1) 입력 데이터의 형태

기존 회귀분석은 Y(k)는 X1
(k), X2

(k), ..., Xn
(k)에 의

해 결정된다고 가정한다. 즉, Y(k) = f(X1
(k), X2

(k), ...,

Xn
(k))의 오차를 최소화하는 회귀모델 f를 찾는다.

하지만 서론에서 설명한 바와 같이 실생활에서 일어

나는 많은 사건들은 시차를 두고 발생하는 경우가

많다. 예를 들어 (그림 1)에서 Y(k)은 X1
(k)와 Xn

(k) 보

다는 X1
(k-2)와 Xn

(k-1)에 의해 결정될 수도 있다. 이

때 본 논문에서는 X1과 Y 사이에는 2의 시차, Xn과

Y 사이에는 1의 시차가 있다고 표현한다.

본 논문에서는 (그림 1)과 같은 회귀분석 데이터

가 있을 때, 각 X i(i = 1, 2, ..., n)와 Y 간에 존재하

는 시차를 파악하는 문제를 다룬다. 즉, Y(k) =

f(X1
(k-t1), X2

(k-t2), ..., Xn
(k-tn))의 오차를 최소화하는

시차 t1, t2, ..., tn 및 회귀모델 f를 찾는 것을 목표로

한다. 단, 본 논문에서는 X i와 Y 간에 존재하는 시

차는 최대 w라고 가정한다. 즉, 0 ≤ ti ≤ w이다.

3. 관련 연구

지금까지 대부분의 회귀분석 기법들은 설명변수

와 반응변수 간의 시차를 고려하지 않거나, 시차를

고려하더라도 사용자가 사전 지식을 통해 시차를 임

의로 설정한다[2][3]. 가령 혼인율, 집값 상승률, 평

균 임금이라는 설명변수와 출생률이라는 반응변수가

주어졌을 때, 설명변수와 반응변수 간에 임의로 2년

과 같은 시차를 반영하여 회귀모델을 구축한다. 하

지만 이렇게 임의로 시차를 설정하는 것은 정확한

회귀분석 결과를 보장받기 어렵다.

설명변수 X1, X2, ..., Xn 각각과 반응변수 Y와의

시차를 찾기 위한 가장 간단한 방법은 모든 가능한

시차들을 고려한 회귀모델을 각각 생성한 후, 이들

중 오차가 최소화되는 회귀 모델을 생성하는 데 사

용된 시차를 선택하는 것이다. 하지만 각 설명변수

에 대해 가능한 시차는 1, 2, ..., w이므로 이 방법은

총 wn개의 회귀 모델을 생성해야 한다. 따라서 이

방법은 현실성이 없다. 현재까지는 시차를 체계적으

로 파악하기 위한 특별한 방법은 존재하지 않는다.

본 논문의 선행 연구인 [1]에서는 어텐션 메커니

즘(attention mechanism)[4]을 이용하여 각 설명변수

와 반응변수 간의 시차를 찾고자 하는 아이디어를

제시하였다. 하지만 [1]에서는 구체적인 모델은 제시

하지 못했으며 추후 연구로 제시하였다. 따라서 본

논문에서는 [1]의 내용을 발전시켜 설명변수와 반응

변수 간의 시차를 탐색할 수 있는 구체적인 딥러닝

기반 모델을 제시하고 그의 실험결과를 제시한다.

4. 제안 방법

본 장에서는 설명변수 X1, X2, ..., Xn과 반응변수

Y로 구성된 데이터가 주어졌을 때, 회귀모델의 오차

를 최소화하는 X i(i = 1, 2, ..., n)와 Y 간의 시차 ti

를 찾는 방법을 제안한다. 본 논문에서는 X1, X2, ...,

Xn과 Y 간의 회귀모델은 인공신경망 기반 모델을

사용한다고 가정하며, 어떠한 인공신경망 형태도 적

용 가능하다.

(그림 2)는 제안하는 딥러닝 모델을 나타낸다.

(그림 2) 상단은 X1, X2, ..., Xn과 Y 간의 (시차를

고려하지 않는) 기존 회귀모델을 나타낸다. 노드 X1,

X2, ..., Xn은 설명변수 X1, X2, ..., Xn를 나타내며 노

드 Y는 회귀모델이 예측한 반응변수 Y를 나타낸다.

(그림 2) 하단은 각 설명변수 Xi와 Y 간의 시차를

파악하기 위해 본 논문에서 제안하는 추가적인 딥러

닝 층을 나타낸다.
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(그림 2) 제안하는 딥러닝 모델

(그림 2)의 딥러닝 모델은 다음과 같이 훈련된다.

우선 손실함수는 (그림 2) 상단에 위치한 기존 회귀

모델을 훈련시킬 때 사용하는 손실함수를 그대로 사

용한다. (그림 2)의 모델을 훈련할 때는 (그림 1)의

입력 데이터에서 연속된 w개의 행들을 하나의 학습

데이터로 사용한다. 즉, 첫 번째 학습 데이터는 1행

부터 w행까지, 두 번째 학습 데이터는 2행부터 (w

+ 1)행까지가 된다. 다시 말해 크기가 w인 윈도우를

행 하나씩 슬라이딩하며 각각을 하나의 학습 데이터

로 사용한다. 현재 학습 데이터가 입력 데이터에서

(k - w + 1)행부터 k행까지의 행들이라고 하자. 이

때 추가 딥러닝 층의 노드 Xi
(k), X i

(k-1), ..., Xi
(k-w+1)

는 각각 현재 학습 데이터의 X i
(k), Xi

(k-1), ...,

X i
(k-w+1) 값을 입력으로 받아 이를 그대로 출력으로

내보낸다. 한편 X i와 X i
(k), X i

(k-1), ..., X i
(k-w+1) 간의

가중치 pi1, pi2, ..., piw는 회귀모델의 오차를 최소화

하는 X i의 값을 만드는 데 X i
(k), X i

(k-1), ..., Xi
(k-w+1)

각각이 기여하는 정도를 나타낸다. 따라서 노드 X i

의 출력을 나타내는 활성화 함수 는 다음과 같이

정의된다.

 
 

    
    

  



  
   

pi1, pi2, ..., piw는 훈련을 통해 학습되는 값이며,

X i
(k), X i

(k-1), ..., X i
(k-w+1)의 기여도를 표현하기 위해

다음과 같은 제약을 가지는 값으로 학습된다.

 ≤  ≤  
  



         

위와 같은 제약을 만족시키기 위해 제안 방법은

매 에포크(epoch)에서 pi1, pi2, ..., piw가 갱신되고 나

면 다음 식을 사용하여 각 pij(j = 1, 2, ..., w)를 다

시 갱신한다.

 


  









위 식은 소프트맥스(softmax) 함수를 나타낸다.

소프트맥스 함수는 주어진 값들을 [0, 1] 사이의 값

으로 변환하는 한편 합이 1이 되도록 만드는 데 널

리 사용되는 함수이다[5].

이러한 방법으로 훈련이 완료되면 제안 방법은 설

명변수 X i와 Y 간의 시차를 다음과 같이 결정한다.

훈련이 완료된 후 노드 X i와 X i
(k), X i

(k-1), ...,

X i
(k-w+1) 간의 가중치 pi1, pi2, ..., piw 중 가장 큰 값

을 pij라고 하자 (1 ≤ j ≤ w). 이것은 X i
(k), X i

(k-1),

..., Xi
(k-w+1) 중 회귀모델의 오차를 최소화하는 Xi의

값을 만드는 데 Xi
(k-j+1)가 가장 큰 기여를 했다는

것을 뜻한다. 이 때 X i
(k-j+1)와 Y(k) 간의 시차는 (j -

1)이므로 제안 방법은 X i와 Y 간의 시차를 (j - 1)

로 판단한다.

이러한 방법으로 X1, X2, ..., Xn 각각과 Y 간의

시차 t1, t2, ..., tn이 파악되면 제안 방법은 마지막으

로 이들 시차를 반영한 최종 회귀 모델을 구한다.

이를 위해 제안 방법은 입력 데이터로부터 (X1
(k-t1),

X2
(k-t2), ..., Xn

(k-tn), Y(k)) 형태의 데이터를 훈련 데이

터로 재구성한다. 즉, 각 Y(k)에 대해 X1
(k), X2

(k), ...,

Xn
(k) 대신 X1

(k-t1), X2
(k-t2), ..., Xn

(k-tn)를 대응시킨다.

그 후 재구성된 훈련 데이터를 사용하여 시차를 반

영한 최종 회귀 모델을 구축한다. 이러한 방법을 통

해 제안 방법은 wn개의 회귀 모델을 구축하지 않고

도 X1, X2, ..., Xn 각각과 Y 간의 시차를 손쉽게 구

할 수 있다.

5. 실험 결과

본 장에서는 제안 방법의 성능 평가 결과를 보인

다. 실험에서는 시차를 고려하지 않고 원 데이터로

부터 바로 구축한 회귀 모델의 성능(ORG로 표시)과

제안 방법으로 시차를 파악한 뒤 시차를 반영하여

구축한 회귀 모델의 성능(OUR로 표시)을 비교하였

다. 회귀모델의 성능 척도로는 잔차제곱평균(mean

squared error, MSE)을 사용하였다.

실험에서는 설명변수가 X1, X2, X3, X4 4개인 회
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귀모델을 사용하였으며, 시차를 가정한 후 의도적으

로 해당 시차가 존재하도록 만든 가상 데이터를 사

용하였다. 이를 위해 회귀모델로서 다중회귀모델

Y(k) = β0 + β1X1
(k-t1) + β2X2

(k-t2) + β3X3
(k-t3) + β

4X4
(k-t4)를 가정하고 이 모델에 맞는 데이터를 임의

로 생성하였다. 실험에 사용된 모델은 모두

PyTorch로 구현하였으며, 실험은 Ubuntu 운영체제

환경에서 CPU가 Intel Core i7-9700, GPU가

TITAN V이고 메모리가 16 GB인 컴퓨터에서 수행

하였다.

(그림 3) 제안 방법의 성능 평가 결과

(그림 3)은 시차를 고려하지 않고 원 데이터로부

터 바로 구축한 회귀모델의 성능과 제안 방법으로

시차를 파악한 뒤 이 시차를 반영하여 구축한 회귀

모델의 성능을 비교한 결과이다. 본 실험에서는 훈

련을 진행하면서 두 회귀모델의 오차(잔차제곱평균)

이 감소하는 모습을 관찰하였다. (그림 3)에서 볼 수

있듯이 제안 방법으로 시차를 탐색하여 구축된 회귀

모델은 시차를 고려하지 않고 구축된 회귀모델에 비

해 오차가 1/100 이하로 감소되었다. 따라서 제안

방법은 설명변수와 반응변수 간 시차를 파악하여 더

정확한 회귀모델을 구축함을 알 수 있다.

(그림 4)는 시차를 고려하지 않은 회귀모델

(NONE)과 X1, X2, X3, X4 모두의 시차를 고려한 회

귀모델(ALL) 외에도 X1에 대해 모든 가능한 시차를

고려한 회귀모델(n시차를 고려한 경우 n으로 표시,

n = 0, 1, 2, 3, 4)의 성능을 비교한 결과이다. (그림

4)에서 볼 수 있듯이 본 논문에서 제안한 모델이 찾

은 최적의 시차와 회귀모델의 오차(잔차제곱평균)를

최소화하는 시차는 일치함을 알 수 있다. X1 외의

다른 설명변수들 X2, X3, X4에 대해서도 동일하게

최적의 시차를 찾아냄을 확인하였다. 이러한 실험

결과를 통해 제안 방법은 설명변수와 반응변수 간에

존재하는 시차를 정확하게 파악함으로써 회귀모델의

성능을 크게 향상시킴을 확인할 수 있었다.

(그림 4) X1의 모든 가능한 시차에 따른 성능 비교

6. 결론

본 논문은 회귀분석에서 설명변수와 반응변수 간

에 존재하는 시차를 파악하여 보다 정확한 회귀모델

을 구축하는 방법을 제안하였다. 제안 방법은 기존

회귀모델에 시차를 파악하기 위한 딥러닝 층을 새로

추가하여 기존 모델을 수정하지 않고도 설명변수와

반응변수 간에 존재하는 시차를 손쉽게 탐색할 수

있다. 실험결과 제안방법은 설명변수와 반응변수 간

의 시차를 파악하고 이를 회귀모델 구축에 반영함으

로써 회귀모델의 오차를 1/100 수준까지 낮춤을 확

인하였다.
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