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요       약 

차세대 원전의 계측제어 기술 분야에서는 운영시스템의 자동화 수준을 높이고 운전원의 부담은 

낮추기 위한 다양한 연구개발이 진행되고 있다. 최근, 인공지능 기술을 활용하여 원전의 운전에 기

여하기 위한 연구가 수행되고 있다. 이 논문은 원전 자동화를 위한 기초 연구로써, 원전 고온대기 

모드에서의 자동 제어를 고안하기 위한 강화학습 설계 방법을 소개한다. 기존 원전 시뮬레이터를 

강화학습이 가능하도록 확장하였고 강화학습 핵심 요소를 원전 운전에 적합하도록 설계하였다. 실

험 결과는 강화학습 기술이 차세대 원전 자동 제어에 적용할 수 있음을 보여준다. 

 

1. 서론 

차세대 원전 계측제어시스템 기술은 자동화 수준을 

높이고 운전원의 부담을 낮추는 것을 목표로 연구개

발되고 있다. 원자력발전소에는 고온대기, 저출력, 전

출력, 냉각과 같은 여러 운전 모드가 존재하며 많은 

부분이 자동화되어 있으나, 고온대기 운전은 아직도 

많은 조치가 수동으로 수행된다. 특히, 고온대기 운전 

구간은 발전소 변수를 지속적으로 감시하고 관련된 

몇 개의 기기를 빈번히 작동시키는 운전원 조작이 요

구된다. 이러한, 잦은 수동 조작은 운전원의 부담을 

증가시키고 인적 오류의 가능성을 높이는 문제가 있

다. 원전안전운영정보시스템에 공개된 사고 정보에 

따르면, 2000 년부터 2019 년까지 원전에서 발생한 발

전소 불시정지의 17.8%는 인적 오류에 의한 것으로 

보고되었다. 

그런데, 원전 상태를 파악하는 것은 패턴 인식과 

유사하기 때문에 인공 지능 기술의 적용이 활발히 고

려되고 있다. 퍼지 신경망을 이용한 중대사고 상황에

서의 의사결정에 대한 연구[1], LSTM (long short-term 

memory)를 이용한 사고 진단에 관한 연구[2], CNN 

(convolutional neural network)의 딥러닝 기반 경보 시스

템 연구[3] 등 지도학습 기반의 딥러닝 연구가 제안되

었다. 최근에는 심층 강화학습[4]에 기반한 비지도 학

습이 크게 개선된 성능을 보이고 있다. 특히, Deep Q- 

Network[5]과 Asynchronous advantage actor-critic[6]은 강

화학습의 강력한 성능을 보여주는 계기가 되었다. 이 

논문은 원전 제어를 위해서 A3C 강화학습을 설계한 

연구 결과를 소개한다. 

 

2. 강화학습을 위한 시뮬레이터 설계 

 

(그림 1) compact nuclear simulator 화면 

Compact Nuclear Simulator (CNS)는 발전소의 기초교

육, 계통 설계 및 안전성 연구에 필요한 주요 계통 

을 모의하도록 국내에서 제작된 모의장치이다[7]. CNS 

수치 모델은 웨스팅하우스 3-loop 900MW 가압경수로

형 발전소를 모의할 수 있다. CNS 운전은 저온 정지, 

고온 정지, 고온 대기, 저출력, 전출력 등의 운전 모

드로 구분된다. 이 CNS 는 이 논문에서 활용할 시뮬

레이터로써 선정되었으나, Stand-alone 모드만으로 동

2020 온라인 추계학술발표대회 논문집 제27권 제2호 (2020. 11)

- 1010 -



 

 

  

작하며 데이터 통신이 지원되지 않기 때문에 강화학

습 목적에 맞도록 변경이 요구된다. 그림 1 은 CNS

의 주요 변수를 실시간으로 확인 할 수 있는 인터페

이스 화면이다. 

준비된 데이터를 사용하는 지도 학습과 달리, 강화

학습은 시뮬레이터와 실시간으로 연결되어야 하고 플

랜트의 상태를 스텝(step) 단위로 획득할 수 있어야 

한다. 이를 위해, 이 논문에서는 기존 CNS 구조를 그

림 2 와 같이 확장하였다. 먼저, 서버 측에서는 서버

의 신호 정보를 클라이언트로 전송할 수 있는 통신 

모듈이 추가되었고 클라이언트 측에서는 신호 정보를 

수신할 수 있는 통신 모듈이 추가되었다. 또한, 클라

이언트의 제어 신호를 서버로 전달하는 기능, 클라이

언트가 서버의 상태 정보를 스텝 단위로 수신할 수 

있도록 해주는 기능을 추가하였다. 뿐만 아니라, 다중 

클라이언트가 병렬 학습을 수행할 수 있도록 다중 

CNS 실행 환경을 구축하였다. 
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(그림 2) 다중 에이전트를 위한 CNS 커스터마이징 

 

3. 강화학습 핵심 항목 설계 

강화학습을 수행하기 위해서는 몇 가지 핵심 항목

이 설계되어야 한다. 먼저, CNS 운전을 학습하는 에

이전트(agent), 에이전트가 상호작용하는 환경

(environment), 에이전트에 의해 인지되는 원전 상태

(state), 에이전트에 의해 수행되는 제어 행위(action), 

그리고 에이전트의 제어 행위에 따른 결과로 받게되

는 보상(reward)이 설계되어야 한다. 특히, 본 논문의 

CNS 환경은 CNS 운전을 시작하거나 종료하는 역할

을 수행하고 에이전트가 선택한 제어 행위를 실제로 

수행하는 역할과 제어 결과에 의한 변경된 CNS 상태

를 제공하는 역할을 수행한다. 

환경 설계에서는 다양한 상황에 대한 동시다발적인 

학습이 중요하므로, 매우 긴 운전과정을 11 개 부분으

로 나누어 각각을 시나리오의 시작 지점을 정의하였

다. 즉, 하나의 시나리오는 하나의 학습 에피소드 

(episode)가 되고 각 에이전트는 임의의 시나리오로 

진입한다. 시나리오 설계에서 중요했던 부분은 각 시

나리오의 종료와 다음 시나리오의 시작이 맞닿도록 

구성하면 각 시나리오 시작지점에 대한 학습이 빈약

해지는 현상이 발생한다. 이를 보완하기 위해서, 각 

시나리오가 절반씩 겹치도록 구성하였다. 그리고, 설

계된 환경에서는 강화학습에서 에이전트가 딥러닝을 

통해 출력하는 행위 번호 (action number)를 실제 CNS

의 제어 명령으로 치환하고 스텝 단위로 원전 상태 

변화를 제어한다. 또한, 설계된 환경은 원전 상태 신

호들을 에이전트의 입력 형태로 변환해주도록 설계되

었다. 
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(그림 3) 다중 에이전트의 학습 구조 

기본적으로 에이전트는 강화학습의 목표를 달성하

기 위해서 환경의 현재 상태를 관찰하고, 제어 행위

을 선택하고, 피드백되는 보상에 따라 학습을 수행한

다. 에이전트가 학습을 수행할 때, 동시에 다양한 상

태를 학습하는 것이 중요한데, A3C[6]는 다중 쓰레드 

개념으로 그 문제를 해결한다. 이 논문은 A3C[6]의 

개념을 활용하여 다중 CNS 에 다중 쓰레드를 연결하

므로 병렬 학습이 가능한 구조로 에이전트를 설계하

였다.  

그림 3 에서 보이는 것과 같이, 메인 프로세스에 의

해 각 에이전트의 태스크는 쓰레드로 생성되고 

Global DNN (Deep Neural Network)의 weights 는 각 에

이전트에 동기화 된다. 에이전트는 CNS 엔진으로 받

은 신호들을 필터링 하여 강화학습에 적합한 상태 구

조로 변환한다. DNN 을 이용하여 제어 행위를 선정하

고 이것을 CNS 제어 명령으로 변환한 후 CNS 엔진

에 전송하면 명령이 실행되고 결과에 따른 보상을 획

득한다. 이러한 실행 경험은 여러 스텝 동안 저장하

고 주기적으로 Global DNN 을 업데이트 하며, 업데이

트 후에는 다시 그 global DNN 을 에이전트로 동기화
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한다. 

강화학습의 상태 (state)는 2 차원 배열로 설계하였

다. CNS 상태를 대표하는 신호들을 선정하여 현재 상

태 (current state)의 첫 번째 차원에 배치한다. 연관성

이 높은 신호들은 DNN 이 합성곱 (Convolution)을 수

행할 때 고려되도록 인접하여 배치하였다. 각 신호 

값은 두 번째 차원에 맵핑한다. 스텝 마다 얻는 상태

(state)를 누적하여 2 차원 배열을 쌓으면, 3 차원 배열

이 되고, 이것을 강화학습에서 사용하는 DNN 의 입력 

상태(input state)로 사용한다. 이를 기반으로, 이 논문

에서 사용하는 입력 상태는 (20×100×8)로 설계하였

다. 

강화학습의 행위(Action)는 고온대기 운전에서 조작

이 필요한 가압기 스프레이밸브(Spray valve)의 열림

(open)과 닫힘(close), 가압기 출구 측 유량 조절 밸브 

의 열림(open)과 닫힘(close)에 대한 인덱스 번호를 붙

인 형태로 표현하였다. 에이전트는 매 스텝 마다 입

력 상태에 대하여 이러한 제어 행위 중에서 한 가지

를 선택하여 수행하게 된다.  

강화학습에서 중요한 설계요소 중 하나가 보상

(Reward)이다. 특히, 빈도가 드문 보상(sparse reward)나 

지연된 보상(delayed reward)로 설계하면 학습이 잘되

지 않는 현상이 발생한다. 이 환경에서는 각 스텝 마

다 규칙에 따른 보상을 받도록 설계하였다. 먼저, 가

압기 압력(Pressurizer pressure) 규칙을 위해서 냉각재 

계통 온도(RCS average temperature) 대비 가압기 압력

의 직선식을 정의하고 그 직선식으로부터의 거리 가 

가까울수록 높은 보상을 멀어질수록 낮은 보상이나 

부정적 보상(negative reward)을 부여한다. 가압기 수위

(Level) 규칙은 항상 일정한 범위 내에서 유지하도록 

수위 범위의 중간값으로부터의 거리를 기준으로 보상

을 부여한다. 즉, 주요 상태가 운전 범위 내에 잘 유

지될 경우 높은 보상을 받게 된다. 각 스텝의 상태에 

대해서 두 가지의 보상을 합친 값이 최종 보상으로 

반영되도록 설계하였다. 

 

4. 학습 및 실험 결과 

실험은 CNS 의 약 180 ℃의 고온정지에서 약 

290 ℃의 고온대기까지의 운전을 수행하였다. 시뮬레

이터인 CNS 는 인텔 코어 i7 CPU 의 Linux OS 가 설치

된 여러대의 컴퓨터에서 서버 소프트웨어를 다중으로 

실행하고 1 대의 컴퓨터에서 클라이언트 소프트웨어

를 실행한다. 강화학습은 클라이언트 컴퓨터에서 실

행되고 4 개의 쓰레드가 동시에 CNS 서버 소프트웨

어에 연결되어 학습을 수행하는 환경을 설정하였다. 

또한, DNN 을 위해서 케라스 딥러닝 프레임워크를 활

용하였다. 

 

(그림 4) 학습과정에서의 보상값 추세 

그림 4 는 학습과정에서 각 시나리오에서 얻을 수 

있는 최대 보상을 1 로 정의하고, 학습동안에 각 스텝

마다 얻은 보상을 나타낸 그래프이다. 각 스텝 마다 

최대 0.05 를 얻을 수 있으나 각 시나리오 에피소드 

마다 최대 스텝 수가 다르기 때문에 최대 획득 가능 

보상 도 다르다. 초반 학습에서는 원자로 정지가 발

생하거나 부정적 보상을 많이 받으면서 전체 보상이 

낮게 나오는 결과를 보였다. 그리고, 각 시나리오의 

시작 상태가 보상이 낮은 상태에서 시작하기 때문에 

최적 상태까지 이동하는 동안에 낮은 보상을 계속 받

는다. 또한 학습과정에서는 더 나은 선택을 탐색하기 

위해서 랜덤하게 행위를 선택할 확률을 계속 유지한

다. 이러한 특징 때문에 실제 학습된 결과 보다는 낮

게 나왔지만, 점차 학습을 거치면서 획득 보상이 증

가하는 경향을 보였다. 

 

(그림 5) 실험결과 –  가압기 수위 제어 

그림 5 는 학습이 종료된 결과물로 시험 제어를 수

행한 결과 중에 가압기 수위가 제어된 결과를 보여준
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다. 초기에는 매우 낮은 수위를 빠르게 보충하기 위

해서 살수 밸브를 열림을 크게 하였고, 이후 빠르게 

큰 수위 변화와 작은 수위 변화에 잘 대처하는 제어 

경향을 보였다. 마지막 부분에는 점차 수위 변화가 

안정되고 제어의 범위도 좁혀지는 경향을 보였다. 수

위는 적정 범위인 30 ~ 50% 이내에서 잘 유지되었다. 

 

(그림 6) 실험결과 –  가압기 압력 제어 

그림 6 은 시험 제어를 수행한 결과로써 가압기 압

력의 변화를 보여주는데, 매우 좋은 결과를 보였다. 

실제로 운전원이 운전하는 경향과 유사한 형태의 결

과를 보였으며, CNS 저출력 운전에서 최소한 고려되

어야 하는 P-T(pressure-temperature) 커브의 최소와 최

대 압력 경계 (minimum and maximum pressure 

boundaries) 이내에서 잘 운전되었다. 

 

5. 결론 

수동으로 감시 및 제어되는 원전의 고온대기 모드

에서의 운전은 자동화를 위해 많은 연구가 필요한 부

분이다. 이 논문은 차세대 원전의 자동화를 위한 기

초 연구로써, 고온대기 모드에서의 자동 제어를 위한 

강화학습 설계 방법을 소개하였다. 실험 결과에서는 

고도화를 거쳐 활용가능성이 높음을 확인하였다. 이

러한 결과를 바탕으로, 향후 더 복잡한 감시 및 제어

가 요구되는 분야에 적용성을 분석해볼 계획이다. 
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