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요       약 

본 논문에서는 스파이킹 뉴론(Spiking Neuron)들이 쿨롱에너지 포텐셜 (Coulomb Energy Potential)

을 가지는 스파이킹 신경회로망에서의 학습알고리즘을 일반화하여 구간연산(Interval Arithmetic)의 학

습이 가능한 학습알고리즘을 제안한다. 제안하는 학습알고리즘은 입력 데이터로서 구간(Interval) 데

이터와 포인트(Point) 데이터를 모두 학습 할 수 있는 일반화된 학습알고리즘으로서 간단한 컴퓨터 

시뮬레이션을 통하여 범위(Lower bound & Upper bound)를 가지는 구간데이터와 포인트데이터의 통합

적인 학습이 가능하고 전문가시스템(expert system)에서의“don’t care attributes”의 학습 등에도 활용

이 가능함을 보인다. 

 

1. 서론 

스파이킹 신경회로망 모델은 기존의 전통적인 신경

회로망 모델과는 다르게 뉴론(Neuron)에서 발생하는 

스파이크(Spike)에 대한 정확한 시간정보를 중심으로 

반응하는 모델로서 음성인식, 동작인식 등 시간적 정

보에 대한 실시간 처리를 필요로 하는 분야에서 좋은 

결과를 내고 있다[1,2]. 대부분의 스파이킹 신경회로망

에서는 학습데이터로 포인트(Point) 데이터를 사용하

고 있다[3-4]. 본 논문에서는 구간연산이 가능한 스파

이킹 모델로 확장하고 구간데이터와 포인트데이터를 

모두 학습할 수 있는 구간연산 학습 알고리즘으로의 

확장을 제안하고 간단한 컴퓨터 시뮬레이션을 통하여 

구간데이터와 포인트데이터가 동일하게 학습될 수 있

음을 보인다. 

2. 스파이킹 신경회로망과 구간연산 학습 

2.1 구간연산 

신경회로망에서의 학습알고리즘을 개발하기 위한 

기본적인 구간연산은 다음과 같다[5]. 

구간들에 대한 합:  

A + B = [𝑎𝑙 , 𝑎𝑢] + [𝑏𝑙 , 𝑏𝑢] = [𝑎𝑙 + 𝑏𝑙 ,  𝑎𝑢 + 𝑏𝑢]   (2-1) 

구간에 대한 실수의 곱: 

𝑚 ∙ A = 𝑚 ∙ [𝑎𝑙 ,  𝑎𝑢] = {  
[𝑚 ∙ 𝑎𝑙 , 𝑚 ∙ 𝑎𝑢]   𝑖𝑓 𝑚 ≥ 0

[𝑚 ∙ 𝑎𝑢 , 𝑚 ∙ 𝑎𝑙]   𝑖𝑓 𝑚 < 0
 

 (2-2) 

구간에 대한 지수함수: 

exp 𝐴 = exp[𝑎𝑙 , 𝑎𝑢 ] = [exp 𝑎𝑙 , 𝑒𝑥𝑝 𝑎𝑢 ]   (2-3) 

여기서 l은 데이터의 최하치, u는 데이터의 최대치

를 각각 나타낸다. 

2.2 구간연산 학습 

  스파이킹 신경회로망은 스파이크 발화 시점들의 

타이밍 정보가 중요한 신경코드 역할을 하며 정교한 

발화 타이밍 정보에 의한 동작이 이루어지는 

모델이다[3,4]. 또한, 시간 t 에서 다중 스파이크에 

의한 스파이킹 뉴론 j 의  post-synaptic, 𝑥𝑗(𝑡),과 

스파이킹 뉴론 j 의 활성화 함수는 다음과 같이 

정의된다[5,6]. 

𝑥𝑗(𝑡) =  ∑ ∑ 𝑤𝑖𝑗
𝑘  𝑦𝑖

𝑘(𝑡)𝑚
𝑘−1𝑖∈Γ𝑗

    (2-4) 

𝑦𝑗
𝑘(𝑡) =  휀(𝑡 − 𝑡𝑗 − 𝑑𝑘)     (2-5) 

ε(t) =  1
𝜏⁄  exp(1 − 1

𝜏⁄ )     (2-6) 
𝑦𝑗(𝑁𝑒𝑡) = 𝑦𝑗([𝑛𝑒𝑡𝑙 , 𝑛𝑒𝑡𝑢]) = [ 𝑦𝑗(𝑛𝑒𝑡𝑙), 𝑦𝑗(𝑛𝑒𝑡𝑢) ]     

where  𝑦𝑗
𝑘(𝑡) =  휀(𝑡 − 𝑡𝑗 − 𝑑𝑘)   (2-7) 

M 개의 메모리를 갖는 스파이킹 신경회로망의 경우 

쿨롱포텐셜(Coulomb Potential)에 의한 에너지는 

다음과 같이 정의할 수 있다[7]. 

ψ =  
1

(2𝐿)
∑ ∑ 𝑠𝑖𝑔𝑛(𝑎, 𝑏)‖𝑡𝑗

𝑎 − 𝑡𝑗
𝑏‖

−𝐿
𝑗∈𝐽

𝑀
𝑎,𝑏      (2-8) 

구간연산 스파이킹 네트워크에서의 학습은 에너지 함

수를 최소화하기 위한 가중치의 조정은 다음과 같다. 

∆𝑤𝑖𝑗
𝑘 =  −𝜂 

𝜕𝜓

𝜕𝑤𝑖𝑗
𝑘      (2-9) 

따라서 스파이킹 네트워크의 학습은 다음과 같다. 

∆𝑤𝑖𝑗
𝑘 =  

1

2
𝜂 ∙ { 𝑦𝑖

𝑘 (𝑡𝑗
𝑎𝑙

) 𝛿𝑗
𝑎𝑙

−  𝑦𝑖
𝑘 (𝑡𝑗

𝑏𝑙
)  𝛿𝑗

𝑏𝑙
+  𝑦𝑖

𝑘(𝑡𝑗
𝑎𝑢

) 𝛿𝑗
𝑎𝑢

−  𝑦𝑖
𝑘(𝑡𝑗

𝑏𝑢
) 𝛿𝑗

𝑏𝑢
} 

where 𝑤𝑖𝑗 ≥ 0   (2-10) 
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3. 컴퓨터 시뮬레이션 

스파이킹 신경회로망에서 제안한 구간연산 학습알

고리즘의 성능을 확인하기 위한 간단한 컴퓨터 시퓰

레이션 결과를 보인다. 첫번째 실험은 2 개 영역에 위

치한 데이터 학습실험으로 1계층의 스파이킹신경망을 

사용하였다. 표 1 에 실험에 사용한 구간 데이터와 포

인트 데이터를 나타낸다. 첫번째 실험에 사용한 주요 

파라메터로는 학습율=0.0000002, L=2, M=600, 가중치의 

초기값=0.0~1.0, 학습횟수 (epoch)=8 의 값을 선택하여 

진행하였다. 그림 1에서는 학습의 진행과정을 보인다. 

학습이 진행되면서 class1 과 class2 의 영역 데이터에 

대한 학습이 잘 이루어지는 것을 볼 수 있다. 특히, 

그림 1(d)은 학습 완료 시 2 개 영역의 구분이 점선과 

같이 나누어짐을 표시한 결과이다. 

<표 1> 2개 영역의 학습을 위한 구간 및 포인트 데이터 
 학습데이터 (구간데이터 및 포인트 데이터)-2 개영역 

C.1 X 
[0.00 10.00] [10.00 10.00] [0.00 0.00] [5.00 5.00] [1.00 1.00] 

[8.00 8.00] [9.00 9.00] [10.00 10.00] 

C.1 Y 
[0.00 10.00] [4.00 4.00] [1.00 1.00] [5.00 5.00] [9.00 9.00] 

[0.00 0.00] [9.00 9.00] [6.00 6.00] 

C.2 X 
[0.00 20.00] [16.00 20.00] [1.00 1.00] [6.00 6.00] 

[12.00 12.00] [17.00 17.00] [15.00 15.00] [16.00 16.00] 

C.2 Y 
[16.00 20.00] [0.00 20.00] [17.00 17.00] [15.00 15.00] 

[17.00 17.00] [1.00 1.00] [4.00 4.00] [6.00 6.00] 

 

두번째 실험은 5 개의 영역에 위치한 데이터의 학

습실험으로 표 2에 구간데이터 및 포인트데이터를 나

타낸다. 두번째 학습에 사용한 주요 파라메터로는 학

습율=0.0000005, 학습횟수(epoch)=12, 기타의 파라메터

는 첫번째 실험에서와 동일하다. 첫번째 실험에서와 

같이 학습이 진행되면서 중심영역 데이터인 class 2 와 

4 개의 모퉁이 영역 데이터인 class 1 에 대한 구간학습

이 제대로 이루어진 것을 알 수 있다(그림 2 ). 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

(그림 1) 2개 영역 데이터의 학습 진행과정: ((a) 

epoch=2, (b) epoch=4, (c) epoch=6, (d) epoch=8)) 
 

<표 2> 5개 영역 학습을 위한 구간 및 포인트 데이터 
 학습데이터 (구간데이터 및 포인트 데이터)-5개영역 

C.1 X 
[0.0 5.0] [4.0 4.0] [5.0 5.0] [15.0 20.0] [16.0 16.0] [17.0 17.0]  

[15.0 20.0] [15.0 15.0] [16.0 16.0] [0.0 5.0] [3.0 3.0] [4.0 4.0] 

C.1 Y 
[0.0 5.0] [1.0 1.0] [4.0 4.0] [15.0 20.0] [16.0 16.0] [15.0 15.0] 

[0.0 5.0] [1.0 1.0] [4.0 4.0] [15.0 20.0] [14.0 14.0] [15.0 15.] 

C.2 X 
[8.0 12.0] [13.0 13.0] [8.0 8.0] [11.0 11.0]  

[12.0 12.0] [10.0 10.0] [9.0 9.0]  

C.2 Y 
[8.0 12.0] [8.0 8.0] [8.0 8.0] [8.0 8.0]  

[11.0 11.0] [10.0 10.0] [12.0 12.0]  

 
(a) 

 
 (b) 
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(c) 

 
(d) 

 
(e) 

 
(f) 

(그림 2) 5개 영역 데이터의 학습 진행과정: ((a) epoch=2, 

(b) epoch=4, (c) epoch=6, (d) epoch=8,  (e) epoch=10, (f) 

epoch=12) 

그림 2(f)은 학습 완료 시 5 개 영역의 구분이 점선

과 같이 나누어짐을 표시한 결과이다. 

 

4. 결론 

본 논문에서는 구간데이터와 포인트데이터를 모두 

입력 데이터로 학습할 수 있는 쿨롱에너지 기반 스파

이킹 신경회로망의 학습알고리즘을 제안하였다.     

따라서, 전통적인 인공지능시스템에서 특정한 범위 

(lower bound & upper bound)의 값을 가지는 지식 표현

데이터(구간데이터)가 포인트데이터와 동일한 입력데

이터로서 스파이킹 신경회로망에서 자연스럽게 학습

이 가능한 알고리즘이다. 또한 영역내의 많은 개수의 

포인트 데이터를 작은 개수의 구간데이터로 변환 입

력이 가능함으로써 학습의 시간을 줄일 수 있고 다양

한 형태의 특정 영역학습에 쉽게 적용이 가능할 것이

다. 그러나 적용되는 문제의 유형에 따라 적절하게 

선택이 되어야 하는 시간 관련 파라메터 등은 학습 

메카니즘에 중요한 연구분야이며 추가적인 연구가 필

요하다. 
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