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요       약 

4 차 산업혁명 시대의 도래와 함께 AI, ICT 기술의 융합이 진행됨에 따라, 유저 레벨의 디바이

스에서도 AI 서비스의 요청이 실현되었다. 이미지 처리와 관련된 AI 서비스는 피사체 판별, 불량

품 검사, 자율주행 등에 이용되고 있으며, 특히 Deep Convolutional Neural Network (DCNN)은 이미

지의 특색을 파악하는 데 뛰어난 성능을 보여준다. 하지만, 이미지의 크기가 커지고, 신경망이 깊

어짐에 따라 연산 처리에 있어 낮은 데이터 지역성과 빈번한 메모리 참조를 야기했다. 이에 따라, 

기존의 계층적 시스템 구조는 DCNN 을 scalable 하고 빠르게 처리하는 데 한계를 보인다. 

 본 연구에서는 DCNN 의 scalable 하고 빠른 처리를 위해 3 차원 메모리 구조의 Processing-In-

Memory (PIM) 가속기를 제안한다. 이를 위해 기존 3 차원 메모리인 Hybrid Memory Cube (HMC)에 

하드웨어 및 소프트웨어 모듈을 추가로 구성하였다. 구체적으로, Processing Element (PE)간 데이터

를 공유할 수 있는 공유 캐시 및 소프트웨어 스택, 파이프라인화된 곱셈기 및 듀얼 프리페치 버

퍼를 구성하였다. 이를 유명 DCNN 알고리즘 LeNet, AlexNet, ZFNet, VGGNet, GoogleNet, RestNet 에 

대해 성능 평가를 진행한 결과 기존 HMC 대비 40.3%의 속도 향상을 29.4%의 대역폭 향상을 보

였다. 

 

1. 서론 

Deep Convolution Neural Network (DCNN)은 이미지 

처리 AI 기술로서 이미지의 특색 파악에 큰 성과를 

보여왔다. 최근 DCNN 에 이용되는 필터의 수, 신경망

의 깊이가 증가함에 따라 많은 양의 합성곱 연산이 

발생하였다. 또한, 이미지의 크기 증가와 Sparse 한 행

렬의 처리로 인해 DCNN 의 연산은 낮은 데이터 지역

성 및 빈번한 메모리 참조의 특징이 있다. 이에 따라, 

기존의 계층적 시스템 구조는 ‘폰 노이만 보틀넥’으로 

인하여 DCNN 을 scalable 하고 빠르게 처리하는데 한

계를 보이고 있다. 

합성곱 연산은 이미지를 행렬화 하여 각 행렬의 대

응 원소를 곱하고(Multiply), 그 값들을 더하여

(Accumulate) 합하는 MAC (Multiply-Accumulate) 연산

을 이용한다. DCNN 에는 이러한 MAC 연산 외에 

ImagePatch, Resize, Contraction 과 같은 독립적인 기능

성(functionality) 함수 블록이 존재한다. 따라서, MAC

연산을 가속화하고 DCNN 의 기능성 함수 블록을 빠

르게 처리할 수 있다면, DCNN 의 수행을 가속화할 수 

있다. 

최근 TSV (Through-Silicon-Via)[1] 기술을 바탕으로 

메모리 다이를 수직으로 적층하여 만든 3D 메모리는 

Processing Element (PE)를 메모리 근처에 위치시켜 

Processing-In-Memory (PIM)를 실현하였다. 이러한 PIM 

구조는 대량의 데이터를 메모리에서 PE 로 빠르게 이

동시켜 처리할 수 있어, 낮은 데이터 지역성 및 빈번

한 메모리 액세스를 보이는 워크로드를 scalable 하고 

빠르게 처리할 수 있는 차세대 아키텍쳐로 평가받고 

있다. 하지만, 기존의 대표적인 3D 메모리인 Hybrid 

Memory Cube[2]는 다음과 같은 한계점이 있다. 
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(1) 호스트에서 PE 로의 연산 offload 과정 

(2) Vault Controller 의 제한된 메모리 접근 

이로 인해 HMC 는 비교적 큰 용량의 데이터 저장을 

요구하는 DCNN 의 가속기로 이용되기에 한계가 있다. 

본 연구에서는 HMC 를 DCNN 의 가속기로 이용하기 

위해 몇 가지 하드웨어적/소프트웨어적 모듈을 추가

로 제안하였다. 

(1) HMC 의 PE 들이 데이터 및 함수를 공유할 

수 있는 공유 캐시를 구성하였다. 

(2) 공유 캐시를 이용하여 DCNN 의 여러 기능성

(functionality) 블록을 PE 에서 분산 처리하였

다. 

(3) 소프트웨어 스택을 구성하여 PE 가 자율적으

로 명령어를 수행하고 다른 PE 를 INVOKE

할 수 있게 구현하였다. 

(4) MAC 연산을 가속할 수 있도록 PE 에 파이프

라인화한 곱셈기와 듀얼 프리페치 버퍼를 추

가로 구성하였다. 

이를 통해 낮은 데이터 지역성 및 빈번한 메모리 접

근을 보이는 DCNN 을 가속하기 위한 기능성 기반의 

PIM 가속기를 제안한다. 

 

(그림 1) Overall Architecture 

 

2. 기능성 기반의 핌 모델 

본 연구에서는 기존의 HMC 구조에 하드웨어적/소프

트웨어적 모듈을 추가 구성하여 DCNN 을 가속하는 

아키텍쳐를 제안한다. 전체 구성은 [그림 1]과 같다. 

2.1 공유 캐시의 구성 

3D 메모리의 로직 베이스에 공유 캐시를 구성하여 

PE 간 데이터 및 함수 블록을 공유하였다. 먼저, 공유 

캐시에는 DCNN 의 여러 독립적인 기능성 함수 블록

이 구현되어 있어 이를 여러 PE 에서 분산 처리할 수 

있도록 구현하였다. 예를 들어, PE1 에서는 ImagePatch

를 공유 캐시로부터 로드하여 수행하고, PE2 에서는 

ImageContraction 을 로드하여 수행하여 DCNN 을 빠르

게 처리한다. 

 

(그림 2) 공유 캐시를 이용한 합성곱 연산 수행 과정 

또한 공유 캐시에는 딥뉴럴네트워크 (DNN)의 훈련 

과정에서 고정된 웨이트를 저장하여, 기존 HMC 의 

PE 가 제한된 3D 메모리 파티션에 대해서만 접근 

가능한 한계를 해결하였다. 예를 들어, [그림 2]와 

같이 DRAM1 에 저장된 이미지 A (img A)가 DCNN

의 Layer1 의 합성곱 연산을 PE1 에서 수행할 때, 

PE1 은 DRAM1 로부터 img A 벡터의 원소를, 공유 

캐시로부터 Layer1 의 웨이트에 해당하는 W1 을 로

드 하여 내부의 곱셈기로 feed 하는 방식으로 동작

한다. 

 

(그림 3) Pipelined Multipliers 

2.2 Pipelined Multipliers 

 본 연구는 HMC-MAC[3] 아키텍쳐를 베이스라인으

로 지정하여 모델을 구성하였다. HMC-MAC 은 기존

의 HMC 의 Vault Controller 에 MAC 연산을 가속하

기 위한 MAC Operator 를 추가한 구조로 HMC 를 

cycle accurate 하게 구현하였다. HMC-MAC 은 부동 

소수점 곱셈을 4cycle 에 덧셈을 1cycle 에 처리한다. 

본 연구에서는 이를 개선하여 [그림 2]와 같이 PE

에 4 개의 파이프라인화된 곱셈기를 구성하였다. 이

를 통해 MAC 연산을 1cycle 에 처리할 수 있다. 
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2.3 Dual Prefetch Buffer 

3D integrated Memory 구조 상, 복잡한 모듈 구성은 

thermal problem 을 야기할 수 있다. 본 연구에서는 

이 점을 고려하여 메모리 래이턴시는 낮추되 최대

한 간단한 프리페처를 구성하였다. 이에따라 각각

의 PE 에 총 4KB 의 Next-line 프리페쳐와 Stride 프

리페쳐를 듀얼로 구성하였다. Next-line 프리페쳐는 

현재 페치된 주소의 다음 8 개 라인을 페치하며, 

Stride 프리페쳐는 이전 메모리 접근 주소와 현재 

주소의 차이, 즉 Stride 를 관찰한 뒤 Stride 만큼 프

리페치 한다. 

2.4 Software Stack 

 공유 캐시에 소프트웨어 스택을 구현하여 기존 

HMC 의 호스트 프로세서로부터 명령어를 offload 

받아 PE 가 동작하는 방식이 아닌, PE 유닛에서 자

율적으로 리퀘스트의 처리가 가능하도록 구성하였

다. 소프트웨어 스택에 구현된 Function Call 은 [표 

1]과 같다. 이를 바탕으로 PE 는 호스트 프로세서의 

동작과 상관없이 자체적으로 리퀘스트를 처리하고, 

다른 PE 를 INVOKE 하여 명령어의 할당, 수행 및 

offload 를 지시할 수 있다. 

<표 1> 소프트웨어 스택에 구현된 함수 

AllocReq() 볼트로 리퀘스트를 할당 

ReceiveReq() 리퀘스트를 할당받아 해석하여 기

능성 연산 블록 수행 시작 

ProcessReq() 별도의 Block 이 없을 시까지, 기능

성 연산 블록 처리 

OffloadBack() 리퀘스트를 다른 볼트에서 분산 처

리하기 위해, 연산 블록을 크로스

바 스위치로 전달 

WriteToCache() 캐시에 데이터 쓰기 

 

3. 실험 및 결과 

3.1 실험 설계 

본 연구에서 제안하는 아키텍쳐의 성능을 평가하기 

위해 HMC-MAC 시뮬레이터를 베이스라인으로 시뮬

레이터를 구성하였다. 트레이스를 추출하기 위해 Intel 

pin tool[4]을 이용해 메모리 접근 시 참조 주소 및 

MAC operator count 에 관한 정보를 추출했다. 또한, 머

신러닝 라이브러리 Tensorflow[5]에서 합성곱 연산의 

기능성 블록들을 Region Of Interest (ROI)로 지정하여 

해당 영역을 PE 에서 분산처리할 수 있도록 맵핑하였

다. 사용된 DCNN 모델은 유명 DCNN 알고리즘으로, 

LeNet[6]의 경우 28x28x1 사이즈의 손글씨 데이터를 

zero padding 하여 32x32x1 로 만들어 수행하였고, 

AlexNet[7], ZFNet[8], VGGNet[9], GoogleNet[10], 

ResNet[11]의 경우 224x224x3 사이즈의 Imagenet[12] 

벤치마크를 이용하였다. DCNN 의 특징은 [표 2] 와 

같다. 

<표 2> 사용된 DCNN 알고리즘 

 
3.2 Speed up 

 

(그림 4) DCNN 워크로드별 각 모델의 속도 향상 

HMC-MAC 을 베이스라인으로 각 제안하는 4 가지 

모듈을 추가하였을 때, DCNN 워크로드별 모델의 속도 

향상 정도는 [그림 4]와 같다. 마지막 막대인 분홍색 

막대는 HMC-MAC 에 본 연구에서 제안하는 4 가지 

하드웨어적/소프트웨어적 모듈을 추가로 구성한 것으

로, 6 가지 DCNN 워크로드에서 평균 40.3%의 속도 향

상을 보였다. 또한, 총 5 개 레이어로 구성된 LeNet 에

서부터 152 개의 레이어로 구성된 ResNet 까지 레이어

의 깊이가 깊어질수록 속도 향상이 더 높아지는 것을 

확인할 수 있다. 이는 4 가지 모듈을 추가했을 때, 

HMC-MAC 에 비해 더욱 scalabe 한 처리를 하는 것에 

기인한다. 

 

(그림 5) GoogleNet 수행 시, 32 개 PE 에서의 대역폭 
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3.3 Bandwidth 

GoogleNet 수행 시, 본연구에서 제안된 모델들의 

32 개 PE 의 대역폭은 (그림 5)와 같다. HMC-MAC 에 

4 개 모듈을 추가한 가장 마지막 막대 그래프에서 

95.6GB/s 로 기존 HMC 대비 약 29.4%의 대역폭 향상

을 보였다. 

 

4. 결론 

본 연구에서는 낮은 데이터 지역성 및 빈번한 메모

리 참조의 특징을 보이는 Deep Convolutional Neural 

Network 를 가속하기 위한 구조로 기능성 기반의 

Processing-In-Memory 아키텍쳐를 제안하였다. 기존 

PIM 구조의 한계를 극복하기 위해, PE 들의 데이터 

및 함수를 공유할 수 있는 공유 캐시를 구성하였다. 

공유 캐시에는 Trained-Weight 및 DCNN 의 독립적인 

기능성 함수 블록이 저장되어 있어, 3D 메모리의 데

이터 접근 제한 해결 및 PE 단위에서 기능성 함수 블

록의 분산 처리를 구현하였다. 또한 MAC 연산을 가

속하기 위해 PE 에 Pipelined Multiplier 및 Stride 

Prefetcher, Next-line Prefetcher 로 구성된 Dual Prefetch 

Buffer 를 구성하였다. 이를 통해 기존의 HMC 에 비하

여 최종 제안된 모델에서 40.3%의 속도 향상, 29.4%의 

대역폭 향상을 달성하였다. 또한, LeNet, AlexNet, 

ZFNet, VGGNet, GoogleNet, ResNet 으로 점점 깊어지는 

DCNN 레이어에 대해 점점 더 빠른 속도 향상을 보

였다. 이를 통해, 본 연구에서 제안하는 기능성 기반

의 핌 가속기가 기존 HMC 에 비하여 Scalable 한 

DCNN 연산 수행을 하는 것으로 평가할 수 있다. 
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