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● 요   약 ●  

본 논문에서는 카메라의 포커싱과 아웃포커싱에 의해 이미지에서 뿌옇게 표현되는 DoF(Depth of field, 

피사계 심도) 영역을 합성곱 신경망을 통해 찾는 방법을 제안한다. 우리의 접근 방식은 RGB채널기반의 상

호-상관 필터를 이용하여 DoF영역을 이미지로부터 효율적으로 분류하고, 합성곱 신경망 네트워크에 학습하

기 위한 데이터를 구축하며, 이렇게 얻어진 데이터를 이용하여 이미지-DoF가중치 맵 데이터 쌍을 설정한다. 

학습할 때 사용되는 데이터는 이미지와 상호-상관 필터 기반으로 추출된 DoF 가중치 맵을 이용하며, 네트워

크 학습 단계에서 수렴률을 높이기 위해 스무딩을 과정을 한번 더 적용한 결과를 사용한다. 본 논문에서 제

안하는 합성곱 신경망은 이미지로부터 포커싱과 아웃포커싱된 DoF영역을 자동으로 추출하는 과정을 학습시

키기 위해 사용된다. 테스트 결과로 얻은 DoF 가중치 이미지는 입력 이미지에서 DoF영역을 빠른 시간 내에 

찾아내며, 제안하는 방법은 DoF영역을 사용자의 ROI(Region of interest)로 활용하여 NPR렌더링, 객체 검

출 등 다양한 곳에 활용이 가능하다.

키워드: 합성곱 신경망(Convolutional neural network), 피사계 심도(Depth of field), 

이미지 프로세싱(Image processing), 인공 신경망(Artificial neural networks)
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I. Introduction

이미지나 동영상 데이터를 활용하여 영상 내 콘텐츠의 분석, 객체의 

검출, 사용자의 ROI 계산 등을 하는 과정에서 이미지의 피사계 심도는 

중요한 특징 중 하나이다[1,2]. 원본 이미지에서 DoF가 포함된 영역을 

뚜렷하게 식별하기란 어려운 일이며, 이는 DoF가 포함된 이미지에서 

정확한 포커싱 영역을 추출하는데 있어서, 예측할 수 있는 정보가 

부족하기 때문이다. 이미지에 내포되어 있는 장면으로부터 기하학적 

관계를 분석하고자 깊이(Depth)를 추정하는 연구들은 꾸준히 연구되

고 있으며[3,4], 이 기법은 포즈(Pose) 결정, 객체 인식 등에서 활용되고 

있을 뿐, 이미지의 ROI라고 결정하기에는 다소 무리가 있다. 실제로 

DoF는 콘텐츠의 깊이와는 다르게 사용자가 집중적으로 보고 싶은 

부분을 두드러지게 하는 기법이기 때문에 이러한 연구들은 본 연구에

서 제안하고자 하는 DoF와는 차이가 있다. 

이미지에서 포커싱과 아웃포커싱의 차이는 선명하거나 뿌옇게 

표현되는 차이가 있으며 이러한 차이는 공간상에서 미분을 했을 

때 더 큰 차이를 보이게 된다. 우리는 이러한 특징을 이용하여 합성곱 

신경망 기반의 새로운 네트워크 모델을 제안하며, 이러한 기법을 

계산하기 위한 본 연구의 기여도는 아래와 같다 : 

§ 한 장의 이미지로부터 DoF영역을 추출할 수 있는 기술 개발

§ 입력 이미지에서 DoF를 추출하기 위해, MSE(Mean squared 

error)의 수렴률을 향상시킬 수 있는 합성곱 신경망 기술 개발
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II. The Proposed Scheme

1. Extraction of DoF region from a single image

우리는 이미지로부터 DoF영역을 계산하기 위해 상호-상관 필터 

를 이용한다. 이 필터는 두 개의 연속된 데이터들이 얼마나 연관되어 

있는지를 계산하는 방법으로 영상처리, 컴퓨터 비전 등 다양한 분야에

서 활용되고 있는 방법이다[5]. 이것은 서로의 색상 값이 얼마나 

유사하게 관련되어 있는지를 측정하는 방법이며 수식 1과 같이 정의된

다.
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여기서 는 각 인접 픽셀들의 가중치로 마스크(Mask)라고 부르며, 

는 인접 픽셀들의 색상 값이다. 이 마스크는 적용 분야에 따라 

다양하게 모델링되는데, 우리는 가우시안 필터링(Gaussian filtering)

기법을 이용한다 (수식 2 참조).
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이미지에 존재하는 DoF영역을 추출하기 위해 본 논문에서는 몇 

가지 가정을 한다 :

1) DoF영역에서는 피사계 심도를 얕게 하여 초점이 맞은 피사체를 

제외한 배경은 흐려지게끔 뭉개지는 효과가 나타난다.

2)　아웃포커싱에 의해 뿌옇게 흐려진 영역과 선명한 영역의 차이는 

명확하다.

위에서 언급한 특징을 이용하여, 원본이미지 
와 원본 이미지로

부터 생성한 스무딩(Smoothing) 이미지 
의 RGB색상 채널의 

차이를 기반으로 DoF가중치 맵 를 다음과 같이 계산한다 (수식 

3 참조).
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여기서 과 은 각각 마스크와 마스크의 크기를 나타내며, 

본 논문에서 마스크의 크기는 15로 설정했다. 는 앞에서 언급한 

뿌연 이미지와 선명한 이미지 사이의 색상 차이를 계산한 수식이다. 


는 원본 이미지로부터 얻은 RGB색상이고, 

는 뿌연 이미지로

부터 얻은 RGB색상이며, 스무딩 필터는 가우시안 스무딩 기법을 

사용했다. 수식에서 보듯이 DoF영역의 가중치는 RGB채널 값을 

3차원 벡터로 표현하여 그 벡터의 크기를 통해 계산한다. 

Fig. 1. DoF weight map  calculated using the DoF region 

(white : focusing, black : defocusing).

Fig. 1는 입력 이미지를 통해 얻은 DoF가중치 맵이다. DoF에 

의해 Fig. 1a에서 아웃포커싱된 뿌연 영역의 가중치가 잘 표현되었고, 

그 외 다양한 이미지들에서도 안정적으로 DoF맵을 추출했다 (Fig. 

2 참조).

Fig. 2. DoF weight maps calculated from various input images 

(inset image : input image). 

2. Convolutional Neural Networks with DoF Weight map

우리는 앞에서 설명한 방법을 이용하여 RGB채널을 가진 입력 

이미지인 {}와 DoF가중치 맵 이미지인 {  }를 생성

한다. 각 이미지는 학습 네트워크에 넣기 전에 패치단위로 분할한다. 

학습 데이터가 주어지면, 우리의 목표는 예측된 값인 와 실제 값인 

사이의 오차를 최소화하는 매핑 함수 를 찾는 것이다. 이 

과정을 수행하기 위한 목적 함수(Objective function)는 예측된 이미

지와 실제 이미지 사이의 MSE이다. 우리의 목표는   값을 

예측하는 모델 를 학습하는 것이며, 결과적으로 학습 데이터에 

대한 MSE인 


∥∥를 최소화하는 것이다. 이 방정식을 

최적화시키기 위해 우리는 아래와 같은 SRCNN[6]기반의 네트워크 

방식을 사용하였다 (Fig. 3 참조).

Fig. 3. SRCNN based network architecture. 

Fig. 3에서 보여준 네트워크 방식을 적용하기 위해 입력 이미지의 

DoF 가중치 맵에서 DoF 가중치 맵을 스무딩한 이미지로 변환하기 

위한 가중치 매개변수를 계산해야 한다 :   → 



한국컴퓨터정보학회 하계학술대회 논문집 제28권 제2호 (2020. 7)

431

-  →    . 여기서  는 입력 이미지와 

그에 해당하는 DoF가중치 맵이며,  는 를 스무딩한 입력 

이미지이며, 그에 해당하는 DoF가중치 맵이고, 는 우리가 찾고자하

는 가중치 매개변수이다. 스무딩한 이유는 앞에서도 언급했듯이, 

이미지에서 포커싱과 아웃포커싱의 차이는 선명하거나 뿌옇게 표현되

는 차이가 있으며, 이 차이는 공간상에서 미분을 했을 때 더 큰 

차이를 보이기 때문이다. 이러한 방식을 기반으로 학습을 시켰을 

때 안타깝게도 우리가 기대한 결과를 얻을 수 없었으며, 학습과정에서 

반복횟수가 증가해도수렴하지 않은 결과를 보였다 (Fig. 4 참조).

Fig. 4. Training results according to the number of iteration.

Fig. 5. Training result obtained through 15,000 iterations.

우리는 15,000번 정도 학습시켰을 때 DoF영역이 아닌, 마치 흑백 

이미지와 같은 결과로 수렴하는 학습결과를 얻었다 (Fig. 5 참조). 

이 같은 이유는 매핑 함수 를 학습하는 과정에서 와 의 

차이가 서로 너무 다르기에 원하는 방향으로 수렴하지 않는 결과가 

나타났으며, 다양한 이미지에서 실험을 해봤지만 여전히 같은 결과를 

얻었다. 이 같은 문제를 해결하기 위해 본 논문에서는 가중치 맵인 

에 원본 이미지를 곱한 이미지인 ′  ×를 이용하여 네트워크

의 학습 데이터로 사용하였고 (Fig. 6 참조), 본 논문에서 사용한 

좀 더 자세한 네트워크 모델은 Fig. 7과 같다.

Fig. 6. Advanced weight image of DoF region.

Fig. 7. The proposed network architecture.

Fig. 8은 본 논문에서 제안한 방법을 이용하여 학습되는 중간 

결과를 보여주는 그림이다. Fig. 4,5와 비교해봤을 때, 이 그림은 

15,000번의 반복적인 학습을 수행했음에도 불구하고 DoF와는 관계

없는 흑백이미지로 수렴했지만, 제안한 방법은 훨씬 적은 반복횟수인 

1,400번만에 DoF 영역을 빠르게 찾아냈다. 이 같은 결과의 의미는 

DoF영역 추출과 별개로 수렴률이 굉장히 빠르다는 것을 나타낸다.

Fig. 8. Training results according to the number of iteration with 

our method.

또한, 학습하는 과정에서 425개의 적은 데이터셋의 양으로 좋은 

결과를 만들어 냈다. 일반적으로 수천, 수만장의 데이터를 이용하는데 

비해서 본 연구에서는 수렴율을 빠르게 하기 위한 전처러 방법으로 

인해 적은 데이터만으로 높은 학습률을 나타냈다.

III. Conclusions

본 연구에서는 상호-상관 필터를 활용하여 DoF영역을 찾는 알고리

즘을 제안했고, 이 기술을 인공지능을 통해 자동으로 학습하고 테스트

할 수 있는 새로운 합성곱 신경망 기법을 제안했다. 

Fig. 9는 본 논문에서 제안한 방법을 통해 얻어진 테스트 결과이며, 

다양한 이미지들에서도 안정적으로 DoF가중치 맵을 추출했다. 레인

보우 컬러 결과에서 빨간색에 가까울수록 포커싱 영역을 의미하며, 

파란색에 가까울수록 아웃포커싱된 영역을 나타낸다. 향후 우리는 

사용자의 시점 변화에 따른 ROI를 DoF기반으로 추출하고, 추출된 

영역에서의 콘텐츠를 해석할 수 있는 기법으로 추가 연구할 계획이다.
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Fig. 9. Test results with our framework (rainbow color : DoF 

weight map).
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