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요 약
시계열 데이터에 대한 군집화 관련 연구는 주로 통계 분석을 통해 이뤄지기 때문에 데이터가 갖는

특성을 완전히 반영하는 데 한계를 갖는다. 본 논문에서는 다변량 데이터에서의 군집화를 위하여 변수

별로 시간에 따른 변화와 특징을 추출하기 위한 CNN-GRU(Convolutional Neural Network – Gated

Recurrent Unit) 기반의 신경망 모델을 제안한다. CNN을 활용하여 변수별로 갖는 특성을 파악하고자

하였으며, GRU을 통해 전체 시간에 따른 소비 추세를 도출하고자 하였다. 지역별로 업종에 따라 사용

된 2년 치의 실제 카드 데이터를 활용하였으며, 유사한 소비 추세를 보이는 지역을 군집화하는데 이를

적용하였다. 결과적으로, 다변량 시계열 데이터를 통해 전체적인 흐름을 반영하여 패턴화했다는 점에

서 의의를 갖는다.

1. 서론

시계열 데이터는 추세나 계절성 등에 따라 불규칙한

변동을 가지는 데이터로 비선형적인 특징을 가진다. 그리

하여 VAR(Vector Autoregression Model), ARIMA(Auto

–Regressive integrated Moving Average Model) 와 같

은 통계 모델 기반에서 LSTM(Long Short-Term

Memory models), GRU(Gated Recurrent Unit)과 같은 신

경망 기반으로 주로 예측, 규칙 발견, 분류, 군집화 등 다

양한 연구가 이뤄지고 있다[1-4].

그중에서 시계열 데이터 기반의 군집화 연구는 일반적

으로 유사한 시간 영역에 대한 군집화가 많이 이뤄지고

있다. 그러나, 다변량 시계열 데이터의 경우에는 데이터에

영향을 끼치는 여러 다양한 변수들을 포함하기 때문에 이

를 고려해 변수에 따라 다양하게 군집화가 가능하다. 이때

가장 중요한 것은 변수별 시계열의 특징을 추출하는 것이

다.

본 연구에서는 다변량 시계열 데이터 기반의 군집화에

대하여 다루며, 소비 데이터를 기반으로 지역 군집화에 적

용하고자 한다. 이를 위해 실제 2년 치의 카드 데이터를

활용하며, 변수별 시계열 특징을 CNN-GRU 신경망을 통

하여 추출하는 방법을 제안한다. 최종적으로, 추출된 특징

을 통해 다변량 시계열 데이터의 추세 경향을 파악할 수

있다.

2. 다변량 시계열 데이터 기반의 군집화 방법

(그림 1) 다변량 시계열 데이터로부터

특징 추출을 통한 군집화 과정
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제안하는 다변량 시계열 데이터로부터의 특징 추출을

통한 군집화 방법의 과정은 (그림 1)과 같다. 이를 소비

분야에 적용하여 지역별 소비 업종에 따른 추세에 대해

특징을 추출함으로써 소비 금액과 추세가 유사한 지역들

을 군집화하는 것이 목적이다. 업종별 소비 금액 뿐만 아

니라 시간에 따른 추세를 시퀀스화하기 때문에 기존의 군

집화 방법과 차이를 갖는다.

지역 군집화를 위해 먼저, 전처리를 통해 데이터의 노

이즈를 제거한다. 본 연구에서 활용하는 데이터는 일별 데

이터이기 때문에 일주일 7일을 주기로 설정하여

MA(Moving Average)를 통해 노이즈를 제거하였다. 또

한, 업종별 소비 금액이 차이가 심하므로 0 에서 1 사이의

값으로 값을 조정한 다음, 특징 추출을 위하여 일정 시간

간격마다 데이터 포인트를 설정하여 전체 시계열 데이터

로부터 서브 시퀀스를 생성한다. 각 서브 시퀀스는 특징

추출을 위해 신경망의 입력 값으로 활용된다.

다음으로, 각 서브 시퀀스에 대하여 CNN과 GRU을 결

합해 지역별 소비 추세에 대해 특징을 추출한다. CNN은

자동으로 특징을 추출하는 데 있어 좋은 성능을 보여 이

미지 처리에 많이 사용된다. 특히, 데이터의 변형에도 강

하기 때문에 비선형적인 특성을 갖는 시계열 데이터의 특

징을 추출하는데 이용한다[5]. 시계열에 따른 특징 추출

데이터를 GRU를 통해 소비 추세를 파악한다.

마지막으로, 파악된 소비 추세를 갖고 업종별로 유사도

를 계산하며, 유사한 지역끼리 퍼지 기반의 군집화를 진행

한다. 이 때, 지역별로 소비 추세가 여러 군집의 성향을

가질 가능성이 있기 때문에 중첩된 군집 결과를 얻는다.

3. CNN-GRU기반 다변량 시계열 데이터 특징 추출

(그림 2) 특징 추출을 위한 CNN-GRU 모델의

입력 데이터 형태

다변량 시계열 데이터 군집화를 위한 특징 추출은

CNN을 먼저 진행하여 서브 시퀀스의 특성을 업종별로 추

출한다. 이때, 입력 데이터는 (그림 2)와 같이 D X R X

F 3차원 형태의 뉴런으로 구성된다. 여기서 D는 시계열의

길이를 의미하며, R은 지역, F는 소비 업종을 의미한다.

다음으로, convolutional layer를 통해 특징 검출하여

feature map을 출력한다. 그리고 특성 데이터 크기를 줄이

기 위해 Max Pooling layer를 사용한다. 이 과정을 여러

번 반복하며, 마지막으로 Flatten과 Dense Layer로 데이

터의 크기와 차원을 낮추고 입출력 모두를 연결한다. 이로

써 다시 서브 시퀀스마다 특징을 연결해 시퀀스화 한다.

이 결과를 다시 종합하여 GRU를 통해 추세 패턴을 분

류함으로써 각 서브 시퀀스마다 추세 흐름을 파악한다.

GRU 모델의 구조는 Many to one 형태로, 최종적으로 출

력계층에서 두 개의 은닉계층으로부터 값을 받아 해당 업

종의 추세 흐름을 분류한다.

4. 결론

본 논문에서는 다변량 시계열 데이터를 갖는 관측지들

에 대하여 군집화를 위해 CNN-GRU 기반의 소비 추세

특징을 추출하는 방법을 제시하였다. 이때, 지역별로 업종

별 사용된 실 카드 데이터를 활용하여 유사한 소비 추세

를 보이는 지역을 군집화하는데 적용하였다. 본 연구는 다

변량 시계열의 전체적인 흐름을 반영하여 패턴화했다는

점에서 기존 연구와 차별성을 갖는다. 그러나 소비 데이터

의 특성상 사회적인 영향에 따라 변화가 심한 특징을 갖

는데, 시간에 따라 소비 트렌드를 고려할만한 변수를 추가

하지 않았다는 점에서 한계점이 있다. 향후 연구에서는

SNS나 뉴스 등의 데이터를 활용해 사회적인 영향을 고려

하고 이에 따라 지역마다 미치는 영향 정도를 반영하고자

한다.
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