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요 약
 주가 예측은 상업적인 매력 때문에 많은 이목이 끌리는 분야이지만, 주가의 불확실성과 변동성 때문

에 주가 예측은 어려운 작업이다. 최근에는 주가 예측 모델에 어텐션 메커니즘을 사용하여 주가 예측

에 많은 인자들이 사용되어 생기는 성능 하락 문제를 해결하여 좋은 성능을 보여주는 연구가 존재한

다. 본 연구에서는 그 모델 중 하나인 Dual-Stage Attention-Based Recurrent Neural Network

(DARNN)의 어텐션 메커니즘을 변경해가며 어떤 어텐션 메커니즘이 주가 예측에 적합한지를 알아본

다. KOSPI100 지수의 예측실험을 통해 location 스코어함수를 사용한 어텐션 메커니즘이 가장 뛰어난

성능을 보여주는 것을 확인하였고, 이는 기존의 스코어함수를 사용한 DARNN에 비해 약 10% 향상된

성능으로 스코어 함수가 모델의 중요한 영향을 끼치는 것을 확인하였다.

1. 서론

주식시장에 대한 예측 기술은 상업적인 매력 때문에

여러 분야의 연구자들이 관심을 갖고 있는 분야이다. 그렇

지만 주식의 불확실성과 비선형성 그리고 여러 노이즈가

섞여 있는 주식시장의 환경 때문에 주가를 예측하는 것은

어려운 작업으로 여겨진다. 여러가지 기계학습 알고리즘이

주식시장의 예측을 위해 사용되고 있지만, 그 중에서도 인

공신경망이 많이 사용된다. 인공신경망의 입력과 출력의

복잡한 비선형 매핑을 수행할 수 있는 능력과 노이즈에

대한 내성은 이미 잘 확립되어 있고[1], 여러 연구[2, 3]에

서 인공신경망을 사용하여 주식시장의 예측 시스템을 제

안하였다.

Recurrent neural networks (RNNs)은 순차적, 시간적

변화 패턴을 학습할 수 있도록 설계되어 있는 인공신경망

의 한 종류이다[4]. 그 중에서도 Long short-term

memory (LSTM) [5]은 RNN의 여러 구조들 중 대표적으

로 사용하고 있는 구조이다. Jia의 연구[6]에서는 LSTM이

주가 예측 작업에서 가지는 장점에 대해 조사하였다. 그리

고 [1]에서는 LSTM을 사용한 모델이 moving average,

exponential moving average, support vector machine을

사용한 모델에 대해 우수성을 보이는 것을 확인하였다. 하

지만 최근의 연구[7, 8]에서는 LSTM만을 사용한 모델의

경우, 주가와의 낮은 상관관계를 가지고 있는 인자들로 생

기는 성능하락 문제가 있는 것을 보여준다.

[8]의 연구에서는 기존의 기계번역 연구[9]에서 사용되

었던 어텐션 메커니즘을 기반으로 하여 낮은 상관 관계의

인자들로부터 발생하는 성능하락을 막을 수 있는 강화된

LSTM을 제안하였다. 이 연구에서는 어텐션 메커니즘으로

강화된 LSTM을 사용한 dual-stage attention-based

recurrent neural network (DARNN)을 제안하였으며, 주

가 예측 및 실내 온도 예측에서 좋은 성능을 보여주는 것

을 확인하였다.

어텐션 메커니즘은 모델이 입력과 출력의 연관관계를

계산할 수 있도록 하는 일종의 방법이다. 어텐션 메커니즘

을 사용한 모델은 출력을 만들기 위해 중요한 입력이 무

엇인지 판단하기 위해 점수를 계산하는 스코어 함수를 사

용한다. 어텐션 메커니즘은 [9]의 연구에서 기계번역을 위

해 소개된 이후, 다양한 분야에서 다양한 변형으로 응용되

어 사용되고 있다. 예를 들어, [10]의 연구에서는 주어진

그림에 대한 설명을 만드는 이미지 캡션 작업에서 어텐션

메커니즘을 사용했으며, [11]의 연구에서는 기계번역을 위

해 사용되는 다양한 어텐션 메커니즘 및 스코어 함수를

비교하였다. 위처럼 다양한 어텐션 메커니즘 및 스코어 함

수는 다양함에도 불구하고, 주가 예측을 위해서 어떤 스코

어 함수를 사용해야 하는지에 대한 연구는 없는 것 보인

다.

본 연구에서는 어떠한 스코어 함수를 사용한 어텐션

메커니즘이 주가 예측을 위해 최적의 성능을 낼 수 있는

지 알아보기 위한 실험을 진행하였고 결과를 통해 스코어

함수를 비교하였다. 실험에서는 위에서 언급된 DARNN모

델에 사용된 스코어 함수를 여러 스코어 함수로 교체해보

며 실험을 진행하였다.
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논문의 나머지 내용은 다음과 같이 구성되어 있다. 2절

에서는 예측 문제 정의, 본 연구의 모델로 사용된

DARNN에 대해 설명한다. 3절에서는 실험에 사용된 스코

어 함수들에 대해 설명한다. 4절에서는 실험환경 및 데이

터에 대해 설명한다. 5절에서는 실험결과 및 그에 대한 분

석을 한다. 6절에서는 본 논문의 결론을 이끌어낸다.

2. 문제 정의 및 DARNN 모델

예측 모델의 입력은 주식 종목들의 가격 데이터인 X

와 주식 종목들로부터 계산된 지수의 데이터인 y이다. 종

목들의 가격 데이터인       는 T개의 종

목들의 데이터 모음이며, T는 예측 모델의 윈도우 사이즈

이다. X는 원소   
  

    
 로 구성되어 있으

며, K는 예측에 사용되는 종목들의 총 개수이고 

는 k

번째 종목의 날짜 t에서의 종가 데이터이다. 지수 데이터

인        로 종목들로 계산되는 지수의 T일

간의 종가 데이터이다. 예측 모델의 목표는 입력 X , y를

사용하여 다음날의 지수 종가   를 예측하는 것이므로

식 1과 같이 표기될 수 있다.

      (1)

그러므로 F()가 예측 모델로, 훈련하고자 하는 맵핑함수이

다.

[8]의 연구에서는 LSTM을 기초로 하여 입력되는 벡터

를 어텐션 메커니즘으로 강화하는 DARNN 모델을 제안

하였다. DARNN은 인코더와 디코더라고 불리는 어텐션

메커니즘을 응용한 LSTM이 사용되는 모델이다. 본 연구

의 실험에서도 같은 모델을 사용하였으며, 스코어 함수만

을 변경해보며 실험을 진행하였다. DARNN에 사용되는

어텐션 메커니즘으로 강화된 LSTM의 계산과정은 다음과

같다:


  

⊤tanh          
  (2)


 


  

 exp
 

exp
 

(3)

  


 


 


  (4)

2-4의 식은 LSTM의 입력 벡터를 강화하는 과정으로 어

텐션 메커니즘을 나타낸다.

     
     (5)

     
    (6)

     
     (7)

   ∘      ∘ tanh    
     (8)

   ∘ tanh   (9)

5-9의 식은 4번의 식에서 얻어진 강화 입력 벡터를 사용

하여 기존의 LSTM과 같은 계산을 통해 히든스테이트 

와 LSTM의 출력 를 만들어내는 과정이다. 위의 식에

서 ∘ 는 각각 sigmoid 함수, 요소간 곱셈,

concatenation을 나타내며 로 표기된 행렬은 훈련에서

업데이트되는 웨이트 파라메터이고, 로 표기된 벡터또한

훈련을 통해 업데이트되는 웨이트 파라메터이다. DARNN

에서는 2단계의 강화 LSTM을 거친 후, fully connected

layer를 사용하여 최종적인 모델의 출력   을 얻어낸

다.

3. 스코어 함수

DARNN에서 사용된 어텐션 메커니즘은 식 2-4이다.

하지만 다양한 분야에서 다양한 어텐션 메커니즘이 사용

되고 있고, 이를 테스트해보기 위해 사용한 스코어 함수는

5가지로 표1에 설명되어 있다.

function name function

Basic 
  

⊤tanh          
 

Additive 
  

⊤tanh     
 

Content 
 cosine_distance   

 

Dot 
     

⊤

Location 
     



<표 1 > 스코어 함수의 종류 (Basic : DARNN모델의

기본 스코어 함수, Additive : [9]에서 사용된 스코어 함수,

Content : [12]에서 사용된 스코어 함수로

cosine_distance은 코사인 디스턴스의 계산 함수를 나타냄,

Dot, Location : [11]에서 소개된 스코어 함수)

표1에 나와있는 각각의 스코어 함수는 모델의 계산과

정에서 식 2를 대신하여 사용될 수 있다. Basic을 사용한

경우, DARNN 모델과 동일하게 계산되었으며, Location

스코어 함수의 경우는 LSTM의 이전 타임스텝의 출력만

이 스코어 함수에 사용되었다. 로 표기된 행렬은 훈련

에서 업데이트 되는 웨이트 파라메터이다. bias는 간결함

을 위해 생략되었다.

4. 실험 데이터 및 실험 환경

모델의 주식 예측 성능을 테스트하기 위해 코스피 주

식시장의 데이터를 사용하였다. 전체 데이터의 길이는

2011-3-28일부터 2019-5-10일 까지의 코스피시장이 열렸

을 때 가져온 2000일이다. 예측에 사용되는 지수 데이터로

는 코스피100 지수를 사용하였으며, 종목들은 코스피 시장

의 2019-5-10일에 상위 200종목중 2000일간의 데이터가

존재하는 171개 종목의 데이터를 사용하였다. 만들어진

2000일간의 데이터를 8:2의 비율로 나누어 각각을 훈련용,

평가용으로 사용하였다. 각각의 데이터세트에 대한 정보는

표 2에 나타나 있다.
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Dataset Using 
Stock

Target Size Start date End date

Training 
Set

171 Kospi100 
index

1600 2011-03-28 2017-09-27

Evaluati
on Set

171 Kospi100 
index

390 2017-09-28 2019-05-10

<표 2> 훈련용 데이터세트 및 평가용 데이터세트

표2에서 볼 수 있는 것과 같이 훈련용 데이터세트는 1600

개의 입력데이터 및 타겟, 평가용 데이터세트는 390개의

입력데이터 및 타겟으로 구성되어 있다. 입력데이터는 10

일을 윈도우 사이즈로 설정하였으며, 1일씩 나누어 입력데

이터 및 타겟을 만들어 구성하였다.

추가적으로 어텐션 메커니즘의 성능을 알아보기위해

어텐션 메커니즘이 사용되지 않은 LSTM 1층과 fully

connected layer 1층으로 구성된 모델도 실험에 사용하였

다. LSTM모델의 1층 LSTM의 cell unit은 DARNN모델

에 사용된 LSTM의 cell unit과 같이 64개로 설정하였으

며, fully connected layer는 LSTM의 마지막 타임스텝의

출력을 입력으로 받아 1개의 출력을 내놓도록 설정되어

있다.

실험은 스코어 함수를 변경한 각 모델에 대하여 4번씩

반복되었으며, 각각의 실험은 훈련용 데이터세트를 사용하

여 모델을 훈련한 후, 평가용 데이터 세트를 사용하여 모

델의 성능을 계산하였다. 모델의 성능은 root mean

square error (RMSE)로 나타내었으며, 자세한 식은 식

(10)에 나타나 있다.

RMSE Y t 
Y t    


n
 i  

n
yt   i  yt  i 

(10)

실험에 사용된 Adam optimizer의 learning rate은 0.01

로 설정하였다. 최종적으로 모델의 성능은 500epoch동안

평가용 데이터세트에 대해 얻어진 가장 낮은 RMSE를 선

택하였다. 실험은 python 환경에서 tensorflow 프레임워크

를 사용하여 프로그래밍 되었으며, 엔비디아 GTX1070 그

래픽카드를 장착한 데스크탑에서 실험이 진행되었다.

5. 실험 결과

4절에서 설명한 바와 같이 진행된 실험의 결과는 표3

에 나타나 있다.

Model Basic Additive Content Dot location LSTM
1 25.227 22.815 23.363 32.563 20.942 26.631
2 21.723 23.591 22.580 21.866 22.231 29.984
3 26.183 36.579 22.267 26.084 21.585 34.432
4 23.204 26.991 21.039 25.900 22.119 37.709
average 24.085 27.494 22.312 26.603 21.719 32.189

<표 3> 스코어함수별 RMSE값 (평균값은 볼드체로 표기됨)

표 3에서 볼 수 있는 스코어함수별 모델의 RMSE값을

확인해보면 location 스코어 함수를 사용한 모델이 가장

좋은 성능을 보여주는 것을 확인할 수 있다. 이는 어텐션

메커니즘이 사용되지 않은 LSTM모델에 대해서는 32.53%

향상된 성능이며, 기존의 DARNN모델에 대해서는 9.82%

향상된 성능이다. 어텐션 메커니즘을 사용한 모든 모델은

LSTM에 비해 크게 향상된 성능을 보여주었는데, 이를 통

해 어텐션 메커니즘을 통해 모델이 중요한 종목을 선택할

수 있도록 하여 낮은 상관관계를 가진 인자로부터 성능향

상을 방지하여 예측 성능을 향상시키는 것을 확인 할 수

있다. 또한 스코어 함수에 따라 예측 성능이 달라지는 것

을 확인하였는데, 가장 좋은 성능을 보여주었던 location

스코어 함수를 사용한 모델은 다른 스코어 함수를 사용한

모델이 4번의 실험에서 약간씩 차이가 있는 성능을 보여

준 것과 달리 거의 일관되게 좋은 성능을 보여주었다. 이

는 입력 값이 스코어 함수에 사용되지 않고, 이전 타임스

텝의 히든스테이트만 사용하는 단순한 구조로 되어있는

location 스코어 함수를 사용함에 따라 훈련과정에서 웨이

트 파라메터의 최적화가 다른 스코어 함수에 비해 쉽게

되고 있는 것을 뜻하는 것으로 보인다.

6. 결론

본 연구에서는 DARNN 모델의 어텐션 메커니즘에 사

용되는 스코어 함수를 다양하게 변경한 후, 주식 지수 예

측 실험을 통해 스코어 함수가 모델의 성능에 영향을 얼

마나 미치는 지를 확인하였다. 실험에서는 KOSPI 100지

수의 예측을 위해 코스피 상위 200종목의 주식 데이터를

사용하였으며, 비교 대상으로 기초적인 LSTM모델과 dot,

additive, location, content 등 다른 연구에서 사용되었던

스코어 함수를 사용한 모델을 선택하였다. 실험결과를 통

해 location 스코어 함수를 사용한 모델이 가장 좋은 성능

을 보여주었으며, LSTM모델과 기존 DARNN 모델에 비

해 각각 약 30%, 약 10%의 성능향상을 보여주는 것을 확

인할 수 있었다. 이를 통해 스코어함수 및 어텐션 메커니

즘이 모델의 예측 성능에 중요한 역할을 하는 것을 확인

하였다. 또한 다른 스코어 함수와는 달리 입력 값 벡터를

사용하지 않고 히든스테이트만 사용하는 비교적 단순한

구조로 된 스코어 함수를 사용함으로써, 웨이트 파라메터

의 최적화가 더 잘 이루어질 수 있었던 것을 알 수 있었

다.

향후에는 location 스코어 함수가 단순히 주가 예측뿐만

아니라 미세먼지 예측, 비즈니스에서의 매출액 예측등 다

른 시계열 예측 분야에서도 좋은 성능을 보여주는지를 확

인해볼 수 있을 것이다. 또한 location 스코어 함수의 성능

을 상회할 수 있는 새로운 스코어 함수에 대해서 연구해

볼 수 있을 것이다.
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