
공장전력 사용량 데이터 기반 LSTM을 이용한

공장전력 사용량 예측모델

고병길*, 성종훈*, 조영식**

*(주)에스더블유엠

** ㈜에이맵

e-mail : {byunggill.go,jhsung}@swm.ai,pobicho@amep.co.kr

Factory power usage prediciton model using LSTM

based on factory power usage data

Byung-Gill Go*, Jong-Hoon Sung* Yeng Sik Cho***

*The company of SWM

**The company of AMEP

요 약

 다양한 학습 모델이 발전하고 있는 지금, 학습을 통한 다양한 시도가 진행되고 있다. 이중 에너지 분

야에서 많은 연구가 진행 중에 있으며, 대표적으로 BEMS(Building energy Management System)를 볼 수

있다. BEMS의 경우 건물을 기준으로 건물에서 생성되는 다양한 DATA를 이용하여, 에너지 예측 및

제어하는 다양한 기술이 발전해가고 있다. 하지만 FEMS(Factory Energy Management System)에 관

련된 연구는 많이 발전하지 못했으며, 이는 BEMS와 FEAMS의 차이에서 비롯된다. 본 연구에서는 실

제 공장에서 수집한 DATA를 기반으로 하여, 전력량 예측을 하였으며 예측을 위한 기술로 시계열

DATA 분석 방법인 LSTM 알고리즘을 이용하여 진행하였다.

 KeyWords : LSTM(Long Short-Term Memory models), FEMS(Factory Energy Management 
System), Machine Learning

1. 서론

에너지는 산업을 움직이는 동력이다. 그중에서도 가장

많이 사용되고 있는 에너지 형태 중 하나가 아마도 전력

일 것이다. 대부분의 공장에서 사용하고 있는 에너지 종류

의 하나인 전력을 예측하는 것은 에너지를 효율적으로 이

용하는 데 있어 많은 도움이 된다.

DATA 분석에 있어 다양한 방법들이 제공되지만, 그중

에서 특히 머신러닝, 딥러닝을 이용한 연구가 진행되고 있

다.[1]

딥러닝 알고리즘에는 다양한 알고리즘이 있다. 먼저

DATA의 성격에 따라 알고리즘을 선택하여 사용하며, 알

고리즘마다 사용되는 DATA의 성격이 다르다.

시간의 흐름에 종속적이지 않은 경우를 학습시키는데 특

화가 되어 있으며, RNN(Recurrent Neural
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시간의 흐름에 종속적이지 않은 경우를 학습시키는데 특

화가 되어 있으며, RNN(Recurrent Neural

Networks) 알고리즘 경우는 DATA의 성격이 시간의 흐

름에 종속적인 경우에 사용하는 대표적인 알고리즘이다.

전력사용량의 경우 DATA의 성질이 시간의 흐름에 따라

변화가 있으며, 시간의 흐름에 종속적인 성격을 가지고 있

어, RNN 방식의 알고리즘을 채택하였다. 이와 더불어 수

집된 DATA가 한 공장의 DATA를 기준으로 수집된

DATA이므로 장기 의존성 문제를 보완한 장단기 기억 네

트워크 LSTM 구조를 선택하여, 학습시켰다.[2]

본 논문은 다음과 같이 구성된다. 2장은 전력량 예측을

위한 학습 방법으로 LSTM에 대해 설명하고 3장은 실제

DATA의 분석 및 형태에 관해 설명한다.

4장에서는 본 연구에서 진행한 실험 환경과 LSTM 학습

을 위한 시스템 구성도에 대해 설명한다. 5장에서는 결론

으로 마무리한다.
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2. 학습 모델 LSTM

LSTM은 순환신경망의 장기의존성 문제를 보완한 장단

기 기억 네트워크이다. 순환신경망 같은 경우 학습을 진행

하면서 과거의 학습 내용이 잃어 가는 한계가 있어, 이와

같은 단점을 보완하기 위해 LSTM과 같은 학습 모델이

만들어졌다.[2]

셀 내부의 동작은 크게 두 가지로, 현시점의 은닉층 연산

을 수행하는 게이트 그리고 과거의 시점 데이터에 대한

유지 연산을 담당하는 셀 상태 정보 연산 게이트로 구성

되어 있다.[3]

그림 1 LSTM 구조도[4]

3. 학습용 DATA

본 논문의 학습을 위해 DATA를 수집하고 가공이 필요

하였다. 먼저 DATA의 경우는 실제 공장 공정에서 수집

한 분 단위 누적 적력량과 기상청에서 제공하는 날씨

DATA를 이용하였다.

기상정보 DATA는 기상청으로부터 받았으며, 다양한

DATA 값 중 일시, 기온, 풍속, 풍향, 습도, 증기압, 이슬

점 온도, 현지 기압, 일조, 일사, 시정 지면 온도를 이용하

였다.

다음으로는 공장설비에서 수집된 DATA의 종류이다. 공

장 설비에서 수집된 DATA는 별도의 센서를 장착하여,

수집하였으며 누적전력량을 1분단 위로 수집하였다.

공장에서 수집된 전력량 DATA의 경우 10개의 수집 장

비를 통하여 수집되었으며, 1번~10번까지(A02A2R01U1 ~

A02A2R10U1) 생산장비의 분당 전력량을 수집하였다.

각각의 DATA에서 공통된 특징인 시간을 기준으로

DATA를 정리하였으며, 시간을 동일하게 통일하기 위하

여 DATA 중 시간적 범위가 가장 큰 DATA를 기준으로

통합을 실시하였다.

통합 DATA의 경우 2019년 01월 10일 00시 ~ 2019년 05

월 31일 22시까지 DATA를 이용하였다.

DATA는 총 3,152개 행으로 이루어져 있으며, 22개의 필

드로 구성하였다.

아래 표는 각각의 DATA가 가지고 있는 최솟값과 최댓

값을 표현한 값이다.

DATA센서 최솟값(시작일) 최댓값(종료일)

일시 2019년01월10일 2019년05월31일

기온 -9.4 19.9

풍속 0 7.1

풍향 0 360

습도 13 100

증기압 1.1 24.1

이슬점온도 -21.8 19.9

현지기압 996.2 1032.1

일조 0 1

일사 0 3.62

시정 100 2000.0

지면온도 -9.9 43.9

A02A2R01U1 0 0.3531

A02A2R02U1 0 0.1554

A02A2R03U1 0 0.1509

A02A2R04U1 0 0.0669

A02A2R05U1 0 0.0743

A02A2R06U1 0 0.0883

A02A2R07U1 0 0.0511

A02A2R08U1 0 0.0231

A02A2R09U1 0 0.154

A02A2R10U1 0 0.1418

표 1 DATA 최소 최댓값

4.1 실험 환경

본 실험은 Linux 4.15.0.62-generic 버전, x86 계열의 64

비트 운영체제 CPU는 인텔 i7- 5820K 3.30GHz 메모리

용량은 16GB SDD는 500GB 환경에서 실험하였으며, 학

습을 위한 Python 버전 3.5.2 Tensorflow 번전 1.14.0

keras 버전은 2.2.4에서 실험을 진행하였다.

4.2 시스템 구성도

수집된 DATA를 기반으로 학습을 통해 전력량 예측을

하기 위하여 다음과 같은 시스템을 구성하였다.

그림2 실험 시스템 구성도
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공장에서 수집된 DATA와 기상청에서 수집한 DATA의

단위 및 형태가 다르기 때문에 DB에 저장 하기 전에 먼

저 전처리기를 거쳐 일차적으로 유사 형태로 저장하였다.

저장된 DATA를 바탕으로 파서를 구성하여 Tensorflow

에서 제공하는 모듈을 사용하기 위하여 DATA를 분류하

였으며, LSTM에 넣어 학습을 시킬 수 있는 형태로 변형

하였다.

4.3 실험 결과

LSTM의 경우 학습을 위해 넣을 수 있는 변수들이 있다.

변수의 값을 어떻게 넣고 학습을 시키느냐에 따라 예측값

의 변화가 뚜렷하게 보였다. 이번 연구에서는 변수의 값

중 학습률 값을 중점적으로 변경하여 결과를 확인하였다.

그림3 학습 모델을 이용한 예측결과

그림4 학습 모델을 이용한 예측결과

그림5 학습 모델을 이용한 예측결과

[그림3] 은 입력 변수의 값을 임의로 설정하고 처음으로

학습시킨 결과이다. 빨간 부분은 실제 DATA 값이고 파

란 부분은 학습을 통한 모델의 예측값이다.

[그림4] 는 [그림3] 의 입력 변수 중 학습률을 조정하여

얻어진 결과이다.

[그림5] 는 [4그림] 에서 수정했던 학습률과 학습 횟수

그리고 각 셀의 출력 크기 값을 조정하여 얻어진 결과이

다.

예측값이 실제 DATA와 완전하게 일치하지 않으나 입력

변숫값의 조정으로, 예측 값이 실제 값에 다가가는 것을

볼 수 있다.

5 결론

본 논문에서는 실제 공장에서 수집한 DATA를 바탕으로

DATA를 분류 분석하고 분석된 DATA를 LSTM에서 학

습을 시켰으며, 최적화를 위해 조절 할 수 있는 변숫값을

조절하여 예측값이 실제 값에 다가가는 것을 확인하였다.

추후 분석 작업을 통하여 아직 사용하지 못한 공장

DATA를 추가하여 필드 구성을 더 늘릴 계획이며, 입력

변숫값을 조절하여 구성한 DATA에 최적의 학습 모델을

만들 계획이다.
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