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요       약

 자율주행 자동차에서의 보행자 인식 및 사람의 행동 인식과 같은 분야 등에 대한 연구들이 활발하게 

진행되고 그에 기반을 둔 기술들이 많이 개발되고 있다. 그리고 대부분의 연구에서는 사람에 대한 경

계 박스를 검출한다. 영상에서 사람의 유무 혹은 위치를 판단하는 문제에서는 경계 박스만을 검출하는 

것이 효율적일 수 있으나 경계 박스는 행동 인식과 같은 분야에 사용하기에는 많은 정보의 손실이 발

생할 수 있다. 본 논문에서는 U-NET 구조의 딥러닝 모델을 사용해 경계 박스로 인한 정보 손실을 줄

일 수 있는 보행자 분할 방법을 제안한다. 모델의 학습을 위해 2017 COCO 데이터셋의 사람 카테고리

를 사용하였으며 Penn-Fudan 보행자 데이터셋을 이용하여 제안 방법을 테스트하였으며 기존의 방법들

과 비교하여 의미 있는 결과를 얻었다.

1. 서론

  최근 몇 년간 자율주행 및 행동인식과 같은 분야에 대

한 관심이 높아짐에 따라 이러한 기술의 기반이 되는 많

은 기술들이 큰 발전을 이룩하였다. 특히 보행자 검출 연

구는 자율주행 자동차, 인공지능 CCTV, 장면 자막 생성, 

행동인식 등 많은 분야에서 연구 되고 있으며 큰 성공을 

거두었다. 그러나 기존의 보행자 인식을 위한 대부분의 연

구들은 보행자의 경계 박스를 검출하는데 그치고 있다[1, 

2, 3]. 경계 박스 검출 방법은 객체의 유무를 판단하는 문

제에 있어서 효율적 일수 있으나 많은 노이즈를 포함하고 

있거나 반대로 필요한 정보의 손실을 야기할 수 있다.   

이러한 경계박스의 문제를 해결하기 위하여 최근에는 

CNN(Convolutional Neural Networks)를 이용한 픽셀 단

위의 객체 분할 연구가 진행되고 있다[4, 5, 6].

그림 1. FCN의 보행자 검출 결과

  FCN(Fully Convolutional Networks)[7]은 위의 연구들

에서  픽셀단위의 예측을 위해 CNN의 하단에서 쓰이며 

객체 분할에서 정확성을 향상 시킨다[7]. 그러나 FCN은  

그림 1.과 같이 국부적인 밀집된 예측을 야기하며, 객체의 

전체 구조와 일치하지 않는 문제를 나타내는 경우도 있다.

 최근에는 이러한 같은 동일 객체의 픽셀간 불일치를 완

화하기 위하여 CRF(Conditional Random Field)를 이용한 

연구가 진행되었다[8, 9, 10, 11, 12]. CRF를 이용하여 잘

못된 픽셀 예측을 개선할 수 있지만 CRF는 FCN의 결과

를 이용하는 후처리 기법이므로 FCN에 의한 예측 결과에 

크게 의존한다. 그러므로 CRF를 이용하여 회복할 수 없

을 만큼 큰 잘못된 예측이 FCN에서 발생하면 여전히 나

쁜 결과를 보인다. 또한 CRF는 지역적인 정보만을 이용

하여 객체를 분할하므로 사람의 다리와 같은  국부적인 

부분의 모호성을 피하기 어렵다[8, 9, 10, 11, 12]. 

 우리는 이러한 FCN이 야기하는 문제를 해결하기 위하여 

FCL(Fully Connected Layer)이 없는 U-Net[13] 구조를 

이용한 모델을 제안한다. 제안된 방법은 이미지로부터 고

수준의 전역적인 특징을 추출하여 FCN-CRF에서 발생하

는 국부적인 부분의 모호성을 피할 수 있다.

 우리는 보행자의 특징을 추출하기 위하여 2017 COCO 

데이터셋[14]의 사람 카테고리의 일부 이미지 7000장을 학

습(Training)과 검증(Validation)에 사용하였다. 또한 모델

의 성능을 테스트하기 위하여 Penn-Fudan 데이터셋[15]

을 이용하였다.
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그림 3. 제안 방법의 Penn-Fudan 데이터셋에 대한 

예측 결과. (a)입력 이미지, (b)Ground-Truth, (c)예

측결과

2. 제안 방법

2.1. 모델 구조

 

그림 2. 픽셀 단위의 보행자 분할을 위한 제안된 

U-Net 구조.  

  

 픽셀 단위의 보행자 분할을 위한 제안된 모델의 구조는 

그림 2.와 같다. 본 모델은 기존의 U-Net과 같이 다운샘

플링을 위한 부분과 업샘플링 부분으로 구성되었으며 서

로 다른 3개의 컨볼루션 레이어에서 특징맵을 연결해 공

유한다. 본 모델은 256x256x3 크기의 컬러 이미지를 입력

으로 받도록 설계되어 있다. 각 컨폴루션 레이어는 활성함

수로 ReLU를 사용하며, 정규화를 위하여 He 정규화[16]

를 사용한다. He 정규화는 0 이하의 값을 제거하는 ReLU

로 인하여 분산이 줄어드는 것을 방지한다.

2.2. 데이터 및 학습

 학습 및 검증을 위해 2017 COCO 데이터셋의 사람 카테

고리의 이미지 7000장을 사용하였다. 또한 픽셀 단위의 분

할을 위해 모델의 입력으로 마스크 이미지를 픽셀 단위로 

레이블링하여 이미지와 함께 주어준다. 배치 사이즈

(Batch-Size)는 32,  모델 최적화 기법으로는  Adam 이용

하여 0.0001의 속도로 학습 시켰으며 Binary Cross 

Entropy를 손실함수로 사용하였다. 학습을 위해 NVIDIA 

GTX 1080ti 그래픽카드 2개를 이용하여 전체 학습 데이

터셋에 대한 학습을 150번  반복(150 epoch)하였다.

 또한 보행자 분할에 대한 성능을 테스트하기 위하여

Penn-Fudan 보행자 데이터셋을 이용하였다. Penn-Fudan 

데이터셋은 170장의 보행자 이미지-마스크 쌍을 갖는

다.[15] 성능 비교를 위하여 기존의 방법인 FCN, CRF, 

CHOPPs[17], MMBM1[18] 및 MMBM2[18]과 비교하였으

며 기존의 방법에 비해 본 연구에서 제안한 방법이 좋은 

성능을 보임을 입증하였다.

3. 결과

Method IoU

CRF 68.35

CHOPPs 71.33

MMBM1 (case4) 76.92

MMBM2 77.30

MMBM1 (case4) + GraphCut 77.97

MMBM2 (case4) + GraphCut 79.42

Proposed Method 80.91

<표 1> Penn-Fudan 데이터셋 테스트 결과 

  

 위의 <표 1>은 Penn-Fudan 데이터셋의 기존의 방법들

과 제안된 방법에 대한 테스트 결과이다. 성능 지표로는   

IoU(Intersection over Union)를 사용하였으며 본 논문에

서 제안된 방법은 80.91% IoU를 얻었다. 이는 최신의 연

구 결과인 'MMBM2 + GraphCut'[18]와 비교하여 약 

+1.49% IoU의 향상된 결과를 보임으로서 본 논문에서 제

안된 방법의 성능이 보행자를 픽셀 수준에서 분할해 검출

함에 있어 유의미한 결과를 보여줌을 입증한다.

 그림 3. 제안 방법의 Penn-Fudan 데이터셋에 대한 결과

를 보면 보행자를 올바르게 분할하는 것을 확인할 수 있

다. 그림 3.의 (a)는 입력 데이터, (b)는 Ground-Truth 이

며 (c)는 입력데이터에 대한 예측 결과이다. 그림 1. FCN

과 단리 보행자의 전역 적인 특징을 잘 찾아내고 있고 다

리와 같은 부분에서 국부적인 부분에 대한 모호함을 잘 

피하고 있음을 확인할 수 있다.

4. 결론

 본 논문에서는 U-Net 구조를 이용한 픽셀 수준의 보행

자 분할 방법을 제안하였다. 기존의 방법들은 이미지에서 

보행자에 대한 전역적인 특징을 잘 추출 하지 못하며 다
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리와 같은 부분의 모호함을 잘 찾아내지 못하지만 제안된 

방법을 통해 그러한 기존의 방법에 대한 문제를 해결했음

을 확인할 수 있었다.  AP지표를 이용하여 기존 최신의  

방법인 'MMBM2 + GraphCut'[18]와 비교하여 약 +1.49% 

향상된 정확도를 확인할 수 있었다.

 후속  연구에서는 세밀하게 보행자를 분할하고 군집 보

행자에 대한 분할이 잘 이루어질 수 있도록 하는 방법에 

대해 연구할 수 있으며, 또한 의미론적 분할(Semantic 

Segmentation)이 아닌 객체에 대한 인스턴스 분할

(Instance Segmentation) 방법에 대해 고찰해볼 필요가 있

다. 이러한 연구들은 장면 인식 혹은 사람의 행동 인식에 

대한 연구의 초석이 될 것이라고 생각된다.
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