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요약

본 논문에서는기존의 연구를극복하여단일영상이 아닌 단안 비디오로부터 5D 라이트필드영상을 합성하는 딥러닝프레

임워크를제안한다. 현재 일반적으로사용가능한 Lytro Illum 카메라등은초당 3프레임의비디오만을 취득할수있기때문에

학습용 데이터로 사용하기에 어려움이 있다. 이러한 문제점을 해결하기 위해 본 논문에서는 가상 환경 데이터를 구성하며 이

를위해 UnrealCV를 활용하여사실적그래픽렌더링에 의한데이터를 취득하고 이를 학습에 사용한다. 제안하는딥러닝프레

임워크는 두 개의 입력 단안 비디오에서 ×의 각 SAI(sub-aperture image)를 갖는 라이트필드 비디오를 합성한다. 제안

하는 네트워크는 luminance 영상으로 변환된 입력 영상으로부터 appearance flow를 추측하는 플로우 추측 네트워크(flow

estimation network), appearance flow로부터 얻어진 두 개의 라이트필드 비디오 프레임 간의 optical flow를 추측하는 광학

플로우 추측 네트워크(optical flow estimation network)로 구성되어있다.

1. 서론

라이트필드 영상은 다양한 방향에서의 빛의 정보를 취득함으로써

한 장의영상만으로 깊이 영상추측(image depth estimation), 영상 재

초점(refocusing), 시점 이동(view-point change) 등의 다양한 영상처

리가 가능하다는 장점이 있다.

일반적으로 라이트필드 영상은 플렌옵틱(plenoptic)카메라 혹은

카메라 배열(camera arrays)을 사용하여 취득한다. 하지만 일반 사용

자가 사용 가능하던 Lytro사의 카메라는 더 이상지원이 되지 않고 유

일하게 남아있는 플렌옵틱카메라는 Raytrix [1]사의 카메라가 있지만

이는 주로 산업 현장에서 사용함을 목적으로 만들어지므로 일반 사용

자가사용하기엔 어려움이있다. 이러한 한계점을 극복하기위해 일반

영상으로부터 라이트필드 영상을 합성하는 다양한 기법이 소개되었다

[2, 3, 4]. 하지만 해당 기법들은 모두 비디오가 아닌 일반 영상으로부

터 라이트필드 영상을 합성하는 기법으로 라이트필드 비디오 합성에

는 어려움이 있다.

기존의 기법 중 [2]의 경우 한 장의 라이트필드 영상을 합성하기

위해 특정시점의 입력 영상 4장을 요구하며 이는 일반 사용자입장에

서 취득하기 어렵다는단점이 있다. [3]의 경우 한장의 라이트필드영

상을 합성하기 위해 한 장의 입력 영상만을 사용하여 깊이 영상 기반

렌더링 기법을 사용해라이트필드 영상을 합성한다. 하지만해당 기법

의 경우 합성된 깊이 영상의 품질에 크게 의존하며, 깊이 영상을 사용

하여 라이트필드 영상을 합성하기 때문에 non-lambertian 효과를 복

원하는데 어려움을 겪고 폐색(occulusion) 영역을 복원하는데 어려움

이 있다. [4]의 경우 [3]의 한계점을 극복하기 위해 깊이 영상 대신

appearance flow를 사용하여 라이트필드 영상을 합성하였다. 하지만

해당기법의 경우비디오가아닌 정적인 물체에대한 단일라이트필드

영상을 합성하였기 때문에 단안 비디오로부터 라이트필드 비디오를

합성하는데는 적합하지 않다.

본 논문에서는 이상의 한계점을 극복하여 단일 영상이 아닌 단안

비디오로부터 5D 라이트필드 비디오(    )를 합성하는 딥러

닝 프레임워크를 제안한다. 본 논문의 구성은 다음과 같다. 먼저, 딥러

닝네트워크를학습하기위해사용한가상환경데이터를제시한다. 둘

째, 입력 단안 비디오 프레임에서 라이트필드 비디오를 합성하는

end-to-end 딥러닝네트워크를제시한다. 셋째, 제안하는기법의결과

를 확인한다. 마지막으로, 본 논문에 대한 결론을 맺는다.

2. 가상 환경 데이터 구성

컴퓨터 비전 분야에서 다양하게 활용되고 있는 딥러닝 기반 영상

처리 기법들은 각각의 기법에서 제안하는 네트워크를 학습하기 위해

다량의영상데이터를요구한다. 하지만특정한목적에맞는영상데이

터를 취득하기엔 어려움이 많으며 특히 다량의 데이터가 요구되는 경

우에는더많은어려움이따른다. 본 논문에서는이러한한계점을극복

하기 위해 여러 연구에서 그 효용성을 보인 사실적 그래픽 렌더링에

의한가상환경데이터를활용한다. 가상 환경데이터를구성하기위해

Unreal Engine을 기반으로 하는 UnrealCV [5]를 활용한다. 해당 기

법을 활용하여 ×의 angulr domain 을 갖는 라이트필드 데

이터를 취득하였으며 학습에 사용된 가상 환경은 실재 도시와 유사한
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그림 1. 제안하는 5D 라이트필드 비디오 합성 프레임워크.

외관을가진 2개의환경을사용하였다. 2개의 환경은 [5]에서 제공하는

가상환경과본논문에서직접구성한환경으로구성되어있다. 각 환경

에서 구성된 도로를 따라 카메라를 이동하며 총 1,818장의 ×의

SAI로 구성된 라이트필드비디오 데이터를 취득하였다.

3. 딥러닝 네트워크

본 논문에서 제안하는입력 단안 비디오로부터 5D 라이트필드비

디오를 합성하는 딥러닝 프레임워크를 그림 1에 나타내었다. 전체 프

레임워크는 입력 비디오로부터 ×의 각 SAI에 대응되는

appearance flow를 추측하는플로우추측네트워크, 그리고 추측된 플

로우를 각 입력 단안 비디오에 워핑하여 얻은 라이트필드 비디오간의

광학 플로우를 추측하는광학 플로우 추측 네트워크로구성되어 있다.

각 단계들을 아래와 같이 수식으로 표현할 수 있다.

   (1)

→   , (2)

수식 (1)에서 은 플로우 추측 네트워크로부터 얻은

× 의 각 SAI에 대응되는 appearance flow를 나타내고

는 입력 luminance 영상을 나타낸다. 는 bilinear

sampler module [6]을 나타내며 이를 통해 시간 에서 워핑된 라이트

필드영상인 를얻을수 있다. 는시간 과 간의 광학플

로우 →를 추측하는 광학 플로우 추측 네트워크를 나타낸다.

Appearance flow를 추측하는 네트워크인 플로우 추측 네트워크

는 [4]에서 사용한프레임워크를 바탕으로 네트워크 구조를 해당 기법

에서 사용한 네트워크 구조 대신 encoder-decoder 구조를 사용하여

구현하였다.

두 개의 × 라이트필드 영상으로부터 ×의 각 SAI에 대

응되는광학플로우를추측하는과정은막대한양의 GPU 메모리가필

요하다. 따라서 본 논문에서는 하드웨어적 제한으로 인하여 ×의

각 SAI중 가운데 ×영역만을 선택하여해당 영역의 SAI에 대응되

는 광학 플로우만을 추측한다. 광학 플로우를 추측하는네트워크인 광

학 플로우 추측 네트워크는 플로우 추측 네트워크와 유사한

encoder-decoder 구조를 바탕으로 구성되어 있으며 (1)을 통해 얻은

시간 과 시간 에서의 라이트필드 프레임인 과 

를 입력으로 시간 과 시간  사이의 광학 플로우를 추측한다. 광

학 플로우 추측 네트워크는 두 프레임간의 상관관계를 추측하기 위해

각 프레임의 특징을 추출한 뒤 이를 결합하고 3D convolution을 사용

하여 두 특징간의 상관관계를 사용하여 광학 플로우를 추측하게 된다.

추측된 광학 플로우와 중 ×영역을 워핑하여 얻은

영상과 간의 시간적 일관성을 부여하기 위해 다음과 같은 손실

함수를 정의한다.

 


 
→ (3)

 exp , (3a)

수식 (3a)의 는 [7]에서 영감을 받아 두 입력 영상간의 차이에 따라

시간적 일관성을 다르게 부여하기 위한 가중함수이다. 즉, 시간 

에서의 프레임과 시간 에서의 프레임간의 차이가 클 경우 시간적 일

관성을적게 부여하고 두프레임간의차이가 적은경우상대적으로더

큰 시간적 일관성을 부여한다. 수식 (3)의 
→는 (2)에서 얻은 광

학 플로우를 사용하여시간 의 프레임을시간 로워핑하여 얻은

라이트필드 프레임을 나타낸다.

4. 실험 결과

본 논문에서 제안한 기법의 실험 결과를 그림 2와 그림 3에 각각

나타내었다. 그림 2는가상환경데이터중학습에사용되지않은데이

터에 대하여 라이트필드 비디오를 합성한 결과를 나타낸다. 그림 3은

가상환경 데이터가아닌다양한 컴퓨터 비전분야에서활용되고있는

실재 환경에대한 비디오데이터인 KITTI 데이터셋에대한실험결과

를 나타낸다. 그림 3에서나타내듯이 가상 환경 데이터를 사용해학습

한 네트워크를 사용하여 실재 환경의 데이터에 대해서도 라이트필드

비디오를 합성해 낼 수 있음을 보였다.

5. 결론

본 논문에서 제안한기법은가상 환경데이터를활용해딥러닝 네

트워크를학습하고 appearance flow를 사용해라이트필드를합성하며

광학플로우를사용해시간적일관성을부여한다. 실험결과를통해가

상 환경데이터뿐만 아니라실재환경의 데이터에 대해서도 라이트필

드 비디오를 합성해 낼 수 있음을 보였다.
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그림 2. 가상 환경 데이터에 대한 실험 결과.

그림 3. 실재 환경 데이터에 대한 실험 결과.
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