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요약

본 논문에서는 기존의 DERS, VSRS를 이용한 가상시점 합성이 가지고 있는 문제점을 해결하기 위해 비지도 학습 방식의

학습 모델을이용하여가상시점합성에 적용하는 방식을 제안한다. 제안한방식에서는기존의 DERS와 달리 Disparity의 탐색

범위를 지정하지 않고 Depth의 예측이 가능하며단안의영상에서 Depth를 예측하기 때문에가상시점합성 시더 넓은시점을

합성 할 수 있다. 또한 기존 방식은 Depth와 합성 영상을 각각 처리해야하지만 제안하는 방식은 한 번에 작업이 이루어지며,

GPU를 기반으로 구현하였기 때문에 기존의 합성 방식 보다 처리 속도가 우수하다.

1. 서론

3-DTV(3-D Television), FTV(Free view Television) 에서는 가

상시점 합성을 이용한 이미지의 재구성으로 임의의 시점에서 영상을

제공함으로써 사용자와 상호작용이 가능한 실감영상 표출을 제공한다

[1,2,3]. 이 외에도이미지의합성은그래픽스, 자율주행자동차등다양

한 분야에서 중요한 문제점으로 꼽히고 있다[2, 3, 4, 5].

MPEG-FTV 에서는 이미지의재구성을 위해 Depth 기반의 가상

시점 합성 방식을 사용하는 DERS(Depth Estimation Reference

Software), VSRS(View Synthesis Reference Software)를 제안하였

다[6, 7]. 하지만 DERS와 VSRS를 이용하기 위해서는 데이터마다 결

과 값을 도출하기 위해 실측 기반으로 Disparity range를 역산하는 불

필요한 과정이 소요되고 3개의 시점을 이용하여 가운데시점의 Depth

를 예측하기때문에데이터시퀀스내에양끝 2개의시점에서는 Depth

를 예측할 수 없다는 문제가 있다.

또한 딥러닝을 이용한 지도학습 기반의 Depth 예측 연구가 진행

되었다[8, 9]. 하지만 기존 지도학습 방식에는 LIDAR와 같은 고가의

장비를 통해서 Ground Truth를 취득하기 때문에 비용적인 문제가 발

생한다. 이 문제를해결하기위해추가적인장비없이이미지만을이용

하여 Depth를 예측하기 위한 비지도 학습 방식의 모델들이 제안되었

다[10, 11, 12]. 지도학습은 Depth와 직접적으로 오차를 계산하지만 비

지도 학습에서는 모델을 통해 나온 결과물을 이용하여 이미지를 재구

성해 원본 이미지와 비교하는방식으로 Depth 생성을유도한다. 본 논

문에서는 비지도 학습 방식을 적용한 Depth 기반의 이미지 합성 방식

을 제안한다.

2. 본론

그림 1. View synthesis Architecture

그림 1은 본 논문에서 제안하는 모델의 구성도이다. 과 은 각

각 합성하기 위한 영상의 좌, 우 이미지를 나타내며, 네트워크를 지나

면 각각의 Depth 영상인 과 이 생성된다.
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여기서 ,  , , 는 카메라 파라미터를 나타내며, 표현식은 다

음과 같다.

   … (2)

과 은 Forward warping을 통해 가운데 시점에서의 Depth

로변형된다. 식 (1)에서  ,와 ,는각각 과 의이미

지좌표를나타낸다. 이때, 생성되지않은픽셀에대해서 Depth 이미지

크기의 hole 이미지 를 만든다.

와 은 각각  와 를 이용해 Backward warping으

로 가운데 시점을 재구성한 이미지를 나타낸다[10, 11].
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식 (3)은 Forward warping을 통해 생성된 Depth를 비교해 더

작은 값을 가지는 영역을 각각 
와 

으로, 같은 영역은 식

(4)의 M으로나타내며, 반대편 이미지의 hole에 해당하는 부분을 합쳐

식 (5)의 ,로 나타낸다. 최종적으로 
′는 식 (6)에 의해

생성된다.
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hole loss, reconstruction loss는 식(7, 8)과 같이 정의 하였으며,

식 (9)는 기존에 제안된 disparity smoothness loss이다[10, 11]. 최종

loss function은 다음과 같다.
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Depth 예측 네트워크는 ResNet-18 Encoder를 갖는 U-Net

구조를 사용하였다[13].

그림 2. Depth 생성 결과

그림 3. 가상시점 합성 결과

3. 실험 결과

본 논문에서 제안하는 모델은 GTX 1080Ti 환경에서 Python,

Tensorflow를 사용하여 구현하였으며, 학습 및 평가 비교를 위해

Ground truth data가 있는 Nagoya 대학의 Balloons, Kendo

Sequence[14]를 이용하였다.

그림 2와 그림 3은 Nagoya에서 제공하는이미지시퀀스와 DERS,

및 VSRS, 제안하는 모델로 Depth와 시점을 각각생성한 결과이며 표

1과 표 2 는 합성된이미지와원본을비교하여 SSIM 과 PSNR을 측정

한 표이다. (A)와 (B)는 각각 Nagoya에서 제공한 Depth와 DERS를
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통해 생성된 Depth를 이용해 합성한 결과이며, (C)는 제안하는 모델

로 합성한 시점에 대한 측정 결과이다. PSNR 다소 떨어지지만 SSIM

은 비슷한 결과를 보이며 3개의 시점을 사용해 Depth를 생성하는

DERS와 달리 제안하는 모델은 단안의 영상에서 Depth를 예측하기때

문에 더 넓은 범위를 합성할 수 있다.

표 1. Balloons Sequence 실험 결과

표 2. Kendo Sequence 실험 결과

표 3은 DERS, VSRS와 제안된 모델의 생성 시간을 측정한 결과

이다. (B)의 Depth 생성 시간은 1개의 시점에 대해 나타냈으며 하나의

가상시점을 합성하기 까지 12.380 sec가 소요 된다. 반면 제안된 방식

에서는 GPU 기반으로 모델이 동작하기 때문에 2개의 시점에 대한

Depth예측과 가상시점 합성 까지 0.09533 sec가 소요 된다.

표 3. 생성 시간 측정 결과

4. 결론

본 논문에서는 비지도 학습의 Depth 예측 모델을 이용해 가상시

점을 합성하는 모델을 구현하였다. 비지도 학습을 이용함으로써 기존

의 Depth ground truth 데이터 수집에 대한 문제점을 극복하였다. 또

한, 기존의 DERS가 데이터마다 수동적인작업을 거쳤던부분을 줄였

으며 양끝의 시점에 대해서도 depth 예측이 가능하다.
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