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1. 서론
최근 다양한 딥러닝 모델들을 이용한 의존 파싱이 연

구되고 있으면 자연언어처리 분야에서 개체명 인식, 의

미역 결정, 질의응답, 상호참조해결 등에 응용될 수 있

어 핵심적인 역할을 수행하고 있다. 딥러닝 기반 의존 

파싱 연구는 2가지로 분류될 수 있으며 전이기반 방식과 

그래프 기반 방식으로 나뉜다. 전이기반 방식은 입력에 

대한 버퍼와 스택으로부터 자질 벡터들을 얻은 후 딥러

닝 신경망을 통해 전이 액션을 결정하는 방식이다. 그래

프 기반 방식은 전역적 탐색 방식으로 지배소와 의존소

에 대한 점수를 딥러닝 신경망을 통해 계산하는 방식이

다.

Attention mechanism[1]은 읽어 들인 입력에 대해 참

조하고자하는 위치에 가중치를 더 부과하는 메커니즘이

다. 포인터 네트워크[2]는 Attention mechanism을 사용

하여 입력열의 위치를 출력으로 하는 딥러닝 모델이다.

본 논문에서는 포인터 네트워크[2]에 내부 stack을 추

가하여 전이 기반 파싱의 지역성을 해결하고자 했으며 

이에 더하여 attention score 함수로 Biaffine 

Attention[3]을 채택하여 score를 정교하게 하였다. 

실험 결과, 본 연구가 제시한 모델은 SPMRL’14 실험 

데이터 셋에 적용하여 의존 파싱 성능 UAS 91.53%, LAS 

90.93%를 보여주어 기존의 의존 파싱 성능을 더욱 향상

시켰다.

2. 관련 연구
의존 파싱은 전이 기반 방식과 그래프 기반 방식으로 

나누어 연구되어 왔으면 전이 기반 방식으로는 [4]는 스

택과 버퍼내의 모든 정보를 인코딩하기 위해 Stack LSTM

을 이용한 모델을 제안했다. [5]에서는 이를 한국어 의

존 파싱에 적용하기 위해 단어 표상을 얻어내는 방법을 

제안하여 하였다. 그래프 기반 방식으로는 [3]의  Deep 

Biaffine Attention을 통해 단어의 지배소를 찾는 모델

이 다양한 언어 셋에서 좋은 성능을 보이고 있다. [6]은 

포인터 네트워크를 활용하여 어절의 중심어를 찾고 동시

에 의존 레이블을 찾는 멀티 태스크 학습 기반 포인터 

네트워크를 제안해 좋은 성능을 보였다.

본 연구의 토대가 되는 연구는 [7]의 연구로 이 논문

에서 포인터 네트워크에 내부 Stack을 이용한 전이 기반 

의존 파싱 모델을 제안하였으며 다양한 언어 셋에서 최

고의 성능을 보여 주었다. 본 논문과의 차이점은 [7]의 

연구는 단어 표상을 얻을 때 음절과 ConvNet을 사용하였

지만 본 연구는 형태소와 LSTM을 사용하여 단어 표상을 

얻었다는 부분이 있고 가장 큰 차이점은 [7]의 논문은 

포인터 네트워크만을 이용하여 단어의 의존소를 찾는 모

델인데 반해 본 논문은 포인터 네트워크를 이용해 단어

의 의존소를 찾고 [3]의 Deep Biaffine Attention을 통

해 단어의 지배소를 찾는 과정을 추가하여 양방향으로 

찾는 과정을 추가하여 더욱 정교하게 하였다.

3. Bidirectional Stack Pointer Network를 이용한 

한국어 의존 파싱
본 연구가 기존의 Stack Pointer Network와 차이점은 

기존의 Stack Pointer Network는 디코딩 단계에서 지배

소(head)에서 의존소(child)를 예측하는 head -> child

한 방향으로 정해져 있지만 본 연구는 인코딩 단계에서 

Biaffine Attention 함수를 이용하여 의존소(child)에서 

지배소(head)를 예측하는 child -> head를 예측 방향을 

추가하여 양방향 예측이 가능하게 하였다.
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요  약

본 논문에서는 기존 Stack Pointer Network의 의존 파싱 모델을 확장한 Bi-Stack Pointer Network를 제안한다. 
Stack Pointer Network는 기존의 Pointer Network에 내부 stack을 만들어 전체 문장을 읽어 dependency tree를 
구성한다. stack은 tree의 깊이 우선 탐색을 통해 선정되고 Pointer Network는 stack의 top 단어(head)의 자식
(child)을 선택한다. 제안한 모델은 기존의 Stack Pointer Network가 지배소(head)정보로 의존소(child)를 예측하
는 부분에 Biaffine attention을 통해 의존소(child)에서 지배소(head)를 예측하는 방향을 추가하여 양방향 예측이 
가능하게 한 모델이다. 실험 결과, 제안 Bi-Stack Pointer Network모델은 UAS 91.53%, LAS 90.93%의 성능을 
보여주어 기존 최고 성능을 개선시켰다.

주제어: 의존 파싱, 포인터 네트워크, LSTM, 딥러닝 
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3. 1 Stack Pointer Network를 이용한 한국어 의존 

파싱
Stack Pointer Network는 의존성을 결정하는 단계와 

의존관계를 결정하는 단계로 이루어져 있다. 먼저 인코

딩 단계에서 형태소로부터 어절 표상 을 얻고 이를 

LSTM에 적용하여 은닉 표상 를 얻는다. 디코딩 단계에

서 디코더는 time step당 입력으로 stack의 top 표상을 

받는다. (처음 상태는 Root로 초기화) stack의 top 표상

은 higher-order 정보인 sibling과 grandchild 정보와 

결합되고 LSTM에 적용하여 은닉 표상 를 얻는다. 

sibling은 head 단어의 두 개의 의존소(child)가 존재하

는 구조이다. grandparent는 head 단어에서 꼬리 단어까

지의 연결 쌍이 존재하는 구조이다. 

stack에 들어가는 은닉 표상은 와 의 Score 값을 

통해 선정된다. 이때의 Score은 Biaffine Attention 함

수를 이용하여 계산한다. 이를 통해 지배소의 표상을 선

택하여 stack에 넣는다. 이때 head 단어와 child 단어가 

동일하다면 stack에서는 pop이 일어난다. 의존 단계 결

정 단계는 bilinear Attention 함수를 이용하여 Score를 

계산한다. 이때의 Score는 의존성을 결정하는 단계의 

Score가 지배소(head)에 대한 의존소(child)의 Score였

다면 이 단계는 의존소(child)에 대한 의존관계(label)

의 Score를 나타낸다. Stack의 top 요소가 초기화 값인 

Root일 때 파싱이 종료된다. Stack은 의존 트리의 

inside-out 순회 방법을 따른다.(지배소의 left 우선으

로 가장 가까운 의존소부터 순회)

3. 2 Bi-Stack Pointer Network를 이용한 한국어 

의존 파싱
본 연구에서 사용한 모델은 그림 1과 같다. Stack 

Pointer Network와의 차이점은 인코딩 단계의 Biaffine 

Attention을 이용하여 지배소(head)를 찾는 과정을 추가

했다는 점이다. 인코딩 단계에서 형태소로부터 어절 표

상 을 얻는다. 형태소의 합성을 통해 어절 표상을 얻

는 과정은 형태소 단위의 표상을 Bi-LSTM에 적용하여 어

절 표상을 얻었다.  어절 표상 를 Bi-LSTM에 적용하

여 은닉 표상 를 얻은 후 다층 신경망 MLP를 적용하여 




, 


를 얻는다. 이때 다층 신경망 MLP는 n 

layer의 다층 신경망을 의미한다. Biaffine Attention 

함수[3]를 적용하여 child i에서 head j의 점수 

 를 얻는다.

그림 1. Bi-Stack Pointer Network를 이용한 한국어 의존 파싱
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
   


   

   


  


    

디코딩 단계에서는 stack의 top 요소를 입력으로 한

다. 이때 stack의 처음은 root로 초기화한다. 이후 입력

은 선택된 인코더의 은닉 표상 가 stack으로 들어온

다. stack의 top 요소는 higher-order 정보인 sibling과 

grandchild의 정보와 결합되어 LSTM에 적용하여 은닉 표

상 를 얻은 후 다층 신경망 MLP를 적용하여 


를 

얻는다. 


와 


에 Score를 얻기 위해 Biaffine 

변환 함수를 적용하여 head j에서 child i의 점수 

 를 얻는다.


   

   


  


child에서 head를 예측하는 점수인  와 

head에서 child를 예측하는 점수인  에 

softmax값을 취하고 log를 적용해 확률 값인 

 ,  를 얻는다.

    log


exp 

exp 

   log


exp 

exp 

decoder에 입력으로 들어온 에 대해  의 

head j에 대한 모든 child i의 확률 값과   
의 head j에 대한 모든 child i의 확률 값을 더해서 디

코더의 의존소를 찾는 과정에 인코더의 지배소를 찾는 

과정을 추가하여 양방향의 확률 값을 더해서 더욱 정교

한 예측이 가능하게 만들었다.

의존 관계를 결정하는 단계는 기존의 Stack Pointer 

Network와 동일하다.

4. 실험
실험 데이터셋으로 SPMRL’2014의 공개 말뭉치인 [8]

의 데이터 셋을 이용하였다. Stack Pointer Network는 

[7]의 연구를 토대로 구현하였으며 현재 국내 논문에서 

Stack Pointer Network를 이용한 SPMRL’2014 데이터셋

의 성능이 존재하지 않아 구현한 성능으로 대신하였다. 

Bi-Stack Pointer Network은 본 논문에서 제안한 모델로 

기존의 Stack Pointer Network에 비해 좋은 성능을 보이

고 있다.

UAS LAS
Stack LSTM[5] 89.10% 87.34%
Stack LSTM + 컨트롤러[10] 89.94% 88.36%
SyntaxNet[11] 90.33% 88.69%
Deep biaffine[14] 90.85% 89.31%
Deep biaffine + dual[9] 91.07% -
Stack Pointer Network 91.25% 90.59%
Bi-Stack Pointer Network 91.53% 90.93%

표 1. SPMRL’14 데이터셋에서 결과(자동 형태소 분석)

표 1에서 제시한 결과에서 볼 수 있듯이 기존의 모델

들의 성능에 비해 더 나은 성능인 UAS에서 91.53%, LAS

에 90.93%의 성능 향상을 가져옴을 확인할 수 있다.

5. 결론

본 논문에서는 기존의 Stack Pointer Network에 

Biaffine attention을 통해 지배소를 찾는 방법을 추가

한 Bi-Stack Pointer Network를 제안하였다. 실험 결과 

제안 방법은 SPMRL’14 데이터셋에서 기존의 최고 UAS, 

LAS성능을 더욱 개선시켰다. 향후 제안 모델을 통해 형

태소 분석, 의미역 결정과 같은 태스크에 확장할 수 있

도록 연구하고자 한다.
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